
 

 

车辆边缘计算中基于深度学习的任务判别卸载
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摘要　车辆边缘计算（VEC）将移动边缘计算（MEC）与车联网（IoV）技术相结合，将车载任务下沉至网络边缘，以

此解决车辆终端计算能力有限问题。为了克服任务数量骤增的车载任务调度难题并提供一个低时延服务环境，首先依据所选

的 5大特征参数的动态关联变化准则，使用改进型层次分析法（AHP）将车载任务划分为 3类主要任务，基于 3种卸载决策

进行资源分配联合建模；随后，利用调度算法和罚函数来消除建模的约束条件，所获的代价值为之后的深度学习算法提供输

入；最后，提出一种基于深度学习的分布式卸载网络算法来有效降低 VEC系统的能耗与时延。仿真实验结果表明，所提卸

载方案相较传统深度学习卸载方案具有更好环境适应性与稳定性，并降低了任务平均处理时延与能耗。
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Abstract　Vehicle Edge Computing (VEC), combining mobile edge computing (MEC) with the Internet of
Vehicles  (IoV)  technology,  offloads  vehicle  tasks  to  the  edge  of  the  network  to  solve  the  problem  of  limited
computing power at the vehicle terminal. In order to overcome the difficulty of on-board task scheduling due to the
sudden increase in the number of tasks and provide a low-latency service environment, the vehicle tasks are divided
into  three  types  of  main  tasks  by  using  improved  Analytic  Hierarchy  Process  (AHP)  according  to  the  dynamic
correlation change criteria of the selected five feature parameters, and the joint modeling of resource allocation is
carried out based on three kinds of offloading decisions.  Then,  the constraints of the modeling are eliminated by
using scheduling algorithm and penalty function,  and the obtained substitution value is  taken as the input for the
following deep learning algorithm. Finally, a distributed offloading network based on deep learning is proposed to
effectively reduce the energy consumption and delay of VEC system. The simulation results show that the proposed
offloading  scheme  is  more  stable  than  traditional  deep  learning  offloading  scheme  and  has  better  environmental
adaptability with its less average task processing delay and energy consumption.

Key words　deep learning; edge offloading; multi-constraint optimization; task type division; vehicular edge
computing
 
 

近年来，伴随着 5G站上新的高峰，物联网

（Internet of Things, IoT）和无线通信技术不断发

展并完善。虚拟现实、超高清视频等各类新型移动

应用[1-2] 蜂拥而至，导致移动终端（Mobile Devices,

MD）的数量呈爆炸性增长，移动资源的大量消

耗。作为 5G的关键技术，移动边缘计算（Mobile
Edge Computing, MEC）被认为是解决计算任务需

求不断增长[3] 和用户自身计算能力及资源有限的一 
 

收稿日期：2022−11−07；修回日期：2023−02−22
基金项目：国家自然科学基金国际合作交流项目（IEC\NSFC\181300）；浙江省自然科学基金重点项目（LZ23F010001）
作者简介：章坚武，博士，教授，主要从事通信与 AI技术融合方面的研究。

*通信作者 E-mail: zhangqh@zhejianglab.com

第 53 卷　第 1 期 电子科技大学学报   Vol. 53　No. 1
2024年 1月 Journal of University of Electronic Science and Technology of China   Jan. 2024



种强大范例 [4]。边缘卸载作为 MEC的核心技术，

可以将计算密集型与时延敏感型应用程序/计算任

务下沉至相比远程云服务器更接近移动设备的边缘

服务器，从而降低执行终端任务的时延与能耗，还

可有效提高服务质量（Quality of Service, QoS）与

用户体验质量（Quality of Experience, QoE）。

车联网（Internet  of  Vehicles,  IoV）实现车与

车、车与人、车与基础设备等车与一切（Vehicle
to Everything, V2X）的信息交互[5]。5G与 IoV的协

作[6] 可以提供一个安全、舒适、精准的交通环境，并

且可以改善交通状况、减少交通事故[7] 与网络拥塞。

车辆边缘计算（Vehicular  Edge  Computing,
VEC）作为 MEC与 IoV相结合的改革创新技术，

目前受到了较为广泛的关注。VEC通过连接 MEC
服务器以及路侧单元 [8]（Road Side Unit, RSU）为

车辆提供服务。RSU作为部署在路侧的通信网

关，是 IoV中连接的核心。

为了有效缓解处理计算密集型任务的压力，通

过提出不同低复杂度算法来确定计算卸载决策，权

衡时延与能耗，降低整体 VEC系统的代价消耗。

文献 [9]针对通信场景中 MEC的部署提出了一种

基于改进型粒子群算法（Particle Swarm Optimization,
PSO）的计算卸载策略，有效降低了 MEC服务器

的处理时延并且平衡了其负载。文献 [10]为了充

分利用车辆 CPU资源提出了反向卸载框架，利用

分布式对偶分解法与基于高效搜索的贪婪算法

（Greedy based on Efficient Searching, GES）来获得

逆向卸载决策，从而降低时延。文献 [11]将软件

定义网络（Software Defined Network, SDN）技术

引入传统网络体系，设计了一种由 SDN控制的双

层分布式 VEC结构，并提出了一种动态服务卸载

与迁移算法，以此提高区块链系统吞吐量，分别降

低了执行时延与能耗。文献 [12]通过有向无环图

（Directed Acyclic Graph, DAG）将任务序列切割成

基本单元以此得到简化的最优卸载策略。文献 [13]
考虑有效经济地利用志愿者辅助车辆的空闲计算资

源来帮助过载 MEC服务器，并基于 Stackelberg博
弈与遗传算法确定最优 VEC卸载策略，最大化志

愿车辆奖励并降低车辆卸载成本。文献 [14]结合

IoT设备、MEC服务器与 MCC服务器实现了一种

能量高效利用的动态任务卸载算法，同时结合李雅

普诺夫算法，确定了最优计算位置。文献 [15]利
用停车场车辆作为虚拟 MEC服务器来进行辅助计

算，建立了基于随机森林的时间相关轨迹预测模

型。此模型能够很好应对任务请求量大的情况，并

可以实现结果的准确反馈。

深度学习使用具有多个处理层的深度神经网络

（Deep Neural Networks, DNN）来学习数据，将其

应用于 IoV环境中，增强环境感知、突破处理卸载

决策与资源分配问题时的维度限制已成为当今

VEC研究的热门方向。文献 [16]建立 DNN延迟预

测模型来表征已被划分的各个子任务的计算时延，

并设计了插槽模型来调度子任务，将深度学习应用

于强化学习，可使 VEC系统拥有更好的环境感

知能力。文献 [17]通过马尔可夫决策（Markov
Decision Process, MDP）建模，利用深度强化学习

（Deep Reinforcement Learning, DRL）来处理高速

行驶车辆的任务调度空间状态。文献 [18]研究了

车联网下应用程序的子任务拓扑，利用 DAG获取

任务优先级并提出了一种基于策略梯度的分布式

DRL，相比现有方案拥有更好的卸载性能。文献 [19]
提出了一种基于联邦学习的 MEC隐私保护方法，

能够实现高准确率内容保护，适用于环境需求较高

的边缘计算场景。文献 [20]考虑了 VEC环境的内

在特性，提出了一种基于极度强化学习（Extreme
Reinforcement Learning, ERL）的上下感知 VEC任

务调度程序，实现了 96%以上的 VEC任务完成

率。文献 [21]提出了一种视觉结合 DRL的自适应

视频流方法。该方法在确保卸载数据质量的同时，

减少了系统的能耗与时延。

目前工作中，划分车载任务并发布针对性卸载

决策的研究较少。最大处理容忍时延、车辆的剩余

电量、路段的任务总量均有可能动态地影响决策制

定。为了能够节约 VEC系统资源并且保障用户的

服务体验，本文提出了一种多移动终端、单 MEC
服务器以及云服务器所组成的 VEC网络卸载架构。

 1　模型建立

 1.1　网络模型

本文系统模型如图 1所示，根据不同地理信息

在各路段配备 RSU，车辆可以通过 V2I通信方式

与所在区域的 RSU进行通信。为了便于描述，在

单 RSU所覆盖的区域中展开系统模型。考虑发起

请求车辆可以在本地进行任务计算，也可以卸载任

务至该路段配备 MEC服务器的 RSU上进行计算。

车辆在 RSU范围内存在多计算任务，定义 N台车
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U = { U1,U2, · · · ,Un}

M = {1,2, · · · ,m}

辆组成的车辆用户集合为 。

每辆车均拥有一个或多个相互独立的任务需要执

行，定义车辆 n的任务集合为 。除

去用于处理计算的MEC服务器以外，RSU还配备

一个前置服务器用作任务判别与决策生成。前置服

务器将车载任务划分为能耗敏感型、时延敏感型以

bnm ∈ {0,1}

及非敏感型 3类，并依据 MEC服务器剩余资源向

各车辆发布卸载决策，卸载决策用一个二进制变量

表示。bnm=0表示车辆 n将在本地处理任

务 m；bnm=1表示车辆 n将其任务 m卸载到 MEC
服务器，各车辆将依据决策在本地有序执行任务并

将需卸载任务上传至MEC服务器缓存。
 
 

光纤

MEC

MEC

MEC

MEC
前置服务器

远端云 BS

前置服务器

前置服务器

前置服务器

RSU

RSU

RSU

RSU

V2I 通信（能耗敏感型）
V2I 通信（时延敏感型）
V2I 通信（非敏感型）

图 1    VEC网络模型
 

 

同一时刻 RSU接收到的任务将按照发起顺序

进入服务器缓存等待处理，当前 MEC服务器存在

最大计算资源。分配给缓存中待处理任务相应的服

务器处理资源，需要考虑到之前未完成任务所占用

的资源。同时，若待处理任务所需计算资源超越服

务器剩余计算资源，则会导致任务处理失败。因

此，考虑将该任务由 MEC服务器转发至远端云服

务器，通过服务器的资源调度来解决任务：

d =
{ 0 f c

nm ⩽ f c
residue

1 f c
nm > f c

residue
(1)

f c
nm f c

residue

式中，当 d=1时，车辆 n的任务 m所需计算资源

大于当前服务器空闲计算资源 ，因此该任

务需要转发至云服务器进行处理；d=0时，该任务

不需要转发至云服务器。

 1.2　任务判别模型

本文使用改进型层次分析法（Analytic Hierarchy
Process, AHP）将车载任务划分为时延敏感、能耗

敏感与非敏感 3种类型。首先，为了构建判断矩

T max
nm

Kg×g = (ki j)g×g

阵，选择任务最大处理时延 、路段任务密集

度、车载 CPU剩余电量 Zn、任务数据量以及车载

CPU缓存性能这 5条指标作为模型的判别准则

层。其中，任务最大处理时延是主要判别因素；其

余准则均为次要判别因素。每一个判别准则将进行

层次单排序并分别进行一致性检验，因此可以得到

车辆 n任务 m的一致判别矩阵 ：

ki j =

 1
k ji
∈ {1,2, · · · ,9} i , j

1 i = j
(2)

式中，g为判别准则的个数；kij 为准则 i对准则

j的重要性判别。每个判别准则将在不同车载任务

中被分配一个权重：

wi
nm =

g

√√√ g∏
j=1

ki j

g∑
i=1

g

√√√ g∏
j=1

ki j

(3)
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将同一时刻 RSU接收到的所有任务的权重对

应向量构造成准则权重向量矩阵：

∆1 =



w1
11 w2

11 w3
11 w4

11 w5
11

w1
12 w2

12 w3
12 w4

12 w5
12

...
...

...
...

...

w1
1m w2

1m w3
1m w4

1m w5
1m

w1
21 w2

21 w3
21 w4

21 w5
21

w1
22 w2

22 w3
22 w4

22 w5
22

...
...

...
...

...

w1
2m w2

2m w3
2m w4

2m w5
2m

...
...

...
...

...

w1
n1 w2

n1 w3
n1 w4

n1 w5
n1

...
...

...
...

...

w1
nm w2

nm w3
nm w4

nm w5
nm


nm×5

(4)

判定任务类型为该模型的目标层，需要对上述

得到的准则层次单排序进行总排序。针对需要减少

处理时延的情况，最大处理时延、任务数据量等准

则的依赖性提高；针对需要降低 CPU损耗的情

况，剩余电量以及 CPU缓存的依赖性提高。每一

个判别目标将进行层次总排序并分别进行一致性检

验，因此可以构造目标权重向量矩阵：

∆2 =


φ1

t φ1
s φ1

e

φ2
t φ2

s φ2
e

...
...
...

φ5
t φ5

s φ5
e


5×3

(5)

φi
t φi

s φi
e

∆3(nm×3) = ∆1×∆2

式中， 、 以及 表示划分成的 3种目标对于

i种准则的权重占比。最终，任务划分为 3种类

型，各自的表现分可由矩阵 表示：

∆3 =


yt

11 ys
11 ye

11

yt
12 ys

12 ye
12

...
...

...

yt
nm ys

nm ye
nm


nm×3

(6)

yt
nm ys

nm ye
nm

ynm =max{yt
nm,y

s
nm,y

e
nm}

式中， 、 以及 表示车辆 n任务 m被划分

为时延敏感型、非敏感型以及能耗敏感型各自的表

现分。选取最大表现 所对应

的类型作为任务最终的判别。

 1.3　通信模型

本模型中，RSU半径覆盖范围内多辆车同时

卸载任务，考虑了 OFDMA系统，因此可以忽略不

同独立车辆的各项任务之间的传输干扰。与此同

时，假设带宽平均分配给各连接的车辆，于是可以

得到车辆 n第 m个任务的上行传输速率[18]：

Rnm = Blog2(1+
Pup

nmHn

N0
) (7)

B̄

B̄

Pup
nm

式中， 表示车辆 n上行链路的子信道带宽，

=B/n，B代表上行链路总带宽；Hn 表示车辆 n与
RSU之间的无线信道增益；N0 为高斯白噪声功

率，N0=σ2，σ表示信道环境中高斯白噪声的标准

差； 表示针对任务 m车辆 n的发射功率。

 1.4　计算模型

 1.4.1　本地计算

f local
n

针对车辆 n决定利用本地 CPU执行任务的情

况进行建模。首先，定义车辆本身 CPU的计算能

力为 。由于任务仅在本地进行计算，不用考虑

任务的传输时延，因此车辆 n在本地执行任务

m所消耗的时延为：

T local
nm =

anm

f local
n

(8)

式中，anm 表示车辆 n第 m个任务的工作量大小。

在给定具体的卸载决策{bnm}后，可以得到车辆

n本地计算所消耗的总时延为：

T local
n =

M∑
m=1

(1−bnm)T local
nm (9)

elocal
n定义 为车辆 n在本地执行每 1 bit数据的

局部能耗，因此本地执行任务所消耗的总能量为：

Elocal
nm = anmelocal

n (10)

 1.4.2　边缘计算

针对车辆 n决定将任务卸载至边缘服务器的情

况进行建模。考虑MEC服务器直接配置在 RSU上

这一种情况，因此忽略由 RSU将任务转发至

MEC服务器的能耗与时延。一般情况下认为边缘

服务器具有足够的电源，因此车辆 n将任务 m卸

载到边缘服务器的传输时延为：

T t
nm =

anm

Rnm
(11)

与此同时，任务在边缘服务器上进行处理的计

算时延为：

T off
nm =

anm

f c
nm

(12)

f c
nm式中， 为边缘服务器分配给该任务的处理资

源。由于 MEC服务器反馈给车辆 n计算结果的数
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据大小相较于输入数据很小，因此本文不考虑下行

传输以及车辆 n接收处理结果的时延与能耗。在给

定具体的卸载决策{bnm}之后，可以得到车辆 n卸
载总时延：

T off
n =

M∑
m=1

bnm(T t
nm+T off

nm) (13)

车辆 n传输任务 m所消耗的能量为：

Et
nm = Pup

nm
anm

Rnm
(14)

因此，可以得到车辆 n将其任务 m卸载至边

缘服务器的总能耗为：

Eoff
nm = Et

nm+
µPmecanm

f c
nm

(15)

式中，定义 Pmec 为 MEC服务器的设备功率；µ为

MEC服务器的能耗占比。当µ=0时，整个卸载过

程只考虑车辆 n所消耗的能量。

 1.4.3　云计算

当缓存队列中即将被处理的任务所需计算资源

超过 MEC空闲计算资源，该任务将从 MEC服务

器转送至 BS进而转发至远端云服务器。由于车辆

已执行卸载过程，且转发过程均借助光纤，则不需

考虑上下行传输时延与能耗。因此车辆 n的任务

m在云服务器上的计算时延为：

T cloud
nm =

anm

f cloud (16)

式中，fcloud 为云服务器提供的计算资源。定义 Pcloud
为云服务器的设备功率，则车辆 n的任务 m在云

服务器上的计算能耗为：

Ecloud
nm =

λPcloudanm

f cloud (17)

式中，λ为云服务器执行任务的能耗占比，当

λ=0时，针对于整个卸载过程只考虑车辆 n所消耗

的能量。云计算模型建立在边缘计算模型基础之

上，在给定具体的卸载决策{bnm}之后，bnm=1的任

务会有两种卸载方式，因此改写式 (13)和式 (15)，
得到新的车辆 n卸载总时延与车辆 n卸载任务

m的总能耗分别为：

T off∗
n =

M∑
m=1

bnm(T t
nm+ (1−d)T c

nm+dT cloud
nm ) (18)

Eoff∗
nm = Et

nm+
(1−d)µPmecanm

f c
nm

+
dλPcloudanm

f cloud (19)

式中，当 d=1时，该任务需要转发至云服务器；

d=0时，该任务不需要转发至云服务器。

 1.5　问题建模

本文寻求最小化所有车辆任务完成的总时延与

总能耗之和。基于上述 3种场景，将车辆 n第 m
个任务的代价定义为能耗与时延的权衡值，引入任

务的最大表现分作为权衡值的系数，并对不同类型

的任务求取相应的最终权衡，得：

Cnm =



(1− ynm)[Elocal
nm (1−bnm)+Eoff∗

nm bnm]+

ynm max{T off∗
n ,T local

n }
ynm = yt

nm

ynm[Elocal
nm (1−bnm)+Eoff∗

nm bnm+

max{T off∗
n ,T local

n }]
ynm = ys

nm

ynm[Elocal
nm (1−bnm)+Eoff∗

nm bnm]+

(1− ynm)max{T off∗
n ,T local

n }
ynm = ye

nm

(20)

T off∗
n Eoff∗

nm式中， 和 为式 (18)和式 (19)的计算结果，

即加入云服务器辅助后的新时延与能耗。引入系统

代价 C，其等效于执行所有任务的能耗与时延总加

权值，以此来评估 VEC系统的总体时延与能耗：

C =
N∑

n=1

 M∑
m=1

Cnm

 (21)

在多个约束条件下，系统总代价 C能够达到

最小值。因此，系统的任务处理建模为：

min C
s.t. C1 : max{T local

n ,T off∗
n } ⩽ T max

n
C2 : bnm ∈ {0,1}

C3 :
N∑

n=1

M∑
m=1

f c
nm ⩽ f c

max

C4 : ynm ∈ (0,1)
C5 : n ∈ N,m ∈ M (22)

式中，C1给出了车辆 n执行所有任务的最大容忍

时延；C2给出了一个二进制的卸载决策；C3限定

分配给缓存队列中的任务计算资源不能超过

MEC服务器的最大计算资源；C4给出了各任务的

判别；C5给定了该系统下的车辆以及任务数量。

 2　算法设计

本节提出了一种基于 DNN的并行式 VEC网

络卸载架构，如图 2所示。整体架构由独立并行

的 K个卸载单元、调度单元、罚函数以及一个有

限大小的内存单元 4部分组成。并行分布的卸载单
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元以及调度单元用以实现算法中的决策生成部分，

其中，每个卸载单元包含一个结构完全相同的DNN；
罚函数用以实现对约束条件的处理；内存单元用以

辅助算法中学习与训练。该卸载架构将配备至各路

段的前置服务器用以实现决策生成。
  

输入 S 卸载决策
生成

单元最小值

输出 L
User1

User2

UserN

卸载
单元

卸载
单元

调度
单元

调度
单元

惩罚
判定

惩罚
判定

卸载
单元

调度
单元

惩罚
判定

训练 深度学习

任务大小 局部最优决策
Memory

15 B

30 A

20 C

23 B

11 B

22 C

17 A

28 C

19 B

1

0

0
0

0

1

1

1

1

... ...
...

...
...

... ...

...

... ...

图 2    基于深度学习的 VEC任务卸载网络架构 

 

ynm = yt
nm ynm = ye

nm

ynm = ys
nm

给定所有用户的输入数据大小，并将输入定义

为 S。除存放输入数据的缓存以外，再配置一组缓

存用以存放各项任务判别标签 Y={A,B,C}。其中，

标签 A对应 ；标签 B对应 ；标签

C对应 。

用户数量以及任务数量的增加会导致目标二元

卸载决策序列{b}的大小呈指数型增长，在各条件

制约下，生成最优卸载决策问题将变成一个 NP难

（NP-hard problem）问题。考虑使用调度算法以及

罚函数减少约束并获取局部最优决策 L，将非凸问

题转变成凸问题，再通过深度学习来解决。

 2.1　局部最优决策

 2.1.1　卸载单元与调度单元

针对每一组输入 S，需要找到一个合适的卸载

策略函数。具体来说，使用 k个卸载单元生成 k个
二进制卸载决策 bk，如图 3所示。每一个卸载单元

均包含一个 DNN，N×M个带有标签的任务作为网

络的输入层，卸载决策 bk 作为输出层。

φk

置于卸载单元内的 k个 DNN具有相同的结

构与不同的网络参数 {wk，vk}。其中，线性关系

系数 wk 由正态分布初始化器 tf.random_normal_

initializer定义初值，偏倚系数 vk 由常量初始化器

tf.constant_initializer定义初值。带有标签的任务通

过神经网络得到 k个二进制决策，卸载策略函数的

参数形式表现为：

fφk : S → bk (23)

 
 

S11

Snm

SNM

卸载单元

...

...

...

...

...

...
...

...
...

...

... ...

... ...

bk

图 3    卸载单元
 

 
一旦得到 k个二进制卸载决策，原始问题

P1中的约束条件 C2、C4、C5均可消除，原问题

将转换为一个资源分配与容忍时延约束问题 (P2)：
(P2) : min

S ,bk
C(S ,bk)

s.t. C1 : max{T local
n ,T off

n } ⩽ T max
n

C3 :
N∑

n=1

M∑
m=1

f c
nm ⩽ f c

max (24)

由于分配给卸载任务的计算资源不能超过

MEC服务器空闲计算资源，如图 4所示，本文提

出了一种调度算法。每一个缓存内的任务在处理之

前访问当下空闲计算资源，若空闲资源不足以处

理，任务将调度给云服务器，借助云服务器计算资

源辅助处理任务。

 
 

开始

Y

Y

n≤N

m≤M

输入 bnm m++

n++, m=1bnm=1

根据对应 amm 初始化
分配的计算资源 N

N N

N

所需计算资源>当前空闲资源

Y

调度当前
任务至云

更新 MEC
服务器

结束

图 4    调度算法流程图
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合理分配卸载任务至不同服务器，便可以更新

代价 C*(S,bk)。解决资源分配问题后，仅剩约束条

件 C1，因此 P2将转换为一个最大容忍时延约束问

题 (P3)：
(P3) : min

S ,bk
C∗(S ,bk)

s.t. C1 : max{T local
n ,T off

n } ⩽ T max
n (25)

 2.1.2　基于罚函数构造适应度函数

对于 P3中仅存的不等式约束条件 C1，构造罚

函数来彻底消除目标函数的约束。为了能够贴合所

建模型的精度，选取两个函数来组成罚函数，并与

目标函数联合构成最终的适应度函数。

首先，将约束条件 C1进行移项：

g =max{T local
n ,T off

n }−T max
n ⩽ 0 (26)

其次，构造函数判断用户 n任务执行时延是否

超过最大容忍时延：

h =max{0,g} (27)

当 h≤0时，不需要惩罚目标函数；当 h>0
时，需要惩罚目标函数。考虑到 RSU覆盖范围有

限，相对较长的时延不仅会降低用户体验，同样也

会造成任务的执行失败。因此，设定超过最大容忍

时延将对于系统代价造成指数型影响，从而得到惩

罚函数：

θ(h) =


0 h ⩽ 0
10h 0 < h < 1
5eh 1 ⩽ h < 3
7eh 3 ⩽ h < 10
heh otherwise

(28)

适应度函数基于上述模型以及罚函数的建立，

可以在最大容忍时延的约束下，计算整个系统的总

代价。所得适应度函数值越大，则系统所消耗代价

越大，反之则越小。目标函数与罚函数相加即可得

到适应度函数：

Fitness (h) = Fitness(S ,bk) =C∗(S ,bk)+ θ(h) (29)

在解决最大容忍时延问题 (P3)后，本文在

k组经过卸载单元、调度单元以及惩罚判定的候选

对象中选取系统代价最小的卸载决策作为局部最优

决策进行输出，这一组局部最优决策将与对应的输

入 S合并作为神经网络的训练标准。得到局部最优

决策的过程可以表示为：

L = argminFitness(S,bk) (30)

 2.2　算法流程与深度学习

VEC中基于深度学习的任务卸载算法如下。

算法 1　VEC中基于深度学习的任务卸载算法

Input: t时刻得到的用户任务输入 St(at,yt)
Output: 对应 t时刻得到的局部最优卸载决策 Lt

φk{wk,vk}
1）使用随机权重初始化 k个 DNN网络参数

 
2）初始化标准库的大小 standard_size并清空

内存

3）for each episode do
4）for t=1 to T do

fφ

5）输入 St 通过 k个卸载单元得到 k组初步VEC
代价 C1 与卸载决策 bk= (k,St)

f c
max6）if MEC服务器需提供计算资源>

7）将超越项任务卸载至云服务器，调度单元

重新计算代价 C*

8）else C*=C1

9）end if
10）根据决策 bk 判断任务执行时延是否超过

车辆最大容忍时延

11）计算惩罚并得到最终 k组 Fitness(S,bk)

L = argminFitness(S ,bk)

12）选择最小值对应的决策作为局部最优决策

 
13）将 stan=(at,yt,bk)作为准则存储到标准库

Standard

φk

14）在 Standard中随机抽选 k组 stan训练 k个
同结构 DNN并更新网络参数

15）end for
16）end for

T max
n

按照上述步骤，首先初始化 k个 DNN的网络

参数并清空标准库内存。在每一个片段中，设置各

组发起请求的任务作为神经网络不同时刻 t的输

入，具体操作如下：将同一时刻 RSU接收到的任

务请求分别放入 k个 DNN中，求代价值 C1 与决

策 bk。考虑到每一个 RSU仅配备一个 MEC服务

器，路段的高任务请求会导致需要的计算资源超

过 MEC最大计算资源。为了缓解这一问题，设置

调度单元将任务转发至云服务器，并重新求取代价

值 C*。在结束步骤 9）以后，优化问题从 P1演化

成为 P2。考虑到 RSU覆盖范围有限，设置 作

为车辆 n在该覆盖面下的最大容忍时延。为了提高

最大容忍时延的影响，提出一种指数型罚函数并由

此构造适应度函数 Fitness来权衡约束下的 VEC总

代价，并通过 argmin函数得到局部最优卸载决策

L。将 (St,B)展平作为新的数据内容存入标准库

Standard中，作为 DNN的训练准则。在完成一次
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内容存放后，随机抽样 k组训练准则分配给所有

DNN，利用梯度下降算法，最小化损失函数 loss
从而更新 DNN网络参数，具体过程如下：

ypred = sigmoid(φk{wk,vk}) =
1

1+ e−φk

loss = −xtrue log(ypred)− (1− xtrue) log(1− log(ypred))
(31)

式中，xtrue 是每一组输入 S对应的最小代价卸载决

策。当标准库 Standard内存占满时，自动舍弃最原

始数据并添加新的数据作为补充。

算法 1给出的 VEC中基于深度学习的任务卸

载算法整体均使用 Tensorflow实现，此算法被期望

能够使神经网络通过训练，不断收敛直至生成最优

卸载决策，并能够在极短时间内对测试任务队列做

出决策。

 3　仿真结果与分析

 3.1　参数设置

Pup
nm

f local
n

elocal
n

f c
nm

f cloud

本 实 验 仿 真 环 境 均 使 用 Python3.8.6和
Tensorflow2.6.0实现。设置车辆数量 N=3，任务数

量 M=3，每一个任务大小在 [10, 30] Mb中随机取

值。在通信模型中，车辆的发送功率 =1 500 mW，

信道带宽 B=1 MHz[12]，信道增益 h=2×10−4，高斯白

噪声功率 σ2=6×10−14 W。本地计算模型中，车辆本

地 CPU计算能力 =2.105×106 bit/s，本地局部能

耗系数 =3.25×10−7 J/bit。边缘计算模型中，服

务器 CPU计算速率为 2.5×1010  cycles/s，完成每

bit任务所需周期数为 103 cycles/bit，MEC服务器

的计算能力 =2.5×107 bit/s，MEC服务器的设备

功率 Pmec=25 W。云计算模型中，云服务器的计算

能力 =5×107 bit/s，云服务器的设备功率 Pcloud=
50 W。深度学习算法的学习率为 0.01，学习间隔

为 10，标准库大小为 1 024，批大小为 128。
 3.2　结果分析

本实验中，在相同 VEC环境下选取全本地执

行、全 MEC卸载、随机卸载以及传统基于深度学

习的分布式卸载[22]（Distributed Deep Learning-Based
Offloading, DDLO）这 4种方法与所提出的卸载方

案进行比较。

1）全本地执行：将车联网服务需求全部配置

在车辆本地进行处理，模拟网络拥塞或信号覆盖差

的路段。

2）全 MEC卸载：所有任务均通过边缘服务

器进行处理，不考虑服务器缓存性能。

3）随机卸载：随机给用户分配计算资源进行

卸载操作，模拟不提供卸载算法的服务方式。

4）DDLO：一种基于深度学习的分布或卸载

方法[22]。

 3.2.1　收敛性能

图 5显示了不同 DNN个数下本文算法的收敛

性能。随着输入 S不断更新，枚举 2NM 种不同的卸

载决策，选取其中最小代价值作为评判基准，收敛

率为本章算法输出的局部最优代价 Fitness(S,bk)
与最小代价的比值。随着学习次数的增加，本算法

逐渐收敛于 1，而 DNN个数增多更会加快收敛的

速度。由于需要通过比较选出局部最优卸载决策

L，因此 DNN个数一定大于等于 2。当 DNN个数

为 2时，学习次数在 13 000次才能使收敛率达到

0.98；而当个数为 10时，学习次数仅需 1 000次便

能使收敛率达到 0.98。过少个数的 DNN会导致算

法学习效率较低，而过多 DNN会导致算法收敛过

快，使得局部最优解出现的可能性大于全局最优解

的可能性。因此在之后的仿真实验中，考虑到算法

收敛能够比较平稳，均选取 DNN个数为 4。
 
 

1.00
0.95
0.90
0.85
0.80
0.75
0.70
0.65
0.60

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00
12

 5
00

15
 0

00
17

 5
00

20
 0

00

收
敛
率

学习次数

a. 2 个 DNN

1.00

0.95

0.90

0.85

0.80

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00
12

 5
00

15
 0

00
17

 5
00

20
 0

00

收
敛
率

学习次数

d. 5 个 DNN

1.000
0.975
0.950
0.925
0.900
0.875
0.850
0.825
0.800

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00
12

 5
00

15
 0

00
17

 5
00

20
 0

00

收
敛
率

学习次数

e. 10 个 DNN

1.00

0.95

0.90

0.85

0.80

0.75

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00
12

 5
00

15
 0

00
17

 5
00

20
 0

00

收
敛
率

学习次数

b. 3 个 DNN

1.00

0.95

0.90

0.85

0.80

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00
12

 5
00

15
 0

00
17

 5
00

20
 0

00

收
敛
率

学习次数

c. 4 个 DNN

36 电子科技大学学报 第 53 卷



1.00
0.95
0.90
0.85
0.80
0.75
0.70
0.65
0.60

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00
12

 5
00

15
 0

00
17

 5
00

20
 0

00

收
敛
率

学习次数

a. 2 个 DNN

1.00

0.95

0.90

0.85

0.80

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00
12

 5
00

15
 0

00
17

 5
00

20
 0

00

收
敛
率

学习次数

d. 5 个 DNN

1.000
0.975
0.950
0.925
0.900
0.875
0.850
0.825
0.800

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00
12

 5
00

15
 0

00
17

 5
00

20
 0

00

收
敛
率

学习次数

e. 10 个 DNN

1.00

0.95

0.90

0.85

0.80

0.75

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00
12

 5
00

15
 0

00
17

 5
00

20
 0

00

收
敛
率

学习次数

b. 3 个 DNN

1.00

0.95

0.90

0.85

0.80

0
2 

50
0

5 
00

0
7 

50
0

10
 0

00
12

 5
00

15
 0

00
17

 5
00

20
 0

00

收
敛
率

学习次数

c. 4 个 DNN

图 5    不同 DNN个数下的收敛性能
 

 

 3.2.2　系统效用

5种算法在不同任务数量下的表现如图 6所
示。实验结果表明，随着任务数量增加，所有算法

的平均系统代价均不断攀升。相比其余 4种算法，

本文提出的算法有 0.53%～44%的性能提升。针对

全本地执行算法而言，较低的 CPU处理能力将带

来巨大的处理时延以及能耗，因此系统代价一直居

高不下。对于全卸载算法，当任务数量较少时，该

算法比较优异。一旦任务密度增加，由于 MEC服

务器的计算能力存在阈值，其负载也会逐渐增大，

因此系统代价会不断增大。而对于随机卸载算法，

卸载决策一直没有办法达到最优，因此效果并不理

想。本文提出的算法相较 DDLO算法在任务数量

骤增之后，有着良好且稳定的系统代价表现。
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图 6    不同任务个数下的系统代价
 

 
图 7给出了不同能耗权重µ和 λ对 5种算法的

影响情况，该情况默认 3种类型任务占比相同。本

文提出了一种由 MEC服务器转发超额任务至云服

务器的概念，因此同时考虑两个服务器的能耗占

比，将µ+λ的和值作为影响因子。当影响因子从

0.5上升至 3时，相比其余 4种算法，本文算法较

大幅度降低了系统的平均代价。图 7显示µ+λ的值

为 3时，全本地、全卸载、随机卸载以及 DDLO
算法所生成的平均系统代价分别为 598 J、493 J、
491 J、483 J，而使用本文算法，平均系统代价仅

为 458 J，获得了 5.5%～30.6%的性能提升。能耗

权重的提升，不改变全本地算法的性能，但会对全

卸载算法的系统代价造成巨大的影响。
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图 7    不同能耗权重下的系统代价 

 
图 8给出了能耗敏感型任务占比对 5种算法的

影响情况。当同一时刻发起请求的能耗敏感型任务

占比增加，随机卸载算法的平均系统代价变化较为

稳定，因为卸载决策随机生成，不会使系统有能耗

或时延的偏重。全本地执行算法的系统代价不断下

降，原因是本地执行不需要考虑信道传输、服务器

执行的时延与能耗。对于时延敏感型任务占比较大

的情况，由于 DDLO算法不考虑任务类型的划

分，卸载决策不具备针对性，因此造成系统代价较

高。本文算法对比其余 4种算法，在任务类型占比

转变的时候平均系统代价值较小。当时延敏感型任

务或能耗敏感型任务占比为 60%时，采用本文算

法能够降低 1.28%～56.8%或 0.79%～33.4%的平
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均系统代价；当时延与能耗敏感型任务占比相同

时，本文算法能够分别降低 43.8%、0.8%、4%、

13.9%的平均系统代价。因此，该实验结果证明了

本文算法在时延敏感型任务占比较大时，能够更好

地降低系统的代价。
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图 8    不同类型任务占比下的系统代价
 

 
综上所述，本文算法在不同 VEC环境下，均

能够有效降低整体的系统代价，对比其余 4种算

法，本文算法能够将系统性能提升 0.53%～83.4%。

对于全本地执行算法，较低的车辆 CPU计算能力

将会带来巨大的时延损耗，从而导致任务处理时延

超过最大容忍时延最终导致任务计算失败，因此该

算法在不同环境下的表现均较差。全卸载算法对比

其余算法，利用 MEC以及云服务器的高计算资源

很大程度上降低了时延，但服务器一旦出现资源分

配不足或者处理任务过多的情况，将会使车辆用户

产生额外的等候时延与传输时延从而增大代价。对

于随机卸载算法，卸载决策一直没有办法达到最优

决策，因此整体的效果也不够理想。DDLO算法不

考虑任务类型划分，因此卸载决策不具备针对性，

整体算法效果略差。本文算法中的 DNN完成多次

学习以后会逐渐收敛，能够在极短时间内使卸载决

策接近最优解，有效降低了 VEC系统的能耗与

时延。

 4　结束语

本文提出了一种基于深度学习的并行式 VEC
网络卸载方案，该方案可以有效降低 VEC系统的

能耗与车联网用户的平均服务时延。本文首先考虑

根据车载任务本身的需求、车辆剩余电量、路段任

务数量等因素将车载任务进行判别划分；其次基于

云−边−端三者的协同工作建立多约束条件的 VEC
系统代价模型；然后利用卸载算法中的调度单元以

及罚函数消除约束条件；最后，利用多个卸载单元

中的 DNN不断学习训练生成最优卸载决策，完成

问题的求解。仿真实验结果表明，本文提出的卸载

算法在不同 VEC环境下具有比较稳定的表现，且

有效降低了系统的能耗与时延。该算法中的神经网

络经过训练，可以在不到一秒时间内生成最优卸载

决策。之后，将在此单 MEC服务器的基础上，研

究如何使得不同路段的 MEC服务器相互有效协

作，缓解个别服务器计算资源有限的窘状。
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