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摘要　随着人工智能技术的快速发展，深度学习在微纳结构光谱调控领域展现出了巨大的应用潜力。深度学习可以在无

明确物理解析模型的情况下，通过构建复杂的神经网络，从实验或仿真数据中学习微纳结构的光谱响应特性，从而实现高效

的设计优化，这为微纳结构的设计提供了一种新的思路和方法。该文综述了近年来深度学习在微纳结构设计中的研究进展，

重点讨论了其在结构色、热辐射控制以及窄带光谱传感等光谱调控领域的应用，并展望了该领域未来的发展机遇与挑战。
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Abstract　 With  the  rapid  development  of  artificial  intelligence  technology,  deep  learning  has  shown
tremendous potential  in the field of spectral  regulation of micro-nano structures.  By constructing complex neural
network  models,  deep  learning  can  learn  the  spectral  response  characteristics  of  micro-nano  structures  from
experimental or simulation data without the need for explicit physical analytical models, thereby achieving efficient
design optimization. This provides a new approach and methodology for the design of micro-nano structures. This
paper  reviews  the  recent  research  progress  of  deep  learning  in  micro-nano  structure  design,  focusing  on  its
applications  in  structural  color,  thermal  radiation  control,  and  narrowband  spectral  sensing,  and  also  discusses
future opportunities and challenges in this field.
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微纳结构光谱调控的核心在于利用光与物质的

相互作用，通过精确设计和优化微纳米尺度的结构

参数，实现对光谱特性的有效控制。如，在表面等

离激元[1] 和光子晶体[2] 结构设计中，通过在纳米尺

度上的几何形状设计，可以对特定波长的光进行选

择性增强或抑制，从而在特定的光谱范围内获得所

需的光学特性。在传统的设计方法中，研究人员通

常采用数值模拟（如有限元法和时域有限差分法）

来迭代求解麦克斯韦方程组，以计算材料的光谱响

应，随后通过实验验证，对微纳结构进行多次设计

和优化。虽然这种方法能够获得高精度的结果，但

其计算成本高昂，耗时较长，且需要历经大量的试

错过程。

随着深度学习技术的发展，基于数据驱动的设

计方法逐渐成为解决这些问题的有效途径。深度学

习的优势在于其强大的模式识别和泛化能力，通过

大量的数据训练，深度学习网络可以捕捉到材料设

计中隐含的复杂非线性关系。一旦模型训练完成，

就能快速预测新材料结构的光谱响应，从而大大缩

短了设计周期。此外，深度学习技术还可以用于逆 
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向设计，即在给定目标光谱的情况下，能够快速推

导出满足要求的材料结构。这种逆向设计能力使

研究人员能够更灵活、更高效地探索新的材料设计

空间。

本文基于深度学习在微纳结构光谱调控方面的

研究进展，结合具体的应用案例，介绍了该领域的

设计思路，并对目前面临的机遇与挑战进行总结与

展望。 

1　深度学习概述

深度学习（Deep Learning）是机器学习的一个子

领域，它通过神经网络模型来理解和分析复杂的数

据模式。深度学习借鉴了人脑的结构和功能，使用

大量的神经元和层级连接来处理和解析数据[3-4]。每个

神经网络具有多层结构，包括输入层、隐藏层和输

出层。每个网络层执行不同的功能：输入层接收数

据，隐藏层通过加权连接和非线性激活函数处理数

据，输出层生成最终的预测结果。随着隐藏层层数

的增加，网络能够学习到更抽象、更高级的特征，

从而在图像识别、语音识别、自然语言处理等领域

展示出更出色的性能。通过去除不必要的神经元和

连接，可以降低模型复杂度，减少计算资源的占用，

从而提高效率。此外，将复杂的任务分解为若干子问

题的策略，能够有效简化网络的学习过程，提高预

测的精度和泛化能力。深度学习的成功依赖于大量

的数据和计算资源，以及先进的算法和优化技术，

使其能够从海量数据中自动提取有用的特征和模式。

根据隐藏层网络架构的不同，常见的深度学习

神经网络模型如图 1所示，主要包括多层感知机

（Multilayer  Perceptron,  MLP）、卷积神经网络

（Convolutional Neural Networks, CNN）、循环神

经网络（Recurrent Neural Network, RNN）、生成

对抗网络（Generative Adversarial Networks, GAN）
和 Transformer等。其中，MLP是一种基础的神经

网络模型，具有全连接层结构，适用于处理结构化

数据。虽然简单易实现，但在处理高维度或复杂结

构数据时，其效果可能不如其他模型。CNN引入

了卷积层，这使其相比于 MLP更擅长提取空间特

征，适用于图像处理任务。RNN因其循环结构能

有效捕捉序列数据中的时间相关性，常用于自然语

言处理和时间序列预测。GAN通过生成器和判别

器的对抗训练，能够生成与真实数据分布相似的虚

拟样本，广泛应用于数据增强和图像生成领域。

Transformer通过自注意力机制，在捕捉序列数据

的长程依赖性方面相比于 RNN表现更为出色，尤

其适合处理更加复杂的序列关系，在自然语言处理

和图像分析中得到广泛应用。上述框架各有优势，

适用于不同类型的任务，通过合理选择，可以在各

种复杂的应用场景中实现优异的性能。
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图 1    常见的深度学习神经网络模型图
  

2　深度学习在微纳结构光谱调控中的
应用

深度学习在光谱调控领域的应用具有重要意

义，能够显著推动该领域的研究和创新。通过引入

深度学习技术，研究人员可以克服传统设计方法中

的许多限制，实现更高效、更精确的光谱调控。本

节主要介绍了深度学习在微纳结构光谱调控中的研

究进展，涵盖了结构色、热辐射控制和窄带光谱传

感等应用领域。 

2.1　结构色

结构色是一种由微纳结构引发的光学效应，广

泛存在于自然界中，如鸟类的羽色和昆虫的外壳颜

色等。通过设计和制造亚波长尺度的人工纳米结

构，可以有效控制结构色，这是微纳结构光谱调控

的一个重要应用。结构色的形成主要依赖于光在

纳米结构之间的多次反射和干涉效应，不同波长的

光会发生相干叠加，从而产生特定的颜色。此外，

周期性纳米结构可以利用衍射效应将入射光分散成

不同方向的颜色，而金属纳米结构则可以通过表面

等离激元共振效应，实现对特定波长光的增强或抑

制[5-6]。

传统的结构色设计方法依赖于复杂的物理模型

和大量的试错过程，计算成本高昂且效率低下。近

年来，随着人工智能技术的发展，深度学习在结构

色设计中的应用逐渐成为研究热点。深度学习能够
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从大量数据中学习复杂的模式和关系，直接建立色

彩空间与结构参数之间的映射，从而显著提高设计

效率。 

2.1.1　静态结构色

2019年，文献 [7]率先将深度学习应用于结构

色设计，开展了利用深度神经网络进行硅基纳米结

构的结构色设计的研究（图 2a）。研究团队首先

通过时域有限差分法生成了 4 660组不同参数组合

的硅基纳米结构的反射光谱数据，并将其转化为

xyY色域空间。这些数据被用作神经网络的训练

集。在此基础上，他们建立了前向建模网络，实现

了从结构参数到颜色的高精度预测。为了实现颜色

的逆向设计，研究人员还建立了逆向设计网络，通

过输入颜色值来输出相应的结构参数。研究团队采

用了串联神经网络架构，将预训练的前向网络连接

到逆向设计网络中，确保每一组颜色都收敛于一组

结构参数，克服了颜色与结构参数之间的“一对

多”映射问题，避免了神经网络的不收敛现象。通

过这种方法，深度学习模型能够从目标颜色值直接

生成相应的几何参数，实现了超过一百万种不同颜

色的硅基纳米结构的逆向设计。2021年，文献 [8]
在 Fabry-Perot腔体结构色滤光片的逆向设计研究

中，进一步优化了这种方法（图 2b）。他们在串

联神经网络的基础上，定义了统一的 CIE 1976-
Lab色域空间作为损失函数的标准，使相同的欧几

里得距离表示相同的颜色差异，从而进一步提高了

结构色设计的精度。

尽管串联网络结构加速了逆向设计网络的收

敛，但其本质上是“一对一”的映射关系，即每个

输入的目标颜色只能映射到一组特定的几何参数。

这种一对一的映射关系不仅无法充分挖掘所有可能

的设计方案，限制了设计空间的全面探索，而且在

实际应用中存在一定的局限性，由于材料的物理特

性和制造工艺的限制，某些几何参数可能难以实现

或制造成本过高。为了提高逆向设计的灵活性，就

需要更多的候选设计方案，以便在制备过程中进一

步选择最优或最具可行性的方案。

2022年，文献 [9]通过使用条件生成对抗网络

（Conditional Generative Networks, CGAN），成功

解决了串联网络结构色逆向设计中的“一对一”输

出问题，实现了“一对多”的多解生成（图 2c）。

该研究团队采用的 CGAN模型由生成器和鉴别器

组成。生成器根据目标颜色和潜在向量生成多种结

构解，鉴别器则评估这些解的性能和分布差异。通

过引入参考数据的分布，生成器能够学习数据的分

布并生成与真实数据分布相近的解。研究团队使用了

50 000组不同厚度组合的数据集进行训练，范围覆

盖了大部分解空间，从而确保生成的多解覆盖所有

可能的解组。通过使用 CGAN模型，为每种颜色

提供了平均 3.58个解组，覆盖了 93.9%的所有真

值解，且平均色差 ΔE低至 0.44。这一结果表明，

引入生成式网络可有效地挖掘设计方案，拓展设

计空间，从而为实际应用提供更大的灵活性和选择

余地。 

 

a. 串联神经网络用于硅基纳米结构结构色设计[7]
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2.1.2　动态结构色

传统的结构色通过固定的结构实现，其颜色一

旦确定便无法随着环境变化而改变，这在一定程度

上限制了其应用范围。相比之下，动态结构色引入

时间维度，能够在外界条件变化时调节颜色，从而

极大地丰富了信息载荷和功能。动态结构色通常通

过嵌入具有可调光学常数的功能材料来实现。这些

材料的光学常数在外界刺激（如温度、电场或化学

反应）下会发生变化，从而导致结构色的变化。典

型的功能材料如相变材料（如二氧化钒 VO2）
[10]。

2022年，文献 [11]利用 CGAN成功实现了基于

VO2 的动态结构色的逆向设计（图 3a）。研究团

队设计了一个非对称的 Fabry-Pérot腔体结构，并

通过 CGAN进行逆向设计。在 CGAN网络的生成

器中嵌入了温度条件，通过将低温（30℃）数字化

为 0，高温（85℃）数字化为 1，确保生成器能够

在不同温度条件下生成相应的结构参数。最终设计

的结构可以在 VO2 的绝缘态下覆盖 117%的 sRGB
色域，且在 VO2 层发生相变后产生 5%的色域变

化。训练后的 CGAN模型能够以 ΔE=0.98的平均

色差进行逆向设计。

此外，还有一些研究利用超表面结构的偏振敏

感性，通过改变偏振角来实现结构色的变化。

2022年，文献 [12]提出了一种深度学习辅助设计

的极化控制动态可切换全色超表面（图 3b），通

过改变入射光的极化角度，该超表面能够实现全色

显示和动态颜色调节。当入射光极化角度从 0°变
化到 45°时，结构色从蓝色逐渐变为红色，整个过

程中无须改变材料的结构和性质。研究团队通过一

个串联深度学习网络来预测混合超表面的颜色，其

中影响结构色动态变化的入射光极化角度被作为输

入参数参与了神经网络的训练过程。研究结果显

示，颜色预测的准确率为 93.18%，逆向参数设计

的准确率为 92.37%。
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图 3    深度学习在动态结构色中的应用
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图 2    深度学习在静态结构色中的应用
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2.1.3　小结

在结构色领域，如表 1所示，深度学习的应用

正逐步突破传统设计的限制，通过将色域空间与结构

参数直接建立联系，取消了光谱计算的中间过程，从

而大大简化了设计流程。串联神经网络有效解决了颜

色与结构参数 “一对多”映射导致神经网络不收敛

的问题，而 CGAN网络的引入则进一步挖掘了颜色

与结构之间的设计空间，显著提高了设计的灵活性。

特别是对于结构更加复杂的超材料，深度学习的引入

极大地提高了设计精度与效率。未来，深度学习技术

将进一步开发出更复杂、高效的结构色设计方法，大

大拓宽其在新材料和绿色技术中的应用范围。

 
 

表 1    用于结构色设计的深度学习模型的比较
 

输入 输出 结构类型 DL模型 数据集规模 MSE 精度 文献

目标颜色（xyY） 单组结构参数 超表面 串联MLP 4 660 10−5 Δx,y,Y<0.01 [7]

目标颜色（Lab） 单组结构参数 多层膜 串联MLP 101 000 10−6 ΔE2000<1.2 [8]

目标颜色（Lab） 平均3.58组结构参数 多层膜 CGAN 40 000 Evaluator：1 Generator：0 ΔE2000<0.4 [9]

温度和目标颜色（Lab） 单组结构参数 多层膜 CGAN 50 000 Evaluator：1 Generator：0 ΔE2000<0.98 [11]

目标颜色（Lab） 单组结构参数和偏振角 超表面 串联MLP 6 160 10−5 92.37% [12]

 
 

2.2　热辐射控制

除了在结构色设计中的重要作用，光谱调控在

热辐射领域也具有重要应用。所有温度高于绝对零

度的物体都会向外散发热辐射，这种辐射的强度和

波长分布取决于物体的温度。常见的热辐射现象包

括太阳的可见光和红外辐射、地球的地热辐射以及

日常生活中的红外辐射。通过精确控制微纳结构的

光谱响应，研究人员可以优化其热辐射特性，从而

在多个关键应用领域中取得显著进展。 

2.2.1　太阳能光热转换

太阳能光热转换技术通过吸收太阳辐射并将其

转换为热能，广泛应用于太阳能集热[13-14]、海水淡

化领域[15]，如图 4a所示。其基本原理依赖于材料

对太阳光谱的吸收特性。光热转换材料的理想光谱

如图 4b所示，在太阳辐射波段具有高吸收率，在

热红外波段具有低发射率，以最大化能量收集效率。

 
 

UV Vis NIR MIR
Solar heating (FOM1) Passive heating (FOM2)

MIR

Metal

Fe; Ti; W; Cr

Insulator

Al2O3; MgF2; Si02

Candidates

F
O

M
1

GA

PSO

SAA

DL network

DL

tra
ining

DA optimization Multi-target

F
O

MTMM
FDTD

Physical

Iterative
optimization

calculation
Iterativc

optimization
Sin gle-target

FOM2

LF structure

Input layer

9

Hid d en layer

32-64128-256-512-1024

Output layer

2501

a. 太阳能光热转换的主要应用[13-15]

Electricity

Heat engine

Steam

GO bars

10 mm

1 μm10 μm

GO lm
Absorber

Water

b. 太阳能光热转化的理想吸收/发射光谱[19]

UV (300-380 nm) Vis (380-780 nm) NIR(780-2 500 nm)

1.0

0.8
E

m
is

si
v
it

y

A
b
so

rp
ti

o
n

0.6

0.4

0.2

0

0.3 0.5 1 2 5 10 20

Wavelength/μm

1.0

0.8

0.6

0.4

0.2

0
0.1

MIR Transmission Spectra (2.5-25 μm)

c. 通过深度学习与双重退火算法结合实现光热转化设计[19] d. 通过Transformer网络实现光热转化设计[20]

SMA Structure
G

Forward design

Input

embedding
Transformer encoder

Transformer encoder

×L

Add & Norm

Feed

forward

Add & Norm

Multi-Head

Attention

Input

Position

Fully-connected Layer

Transformer encoder

Patch+Position

embedding

Convolutional embedding of 

spectral patches

Split spectrum
Inverse design

embedding
Fully-connected Layer

Optical spectrum

A
b
so

rp
ta

n
ce

s[λ2, λ1, λ3, ... λ500]

λ

a

b

c

d

e

f

MgF
2

SiO
2

Al
2
O

3

TiO
2

Si

Ge

Ti

Solar heating

(High selar abserptien)

Passive heating

(Low thermal radiation)

UV+Vis+NIR
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传统的设计方法通常采用优化算法，如粒子群

算法 [16] 和遗传算法 [17-18] 等。这些算法通过迭代更

新，不断调整设计参数以优化吸收性能。然而，这

些优化算法在每一次迭代中都强烈依赖于数值模拟

的结果。因此，其本质上仍然受到数值模拟计算时

间和资源成本的限制。

通过将深度学习网络与优化算法相结合，可以

充分利用两者的优势，从而显著提高设计效果。

2023年，文献 [19]通过将深度学习与多目标退火

算法相结合，设计了一种选择性太阳能吸收器

（图 4c）。具体来说，开发了一种高性能设计范

式，通过深度学习网络和多目标双重退火算法优化

多层纳米结构，以最大化太阳光谱吸收并最小化红

外辐射。深度学习网络可以实时预测复杂纳米结构

参数与光学响应光谱之间的关系，消除了迭代和耗

时的计算。结合双重退火算法进行全局优化，深度

学习网络可以在毫秒时间尺度内预测光学响应，大

大加快设计速度。该算法还提供了多种候选方案，

允许选择适合的材料和每层的厚度，以满足期望的

光谱响应需求。

同年，文献 [20]提出了一种基于 Transformer
的深度学习网络，用于设计宽带太阳能超材料吸收

器（图 4d）。Transformer的独特机制为解决复杂

的光谱调控问题提供了强大的工具。Transformer
模型最初应用于自然语言处理领域，以其在处理序

列数据方面的卓越能力而闻名。其核心优势在于自

注意力机制，能够在不依赖固定窗口大小的情况下

捕捉输入数据的全局依赖关系。通过将光谱响应分

成多个小块，并按照自注意力机制进行学习，能够

在处理光谱数据时灵活地关注不同光谱响应中的关

键特征，从而避免了传统深度学习模型中常见的过

拟合问题，并显著提升了学习能力。另外，通过建

立双向串联网络，可以解决光谱逆向设计中的“一

对多”问题。

目前，深度学习在太阳能光热转换领域的研究

尚处于早期阶段，其在材料性能优化和系统设计中

已显示出巨大潜力。通过预测和改进吸热材料的光

吸收效率和热稳定性，以及优化系统布局以最大化

能量捕获，深度学习技术未来可望大幅提升太阳能

光热转换效率和系统可靠性。 

2.2.2　辐射制冷

辐射制冷是一种被动制冷技术，通过将热辐射

输出至外太空来实现制冷效果，其在织物 [21]、医

疗 [22]、生态 [23] 和建筑 [24-26] 等领域均有重要价值

（图 5a）。辐射制冷材料的理想光谱如图 5b所
示。与光热转化材料“互补”，理想的辐射制冷材

料应在太阳光谱范围（0.3～2.5 μm）具有高反射

率，以最大限度减少太阳热量的吸收，同时在中红

外范围（8～13 μm）具有高发射率，以通过向外太

空辐射热量实现有效冷却[27]。因此，部分辐射制冷

的设计方法与光热转换相似，利用优化算法同时优

化这两个波段的特性[28-30]。
 
 

a. 辐射制冷的主要应用[21-23, 25]
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图 5    辐射制冷
 

然而，传统的设计方法在应对复杂、多目标的

优化问题时存在诸多局限。尤其是在彩色辐射制冷

的设计中，这种局限性尤为突出。深度学习的出现

则可以突破传统辐射制冷优化方法的瓶颈，进一步

提升设计效率。

1）白色辐射制冷

在白色辐射制冷材料的设计领域，深度学习最

常见的应用是采用简单的正向网络来代替仿真软

件，以加速光谱结果的输出。2022年，文献 [31]
开发了一种基于深度学习的热辐射控制微结构材料

的设计方法（图 6a）。该方法利用正向深度神经

网络来模拟有限差分时域仿真输出，从而模拟不同

材料、波长和温度条件下微结构的光学性能，显著

提高了设计优化的效率和效果。
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2024年，文献 [32]利用深度学习模型来理解

仿生超材料与光谱响应之间的复杂关系，从而确定

最佳性能参数范围（图 6b）。其团队构建了 3种
SiO2 仿生超表面（圆柱阵列、截锥阵列和锥阵

列），并利用正向深度学习模型学习不同模型的光

谱特性与设计参数之间的关系。通过参数扫描，该

团队确定了最佳的截锥阵列高度/直径比，设计的

平均发射率高达 0.985。
 
 

a. 通过正向神经网络预测锥形结构的红外性能[31]
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c. 通过正向神经网络实现辐射制冷超表面的逆向设计[33]

Si3N4

Input Hidden

Back propagation

Optimized
Ideal

Atmospheric

transmittance

3 4

1.0

0.8

0.6

E
m

is
si

v
it

y

0.4

0.2

0
5 6 7 8 9 10 11 12 13 14 15 16

Wavelength/μm

Transmissive CRC

Atmospherie Thermal

Structure

1

1
2

2

Selective

Emitter (SE) Random

Structures

Materials &

Thicknesses

Learning algorithm

Memetie algorithm

Transmissive color

Target

Multi-spectra

Selective emitter

wSiOx

wSiOx
Qnet (W/m2)nm

25
30

23

25

22

26

20

30

90

134

151
176

467

494

490

480

21.3

27.1

14.4

0.87

hSiOx

hSiOx

bAg

bAg

tAg

tAg

Crossover

Reselection

Mutation

Refinement

(1-r)NrN

Optimized SE

Iterative

Optimization

Forward

Prediction

Inverse

Design

+ Color filter

Selective emitter

Training

Data
Deep learning

InverseSiOx
Ag

R G
B Design

Radiation

N
ear-IR

U
V

-V
isib

le
Emission

Selective

Emitter

Color

Filter

Transmitted

Sunlight

Output

Cost=Σ(yi−y)2li

X1

X1
Y1

Y2X1X2

Xi−3
Xi−2

Xi

Xi Yi

Xi−1

Xi−1 Yi−1

SiO2

Space
Ag

d. 优化纳米粒子掺杂类型实现辐射制冷[34]
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图 6    深度学习在辐射制冷中的应用
 

同年，文献 [33]提出了一种基于深度学习的

混合极性介电超表面热发射器的设计方法（图 6c）。

研究团队采用有限差分时域法生成大量样本数据，

并使用这些样本数据训练正向网络，建立结构参数

与热发射光谱之间的映射关系。训练完成后，固定

神经网络的权重和偏置，将其用于逆向设计。

除了代替仿真软件外，在白色辐射制冷材料的

设计中，深度学习网络还可以直接根据输入的目标

光谱实现微纳结构的逆向设计，文献 [34]提出了

一种基于深度学习辅助设计嵌入纳米粒子的辐射冷

却器的方法（图 6d）。该团队通过深度学习算法

优化纳米粒子掺杂类型辐射冷却器的光学常数、材

料体积分数和粒子尺寸分布，从而实现优异的光学

性能。

2）彩色辐射制冷

利用深度学习技术优化设计，不仅可以实现较

好的辐射制冷效果，还可以赋予材料特定的颜色，

从而满足建筑外墙、车辆涂层等需要兼顾功能性和

美观的应用需求。2023年，文献 [35]通过深度学

习设计颜色辐射制冷器，解决了传统辐射制冷器由于

高反射率要求而导致表面颜色单调的问题（图 6e）。

研究人员提出了一种基于深度学习的逆向设计方
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法，利用金属−绝缘体−金属（MIM）结构，通过

Fabry-Pérot干涉效应生成减色法原色（青色、品红

和黄色）。他们首先采用时域有限差分法生成大量

光谱数据，然后训练深度神经网络进行光谱预测。

通过串联神经网络架构，研究人员有效解决了纳米

光子结构设计中的“一对多”问题，使得网络能够

快速准确地进行逆向设计。

2024年，文献 [36]进一步研究了通过深度学

习逆向设计彩色辐射制冷器。该研究结合了选择性

发射体和 MIM腔体结构，成功实现了在高反射率

和高发射率基础上生成不同颜色的能力。研究团队

通过深度神经网络训练，解决了设计结构与光谱响

应之间的复杂关系。通过预先训练前向神经网络和

串联逆向神经网络，研究人员能够快速地设计出同

时满足冷却功率和特定颜色要求的结构。结果表

明，设计的制冷器在可见光范围内能够生成高饱和

度的 CMY颜色，并在近红外范围内具有较高的反

射率，有效减少了太阳辐射吸收。

综上所述，将深度学习引入到辐射制冷技术

中，能够极大地优化制冷系统的设计效率和性能。

通过利用深度学习模型来模拟和预测材料的辐射特

性，研究人员可以更精确地制定出适应各种环境条

件的制冷解决方案，从而推动这一技术向更广泛的

应用领域扩展。 

2.2.3　热伪装

深度学习在热伪装领域也展现出巨大的应用潜

力。热伪装技术通过控制材料表面与环境之间的热

辐射交换，使得目标物体在红外热成像设备中变得

不可见[37]。与辐射制冷类似，热伪装技术也需要精

确控制材料的红外光谱特性，以实现所需的伪装

效果。

2023年，文献 [38]提出了一种基于深度学习

的逆向设计方法，旨在设计兼具激光和红外伪装功

能的高性能超表面，同时实现有效的热辐射管理，

其理想的光谱特征如图 7a所示。研究团队采用机

器学习驱动的逆向设计方法，通过物理基础的数据

降维，提高了神经网络的准确性和效率。该方法能

够快速生成满足多波段性能要求的多种非唯一解，

从而匹配所需的多波段光谱。其构建了两个全连接

神经网络：前向反射预测网络和逆向结构设计网

络。前向反射预测网络用于从高维参数空间预测单

波长的反射率。
 
 

a. 通过降维神经网络实现红外伪装材料的逆向设计[38]
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b. 通过物理驱动神经网络结合遗传算法
实现红外伪装材料的逆向设计[40]

图 7    深度学习在热伪装中的应用
 

这种方法通过将结构参数（如周期、孔径比、

厚度等）和波长派生的变量（如波长、孔径比与波

长的比值）作为输入，实现了光谱数据的降维处

理。逆向结构设计网络则通过从反射光谱中提取峰

值特征（波长、强度和带宽），生成结构参数。该

方法通过波长派生变量形成输出向量，确保了输出

的唯一性。

同年，文献 [39]也做了类似的研究工作，通

过结合严格耦合波分析和深度学习，设计了一种

Ge/Ag/Ge多层圆孔超表面，同时实现了红外伪装
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和热辐射管理。该研究同样采用了串联神经网络，

包括一个预训练的光谱预测网络和一个几何预测网

络。与其他方法不同，该团队在网络训练过程中引

入惩罚策略，确保在前 300个训练周期内，网络预

测的结构参数不偏离基本物理规律，从而增强了网

络的鲁棒性和精度。2024年，文献 [40]进一步提

出了一种结合物理驱动神经网络（Physics-Driven
Neural Network, PNN）和遗传算法的逆向设计方

法，旨在设计一种能够实现 1.06 μm激光伪装、中

红外热伪装和高效热管理的 AZO-Ge圆盘超表面

（图 7b）。在前向预测中，团队开发了两个 PNN
网络分别预测超表面在 1.06 μm和 3～14 μm波段

的发射光谱。PNN通过预计算的波长派生参数显

著提高了预测精度，加速了神经网络的收敛。在逆

向设计中，将预训练的神经网络嵌入到遗传算法

中，以预测种群的发射光谱。通过该框架，设计出

了几种 1.06 μm激光兼容红外伪装超表面的结构解

决方案。

除了上述在热伪装方面的应用，深度学习在微

波雷达伪装领域[41-43] 也展现出巨大的潜力，预示着

其在未来军事和民用领域的广泛应用前景。 

2.2.4　小结

深度学习在热辐射控制领域的应用，包括太阳

能光热转化、辐射制冷和热伪装，因其目标光谱

不同，其设计思路在具体实现上也略有差异（如

表 2所示）。

 
 

表 2    用于热辐射控制材料设计的深度学习模型的比较
 

输入 输出 结构类型 DL模型 数据集规模 MSE 精度 文献

结构参数和材料范围 结构参数和材料 多层膜 优化算法+MLP 30 000 10−3 - [19]

目标光谱（太阳辐射吸收率） 单组结构参数 多层膜 Transformer 141 791 10−7 - [20]

结构参数 光谱（反射率，透过率） 超表面 MLP 35 500 10−4 ΔR<0.1 ΔT<0.2 [31]

结构参数 目标光谱（红外发射率） 超表面 MLP 200/20 000 10−8/10−3 - [32-33]

目标光谱 光学常数、体积分数、尺寸分布 纳米粒子 MLP 1 000 10−3 - [34]

目标颜色（Lab） 单组结构参数 超表面 串联MLP 11 000 10−4 ΔE<0.69 [35]

目标颜色（Lab） 单组结构参数 多层膜 串联MLP 10 000 10−3 - [36]

光谱特征（波长、强度、宽度） 单组结构参数 超表面 MLP 200 000 10−3 - [38]

结构参数 光谱（红外发射率） 超表面 优化算法+PNN 8 640 10−4 0.997 [39]

 

在太阳能光热转化领域，深度学习用于设计高

效的光热转换材料。其设计目标包括在太阳辐射波

段具有高吸收率，同时在红外波段具有低发射率。

这种多目标优化问题可以通过深度学习与优化

算法结合的方式来解决，利用深度学习加速优化算

法的迭代过程，从而提高设计效率和性能。

辐射制冷与光热转化材料的目标光谱“互

补”，即红外波段具有高发射率，同时在太阳辐射

波段具有低吸收率。相似的光谱结构使得这两类材

料在设计上具有一定的共性。深度学习网络在这些

材料的设计中常用于正向预测，加速设计过程。然

而，色彩的引入为辐射制冷材料的设计带来了更加

复杂的需求。目前彩色辐射制冷器的设计方法与结

构色的设计方法相似，在默认选择红外高发材料的

基础上，通过深度学习网络直接建立色域空间与结

构参数的联系，通过输入目标颜色实现结构参数的

逆向设计。

在热伪装领域，目标光谱表现为在红外探测波

段（通常为 3～5 μm和 8～13 μm）具有与背景环

境相匹配的发射率，同时在非探测波段（通常为

5～8 μm）具有较高的发射率。除了将其转化为多

目标优化问题，通过深度学习与优化算法相结合来

解决外，还可以提取目标光谱的峰值特征（如波

长、强度和带宽等）作为输入，通过深度学习模型

逆向设计出满足要求的结构。 

2.3　窄带光谱传感

窄带光谱设计通常用于特定波段的检测和识

别，如气体传感、化学传感和生物传感等。窄带光

谱传感器通常需要在特定波长范围内实现极高的选

择性，以便精确检测和区分微弱的光谱信号。通过

精准的光谱控制，传感器能够实现高选择性和高灵

敏度，满足各种复杂检测需求。然而，传统的窄带

光谱设计方法由于涉及复杂的光学计算和多维参数

优化，效率低下且难以实现全局最优解。深度学习

技术的引入，为窄带光谱设计提供了新的思路和

方法。 

2.3.1　金属基窄带光谱传感

金属基窄带光谱传感技术主要依赖于金属纳米
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结构（如光栅或纳米孔）在特定条件下的局部表面

等离子共振（LSPR）现象。当光波与这些金属纳

米结构相互作用时，会激发出表面等离子共振，从

而导致在特定波长处光的强烈吸收和散射[44-46]。通

过监测这种共振峰的位置和强度的变化，可以实现

对环境中化学或生物分子的高灵敏度检测。

2021年，文献 [47]通过训练人工神经网络进

行光子器件的逆向设计，成功生成了在 2～8 µm波

长范围内工作的超窄带选择性热发射器（图 8a）。

通过训练后的神经网络，研究团队成功设计了品质

因子（Q因子）高达 109.2的超窄带热发射器，平

均均方误差（MSE）小于 0.006。同年，文献 [48]
又提出了一种利用深度学习技术设计在可见光范围

内工作的光谱敏感多波段吸波器的方法（图 8b）。

该文献提出了一种由铝和二氧化硅组成的五层金属−
绝缘体−金属光栅结构。为了实现光谱敏感的设

计，研究团队将谐振波长光谱信息作为输入参数之

一，结合反射光谱一起输入神经网络。该神经网络

的设计具有高度鲁棒性，其平均均方误差为 0.023。
研究团队还训练了一个不包含谐振波长光谱信息的

网络。结果表明，不包含谐振波长信息的网络在光

谱准确性上较差，而包含谐振波长信息的网络表现

出更高的光谱准确性。

2023年，文献 [49]提出了一种基于双向人工

神经网络的分而治之深度学习方案，用于高效、精

准地设计具有复杂光谱特征的等离子堆积超材料

（图 8c）。具体来说，就是在前向网络中，将最

后的几层全连接层划分成多个子网络，每个子网络

单独预测光谱的一部分。这样就可以将复杂的光谱

预测问题分解为多个子问题，每个子问题的采样点

数远小于原始问题。此外，该工作还面向用户端提

出了一个交互式客户端，通过在光谱布局中自由操

作多个点，可以快速设计具有多种功能的光谱结

构，包括多波段滤波、带阻、短通和长通滤波等。
 
 

a. 通过逆向神经网络输入窄带光谱，直接输出结构参数[47]
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c. 在串联神经网络的基础上将全连接层划分成多个子网络[49]
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图 8    深度学习在金属基窄带光谱传感中的应用
 
 

2.3.2　介质基无损窄带光谱传感

在金属基共振系统中，金属材料的引入会存在

一定的能量耗散，因此它们的 Q因子是有限的。

相比之下，连续域束缚态（Bound  States  in  the
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Continuum, BIC）可以通过完美的相消干涉来避免

辐射损失，从而实现理论上的无损耗共振。这使

得 BIC 在某些高精度的光学传感和激光应用中具

有非常大的吸引力[50-51]。2022年，文献 [52]提出了

一种共振信息深度学习策略，用于快速准确地预测

具有超高 Q因子共振的光学响应，并开发了逆向

设计算法，用于设计具有无限Q因子的BIC （图 9a）。

网络的架构使用了 CNN和 MLP的组合。CNN网

络接收电场分布，以区分不同的共振模式。MLP
接收几何参数和其他输入，输出背景光谱的反射率

和 Fano共振的参数。通过将共振信息纳入深度学

习算法，实现了对光学响应的高精度预测。2023
年，文献 [53]提出了一种基于准束缚态（Q-BIC）
的全介质表面增强拉曼散射（SERS）超表面的设

计方法，通过 Transformer驱动的深度学习网络进

行优化设计，实现了高 Q因子共振和显著的 SERS
增强（图 9b）。2024年，文献 [54]将经典的串联

深度学习网络架构引入高 Q因子 BIC共振的逆向

设计中，成功设计出波长范围在 400～1 200 nm范

围内、Q因子从几百到几十万的 BIC共振结构。
 
 

a. 将共振信息纳入深度学习算法实现高Q因子BIC的设计[52]
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图 9    深度学习在介质基无损窄带光谱传感中的应用
 
 

2.3.3　小结

相比于前面提到的结构色和热辐射控制，窄带

光谱传感的目标光谱设计更为复杂。这种复杂性主要

体现在其对高分辨率和高灵敏度的严格要求上。在这

一领域，深度学习的应用广泛采用逆向设计方法。如

表 3所示，通过不同的深度学习模型（如 MLP、串

联 MLP、CNN和 Transformer等），引入更多维度

的光谱信息，可以有效地设计出满足复杂光谱需求的

材料结构，从而显著提高设计效率和精确度。具体来

说，在传统的金属基窄带光谱传感中，通过将谐振波

长作为输入参数，结合反射光谱一起输入深度学习网

络，可以进一步提升设计的精确度和效率。而在

BIC领域，深度学习网络的应用则进一步拓展了设计

的维度和复杂性。例如，CNN网络擅长处理图像或

二维数据，特别适合分析复杂的电场分布；而

Transformer模型在处理序列数据和高维度输入方面

表现出色，在光谱信息的高效编码和解码方面尤为适

用，从而更好地满足复杂光谱控制任务的需求。
 
 

表 3    用于窄带光谱传感材料设计的深度学习模型的比较
 

输入 输出 结构类型 DL模型 数据集规模 MSE Q因子 文献

结构参数 光谱 多层膜 MLP 31 838 10−3 109.2 [47]
光谱信息（共振波长） 单组结构参数 超表面 串联MLP 12 100 10−2 — [48]

目标光谱（1.0～2.5 μm） 单组结构参数 超表面 串联MLP 55 000 10−4 — [49]
结构参数、光谱信息（能量、电场分布） 光谱反射系数、共振信息 超表面 CNN、MLP 4 000 10−2 106 [52]

电场分布 光谱信息（入射角、透射率）、结构参数 超表面 Transformer 26 881 10−4 — [53]
共振波长、Q因子 单组结构参数 超表面 串联MLP 1 891 10−3 105 [54]
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随着材料科学和纳米技术的进步，窄带光谱传

感技术的未来发展预计将集中在提高灵敏度和选择

性以及设备的迷你化上。此外，深度学习的融入将

为窄带光谱传感器的设计和性能优化带来革命性的

改变，通过智能算法优化结构设计和实时处理数

据，可以极大地提升光谱分析的准确性和速度。这

些进展将为环境监测、疾病诊断和安全检测等多个

领域带来前所未有的技术突破。 

3　结束语

深度学习已在微纳结构光谱设计的应用中展现

出了显著的潜力和优势。在结构色设计中，深度学

习方法能够快速预测和优化纳米结构的颜色表现；

在热辐射领域，深度学习技术通过高效的逆向设计

实现了复杂光谱特性的调控；在窄带光谱传感方

面，深度学习模型提供了高选择性和高灵敏度的解

决方案。总的来说，深度学习在光谱设计中的优势

主要包括以下两点。1）深度学习技术的引入可以

显著提升计算效率。通过使用深度学习网络，可以

有效替代传统的数值模拟，快速预测结构参数的光

谱响应，大幅缩短设计周期。2）神经网络模型通

过结合前向和逆向网络，不仅提高了预测的精度，

而且简化了设计的复杂性。生成网络（如 GAN和

CGAN）能够产生多种满足设计要求的结构方案，

从而进一步简化设计过程。除此之外，深度学习还

具备跳脱传统人工结构设计局限性的能力。通过学

习大量数据，深度学习模型能够设计出一些不规则

甚至是非常规的图案和结构[55]。这些设计不仅突破

了传统方法的束缚，展现出更具多样性的特征，更

重要的是，这些非常规结构还有可能揭示新的物理

机制。这使其能够在其他材料科学领域中也具有重

要意义[56]。

尽管深度学习在微纳结构光谱设计中的应用已

取得重要进展，但仍存在一些挑战和机遇。

1）训练成本挑战。构建和训练深度学习网络

需要大量计算资源，尤其是在数据难以获取的领

域。为降低成本和优化数据获取，可采用迁移学习

和数据增强技术，提升模型在有限数据上的表现。

2）泛化能力问题。许多网络仅针对特定结构

或材料组合的优化，限制了其泛化能力。未来研究

可开发大规模数据模型，如 ChatGPT，通过联合学

习不同材料和结构的数据，提高模型的泛化能力。

3）制备误差问题。理论设计往往忽略了实际

制造过程中不可避免的误差，如材料不均和工艺偏

差等，从而影响最终的光谱特性。未来研究可结合

模拟与实验，预测和控制这些误差，或在设计阶段

引入容错机制，增强实际应用中的鲁棒性。

展望未来，深度学习在微纳结构设计中的发展

趋势将可能朝着以下几个新方向前进。

1）多物理场耦合设计。通过将多种物理场的

耦合特性纳入深度学习模型，实现对微纳结构更为

全面的设计。

2）自适应深度学习。通过引入自适应学习机

制，使网络能够动态调整其结构和参数，不再依赖

预设的设计框架，实现自主化设计，提高设计效率

和灵活性。

3）量子计算与深度学习结合。利用量子计算

的超强并行计算能力，提升设计复杂微纳结构的效

率，突破现有计算资源的限制。

总之，深度学习为微纳光谱调控带来了革命性

的变化，其应用不仅提升了设计效率和精度，还为

解决复杂光谱设计问题提供了新的思路。随着技术

的不断进步和完善，深度学习在光谱调控领域的应

用将越来越广泛，助力实现更加智能化、高效化的

纳米结构设计和应用。
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