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[摘要] 　 针对传统多类别高斯过程分类算法往往忽略数据受到的噪声污染导致预测准确性降低的问题ꎬ提出

一种基于变分推断优化算法的含输入噪声的多类别高斯过程分类算法. 以多类别高斯过程模型作为底层分类

器ꎬ在传统模型上引入加性高斯噪声ꎬ使用变分推断方法优化改进后的模型ꎬ近似模型隐变量的后验分布ꎬ并据

此进行新的预测. 将含输入噪声的多类别高斯过程分类方法应用到液体火箭发动机的故障分类问题中ꎬ实验证

明ꎬ与传统多类别高斯过程分类算法相比ꎬ提出的算法在预测精度上有一定提高ꎬ负似然对数指标有效降低ꎬ改
进后的模型与真实后验分布更接近.
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多类别分类问题[１－２]广泛存在于工业、科学等各个领域. 当机器学习算法处理这类问题时ꎬ通常会假

设数据集中的数据是真实且不带噪声的. 然而ꎬ这种假设在理论上忽略了测量噪声对数据的影响. 尽管忽

略噪声可以在算法设计和迭代时间上带来一些优势ꎬ但如果未考虑的噪声对输入数据的生成过程产生重

大影响ꎬ那么多类别分类问题的预测结果可能并非最优. 相反ꎬ将输入数据中的噪声纳入先验知识ꎬ并结

合归纳偏差ꎬ算法的预测结果往往会更加出色. 这是因为考虑到噪声可以使算法更具鲁棒性ꎬ能够更好地

—５７—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉



南京师大学报(自然科学版) 第 ４８ 卷第 ５ 期(２０２５ 年)

适应现实世界中数据的变化和不确定性. 因此ꎬ在多类别分类问题中ꎬ考虑噪声并将其纳入算法的设计和

训练过程中通常能够取得更优秀的结果.
高斯过程(Ｇａｕｓｓｉａｎ ｐｒｏｃｅｓｓꎬＧＰ) [３－５]是一种在机器学习中常用的概率建模工具ꎬ在贝叶斯框架的基础

上给出概率输出ꎬ适用于处理具有不确定性的任务. ＧＰ 算法的不确定性能够从目标变量的预测分布来体

现ꎬ可能会受到模型中噪声的影响. ＧＰ 算法通常被用来解决回归问题或简单的二分类[６－７] 问题ꎬ为使得

ＧＰ 算法能够解决多分类问题[８]ꎬ近年来有颇多学者对此进行了相关研究.
在二分类的问题背景下ꎬ文献[９]考虑了为 ＧＰ 算法引入相关噪声. 这种方法的核心思想是利用训练

阶段的特权信息来更好地建模分类问题中的噪声ꎬ从而提高分类器的性能. 通过使用额外的高斯过程来

建模噪声的方差ꎬ可以更准确地捕捉数据中的噪声特性ꎬ有助于提高分类器的性能ꎬ同时表明在模型中引

入数据噪声能够给系统带来一定的优势[１０－１１] .
文献[１２]在解决 ＧＰ 算法向多类别问题中扩展时ꎬ提出了基于使用伪数据点的稀疏高斯过程方法. 通

过引入一组从数据空间中随机采样或其他方式获得的 Ｍ≤Ｎ 个伪数据样本ꎬ并使用最大边际似然估计优

化伪数据点的位置. ＧＰ 算法求解的复杂度为 O (Ｎ３ )ꎬ经过伪数据点的优化ꎬ算法的复杂度降低为

O(ＮＭ２)ꎬ因此 ＧＰ 算法得以被拓展到大型数据集中. 文献[１３]向扩展的 ＧＰ 算法中引入变分推断[１４－１８]ꎬ
通过采用近似后验簇来绕过求解边际似然的问题ꎬ方法的局限在于仅能求解无监督学习问题ꎬ且要求高斯

似然因子具有容易求解的形式. 文献[１９]描述了 ＧＰ 隐变量模型的推广ꎬ将近似分布限制在具有固定均值

和可调整方差的高斯分布中ꎬ但仍对高斯似然因子有相同的要求ꎬ且无法解决多分类问题.
本文基于传统的稀疏高斯过程多分类方法ꎬ通过添加噪声ꎬ构建含输入噪声的分类模型. 同时ꎬ引入

变分推断(Ｖａｒｉａｔｉｏｎａｌ Ｉｎｆｅｒｅｎｃｅ)用于对数据噪声和伪数据点的优化ꎬ所提方法记为 ＶＩ￣ＭＧＰ. 然后生成仿

真数据ꎬ对传统多类别高斯过程分类(ｍｕｌｔｉ ｃｌａｓｓ Ｇａｕｓｓｉａｎ ｐｒｏｃｅｓｓꎬＭＧＰ)和 ＶＩ￣ＭＧＰ 算法以及竞争算法进

行性能对比. 最后进行液体火箭发动机的故障样本实验ꎬ验证改进后算法的性能.

１　 含噪声的稀疏多类别高斯过程分类算法

１.１　 多类别高斯过程

多类别分类问题的数据模型设定如下:数据集包含 Ｎ 个实例数据 Ｘ ＝ (ｘ１ꎬ􀆺ꎬｘＮ) Ｔꎬ与实例数据对应

的标签数据 ｙ＝(ｙ１ꎬ􀆺ꎬｙＮ)ꎬ其中 ｙｉ∈{１ꎬ􀆺ꎬＣ}ꎬＣ>２. 式中 Ｃ 代表类别的数量. 类别标签根据式(１)中的

规则确定:
ｙｉ ＝ａｒｇｍａｘ

ｃ
ｆｃ(ｘｉ)ꎬ (１)

式中ꎬｆｃ(􀅰)是对应于每一个类别标签的隐函数ꎬｃ＝ １ꎬ􀆺ꎬＣ. 根据在数据点 ｘｉ 处隐函数的最大值来确定对

应的类别标签.
在上述标记规则下ꎬ在数据点 ｘｉ 处给出的类别标签 ｙｉ 的似然函数为:

ｐ(ｙｉ ｜ ｆｉ)＝ ∏
ｃ ＝ ｙｉ

Θ( ｆｙｉ(ｘｉ)－ｆｃ(ｘｉ))ꎬ

式中ꎬΘ(􀅰)是 Ｈｅａｖｉｓｉｄｅ 阶跃函数.
考虑系统在标记时会产生标记错误ꎬ假定与数据点 ｘｉ 相对应的类别标签 ｙｉ 以概率 ｅ 被等可能地错误

标记为其他的类别ꎬ则似然函数替换为式(２)形式:

ｐ(ｙｉ ｜ ｆｉ)＝ (１－ｅ) ∏
ｃ≠ｙｉ

Θ( ｆｙｉ(ｘｉ)－ｆｃ(ｘｉ))＋
ｅ

Ｃ－１
１ － ∏

ｃ≠ｙｉ

Θ( ｆｙｉ(ｘｉ) － ｆｃ(ｘｉ))[ ] ꎬ (２)

式中ꎬ第一项反应了类别标签识别正确的概率ꎬ第二项表示存在 Ｃ－１ 种识别错误的可能.
高斯过程 GP 表示不可数无限维函数上的分布ꎬ通常由两个实值函数来定义:均值函数和协方差函

数. 假定每个隐函数 ｆｃ(􀅰)都具有 GP 先验ꎬ即隐函数服从于均值函数为 ０ꎬ协方差函数为 ｋθ(􀅰ꎬ􀅰)的 GP

分布:ｐ( ｆｃ) ~GP(０ꎬｋθ(􀅰ꎬ􀅰)) . ｋθ(􀅰ꎬ􀅰)是一个具有超参数 θｃ 的协方差函数ꎬ采用如下定义:

ｋθｃ(ｘꎬｘ′)＝ σ２ｅｘｐ － １
２ ∑

ｄ

ｊ ＝ １

(ｘ ｊ － ｘ′ｊ) ２

ℓ ｊ
{ } ＋Ｉ[ｘ＝ｘ′]σ２

０ꎬ
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式中ꎬＩ[􀅰]是一个指示函数ꎬσ２ 是振幅参数ꎬℓ ｊ 是长度刻度ꎬσ２
０ 是附加在隐函数 ｆｃ(􀅰)上的高斯噪声的水

平ꎬ三者组成超参数 θｃ .
根据贝叶斯规则ꎬ需要对 ｆ＝{ ｆｉ} Ｎ

ｉ＝１的后验分布进行计算.

ｐ( ｆ ｜ ｙ)＝ ｐ(ｙ ｜ ｆ)ｐ( ｆ)
ｐ(ｙ)

＝
∏
Ｎ

ｉ ＝ １
ｐ(ｙｉ ｜ ｆｉ)[ ] ∏

Ｃ

ｃ ＝ １
ｐ( ｆｃ)[ ]

ｐ(ｙ)
ꎬ (３)

式中ꎬｆｃ ＝( ｆｃ(ｘ１)ꎬ􀆺ꎬｆｃ(ｘＮ)) Ｔꎬ且隐函数的先验分布 ｐ( ｆｃ)＝ N( ｆｃ ｜ ０ꎬＫｃ)是一个均值为零ꎬ协方差矩阵为

Ｋｃ 的多变量高斯分布ꎬ且 Ｋｃ
ｉꎬｊ ＝ ｋθｃ(ｘｉꎬｘ ｊ) . 分母 ｐ(ｙ)＝ ∫ ｐ(ｙ ｜ ｆ)ｐ( ｆ)ｄｆꎬ是后验分布的归一化常数ꎬ即边际

似然. 通过最大化边际似然值ꎬ可以获得模型的超参数 θｃ 的最优值. 假定隐函数 ｆｃ(􀅰)之间相互独立ꎬ因此

先验因子为 ｐ( ｆ)＝ ∏
Ｃ

ｃ ＝ １
ｐ( ｆｃ) .

１.２　 稀疏高斯过程

训练集大小为 Ｎ 的高斯过程的后验分布的计算需要计算协方差矩阵的逆ꎬ计算成本为 O (Ｎ３) . 因

此ꎬ传统多分类高斯过程只适用于数量级不高的数据集ꎬ而稀疏高斯过程可以降低计算成本. 引入 Ｍ 个伪

数据点ꎬ记为:Ｚｃ ＝(ｚｃ１ꎬ􀆺ꎬｚｃＭ) . 伪数据点 Ｚｃ 与训练数据具有相同的维度空间 Ｒｄꎬ通过最大化边际似然估

计能够确定其在训练期间的位置. 同时考虑伪数据点 Ｚｃ 通过相对应的隐函数计算获得的伪数据输出 ｕｃꎬ
且 ｕｃ

ｊ ＝ ｆｃ(ｚｃｊ ) . 在稀疏近似中ꎬ每个 ｕｃ 服从高斯过程先验ꎬ即 ｐ(ｕｃ)＝ N(ｕｃ ｜ ０ꎬＫｃ
ＺｃꎬＺｃ) .

通过 Ｚｃ 和 ｕｃ 与对应类别的隐函数 ｆｃ(􀅰)构成高斯条件概率分布ꎬ可以推出:
ｐ( ｆｃ ｜ｕｃ)＝ N( ｆｃ ｜Ｋｃ

ＸꎬＺｃ(Ｋｃ
ＺｃꎬＺｃ) －１ｕｃꎬＫｃ

ＸꎬＸ－Ｋｃ
ＸꎬＺｃ(Ｋｃ

ＺｃꎬＺｃ) －１Ｋｃ
ＺｃꎬＸ)ꎬ (４)

式中ꎬＫｃ
ＸꎬＺｃ是在观测数据点 Ｘ 和伪数据点 Ｚｃ 处 Ｎ×Ｍ 的协方差矩阵ꎬＫｃ

ＺｃꎬＺｃ是 Ｍ×Ｍ 的协方差矩阵.
根据式(４)中的描述ꎬ新的似然函数只需要求解 Ｋｃ

ＺｃꎬＺｃ的逆以及计算乘积 Ｋｃ
ＸꎬＺｃ(Ｋｃ

ＺｃꎬＺｃ) －１两项ꎬ其计算

复杂度转变为 O(Ｍ２Ｎ) . 如果 Ｍ 的数值远小于数据量 Ｎꎬ则训练的代价将大幅度降低.
１.３　 含噪声的多分类高斯过程

传统的多类别稀疏高斯过程分类假定数据不含噪声ꎬ在决策边界的分类预测会过于自信. 因此在模

型中引入噪声并建立具有噪声的多分类高斯过程模型.
设定 􀭾Ｘ 是噪声观测的数据矩阵ꎬＸ 为无噪声输入的数据矩阵ꎬ两者关系如(５)所示:

􀭹ｘｉ ＝ｘｉ＋εｉꎬ　 εｉ ~N(０ꎬＶｉ)ꎬ (５)
式中ꎬ􀭹ｘｉ∈Ｒｄ 是观测到的具有噪声的数据ꎬｘｉ 是不含噪声的真实数据ꎬεｉ 是附加在真实数据上的高斯噪

声. 假定噪声具有独立性ꎬ则 Ｖｉ 是维度 ｄ×ｄ 的对角噪声矩阵. 􀭹ｘｉ 是观测数据ꎬｉ＝ １ꎬ􀆺ꎬＮ 其中噪声未知ꎬ实
际无噪声输入 ｘｉꎬｉ＝ １ꎬ􀆺ꎬＮ 是模型隐变量.

由式(５)可得如下似然函数:
ｐ(􀭹ｘｉ ｜ ｘｉ)＝ N(􀭹ｘｉ ｜ ｘｉꎬＶｉ) .

观测到的数据 􀭹ｘｉ 视为均值是实际无噪声输入数据 ｘｉꎬ协方差矩阵为 Ｖｉ 的正态分布. 指定无噪声观测

数据 ｘｉ 具有如下先验分布. 即:
ｐ(ｘｉ)＝ N(ｘｉ ｜ ０ꎬＩｓ)ꎬ

式中ꎬＩ 是单位矩阵ꎬ当 ｓ 为较大常数时ꎬ该先验分布与无信息均匀分布类似ꎬ通过多次试验验证ꎬ本文采用

ｓ＝ １ ０００.
模型所有观测变量及隐变量的联合分布如下:

ｐ(Ｘꎬ􀭾ＸꎬｙꎬＦꎬＵ)＝ ∏
Ｎ

ｉ ＝ １
ｐ(ｙｉ ｜ ｆｉ)[ ] ∏

Ｃ

ｃ ＝ １
ｐ( ｆｃ ｜ ｕｃ)ｐ(ｕｃ)[ ] ∏

Ｎ

ｉ ＝ １
ｐ(􀭹ｘｉ ｜ ｘｉ)ｐ(ｘｉ)[ ] ꎬ (６)

式中ꎬ􀭾Ｘ＝(􀭹ｘ１ꎬ􀆺ꎬ􀭹ｘＮ) Ｔ 是观测数据矩阵ꎬＸ ＝ (ｘ１ꎬ􀆺ꎬｘＮ) Ｔ 是实际无噪声输入的矩阵ꎬｙ 是观测标签向量ꎬ
Ｆ＝( ｆ１ꎬ􀆺ꎬｆＮ) Ｔ 是实际无噪声输入计算矩阵ꎬＵ＝(ｕ１ꎬ􀆺ꎬｕＣ) Ｔ 是伪数据点的计算矩阵.

—７７—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉
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２　 优化方案

２.１　 参数后验分布

为求解隐变量的最优参数ꎬ写出式(６)在观测变量已知时的后验分布公式:

ｐ(ＸꎬＦꎬＵ ｜ ｙꎬ􀭾Ｘ)＝ ｐ(􀭾ＸꎬＸꎬｙꎬＦꎬＵ)
ｐ(ｙꎬ􀭾Ｘ)

ꎬ (７)

后验分布的求解需要计算边际似然 ｐ(ｙꎬ􀭾Ｘ)的高维积分ꎬ在实际情况中ꎬ边际似然的值难以求解ꎬ并且

其计算代价极高ꎬ本文采用变分推断通过将推断问题转化为优化问题ꎬ以避免边际似然的求解.
２.２　 变分推断近似

实际工作中ꎬ伪数据点的值 ｕｃ 和无噪声真实输入数据 ｘｉ 是未知的ꎬ需要为这些变量指定一个近似高

斯后验分布. 变分推断通过最小化变分近似 ｑ 与真实后验分布之间的距离来优化参数ꎬ距离采用 ＫＬ 散度

进行计算.
设定变分近似簇为 ｑ(ＸꎬＦꎬＵ)ꎬ则其与真实后验之间的 ＫＬ 散度可以写成:

ＫＬ＝Ｅ ｌｏｇ ｑ(ＸꎬＦꎬＵ)
ｐ(ＸꎬＦꎬＵ ｜ ｙꎬ􀭾Ｘ)

é

ë
ê
ê

ù

û
ú
ú
＝ Ｅ[ ｌｏｇ ｑ(ＸꎬＦꎬＵ)]－Ｅ[ ｌｏｇ ｐ(ＸꎬＦꎬＵ ｜ ｙꎬ􀭾Ｘ)] ＝

Ｅ[ ｌｏｇ ｑ(ＸꎬＦꎬＵ)]－Ｅ[ ｌｏｇ ｐ(Ｘꎬ􀭾ＸꎬｙꎬＦꎬＵ)]＋ｌｏｇ ｐ(ｙꎬ􀭾Ｘ)ꎬ (８)
式中ꎬｌｏｇ ｐ(ｙꎬ􀭾Ｘ)是常数项ꎬ要求 ＫＬ 散度的值最小等价于等式右侧前两项值最小ꎬ其负值称为变分下界ꎬ
记作 L:

L ＝Ｅｑ ｌｏｇ ｐ(
􀭾ＸꎬＸꎬｙꎬＦꎬＵ)
ｑ(ＸꎬＦꎬＵ)

é

ë
êê

ù

û
úú . (９)

变分近似 ｑ(ＸꎬＦꎬＵ)包含隐变量 ＸꎬＦꎬＵꎬ其中 Ｘ 是实际无噪声输入矩阵ꎬ与隐变量 ＦꎬＵ 相互独立.
ｑ(ＸꎬＦꎬＵ)可以分解成 ｑ(ＦꎬＵ)ｑ(Ｘ)两项. 第一项 ｑ(ＦꎬＵ)可以利用式(４)中后验分布 ｐ( ｆｃ ｜ ｕｃ)ꎬ采用变

分推断重新近似为:
ｑ(ＦꎬＵ)＝ ｑ(Ｆ ｜Ｕ)ｑ(Ｕ)＝ ｐ( ｆｃ ｜ｕｃ)ｑ(Ｕ)ꎬ

隐变量 Ｕ 的变分分布选定为高斯后验分布ꎬｑ(ｕｃ)＝ N(ｕｃ ｜ｎｃꎬＳｃ)ꎬ其中 ｃ＝ １ꎬ􀆺ꎬＣ. 考虑第二项的变

分近似 ｑ(Ｘ)ꎬ其变分函数服从于高斯后验分布 ｑ(ｘｉ)＝ N(ｘｉ ｜μｘ
ｉ ꎬＶｘ

ｉ ) .

ｑ(ＸꎬＦꎬＵ)＝ ∏
Ｃ

ｃ ＝ １
ｐ( ｆｃ ｜ ｕｃ)ｑ(ｕｃ)[ ] ∏

Ｎ

ｉ ＝ １
ｑ(ｘｉ)[ ] . (１０)

结合式(６)、(９)、(１０)ꎬ化简后的损失函数如下:

L ＝ ∑
Ｎ

ｉ ＝ １
Ｅｑ[ｌｏｇ ｐ(ｙｉ ｜ ｆｉ)]＋∑

Ｎ

ｉ ＝ １
Ｅｑ[ｌｏｇ ｐ(􀭹ｘｉ ｜ｘｉ)]－∑

Ｃ

ｃ ＝ １
ＫＬ(ｑ(ｕｃ)‖ｐ(ｕｃ))－∑

Ｎ

ｉ ＝ １
ＫＬ(ｑ(ｘｉ)‖ｐ(ｘｉ))ꎬ (１１)

由式(１１)可知ꎬ损失函数分解为 ４ 项ꎬ前两项分别为两项对数似然函数关于变分分布的期望ꎬ后两项

是 ＫＬ 散度.
式(１１)中的第一项期望无法求得解析解ꎬ考虑小批量数据近似方法ꎬ对原本的第一项期望进行无偏

估计ꎬ得到如下公式:

∑
Ｎ

ｉ ＝ １
Ｅｑ[ ｌｏｇ ｐ(ｙｉ ｜ ｆｉ)]≈

B
Ｎ ∑

ｉ∈B
Ｅｑ[ ｌｏｇ ｐ(ｙｉ ｜ ｆｉ)] . (１２)

ｑ 分布关于随机变量 Ｕ 的期望可以解析计算:

Ｅｑ( ｆｉ)[ ｌｏｇ ｐ(ｙｉ ｜ ｆｉ)] ＝ ｅ
Ｃ－１

＋(１－ｅ) １
Ｓ ∑

Ｓ

ｉ ＝ １
∫N( ｆｙｉ(ｘｉ) ｜ｍｙｉꎬｖｙｉ) ∏

ｃ≠ｙｉ

Φ
ｆｙｉ(ｘｉ)－ｍｃ

ｖｃ

æ

è
çç

ö

ø
÷÷ ｄｆｙｉ(ｘｉ) . (１３)

Φ(􀅰)是标准高斯分布的累计概率ꎬ式(１３)中
ｍｃ ＝ｋｃ

ｘｉꎬＺｃ(ＫＺｃꎬＺｃ) －１ｎｃꎬ

ｖｃ ＝ ｋｃ
ｘｉꎬｘｉ

－ｋｃ
ｘｉꎬＺｃ(Ｋｃ

ＺｃꎬＺｃ) －１ＫＺｃꎬｘｉ
＋ｋｃ

ｘｉꎬＺｃ(Ｋｃ
ＺｃꎬＺｃ) －１Ｓｃ(Ｋｃ

ＺｃꎬＺｃ) －１ｋｃ
Ｚｃꎬｘｉꎬ

式中ꎬｋｃ
ｘｉꎬｘｉ是 ｆｃ(ｘｉ)的方差ꎬｋｃ

ｘｉꎬＺｃ是 ｆｃ(ｘｉ)和 ｆｃ(􀅰)在伪数据点 Ｚｃ 的协方差矩阵ꎬＫｃ
ＺｃꎬＺｃ是 ｆｃ(􀅰)在点 Ｚｃ 处的

—８７—

􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉􀪉
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协方差矩阵. 然后使用 Ｇａｕｓｓ￣Ｈｅｒｍｉｔｅ 求积法[２０]计算与 ｆｉ 相关的期望.
计算 Ｅｑ[ ｌｏｇ ｐ(ｙｉ ｜ ｆｉ)]关于 ｑ(ｘｉ)的期望采用蒙特卡洛近似和重参数化技巧来实现. 使用重参数化技

巧分离 ｑ(ｘｉ)的随机性和参数的独立性ꎬ将 ｘｉ 的高斯噪声转移到变量 ε中ꎬ得到下式:

ｘ^ｉ ＝Ｌ ｉε＋μｘ
ｉ ꎬ

ε~N(０ꎬＩ)ꎬ
(１４)

式中ꎬＬ ｉ 是一个对角阵ꎬ其中每一项包含了 Ｖｘ
ｉ 对角线平方根ꎬμｘ

ｉ 是 ｘｉ 的均值.

重新定义 ｆ^ｉ ＝( ｆ１( ｘ^ｉ)ꎬ􀆺ꎬｆＣ( ｘ^ｉ)) Ｔꎬ代入上式可以得到:

Ｅｑ(ｘｉ)[Ｅｑ( ｆｉ)[ ｌｏｇ ｐ(ｙｉ ｜ ｆｉ)]]≈Ｅｑ( ｆ^ｉ)[ ｌｏｇ ｐ(ｙｉ ｜ ｆ^ｉ)] (１５)
式中ꎬ等式右侧是 Ｅｑ[ ｌｏｇ ｐ(ｙｉ ｜ ｆｉ)]关于 ｑ(ｘｉ)的期望的无偏估计.

损失函数的第二项通过小批量估计进行计算:

∑
Ｎ

ｉ ＝ １
Ｅｑ[ ｌｏｇ ｐ(􀭹ｘｉ ｜ ｘｉ)]≈

｜B ｜
Ｎ ∑

ｉ∈B
Ｅｑ[ ｌｏｇ ｐ(􀭹ｘｉ ｜ ｘｉ)] ＝

｜B ｜
Ｎ ∑

ｉ∈B

－ ｄ
２
ｌｏｇ ２π－ １

２
ｌｏｇ ｜Ｖｉ ｜ －

１
２
ｔｒａｃｅ(Ｖｉ(Ｖｘ

ｉ ＋μｘ
ｉ(μｘ

ｉ ) Ｔ))＋􀭹ｘＴ
ｉ Ｖｉμｘ

ｉ －
１
２ 􀭹ｘＴ

ｉ Ｖｉ􀭹ｘｉ
é

ë
êê

ù

û
úú ꎬ (１６)

损失函数的第三项与第四项是两个高斯分布之间的 ＫＬ 散度[２１]ꎬ公式如下:

∑
Ｃ

ｃ ＝ １
ＫＬ(ｑ(ｕｃ) ｜ ｐ(ｕｃ))＝ ∑

Ｃ

ｃ ＝ １

１
２ ｔｒａｃｅ((Ｋｃ

ＺｃꎬＺｃ) －１Ｓｃ)＋ｎＴ
ｃ(Ｋｃ

ＺｃꎬＺｃ) －１ｎｃ－Ｍ＋ｌｏｇ
｜Ｋｃ

ＺｃꎬＺｃ ｜
｜Ｓｃ ｜

é

ë
ê
ê

ù

û
ú
ú . (１７)

第四项计算同式(１７):

∑
Ｎ

ｉ ＝ １
ＫＬ(ｑ(ｘｉ) ｜ｐ(ｘｉ))≈

｜B ｜
Ｎ ∑

ｉ∈B
ＫＬ(ｑ(ｘｉ) ｜ｐ(ｘｉ))＝

｜B ｜
Ｎ ∑

ｉ∈B

１
２

ｔｒａｃｅ(Ｖｘ
ｉ Ｉｓ

－１)＋(μｘ
ｉ )Ｔμｘ

ｉ ｓ
－１－ｄ＋ｌｏｇ ｓｄ

｜Ｖｘ
ｉ ｜

é

ë
ê
ê

ù

û
ú
ú ꎬ (１８)

最后对式(１１)损失函数 L 采用 ＡＤＡＭ 优化器进行迭代计算ꎬ获得变分参数的最优解.
２.３　 分类预测

通过使用变分推断方法对含噪声的多分类高斯过程模型进行优化ꎬ可以获得变分近似 ｑ 的参数ꎬ其中

包括 ｑ(ｕｃ)的参数ｍｃꎬＳｃ 以及 ｑ(ｘｉ)的参数 μｘ
ｉ ꎬＶｘ

ｉ . 优化后的模型根据新的实例数据 ｘ∗预测其结果 ｙ∗ꎬ使
用近似后验代替实际后验得到如下预测公式:

ｐ(ｙ∗ ｜ ｘ∗)≈ ∫ ｐ(ｙ∗ ｜ ｆ∗) ∏
Ｃ

ｃ ＝ １
ｐ( ｆｃ∗ ｜ ｕｃ)ｑ(ｕｃ)ｄｕｃ[ ] ｐ(ｘ∗ ｜ 􀭹ｘ∗)ｄｘ∗ｄｆ∗ꎬ (１９)

式中ꎬｐ(ｘ∗ ｜ 􀭹ｘ∗)是给定含噪声数据 􀭹ｘ∗时真实数据 ｘ∗(不含噪声)的后验分布ꎬ该后验是先验与似然的归

一化乘积ꎬ因此可以闭式求解且为高斯分布ꎬ即:

ｐ(ｘ∗ ｜ 􀭹ｘ∗)＝
ｐ(􀭹ｘ∗ ｜ ｘ∗)ｐ(ｘ∗)

ｐ(􀭹ｘ∗)
＝ N(ｘ∗ ｜μｘ

∗ꎬＶｘ
∗)ꎬ (２０)

式中ꎬＶｘ
∗ ＝(Ｖ－１

∗ ＋Ｉｓ－１) －１ꎬμｘ
∗ ＝Ｖｘ

∗(Ｖ
－１
∗ 􀭹ｘ∗) . Ｖ∗是在数据点 ｘ∗处的具有高斯噪声的方差的对角矩阵ꎬ若方

差 ｓ 较大ꎬ则实际上 Ｖｘ
∗≈Ｖ∗ .

式(１９)中的积分无法以封闭形式进行求解ꎬ因此借助蒙特卡洛方法ꎬ从 ｐ(ｘ∗ ｜ 􀭹ｘ∗)抽取样本ꎬ计算相

应的近似积分:

ｐ(ｙ∗ ｜ ｘ∗)≈ １
Ｓ ∑

Ｓ

ｓ ＝ １
∫ ｐ(ｙ∗ ｜ ｆｓ∗) ∏

Ｃ

ｃ ＝ １
ｐ( ｆｃｓꎬ∗ ｜ ｕｃ)ｑ(ｕｃ)ｄｕｃ[ ] ｄｆｓ∗ꎬ (２１)

式中ꎬＳ 是抽取样本的数量ꎬｆｓ∗ ＝( ｆ１(ｘｓ
∗)ꎬ􀆺ꎬｆＣ(ｘｓ

∗)) Ｔꎬｆｃｓꎬ∗ ＝ ｆｃ(ｘｓ
∗)ꎬｘｓ

∗是抽样生成的第 ｓ 个 ｘ∗样本.
式右侧对 ｆ 和 ｕ 进行积分计算ꎬ与 ｕ 相关的积分可以进行高斯累积分布进行解析计算ꎬ与 ｆ 有关的积

分采用 Ｇａｕｓｓ￣Ｈｅｒｍｉｔｅ 求积法进行计算ꎬ预测公式如下:

ｐ(ｙ∗ ｜ ｘ∗)≈ ｅ
Ｃ－１

＋１－ｅ
Ｓ ∑

Ｓ

ｓ ＝ １
∫N( ｆｙ∗ｓ ｜ｍｓ

ｙ∗ꎬｖ
ｓ
ｙ∗) ∏

ｃ≠ｙ∗

Φ
ｆｃｓ－ｍｓ

ｃ

ｖｓｃ

æ

è
çç

ö

ø
÷÷ ｄｆｙ∗ｓ ꎬ (２２)

式中ꎬｆｙ∗ｓ ＝ ｆｙ∗(ｘｓ
∗)ꎬｆｃｓ ＝ ｆｃ(ｘｓ

∗)ꎬΦ(􀅰)是标准高斯累积概率分布ꎬ且

—９７—
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ｍｓ
ｃ ＝ｋｃ

ｘｓ∗ꎬＺｃ(Ｋｃ
ＺｃꎬＺｃ) －１ｎｃꎬ

ｖｓｃ ＝ ｋｃ
ｘｓ∗ꎬｘｓ∗

－ｋｃ
ｘｓ∗ꎬＺｃ(Ｋｃ

ＺｃꎬＺｃ) －１ＫＺｃꎬｘｓ∗
＋ｋｃ

ｘｓ∗ꎬＺｃ(Ｋｃ
ＺｃꎬＺｃ) －１Ｓｃ(Ｋｃ

ＺｃꎬＺｃ) －１ｋｃ
Ｚｃꎬｘｓ∗ .

使用变分推断方法对含噪声的多分类高斯过程模型进行优化ꎬ并根据新的实例数据进行标签预测的

伪代码如下:

算法　 含输入噪声的多类别高斯过程变分优化算法

输入:含噪声的训练数据 􀭹Ｘ∈ＲＮ×ｄꎬ类别标签 ｙ∈{１ꎬ􀆺ꎬＣ}ꎬ类别数 Ｃꎬ噪声协方差矩阵{Ｖｉ} Ｎ
ｉ＝ １ꎬ伪数据点数量 Ｍꎬ协方差

函数超参数 θｃꎬ标签错误率 ｅꎬ批量大小 Bꎬ学习率 ηꎬ迭代次数 Ｔ.
输出:测试数据的预测类别 ｙ∗ .
１. 初始化伪数据点 Ｚｃ、变分分布参数和隐变量后验分布ꎻ
２. 定义协方差函数 ｋθｃ(ｘꎬｘ′)ꎻ
３. ｆｏｒ ｔ ｉｎ １ ｔｏ Ｔ:
４. 　 重参数化生成隐变量样本ꎻ
５. 　 　 计算隐函数 ｆ 的均值和方差ꎻ
６. 　 　 使用 Ｇａｕｓｓ￣Ｈｅｒｍｉｔｅ 积分法近似每个数据点的 ｌｏｇ ｐ(ｙｉ ｜ ｆｉ)ꎬ根据式计算期望对数似然项ꎻ
７. 　 　 根据式和式计算 ＫＬ 散度项ꎻ
８. 　 　 计算损失函数 Lꎻ
９. 　 　 使用 ＡＤＡＭ 优化器更新参数 θｃ、Ｓｃ、Ｚｃ、μｘ

ｉ 、Ｖｘ
ｉ

１０. 计算隐变量后验 ｐ(ｘ∗ ｜ 􀭹ｘ∗)ꎻ
１１. 借助蒙特卡洛方法采样生产 Ｓ 个样本ꎬ计算每个样本对应各类别 ｃ 的隐函数 ｆｃｓ 的均值和方差ꎻ
１２. 采用 Ｇａｕｓｓ￣Ｈｅｒｍｉｔｅ 求积计算预测概率 ｐ(ｙ∗ ｜ ｘ∗)ꎻ
１３. 输出测试数据的预测类别 ｙ∗ ＝ａｒｇｍａｘ

ｃ
ｐ(ｙ∗ ｜ ｘ∗) .

３　 实例分析与验证

３.１　 仿真数据对比实验

通过生成仿真实验数据ꎬ对传统 ＭＧＰ 分类算法和 ＶＩ￣ＭＧＰ 算法以及竞争算法进行对比ꎬ竞争算法如下:
ＮＮ￣ＭＧＰ:该方法使用一个神经网络来计算每个数据实例无噪声属性的后验近似参数ꎬ减少近似分布

的参数数量ꎬ克服了需要为每个数据实例存储参数的局限性ꎬ并通过对模型进行正则化提高泛化效果.
ＦＯ￣ＭＧＰ:该方法将输入中的噪声传播到高斯过程预测分布的方差中ꎬ使用一阶近似来处理输入噪

声ꎬ在每个输入位置使用高斯过程的局部线性近似ꎬ使得输入噪声可以被重新表示为与高斯过程预测均值

的梯度平方成正比的输出噪声.
实验主要通过两个方面对结果进行评估:平均误差与平均负对数似然(ＮＬＬ) . 平均误差能够直观的

评估模型的性能ꎬＮＬＬ 作为多类别分类问题中用于衡量预测分布质量的指标ꎬ能够反应预测分布与实际分

布的接近程度ꎬＮＬＬ 值越低ꎬ模型更接近真实分布ꎬ模型对不同类别的概率建模更准确.
从多类别高斯过程分类方法隐函数中采样生成数据ꎬ给采样数据添加高斯噪声获得仿真数据ꎬ生成的实

验数据类别数量为 ３ꎬ每类数据样本量为 １ ０００. 算法采用的高斯过程核函数超参数为 σ２ ＝ ０.５ꎬσ２
０ ＝ ０ꎬℓｊ ＝ ２ꎬ

∀ｊꎬ伪数据点数量设置为 Ｍ＝１００ꎬ训练批量大小设置为 ２００. 在 ＮＮ￣ＭＧＰ 中ꎬ神经网络设有 ２ 个隐藏层ꎬ每个

隐藏层有 ５０ 个单元.
考虑观测数据在给定噪声的情况下传统 ＭＧＰ 算法和 ＶＩ￣ＭＧＰ 算法以及竞争算法进行对比. 输入数据

的给定噪声方差为 Ｖｉ ＝{０.１Ｉꎬ０.２５Ｉꎬ０.５Ｉ} .
将噪声方差作为给定输入参数的情况下ꎬ实验结果如表 １ 所示.
当噪声方差作为给定输入参数时ꎬ随着方差的数值上升ꎬ所有分类算法对应的平均误差与平均 ＮＬＬ

都有所上升. 在同一噪声水平下ꎬ由于决策边界相似ꎬ每种方法的平均误差相近ꎬ但 ＶＩ￣ＭＧＰ 分类算法的平

均误差比传统 ＭＧＰ 算法平均下降了约 １１.２％ꎬ平均 ＮＬＬ 只有原 ＭＧＰ 方法的 １ / ３ꎬ平均下降了约 ６５.５％ꎬ
且低于竞争算法 ＮＮ￣ＭＧＰ 和 ＦＯ￣ＭＧＰꎬ凸显了准确建立输入噪声模型以获得更好预测分布的优势. 平均

ＮＬＬ 指标次优的是 ＮＮ￣ＭＧＰꎬ该实验表明使用神经网络计算后验近似参数具有一定优势. 基于一阶近似的

—０８—
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ＦＯ￣ＭＧＰ 算法也比传统 ＭＧＰ 算法有所改进ꎬ但改进差异较小.
保持上述实验条件不变ꎬ通过最大化式给出的下界来估计输入噪声方差ꎬ将噪声方差分别作为学习参

数进行实验对比ꎬ结果如表 ２ 所示.
表 １　 噪声方差作为给定输入参数时每种方法的平均误差和平均 ＮＬＬ 实验结果对比

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｖｅｒａｇｅ ｅｒｒｏｒ ａｎｄ ａｖｅｒａｇｅ ＮＬＬ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｍｅｔｈｏｄ
ｗｈｅｎ ｎｏｉｓｅ ｖａｒｉａｎｃｅ ｉｓ ｕｓｅｄ ａｓ ａ ｇｉｖｅｎ ｉｎｐｕｔ ｐａｒａｍｅｔｅｒ

衡量指标 噪声方差 ＭＧＰ ＶＩ￣ＭＧＰ ＮＮ￣ＭＧＰ ＦＯ￣ＭＧＰ

０.１ ０.１２４ ０.１０８ ０.１０９ ０.１２１
平均误差 ０.２５ ０.１７３ ０.１５４ ０.１７１ ０.１６８

０.５ ０.２１８ ０.１９７ ０.２１５ ０.２２６

０.１ ０.６６５ ０.２４９ ０.２７３ ０.３２７
平均 ＮＬＬ ０.２５ １.１３１ ０.３７５ ０.３８０ ０.５６５

０.５ １.５２８ ０.５０２ ０.５２６ ０.７４７

表 ２　 噪声方差作为学习参数时每种方法的平均误差和平均 ＮＬＬ 实验结果对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｖｅｒａｇｅ ｅｒｒｏｒ ａｎｄ ａｖｅｒａｇｅ ＮＬＬ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｍｅｔｈｏｄ ｗｈｅｎ ｎｏｉｓｅ
ｖａｒｉａｎｃｅｉｓ ｕｓｅｄ ａｓ ａ ｌｅａｒｎｅｄ ｐａｒａｍｅｔｅｒ

衡量指标 噪声方差 ＭＧＰ ＶＩ￣ＭＧＰ ＮＮ￣ＭＧＰ ＦＯ￣ＭＧＰ

０.１ ０.１２４ ０.１１０ ０.１１２ ０.１２９
平均误差 ０.２５ ０.１７３ ０.１６２ ０.１７３ ０.１７４

０.５ ０.２１８ ０.２０３ ０.２２１ ０.２３７

０.１ ０.６６５ ０.４１１ ０.４４３ ０.４５２
平均 ＮＬＬ ０.２５ １.１３１ ０.８７０ ０.８９６ ０.９４７

０.５ １.５２８ ０.９３１ ０.９２７ １.３７３

　 　 引入输入噪声后ꎬ将输入噪声的方差作为学习参数进行推断和预测时ꎬ所有分类算法对应的平均误差

和平均 ＮＬＬ 都在表 １ 实验基础上有所提升. ＶＩ￣ＭＧＰ 分类算法的平均误差仍比传统 ＭＧＰ 算法平均降低约

８.２％ꎬ平均负对数似然值仅为传统 ＭＧＰ 算法的 ２ / ３ꎬ平均降低约 ３３.４％ꎬ对比 ＮＮ￣ＭＧＰ 和 ＦＯ￣ＭＧＰꎬＶＩ￣
ＭＧＰ 仍是最优方法ꎬ仅在给定噪声方差为 Ｖｉ ＝ ０.５Ｉ 时ꎬＮＮ￣ＭＧＰ 的平均 ＮＬＬ 低于 ＶＩ￣ＭＧＰꎬ推测是由于神

经网络引入了正则化特性ꎬ间接提高了模型对噪声的鲁棒性.
仿真实验结果表明ꎬ输入数据的噪声方差 Ｖｉ ＝ {０.１Ｉꎬ０.２５Ｉꎬ０.５Ｉ}分别作为给定输入参数和学习参数

时ꎬ相比传统 ＭＧＰ 算法、ＮＮ￣ＭＧＰ 和 ＦＯ￣ＭＧＰ 算法ꎬＶＩ￣ＭＧＰ 算法在多类别分类任务中具有更高的分类精

确度和预测分布质量.
图 １ 和图 ２ 展示了在噪声方差作为输入参数给定的情况下ꎬ平均误差和平均负对数似然的随着训练

数据量增大的变化. 随着训练数据量的增加ꎬ传统的 ＭＧＰ 算法和 ＦＯ￣ＭＧＰ 算法预测模型的负对数似然反

而有所上升ꎬ而 ＶＩ￣ＭＧＰ 算法和 ＮＮ￣ＭＧＰ 持续下降ꎬ表明训练数据越多ꎬ可被算法利用的解释属性越多ꎬ模
型后验分布拟合效果越好. 在平均误差方面ꎬ含输入噪声的 ＶＩ￣ＭＧＰ 模型与传统 ＭＧＰ 方法具有类似的下

降曲线ꎬ在误差范围整体略优于其他模型.

图 １　 不同训练数据量对 ＮＬＬ 的影响

Ｆｉｇ􀆰 １　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｔｒａｉｎｉｎｇ ｄａｔａ
ｓｉｚｅｓ ｏｎ ＮＬＬ

图 ２　 不同训练数据量对平均误差的影响

Ｆｉｇ􀆰 ２　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｔｒａｉｎｉｎｇ ｄａｔａ
ｓｉｚｅｓ ｏｎ ａｖｅｒａｇｅ ｅｒｒｏｒ
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３.２　 实例分析与验证

本节使用多类别高斯过程分类预测模型对液体火箭发动机故障进行诊断.
３.２.１　 数据类别与特征

表 ３　 液体火箭发动机稳态故障类型

Ｔａｂｌｅ ３　 Ｓｔｅａｄｙ￣ｓｔａｔｅ ｆａｕｌｔ ｔｙｐｅｓ ｏｆ ｌｉｑｕｉｄ
ｒｏｃｋｅｔ ｅｎｇｉｎｅｓ

故障类型 标记

氧稳压阀出口泄露 Ｆａｕｌｔ０
氧涡轮入口燃气泄露 Ｆａｕｌｔ１

氧泵后泄露 Ｆａｕｌｔ２
发生器氢副控阀泄露 Ｆａｕｌｔ３
发生器氧副控阀泄露 Ｆａｕｌｔ４

　 　 液体火箭发动机的故障分类按故障发生的阶段可以分为

启动过程的故障、稳态过程的故障和关机过程的故障. 在稳

态工作阶段主要受供应系统的流体及机械运动、燃气发生器

与燃烧室能量转换过程的控制ꎬ该状态的主要故障包括管路

泄露或阻塞、涡轮泵系统故障等.
实验数据取自于液体火箭发动机稳态工作过程试车数

据ꎬ包括 ５ 类易发生的管路故障类型以及 ２１ 类与之相关的特

征属性. 故障类型和特征属性见表 ３、４ 所示.
表 ４　 特征属性与对应符号

Ｔａｂｌｅ ４　 Ｆｅａｔｕｒｅ ａｔｔｒｉｂｕｔｅｓ ａｎｄ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｓｙｍｂｏｌｓ

特征属性 符号 特征属性 符号 特征属性 符号 特征属性 符号

氧泵入口温度 ＴＯＨＹ 发生器氧喷前压力 ＰＦＹ 燃烧室压力 ＰＫ 氢泵出口温度 ＴＥＲ
氢泵入口温度 ＴＯＨＲ 发生器氢喷前压力 ＰＦＲ 氧泵流量 ＧＹ 氧泵出口温度 ＴＥＹ
氧泵入口压力 ＰＯＹ 氧涡轮入口压力 ＰＯＷＲ 氢泵流量 ＧＲ 氧贮箱压力 Ｐｇ
氢泵入口压力 ＰＯＲ 氢涡轮入口压力 ＰＯＷＦ 氧泵转速 ＮＷＹ
氧泵出口压力 ＰＥＹ 燃气发生器压力 ＰＦ 氢泵转速 ＮＷＲ
氢泵出口压力 ＰＥＲ 燃烧室氧喷前压力 ＰＹ 冷却套压力 ＰＥＬ

　 　 数据集包含 ５ 种不同管路故障类型下不同时段的监测数据ꎬ故障数据数量为 ５ ４００ꎬ训练集取其中的

９０％ꎬ测试机选取剩下的 １０％. 对故障数据进行随机排列ꎬ重复生成 １００ 次进行实验. 考虑真实数据取值范

围较大影响算法收敛ꎬ因此观测到的液体火箭发动机的特征属性均进行标准化操作ꎬ将数据转化为均值为

０ꎬ方差为 １ 的标准值. 在实验中向原始数据分别注入均值为 ０ꎬ方差为 ０.１、０.２５ 和 ０.５ 的噪声ꎬ与原始无噪

声数据一起形成 ４ 组对比实验. 训练采用的批量大小为 ５０ꎬ迭代上限为 １０００ 次. 伪数据点数量选择总数

据量的 ５％.

图 ３　 液体火箭发动机的故障数据混淆矩阵

Ｆｉｇ􀆰 ３　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ｌｉｑｕｉｄ ｒｏｃｋｅｔ ｅｎｇｉｎｅ ｆａｕｌｔ ｄａｔａ

３.２.２　 分类测试结果

根据 ３.１ 节仿真实验的结论可知ꎬ本文方法在给定噪

声参数的情况下更具有优势. 输入噪声的方差为 ０.１ 时ꎬ
测得 ＶＩ￣ＭＧＰ 算法在液体火箭发动机故障诊断应用中的

分类结果如图 ３ 混淆矩阵所示ꎬ相应评估指标如表 ５
所示.

表 ５　 故障分类评价指标

Ｔａｂｌｅ ５　 Ｆａｕｌｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ

故障类型 ＴＰ Ｒａｔｅ ＦＰ Ｒａｔｅ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１ ｓｃｏｒｅ

Ｆａｕｌｔ０ ０.９４３ ０.００７ ０.９６５ ０.９４３ ０.９５４
Ｆａｕｌｔ１ ０.９３７ ０.０４１ ０.８７５ ０.９３７ ０.９０５
Ｆａｕｌｔ２ ０.８９８ ０.０１５ ０.８８３ ０.８９８ ０.８９０
Ｆａｕｌｔ３ ０.９２９ ０.０１０ ０.８８６ ０.９２９ ０.９０７
Ｆａｕｌｔ４ ０.９２４ ０.０２２ ０.９６７ ０.９２４ ０.９４５

　 　 从混淆矩阵和故障分类评价指标来看ꎬ混淆矩阵对角线元素之和为 ５０１ꎬ总样本数为 ５４０ꎬ计算得整体

准确率为 ９２.８％ꎬ表明 ＶＩ￣ＭＧＰ 算法在全局范围内具有较高的分类能力. Ｆａｕｌｔ４ 被误判为 Ｆａｕｌｔ１ 的样本数

为 １２ꎬ误判次数最多ꎬ可能是因为两类特征存在局部相似. 五类故障的 Ｆ１ 分数均值为 ０.９２０ꎬ总体标准差

为 ０.０２５ꎬ各故障类型的综合分类性能较为均衡ꎬ未出现显著短板.
对比不同噪声方差下传统 ＭＧＰ 算法和 ＶＩ￣ＭＧＰ 算法在液体火箭发动机故障诊断应用中的平均误差

和平均 ＮＬＬꎬ其箱线图如图 ４、图 ５ 所示.
随着向真实数据中添加的噪声方差的增大ꎬ两种方法的平均分类误差和平均负对数似然在同步递

—２８—
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增. 噪声方差为 ０.５ 时ꎬ噪声对输入数据的影响显著ꎬ导致两种方法的误差率都接近 １５％. 引入过高的噪声

方差参数使得模型预测的结果不佳. 在未添加输入噪声ꎬ即方差为 ０ 时ꎬ平均误差仍比传统 ＭＧＰ 方法要

低ꎬ对此合理的解释是液体火箭发动机故障真实数据本就包含了一定的噪声ꎬ因此使用本文算法时更具有

优势. 真实数据中引入合适的方差大小时ꎬ含输入噪声的算法模型的平均误差比传统算法略有降低ꎬ平均

负对数似然比传统算法平均降低 ３２.３％ꎬ且分布更加集中ꎬ这表明添加噪声后的模型对真实后验具有更好

的拟合.

图 ４　 不同噪声方差下传统 ＭＧＰ 算法与 ＶＩ￣ＭＧＰ 算法的

平均误差对比

Ｆｉｇ􀆰 ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｖｅｒａｇｅ ｅｒｒｏｒ ｂｅｔｗｅｅｎ ｔｒａｄｉｔｉｏｎａｌ
ＭＧＰ ａｌｇｏｒｉｔｈｍ ａｎｄ ＶＩ￣ＭＧＰ ａｌｇｏｒｉｔｈｍ ｕｎｄｅｒ

ｄｉｆｆｅｒｅｎｔ ｎｏｉｓｅ ｖａｒｉａｎｃｅｓ

图 ５　 不同噪声方差下传统 ＭＧＰ 算法与 ＶＩ￣ＭＧＰ 算法的

平均 ＮＬＬ 对比

Ｆｉｇ􀆰 ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｖｅｒａｇｅ ＮＬＬ ｂｅｔｗｅｅｎ ｔｒａｄｉｔｉｏｎａｌ
ＭＧＰ ａｌｇｏｒｉｔｈｍ ａｎｄ ＶＩ￣ＭＧＰ ａｌｇｏｒｉｔｈｍ ｕｎｄｅｒ

ｄｉｆｆｅｒｅｎｔ ｎｏｉｓｅ ｖａｒｉａｎｃｅｓ
表 ６　 算法平均迭代时长

Ｔａｂｌｅ ６　 Ａｌｇｏｒｉｔｈｍ ａｖｅｒａｇｅ ｉｔｅｒａｔｉｏｎ ｔｉｍｅ

算法 传统方法 噪声方法

平均迭代时间 / ｓ ４.１５２ ４.８３８

　 　 表 ６ 展示了传统算法和添加输入噪声后算法的平

均迭代时长. 引入噪声后ꎬ算法需要迭代优化伪数据点

和噪声输入上的两组变分参数ꎬ相比较传统方法的计

算量有所上升ꎬ计算复杂度仍保持在 O(Ｍ２Ｎ)级别.

４　 结论

本文在多类别高斯过程分类算法中引入数据噪声ꎬ采用变分推断作为优化方法ꎬ逼近模型的后验分

布. 并推导引入输入噪声的多类别高斯过程分类算法模型. 提出的引入噪声的多类别高斯过程分类算法

与传统无噪声多类别高斯过程分类算法对比ꎬ能够降低一定的误差ꎬ并且负对数似然要远小于传统算法ꎬ
对真实后验的拟合程度更好.

在提出含有输入噪声的多类别高斯过程分类算法中ꎬ对不同的噪声方差数值进行对比. 实验证明数

据含有的噪声的方差越大ꎬ预测的结果误差越大ꎻ数据样本量越大ꎬ含输入噪声的多类别高斯过程分类算

法的负似然对数与传统 ＭＧＰ 方法相比优势越大.
该算法在液体火箭发动机故障诊断应用中表现良好ꎬ整体准确率达 ９２.８％ꎬ且各故障类型的 Ｆ１ 分数

均高于 ０.８９ꎬ具备高鲁棒性和均衡性. 尽管存在局部误判ꎬ但模型未因样本数量不均衡严重失准ꎬ在小样

本场景下仍具备较强泛化性ꎬ能够满足实际工程应用的可靠性需求.
从含噪声数据中学习推断噪声方差参数时ꎬ虽然误差与负对数似然均有下降ꎬ但迭代时间略有提升ꎬ

且对噪声方差的估计效果不佳. 未来的研究方向将着重探索学习噪声的方差的方法优化ꎬ以进一步提高

引入噪声后的多分类高斯过程分类算法的性能.
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