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摘　 要:采用文献综述与对比分析法,系统性综述基于图像识别的跌倒检测研究进展,剖析其实际应用中的核心挑战与未来需求,通
过梳理技术现状为研究者提供参考。 首先对跌倒行为进行分类;其次重点分析跌倒识别算法的鲁棒性,即应对复杂光照、遮挡、背景

干扰的能力;最后,以多个公开数据集为基准,对比不同算法的关键性能指标,如准确率、召回率、精确率、 F1 评分等。 分析结果表明,
在众多模型中,时空图卷积网络的骨架动作识别模型(ST-GCN)性能较为突出,在多个数据库中 F1 评分高达 100%。 虽然以 ST-GCN
为代表的算法在受控环境下表现良好,但技术实用化仍面临三大挑战:1)算法鲁棒性与泛化性不足,难以适应复杂真实场景;2)隐私

保护约束,视频监控在私密场所的应用受限;3)应用场景单一,与报警、医疗等系统的集成闭环尚未完善。 未来需着力提升算法泛化

能力、探索隐私保护计算新方法,并推动多模态融合的智能监测系统研发。
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Abstract:
 

This
 

study
 

aims
 

to
 

systematically
 

review
 

the
 

research
 

progress
 

in
 

image
 

recognition-based
 

fall
 

detection,
 

analyze
 

the
 

core
 

challenges
 

and
 

future
 

requirements
 

for
 

its
 

practical
 

application,
 

and
 

provide
 

a
 

reference
 

for
 

researchers
 

by
 

synthesizing
 

the
 

current
 

state
 

of
 

technology.
  

A
 

literature
 

review
 

and
 

comparative
 

analysis
 

were
 

adopted.
 

Firstly,
 

fall
 

behaviors
 

were
 

classified.
 

Secondly,
 

the
 

robustness
 

of
 

fall
 

detection
 

algorithms
 

was
 

analyzed,
 

focusing
 

on
 

their
 

ability
 

to
 

handle
 

complex
 

lighting,
 

occlusion,
 

and
 

background
 

interference.
 

Finally,
 

multiple
 

public
 

datasets
 

were
 

used
 

as
 

benchmarks
 

to
 

compare
 

key
 

performance
 

metrics
 

of
 

different
 

algorithms,
 

such
 

as
 

accuracy,
 

recall,
 

precision,
 

and
 

F1 -score.
  

The
 

analysis
 

indicates
 

that,
 

among
 

various
 

models,
 

the
 

skeleton-based
 

action
 

recognition
 

model
 

utilizing
 

the
 

spatial-temporal
 

graph
 

convolutional
 

network
 

( ST-GCN)
 

demonstrates
 

superior
 

performance,
 

achieving
 

an
 

F1 -score
 

of
 

up
 

to
 

100%
 

on
 

several
 

databases.
 

Although
 

algorithms
 

represented
 

by
 

ST-GCN
 

perform
 

well
 

in
 

controlled
 

environments,
 

their
 

practical
 

deployment
 

faces
 

three
 

major
 

challenges:
 

1)
 

insufficient
 

algorithmic
 

robustness
 

and
 

generalization,
 

making
 

adaptation
 

to
 

complex
 

real-world
 

scenarios
 

difficult;
 

2)
 

privacy
 

protection
 

constraints,
 

limiting
 

the
 

application
 

of
 

video
 

surveillance
 

in
 

private
 

settings;
  

3 )
 

limited
 

application
 

scenarios,
 

with
 

a
 

lack
 

of
 

integrated
 

closed-loop
 

systems
 

incorporating
 

alarm
 

and
 

healthcare
 

services.
 

Future
 

work
 

should
 

focus
 

on
 

enhancing
 

algorithmic
 

generalization
 

capabilities,
 

exploring
 

new
 

privacy-preserving
 

computing
 

methods,
 

and
 

promoting
 

the
 

development
 

of
 

intelligent
 

monitoring
 

systems
 

based
 

on
 

multimodal
 

fusion.
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　 　 人们在日常生活中面临着由生理机能衰退、复杂环境

和意外行为等多重因素引发的跌倒风险。 跌倒在医学上被

定义为“身体因失去平衡控制而意外地非自主触地事

件” [1] ,其后果在老年群体中尤为严峻。 第七次全国人口普

查数据显示,我国 65 岁及以上人口已达 1. 91 亿,占总人口

13. 5%[2] ,且该比例随老龄化加剧持续攀升。 世界卫生组

织统计表明,跌倒是全球 65 岁以上老年人伤害致死的第二

大诱因,约 28% -35%的老年人每年经历至少一次跌倒事

件[3] 。 由此导致的髋部骨折、颅脑损伤等并发症,不仅降低

患者生活质量,更造成年均超千亿元的直接医疗支出[4] 。
如图 1 所示,当前跌倒检测技术主要有 3 种。 一是基

于可穿戴设备的生物力学监测,如惯性传感器[5] 、智能手

环[6] 等,该技术虽具有高灵敏度却受限于用户依从性差、
长期佩戴不适等问题;二是基于环境传感器的声波或压力

感知系统[7-8] ,该技术尽管能够保护用户的隐私但存在空

间覆盖盲区,降低了跌倒的识别;三是基于图像识别的智
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能监控技术[9-10] ,基于摄像头捕捉人体姿态变化,为判断

跌倒提供丰富的数据依据,这种非接触式跌倒识别技术场

景适应性更强,获取的人体姿态信息可用于跌倒事件的全

流程分析。 特别是随着深度神经网络在图像应用领域的

发展,基于图像识别的跌倒检测系统具有多重优势。 通过

迁移学习,可利用现有安防监控基础设施实现低成本部

署[11] ;时空卷积网络与图卷积网络的融合应用,使算法对

典型跌倒姿态的识别准确率提升至 96%以上[12-13] ;针对

低光照环境开发的对抗生成网络数据增强技术,有效克服

了传统光流法在夜间监护场景的性能衰减难题[14-15] 。 基

于图像识别的跌倒检测技术能够实现监控覆盖下的多目

标的跌倒检测,极大地降低了监测成本。
　 　 本文基于图像识别的跌倒检测技术研究进展,通过系

统梳理该领域主要算法的核心文献,深入剖析三大关键问

题:1)跌倒行为分类;2)对比分析不同跌倒图像数据库算

法的 F1 评分;3)跌倒识别算法在遮挡、低光照、背景干扰、
多人场景中的鲁棒性差异,为实际应用场景算法选型提供

参考。

用户
依从性

隐私性

实时性 实时性 实时性

可穿戴设备

跌倒检测技术

环境传感器 基于图像识别
的智能监控

用户
依从性

隐私性 用户
依从性

隐私性

图 1　 跌倒检测技术分类与对比示意图

Fig.
 

1　 Classification
 

and
 

comparison
 

diagram
 

of
 

fall
 

detection
 

technologies

1　 跌倒行为分类

跌倒行为依据其生理病理机制、动力学特征及损伤等

级,对检测算法提出了不同的要求。 本文基于临床医学标

准(Morse 跌倒评估量表) [16] 和图像处理需求,如表 1 所

示,从生理病理机制、运动学特征以及损伤分级 3 个维度

构建了跌倒行为的分类体系,并分析了其与图像识别检测

算法的关联性。

表 1　 跌倒行为分类

Tab.
 

1　 Classification
 

of
 

falling
 

behavior

分类依据 跌倒类型 生物力学标识 算法关联参数

生理病理机制
自发性跌倒 股四头肌肌力显著下降[17] 肌电信号[18]

外因素跌倒 足底滑移距离较大[19] 动态背景光流补偿[20]

前倾跌倒 膝关节屈曲角较大且躯干倾角持续较大[21] 时间和空间跌倒检测鲁棒性[22-25]

运动学特征 后倾跌倒 髋关节触地速度较快[26] 坐姿-跌倒双流判别模型[27-28]

侧倾跌倒 骨盆侧移距离较大且加速度较高[29] 基于图像分割的多目标分离算法[30]

损伤分级
轻度跌倒 表皮损伤面积小 运动模式滤波(排除宠物跌倒) [8]

重度跌倒 髋部冲击力较大 倒地姿态持续监测[31]

1. 1　 基于生理病理机制的跌倒分类

跌倒行为根据生理病理机制的不同,可以分为自发性

跌倒和外因性跌倒。 自发性跌倒主要由年龄相关衰退、神
经性疾病和药源性失衡引起,如老年人由于肌肉衰减综合

征,股四头肌肌力显著下降,增加了坐立转换时后倾跌倒

的风险[17] ,有研究提出应用肌电图提取股四头肌肌力显

著下降特征识别此类跌倒[18] 。 帕金森病患者的步态冻结

导致垂直加速度突变引起跌倒[32] ,而糖尿病周围神经病

变则会升高足底触觉阈值,延迟滑移检测引起跌倒[33] 。
此外,药物如苯二氮 类也可能导致姿势调节反应时间

延长,增加跌倒风险[34] 。 外因性跌倒则通常由外部环境

因素导致的跌倒,例如地面湿滑、障碍物、光线不足等[19] ,
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通过动态背景光流补偿算法实现外因性跌倒的识别[20] 。
1. 2　 基于运动学特征的姿态分类

跌倒行为的运动学特征包括前倾跌倒、后倾跌倒和侧

倾跌倒。 前倾跌倒的特点是膝关节屈曲角较大且躯干倾

角持续较大[21] ,这需要算法具备遮挡鲁棒的时空注意力

网络来准确检测[22-25] 。 后倾跌倒则涉及髋关节触地速度

较快[26] ,需要基于坐姿-跌倒双流判别模型来区分跌倒与

正常坐姿[27-28] 。 侧倾跌倒的特点是骨盆侧移距离较大且

加速度较高,需要基于图像分割的多目标分离算法来处理

多人场景下的目标粘连问题[29-30] 。
1. 3　 基于损伤严重度的医学分级

跌倒行为的损伤严重度可以根据《国际疾病分类》第

十一版( ICD-11)标准分为轻度和重度[35] 。 轻度跌倒通

常仅涉及表皮损伤,而重度跌倒则可能导致骨折等严重损

伤。 对于轻度跌倒,算法需要排除宠物跳跃、摔倒等类似

于人类的跌倒误报,提高特异性[8] ;对于重度跌倒,算法需

要区分倒地静止与睡眠姿态,提高准确率[31] 。
上述多维度分类体系揭示了跌倒行为在生理诱因、运

动学表征与损伤后果间的复杂耦合关系,对图像识别算法

的优化具有重要的指导价值。

2　 图像识别在跌倒检测中的应用

2. 1　 图像识别跌倒检测技术概述

2. 1. 1　 传统图像识别跌倒

在跌倒检测的早期阶段,传统图像识别方法主要依赖

于人工运动特征提取,常用的方法包括基于光流场的运动

估计、背景差分法、人体关节关键点检测与姿态分析,以及

基于轮廓特征与形态学分析的目标表征方法。 光流法基

于图像亮度和梯度,能够有效捕捉突发运动以此识别跌

倒,其在实时环境下检测率达到 92. 52% [36] 。 该方法实时

性强,但对于复杂场景会干扰光流的计算。 背景差分基于

高斯混合模分离运动目标,在静态场景下识别率可达

97. 3% [37] ,但该方法对光照变化敏感,且需要固定摄像头

位置,应用场景存在局限性。 基于图像分析人体关键点的

姿态判断是否跌倒,通过提取髋关节中心的下降速度、人
体中心线与地面的角度以及人体的宽度与身体外部矩形

比例等人体的骨骼信息,跌倒识别率达到 97% [28] 。 此方

法具有较高的识别精度,场景适应性强,但对图像的质量

要求高,检测速度受限。 基于图像的轮廓和形状也可以

检测跌倒,某研究集中于识别坐下并站在椅子上时发生

的跌倒,其识别准确率为 95. 96% [10] 。 该方法实时性好,
但对于多人图像,容易出现轮廓重叠或混淆,影响检测准

确性。 这些方法的局限性在于依赖人工阈值设定,泛化

性较差。
2. 1. 2　 基于机器学习的跌倒识别

随着机器学习和深度学习的兴起,跌倒检测技术迎来了

显著突破。 在机器学习中,跌倒检测主要依赖于人工特征提

取和传统分类器。 有研究对卷积神经网络( convolutional
 

neural
 

networks,CNN)、支持向量机(support
 

vector
 

machine,
 

SVM)、 K 近邻和长期记忆神经网络(long
 

short-term
 

memory,
 

LSTM)在 3 种步态模式分类中检测跌倒,发现 SVM 在步态

模式分类中的精度最高,达到 94. 9%[38] 。 还有研究应用随

机森林从图像中的非骨架部分识别跌倒,对动态数据的识

别率达到了 96%[39] 。 此外,有研究提出了基于联邦学习和

极端学习机器的跌倒检测方法,对于老年人的跌倒识别率

超过了 96%[40] 。 这些研究展示了机器学习方法在跌倒检

测中的应用潜力,但其性能往往受限于人工提取特征的能

力,在实际应用中面临一定挑战。
深度学习方法能够自动提取特征并进行分类,显著提

升了跌倒检测的性能。 有研究提出一种基于 CNN 的跌倒

检测方法,通过从两个连续的 RGB 图像中提取光流的时

间来提取的时间特征进行检测,该方法的准确性达到

88. 55% [41] 。 有研究结合光流和人类姿势同时提取运动

和外观特征检测跌倒,在公开数据库上取得了较高的准确

率[42] 。 有研究提出了一种基于 3DCNN 的跌倒检测方法,
该算法基于多级图像融合以突出运动差异, 达到了

99. 03%的准确性[43] 。 此外,有研究结合了注意力机制

(attention
 

mechanism)的深度学习模型和 CNN 的优点,提
出了一种多尺度特征融合的跌倒检测模型,显著提升了复

杂场景下的检测性能[44-45] 。 这些研究表明,深度学习方

法在跌倒检测任务中具有显著优势,尤其是在特征提取和

复杂场景处理方面。
2. 2　 图像跌倒检测算法对比

2. 2. 1　 跌倒图像数据库

如表 2 所示,基于图像和视频的跌倒数据库在样本规模、
数据多样性、场景复杂性上差异显著。 样本量方面,CAUCAFall

 

Dataset(20002 样本)和 NTU
 

RGB + D
 

Fall
 

Detection
 

Dataset
(2

 

160 样本)数据量大,适合深度学习模型训练。 数据模

态方面, NTU
 

RGB + D
 

Fall
 

Detection
 

Dataset 同步提供

RGB、深度、红外、骨骼关节点 4 类数据,适用于多模态研

究;UP
 

-
 

Fall
 

Dataset 整合视觉与传感器数据的跨模态关

联特性。 场景复杂性方面,TST
 

Fall
 

Detection
 

Dataset
 

v2 和

Fall
 

Event
 

Dataset 模拟医院、家庭多人交互场景,涵盖多视

角跌倒方向与遮挡干扰,提升了数据的环境泛化性。 Fall
 

Event
 

Dataset 还包含易混淆动作,利于提升分类器抗干扰

能力。 而 SDU
 

Fall
 

Dataset 和 Le2i
 

Dataset 局限于实验室

单人场景,数据多样性依赖姿态估计和时间同步传感器的

辅助信息。
当前数据库发展呈两个方向:Synthetic

 

Fall
 

Dataset 构
建复杂室内外场景,结合多摄像头与光照变化参数提升虚

拟数据真实性; NTU
 

RGB + D
 

Fall
 

Detection
 

Dataset 和

Multiple
 

Cameras
 

Fall
 

Dataset 通过跨视角采集与多设备同

步,为算法在视角迁移和传感器失效场景下的鲁棒性评估

提供基础。 但现有数据库普遍存在现实场景覆盖率不足

问题,尤其在动态遮挡、极端光照等边缘条件下样本稀缺,
制约跌倒检测算法实际应用。
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表 2　 基于图像和视频的跌倒数据库

Tab. 2　 Fall
 

database
 

based
 

on
 

images
 

and
 

videos

数据库 样本量 跌倒事件数 采集背景 其他

UR-Fall
 

Dataset[46] 70 30 实验室模拟日常活动,单人场景 光照变化、提供时间同步的加速度计数据

SDU
 

Fall
 

Dataset[47] 540 90 实验室模拟日常活动 提供人体姿态估计的 3D 骨骼坐标

UP-Fall
 

Dataset[48] 561 255 实验室模拟日常活动 提供 RGB 相机、深度相机和传感器数据

Le2i
 

Fall
  

Dataset[49] 191 143 实验室模拟日常活动 提供视频的时间戳和标签

Multiple
 

Cameras
 

Fall
 

Dataset[50] 192 96 实验室模拟日常活动 背景干扰、多摄像头

Synthetic
 

Fall
 

Dataset[51] 848 424 模拟室内外环境(超市、街道、楼梯) 多摄像头,光照变化、遮挡场景、摄像头角度

CAUCA
 

Fall
 

Dataset[52] 20
 

002 6
 

421 模拟摔倒 遮挡场景、光照变化

TST
 

Fall
 

Detection
 

Dataset
 

v2[53] 264 132 模拟医院 / 家庭环境,多人交互场景 不同跌倒方向(前倾、侧倾、后倾),遮挡场景

NTU
 

RGB+D
 

Fall
 

Detection
 

Dataset[54] 2
 

160 560 实验室模拟家庭 / 医院环境

1)提供 RGB、深度、红外和骨骼关节点 4 类

数据。 2)包含跨视角( 水平 / 俯视) 和跨主

体泛化测试集

Fall
 

Free
 

Dataset[55] 391 208 实验室模拟日常活动 光照变化

Fall
 

Event
 

Dataset[24] 220 145 模拟大厅、广场等人多的场所

1)多摄像头。 包含前倾跌倒、侧倾跌倒、后
倾跌倒;包含摔倒事件:弯腰、下蹲和趔趄。
2)拍摄视野、距离、光照、背景变化,遮挡

场景

2. 2. 2　 不同数据库 F1 评分对比

为了能够精准量化算法在复杂场景下的鲁棒性差异,
本文分析了主要干扰源对算法性能的影响,其影响因素主

要包括目标遮挡、低光照、背景干扰、多人场景等。 本研究

采用以下评估指标对算法性能进行评估。
准确率(Accuracy)是指成功预测的结果占总样本的

百分比。

Accuracy = TP+TN
TP+TN+FP+FN

 

(1)

召回率(Recall)表明跌倒被正确检测到的结果百分比。

　 　 Recall = TP
TP+FN

(2)

精确率(Precision)是指跌倒和非跌倒均被正确检测

到的结果百分比。

Precision = TP
TP+FP

(3)

式中,TP 指正确检测到跌倒的数量,TN 指正确检测到非

跌倒的数量,FP 指错误检测到跌倒的数量,FN 指错误检

测到非跌倒的数量。
F1 评分 (F1-Score) 是机器学习中衡量分类模型综合

性能的核心指标,其为精确率与召回率的调和平均数,计
算公式为

F1-Score = 2×Precision×Recall
Precision+Recall

(4)

过度追求精确率可能导致漏检风险,而盲目提升召回

率则易引发误警。 F1-Score 通过调和二者,提供了一种鲁

棒的综合评价标准,评估算法在复杂多源数据库下的泛

化能力。
表 3 是基于数据库差异的算法 F1 评分对比分析,通

过对多组算法与数据库组合的深入研究,发现结合图卷积

网络和时间卷积网络的骨架动作识别的模型 ST-GCN
(spatial

 

temporal
 

graph
 

convolutional
 

networks) 在跌倒检测

中表现出色,在多个数据库中 F1-Score 高达 100%,但在数

据复杂或样本分布差异大的 UP-Fall
 

Dataset 中 F1-Score 降

至 93%。 多模态数据融合可提升模型鲁棒性,在 UR-Fall
 

Dataset 中,结合图像与加速度计数据的算法 F1 达 97. 98%,
高于纯图像方法。 此外,数据库的特定挑战,如复杂背景、
低分辨率图像等,会显著影响算法 F1-Score。

在 FallFree 数据库中,ST-GCN 和时间注意力组合算法

模型的 F1-Score 达 100%,高于普通 ST-GCN;而在 TST
 

Fall
 

Detection
 

v2 中, ST-GCN 算 法 更 优。 IMEFD-ODCNN 和

SSOA-VAE 组合模型通过特征增强与异常检测提升性能,
在多个数据库中 F1 超 99%;而 Transformer 在有限数据下效

率不如图卷积。 数据集标注与样本平衡影响性能评估:当
数据存在类别不平衡时,准确率可能虚高,如在 Le2i

 

Fall
 

Dataset 中,sigma-lognormal 和 SVM 的准确率高于 F1-Score。
跨数据库泛化能力依赖数据融合,多源数据融合可增强模

型适应性,UR-Fall、SDU、IMVIA 等联合数据训练的时序卷

积自编码器 F1-Score 达 98%;而单一数据库训练的算法泛

化能力弱,如 ROI-threshold 在 SDU 中 F1-Score 仅 66. 67%。
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表 3　 基于数据库差异的算法 F1 评分对比

Tab. 3　 Comparison
 

of
 

F1 -scores
 

for
 

algorithms
 

based
 

on
 

database
 

differences

数据库 算法 Precision / % Recall / % Accuracy / % F1 -Score 干扰因素

UR-Fall
 

Dataset U-Net[56] — 100 — — 光照

UR-Fall
 

Dataset V2V-PoseNet+SVM[57] — 93 96. 55 — 光照

UR-Fall
 

Dataset ST-GCN[58] 100 100 100 1 光照

UR-Fall
 

Dataset IMEFD-ODCNN+SSOA-VAE[59] 99. 72 99. 55 99. 57 0. 993
 

8 光照

UR-Fall
 

Dataset WOADTL-AFD[60] — 99. 58 99. 36 0. 991
 

2 光照

UR-Fall
 

Dataset GSTCAN[12] 99. 86 — 99. 74 0. 985
 

5 光照

UR-Fall
 

Dataset
(

 

CNN2D
 

+
 

CNN1D)
 

(Images) +CNN1D
 

(Accelerometer) [61] 99. 4 96. 6 99. 56 0. 979
 

8 光照

UR-Fall
 

Dataset Yolo-OpenPose[62] 97. 33 96. 67 97. 33 0. 977
 

8 光照

UR-Fall
 

Dataset C4. 5[63] — 96. 22 97. 36 0. 976 光照

UR-Fall
 

Dataset Sigma-Lognormal
 

+SVM[64] 95 97 99. 6 0. 959
 

9 光照

UR-Fall
 

Dataset Transformer[44] — — 95. 45 0. 947
 

6 光照

UR-Fall
 

Dataset YOLOv3+CNN+The
 

Attention
 

Guides
 

LSTM[24] 94. 8 91. 4 — 0. 930
 

7 光照

UR-Fall
 

Dataset ROI-threshold[47] 100 81 90 0. 895 光照

TST
 

Fall
 

Detection
 

Dataset
 

v2 Skeletal
 

Joints+SVM[65] — — 92. 2 — 遮挡

TST
 

Fall
 

Detection
 

Dataset
 

v2 ST-GCN[66] 100 100 100 1 遮挡

TST
 

Fall
 

Detection
 

Dataset
 

v2 YOLOv4
 

+
 

Temporal
 

Information
 

Processing[67] 99. 24 98. 48 98. 86 0. 988
 

6 遮挡

TST
 

Fall
 

Detection
 

Dataset
 

v2 ST-GCN+
 

Temporal
 

Attention[68] — 85 89. 58 0. 875 遮挡

UP-Fall
 

Dataset CNN2D[61] 99. 9 100 99. 99 0. 999
 

5 —

UP-Fall
 

Dataset 2D
 

CNN[69] 96. 91 83. 08 95. 64 0. 974
 

3 —

UP-Fall
 

Dataset ST-GCN[58] 99 92 98. 62 0. 93 —

UP-Fall
 

Dataset Transformer[44] — — 99. 03 0. 923
 

5 —

Multiple
 

Cameras
 

Fall
 

Dataset U-Net[56] — 100 — — 背景干扰

Multiple
 

Cameras
 

Fall
 

Dataset IMEFD-ODCNN+SSOA-VAE[59] 99. 68 99. 85 99. 76 0. 996
 

5 背景干扰

Multiple
 

Cameras
 

Fall
 

Dataset WOADTL-AFD[60] — 99. 48 99. 48 0. 994
 

8 背景干扰

NTU
 

RGB+D
 

Fall
 

Detection
 

Dataset ST-GCN[66] — — 92. 91 — —

NTU
 

RGB+D
 

Fall
 

Detection
 

Dataset 3D
 

Pose+Dilated
 

Convolution[54] 97. 47 94. 25 99. 83 0. 958
 

3 —

FallFree
 

Dataset ST-GCN+
 

Temporal
 

Attention[68] 100 100 100 1 光照

FallFree
 

Dataset ST-GCN[66] — 97. 5 97. 33 0. 975 光照

Le2i
 

Fall
 

Dataset Sigma-Lognormal
 

+SVM[64] 97 97. 2 98 0. 971 —

Le2i
 

Fall
 

Dataset Yolo-OpenPose[62] 97. 65 97. 73 96. 91 0. 970
 

8 —

Le2i
 

Fall
 

Dataset SSHFD-SH
 

+
 

FallNet2d3d[70] 90. 08 89. 92 — 0. 899
 

9 遮挡

Synthetic
 

Dataset Mask
 

R-CNN[51] — — — 0. 976 光照、遮挡

Fall
 

Event
 

Dataset
YOLOv3+CNN+The

 

Attention
 

Guides
 

LSTM[24] 89. 8 83. 5 — 0. 865
 

4
光照、遮挡、
背景干扰、
多人场景

SDU
 

Fall
 

Dataset ROI-Threshold[47] 100 50 83. 3 0. 666
 

7 —

UR-Fall
 

Dataset+a
 

portion
 

of
 

the
 

Le2i
 

Fall
 

Dataset
Background

 

Subtraction-Based
 

Detector+BlazePose[71] 89. 73 89. 66 89. 99 0. 900
 

2 光照

UR-Fall
 

Dataset+SDU
 

Fall
 

Dataset+
IMVIA

 

Dataset
 

+Thermal
 

Dataset
 

+
Toyota

 

SmartHome
Temporal

 

Convolutional
 

Hourglass
 

Autoencoder[72] — 96 98 — 光照

　 　 注:表示该单元格在文献中无数值。
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3　 挑战与讨论

本文从技术瓶颈、伦理约束和应用场景 3 个维度,深
入探讨了跌倒检测领域面临的主要挑战。
3. 1　 鲁棒性与泛化性技术瓶颈

在技术层面,算法的鲁棒性与泛化性问题是核心难

题。 例如,复杂环境中的遮挡问题、动态背景干扰和低光

照条件,均显著影响了算法的准确率。 研究显示,当目标

人体被遮挡时,基于骨架关键点的算法性能下降导致识别

失败[73-74] ;此外,低光照下模型性能的衰退同样不容忽

视[75-76] 。 同时,实验室与现实场景之间的差距以及跨数

据库的泛化能力不足, 也限制了技术的实际应用效

果[77-78] 。 总结而言,技术瓶颈问题要求寻找更具鲁棒性

的算法,并提高其在不同场景下的泛化能力。
3. 2　 伦理与隐私争议

监控合规性的要求与紧急情况下的实际需求之间存

在冲突,而数据偏见风险则可能导致某些群体的检测敏感

度下降。 例如,《通用数据保护条例》要求对监控数据进

行匿名化处理,但这样的处理方式可能会增加漏检率,同
时也存在法律方面的风险[79] 。 这些问题需要平衡技术的

有效性与伦理的合规性,确保技术的可持续发展。
3. 3　 应用场景局限性

当前算法在医疗方面的应用仍有不足,且缺乏连续风

险评估机制,无法预测跌倒。 同时,多模态融合系统在理

论上性能优越,但在实践中由于设备同步误差等技术问

题,其性能反而可能下降[80-81] 。 综上所述,跌倒检测技术

的应用场景局限性要求开发更为精准和可靠的系统,以满

足实际应用需求。

4　 结论

通过本文的分析,发现 ST-GCN 在跌倒检测中性能最

好,但遮挡鲁棒性仍是关键挑战。 其次,像智能地板[82] 、
智能手环[6] 等设备的使用虽然减少了检测延迟,但采集到

的数据质量对检测结果产生较大影响;同时隐私保护措施

虽降低了隐私泄露风险,但也影响了检测精度。 算法创新

和技术突破仍是精确检测跌倒的关键。 无监督域适

应[83] 、因果推理模型[84] 的探索以及联邦学习[85] 架构和可

解释性增强技术[86] 的发展,将极大地提高跌倒检测的精

确率。 同时,临床转化的重点应关注跌倒的预测和老龄化

的适应性,以满足不同护理等级的需求。 整体而言,未来

的研究需要在保证技术性能的同时兼顾伦理合规性、实际

应用场景的适应性以及临床转化的实际价值。
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