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基于去噪扩散概率模型的人脸图像修复模型
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摘   要： 针对使用主流人脸图像修复模型在修复图像后，出现图像质量欠佳、修复边缘模糊，且模型复

杂、训练困难的问题，提出了一种基于去噪扩散概率模型的人脸图像修复模型 . 通过使用 Guided‑diffusion 中

的 U-Net 网络结构，并在网络中引入快速傅里叶卷积来改进去噪扩散概率模型，最后在 CelebA-HQ 高清人脸

图像数据集上进行模型的训练与结果评估 . 实验结果表明，改进后的去噪扩散概率模型在修复随机掩码的人

脸图像时，修复结果与原图的 PSNR（峰值信噪比）可以达到 25. 01，SSIM（结构相似性）可以达到 0. 886，优于

改进前的去噪扩散概率模型与现有的基于生成对抗网络的人脸图像修复模型 .
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Abstract： A face inpainting model based on the denoising diffusion probability model is 
proposed aiming at the problems of poor image quality， blurred repair edges， complex model， 
and difficult training of the mainstream face inpainting model after image inpainting.  By 
improving the denoising diffusion probability model ， the U-Net network structure in 
Guided‑diffusion is adopted.  The fast Fourier convolution is introduced into the network， and 
then the model is trained and tested on the CelebA-HQ high‑definition face image dataset.  The 
experimental results show that the improved denoising diffusion probability model can achieve a 
PSNR of 25. 01 and a SSIM of 0. 886 compared to the original image， when inpainting face 
images with random mask， both of which are better than the model before improvement and the 
existing face image inpainting model based on generative adversarial networks.
Key words： deep learning； face inpainting； denoising diffusion probability models； fast Fourier 
convolution； U-Net network

面部识别作为一种安全便捷地利用生物特

征进行认证和识别的技术，在安全验证、刑侦工

作等任务上有重大的应用 . 然而在进行面部识别

时，往往会因为采集到的人脸图像上有遮挡或者

模糊而导致识别失败 . 人脸图像修复是在这种情

况下保证识别率的一种重要技术手段 .

传统的图像修复算法，如基于目标周围信息

的图像修复和补丁匹配算法［1］，虽然可以根据整

张图像的语义信息，在待修复区域生成修补补

丁，但由于算法表达能力有限，难以完整且精确

地捕捉到特征空间中的高级语义和低维特征 . 因

此在修复包含复杂非重复结构的图像（如人脸）

时，修复的边缘往往会出现明显的模糊或色彩

冲突 .

近些年来基于深度学习的方法被广泛应用

于图像修复任务中，其修复精度对比传统的算法
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提高了 10% 以上 . 在基于深度学习的人脸图像修

复算法中，生成对抗网络（generative adversarial 

networks，GANs）［2］是 被 运 用 最 多 的 一 种 算 法 .

GANs 凭借其对抗性的训练过程，使生成器获得

了优异的图像生成能力 . Li 等［3］使用 GANs 成功

对有遮挡人脸图像进行了有效的修复 . Yu 等［4］提

出了一种新型的注意力机制来捕获全局和局部

特征，大大提升了在规则性遮挡和随机性遮挡下

的人脸图像修复效果 . Nazeri 等［5］提出了一种两

阶段的对抗式边缘连接模型，获得了更好的修复

效果 . 最近的 GANs，如 AOT-GAN［6］通过将原始

卷积核进行拆分，使用不同的子核分别捕捉全局

语义和局部特征，进一步提升了生成器的图像修

复能力 . 最近，基于自注意力机制的 Transformer

模型［7］在各种自然语言处理任务上大放异彩，为

了利用该模型中自注意力机制的强大全局建模

能力，相关学者将 Transformer 模型应用于计算

机视觉的图像修复任务中，如 ViTGAN［8］，并取得

了较好的效果 . 但是基于 GANs 的算法往往在训

练 时 更 容 易 遇 到 模 型 不 收 敛 以 及 模 型 崩 溃 的

问题 .

最近，Ho 等［9］通过改进扩散概率模型，提出

去 噪 扩 散 概 率 模 型 （denoising diffusion 

probability model，DDPM），通过使用神经网络参

数化的逆向去噪过程，使得 DDPM 在图像生成和

修复任务中取得了巨大的成功 . 而且 DDPM 利用

U-Net 网络［10］的归纳偏置，在获得更好的特征提

取效果的同时，避免了在训练时出现模型崩溃的

问题 . 相比 GANs，不但在修复质量上有所提升，

而 且 由 于 去 噪 扩 散 概 率 模 型 仅 需 要 使 用 神 经

网络进行噪声预测，所以其在训练时无须复杂

的 损 失 设 计 ，更 容 易 训 练 . 最 近 的 工 作 如

Guided‑diffusion［11］，Palette［12］展现了去噪扩散概

率模型的优异图像生成能力 .

为了进一步提高人脸图像修复效果，本文基

于 Guided‑diffusion 中提出的改进的 U-Net 网络

结构，通过对去噪扩散概率模型中的超参数进行

调节，强化模型在人脸图像修复任务中的能力 .

并在 U-Net 网络浅层引入快速傅里叶卷积［13］，利

用其能在浅层网络快速捕获图像高级语义信息

的优势，增加人脸图像修复模型浅层神经网络的

感受野 . 最后通过消融实验，证明使用快速傅里

叶卷积后的去噪扩散概率模型，在人脸图像修复

能力上得到了增强 .

1　方法描述

本文采用去噪扩散概率模型，对人脸图像数

据进行建模并利用模型学习到的数据分布修复

被遮挡的人脸图像 . 为了提升模型的修复质量，

引入快速傅里叶卷积 . 实验分为 3 个部分：

1） 人脸图像数据的获取及人脸图像数据预

处理 . 本文所使用的人脸图像数据集是分辨率为

256 像素×256 像素的 CelebA-HQ［14］高清人脸图

像开源数据集 . 在获得数据集后，进行图像增强

操作，以提升数据集数据的多样性；

2） 人脸图像修复模型的搭建与训练 . 搭建去

噪扩散概率模型，并引入快速傅里叶卷积，然后

将经过预处理后的人脸图像数据送入模型进行

训练；

3） 图像修复指标评估与定性结果分析 . 模型

训练完成后，使用未参与训练的人脸图像数据测

试模型人脸图像修复效果，并进行指标评估 .

实验流程示意图如图 1 所示 .

2　人脸图像修复模型

2. 1　去噪扩散概率模型

作为图像生成领域中的新秀，去噪扩散概率

模型在各种图像生成任务中都展现了出色的生

成能力，同时去噪扩散概率模型还具有稳定的训

练过程和更加多样化的图像生成结果 . 去噪扩散

概率模型主要包括前向加噪和反向去噪过程［15］.

图1　实验流程图

Fig. 1　Experimental flowchart
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如图 2 所示，模型的前向过程是对 1 张图像逐步

添加高斯噪声直至原图变为随机噪声的过程；反

向过程是将 1 幅与原图大小相同的随机噪声进行

逐步去噪，直至重新生成为 1 张图像的过程；反向

过程是需要使用神经网络进行噪声预测的部分 .

前向的扩散过程共包含 t 步，每一步都是对

上一步得到的数据 xt - 1 按式（1）的方式增加高斯

噪声 .

q ( |xt xt - 1 ) =N ( xt ; 1 - βt xt - 1 βt I ). （1）

式中：q 代表前向过程获得的先验概率分布；N 代

表高斯噪声；I代表 常数；βt 代表前向过程每一步增

加噪声的方差，方差由专门的方差方案（variance 

schedule）确定，通常随着扩散步数的增加，方差

也随之增加，一般将方差限定在 0～1 之间 . 均值

往往设为 0，这样，通过确定的方差和均值，就确

定了前向扩散中每步对上一步所添加的高斯噪

声 .这个过程有 1个重要的特性，即可以通过式（2）

～（3）直接基于原始数据 x0 来确定任意 t 步的xt.

xt = αt xt - 1 + 1 - αt ϵt - 1. （2）

式中：αt 等于 1 - βt；ϵ表示随机噪声，通过数学归

纳法，式（2）可转化为式（3）：

xt =
-
αt x0 + 1 - -

αt ϵ. （3）

式中的
-
αt 代表∏i = 1

t αi，由式（3）可知，xt 就是原始

数据 x0 和随机噪声 ϵ的线性组合，组合系数为
-
αt ， 1 - -

αt ，两者的平方和为 1.

前向过程是将数据噪声化的过程，反向过程

则是去噪的过程 . 去噪扩散概率模型的反向过程

是 1 个马尔科夫链，由一系列神经网络参数化的

高斯分布组成 . 这个高斯分布的均值和方差由训

练的神经网络给出 . 神经网络的优化目标 L 可以

简化为 1 个预测噪声的过程［9］，如式（4）所示：

Lt - 1 =
é

ë

ê
êê
ê

 


ϵ - ϵθ( )-

αt x0 + 1 - -
αt ϵt

2ù

û

ú
úú
ú . （4）

式中，ϵθ 表示神经网络预测的噪声，神经网络用

来指导梯度下降的损失，即为随机噪声 ϵ与 ϵθ 的

均方误差 . 在神经网络进行推理与前向传播时，

通过式（5）利用神经网络预测的噪声 ϵθ 以及前向

过程获得的参数，逐步将随机噪声恢复为目标

图像 .

xt - 1 =
1

αt ( xt -
1 - at

1 - āt

ϵθ( xt t ) ) + σtϵ . （5）

式中 σt 代表超参数，一般取随采样步数变化的

常数 .

2. 2　快速傅里叶卷积

传统卷积神经网络在搭建时常采用小卷积

核尺寸以及多卷积网络层数的方式来构建模型 .

这样所获得的模型虽然能在更深的卷积层获得

较大的感受野，捕捉到更加抽象的高维特征，但

是在一些对上下文语义比较敏感的任务（比如人

脸图像修复）中，在模型浅层就学习到特征空间

中更抽象与更高级的特征是非常必要的 .

根据傅里叶变换，在频域中进行卷积处理可

以影响到输入特征图中所有的点 . 快速傅里叶卷

积利用频域中的特殊性质，将输入网络的张量，

按通道分为两部分，第一部分进行 2 次相同的普

通卷积（卷积核大小为 3）计算，以获得局部特征

信息，另一部分则使用 1 次普通卷积，以及 1 次快

速傅里叶卷积来获得全局语义 . 然后将获得的 4

张特征图交叉组合，再相加为 2 个部分，分别代表

捕获局部特征信息的局部模块，与获取全局语义

信息的全局模块，最后将 2 个模块的特征图在通

道维度拼接起来，构成最后的输出 . 快速傅里叶

卷积示意图如图 3 所示 .

快速傅里叶卷积在频域中进行卷积操作，使

得深度学习模型能在靠前的神经网络层中即可

学习到全局上下文语义信息 . 在人脸图像修复任

务中，为了使得修复的图像在修复区域与背景更

协调，避免结构混乱以及修复边缘处出现伪影，

快速傅里叶卷积提供的大感受野能很好地解决

这些问题 .

2. 3　U-Net网络结构

在去噪扩散概率模型中，神经网络具有预测

噪声的功能，利用神经网络预测噪声，去噪扩散

概率模型逐步对人脸图像中待修复的区域进行

填充，最后获得高质量的修复后人脸图像 . 因此，

模型中神经网络的设计将在极大程度上决定去

噪扩散概率模型的修复质量与效率 .

图2　去噪扩散概率模型

Fig. 2　Denoising diffusion probability model
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在生成式模型中，自编码器模型的网络结构

具有最佳的归纳偏置 . 其往往包含进行下采样操

作的编码器以及进行上采样操作的解码器 .

U-Net 网络一开始被广泛应用于语义分割等

任务中，不过由于其同样拥有编码器与解码器，

故可以尝试将其作为 1 种生成式模型使用 . 相较

于其他的生成式网络中的自编码器结构，如图 4

所示，U-Net 在编码器和解码器之间添加了不改

变特征图尺寸的中间层 .

相较其他的自编码器结构，U-Net 网络结构

被认为更加适合作为去噪扩散概率模型的神经

网络结构 . 在去噪扩散概率模型中，利用深度 U-
Net 网络，对人脸图像进行像素级的建模，获得更

好的噪声预测结果，使得修复的图像更加精细，

结构更协调 .

本文所使用的U-Net网络参考Guided‑diffusion

中的网络结构，还引入了自注意力模块来提升模

型的全局建模能力 . 参考 Suvorov 等［16］在图像修

复模型的开始将残差模块替换为快速傅里叶卷

积的方式，使得模型在浅层的神经网络中即可获

得特征空间中的高级全局语义 . 总体网络结构如

图 5 所示 .

人脸图像数据输入 U-Net 网络后，先对数据

进行 1 次卷积操作，初步提取图像特征并扩充特

征图通道数，将数据映射至高维特征空间 . 然后

使用快速傅里叶卷积，在模型浅层即获得特征空

间中的高级语义，接着在网络中使用残差网络［17］

块，其中卷积层的卷积核大小为 3.

自注意力机制关注特征空间中特征的相互

影响，其利用相隔较远距离特征之间的相关度来

获取全局语义，所以相比普通的卷积网络，自注

意力机制具有更大的感受野，这对于人脸图像修

复任务很有帮助 . 但是自注意力层往往需要巨大

的计算量，为了减少计算开销，加快模型的推理

速度，仅在中间层的低分辨率特征图中运用多头

自注意力，其中 K，Q，V 分别为 3 个特征矩阵 .

图4　自编码器与U-Net网络结构对比

Fig. 4　Comparison of autoencoder and
U-Net structures

（a）—自编码器结构； （b）—U-Net 网络结构 .

图3　快速傅里叶卷积

Fig. 3　Fast Fourier convolution
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3　实验与分析

3. 1　数据集及数据的预处理

本文所使用的数据集为高清人脸图像开源

数据集 CelebA-HQ. 该数据集是由 NVIDIA 基于

CelebA 数据集［18］通过训练深度学习模型生成的

新的高分辨率人脸图像数据集，一共包含 30 000

张分辨率为 1 024 像素×1 024 像素的高清人脸图

像 . 由于现实任务中摄像头捕捉到的人脸图像宽

度与高度通常在 300 像素以内，故本实验采用经

过下采样、分辨率大小为 256 像素×256 像素的

CelebA-HQ 数据集 . 实验采用留去法，将数据集

分为包含 27 982 张图像的训练集，包含 18 张图像

的验证集和包含 2 000 张图像的测试集 .

在将图像送入模型训练之前，对人脸图像进

行随机的数据增强操作，例如随机裁剪、随机水

平翻转和随机色彩变化，以此提高模型的泛化

能力 .

3. 2　模型训练策略

1） 扩散模型前向过程共包含 2 000 步，添加

的 高 斯 噪 声 的 方 差 满 足 从 10-6 到 10-2 的 线 性

增长 .

2） 采用余弦函数衰减策略，使学习率从高到

低按余弦曲线随着训练轮数逐渐降低 . 这样做的

好处是加快模型前期训练速度，并防止模型在后

期出现损失震荡的情况 .

3） 对式（3）中的
-
αt 编码并参与神经网络的训

练，具体做法为将
-
αt 由 1 维张量（每次迭代对应 1

个）通过线性层变换为维度与网络每层输出通道

数一致的张量，并与网络每层输出相加 . 最后作

为超参数参与模型推理 .

4） Saharia 等［19］的研究表明，使用 L1 范数（即

绝对平均值误差）作为损失函数可以在一些图像

修复任务中减少修复区域中的伪影，但是原始的

去噪扩散概率模型采用的是 L2 范数（即均方误

差）来作为损失函数 . Palette 中分别使用这两种

损失在去噪扩散概率模型上训练，评估结果表

明，使用均方误差（mean square error，MSE）作为

目标函数能提高模型的样本生成多样性，改善泛

化能力 . 故本文采用 MSE 作为损失函数，给定分

辨率都为 m×n，通道为 R，G，B 的真实图像 I 与含

噪图像 K，式（6）表示两者的 MSE：

MSE=
1

3mn∑RGB∑i=0

m-1∑j=0

n-1[Icolor( )ij -Kcolor (ij)]2.

（6）

图5　改进的U-Net网络结构

Fig. 5　Improved U-Net network structure
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5） 模型训练时，对数据集中的人脸图像数据

添加噪声掩码，将加噪图像输入模型，使用原图

与模型输出的修复图像进行损失计算，只计算图

像修复区域与原图该区域的均方误差［4］，以此节

约计算资源 . 模型前向传播过程如图 6 所示 .

3. 3　评价指标

人脸图像修复的质量在评估时可能会受到

非客观因素的影响，为了更加客观地定量评估模

型修复质量，需要综合考虑模型在 2 个评价指标

下测定的结果 . 本文采用图像生成与修复领域最

常 用 的 2 个 评 价 指 标 ，分 别 是 峰 值 信 噪 比［20］

（peak signal‑to‑noise ratio，PSNR）与 结 构 相 似

性［21］（structural similarity，SSIM）.

PSNR 表示最有可能的真实信号分布与干扰

该 分 布 的 噪 声 的 比 值 . PSNR 利 用 均 方 误 差

（MSE）来定义 . 则 PSNR 计算公式为

PSNR = 10 ⋅ lg ( MAX2
I

MSE ) . （7）

其中，MAXI 表示原图中像素灰度值的最大值，由

于数据集图像均为 8 b 图像，故该值取 28-1. PSNR

值越大，说明模型输出的图像中含有的噪声对图

像的影响越小，修复质量越佳 .

SSIM 比较 2 个样本之间的明亮度、对比度和

结构，其更吻合人类视觉对图像的判断 . 对真实

图像 I 与含噪图像 K，SSIM 定义为

SSIM = ( )2μ I μK +C1 ( )2σ IK +C2

( )μ2
I + μ2

K +C1 ( )σ 2
I + σ 2

K +C2

. (8)

其中：μ I 及 μK，σ I 及σK 分别代表图像 I 与图像 K 的

平均值和标准差；σ IK 代表图像 I 与图像 K 的协方

差；C1 C2 取常数 . SSIM 值越大，代表模型修复的

图像越接近原始图像，SSIM 为 1 时，代表图像 I 与

图像 K 为相同图像 .

3. 4　实验结果分析

本文在去噪扩散概率模型的基础上，引入了

快速傅里叶卷积，提高了模型的人脸图像修复能

力 . 快速傅里叶卷积在神经网络的浅层中即可提

取到高级语义，而普通卷积则含有更多的细节信

息，需要通过多层卷积神经网络的堆叠，才能获

得全局语义 . 2 种卷积输出特征对比如图 7 所示 .

在测试集上分别使用改进前和改进后的模

型对含有原图 25% 面积的中心掩码的待修复图

像进行修复，并计算其评价指标 . 结果如表 1 所

示，证明引入快速傅里叶卷积对人脸图像修复任

务是有益的 .

本文的人脸图像修复模型与其他经典的图

图6　模型前向传播过程

Fig. 6　Model forward propagation process

图7　两种卷积输出特征图对比

Fig. 7　Comparison of two convolution outputs
（a）—快速傅里叶卷积；　（b）—普通卷积 .
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像修复模型，例如 GMCnn［22］、Edge Connect［5］和

AOT-GAN 等，使用相同的数据集进行训练及测

试，评估结果如表 2 与表 3 所示 . 前者采用占原图

面 积 25% 的 中 心 掩 码 、后 者 采 用 占 原 图 面 积

20%~30% 的随机掩码来模拟图像被遮挡的情况 .

实验结果表明，相比之前的修复模型，本文提出

的方法实现了更好的图像修复效果 . 同时，去噪

扩散概率模型避免了训练不稳定的问题，相比传

统生成模型成本更低 .

本文模型的局限之处在于推理时需要进行

多步去噪操作来获得最终生成的图像，虽然能采

用 Song 等［23］的方法大大减少去噪步数，但相比之

前的方法，在推理时间上不具有优势 .

为了定性地评估本文模型图像修复效果，对

模型修复后的人脸图像进行人眼视觉评估，图 8

展示了本文方法分别在中心掩码、随机掩码和大

面积随机掩码下的分辨率为 256 像素×256 像素

的人脸图像修复效果 .

表2　在中心掩码下与其他修复模型评估结果对比
Table 2　Comparison of evaluation results with other

inpainting models under the center mask

模型

GMCnn
Gated Conv[4]

Edge Connect
AOT-GAN
本文方法

PSNR

23.73
23.70
23.28
24.47
24.93

SSIM

0.779
0.780
0.776
0.849
0.882

表3　在随机掩码下与其他修复模型评估结果对比
Table 3　Comparison of evaluation results with other

inpainting models under the random mask

模型

GMCnn
Gated Conv[4]

Edge Connect
AOT-GAN
本文方法

PSNR

23.98
24.10
23.57
24.83
25.01

SSIM

0.781
0.790
0.794
0.852
0.886

表1　模型改进前后评估指标对比
Table 1　Comparison of evaluation indicators before

and after model improvement

模型

不使用快速傅里叶卷积

使用快速傅里叶卷积

PSNR

24.28

24.93

SSIM

0.873

0.882

图8　人脸图像修复结果

Fig. 8　Face inpainting results
（a）—中心掩码； （b）—随机掩码； （c）—大面积随机掩码 .
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4　结  语

本文聚焦于人脸识别中重要的人脸图像修

复技术，为提高获得的人脸图像修复质量，针对

修复后图像容易出现伪影和结构混乱的问题，提

出了一种基于去噪扩散概率模型的人脸图像修

复深度学习模型 . 为了解决修复后的图像在修复

区域出现与全局语义不符的问题，引入快速傅里

叶卷积，最后在图像大小为 256 像素×256 像素的

高清人脸图像数据集 CelebA-HQ 上进行模型训

练与测试 . 通过定量评价指标对比，证明本文方

法优于改进前的模型以及传统的人脸图像修复

模型 . 结果表明，本文方法在各种掩码下均能实

现符合人类视觉感官的人脸图像修复效果，且在

细节处没有出现结构混乱和边缘模糊不清的问

题，修复图像与原图像的人脸整体形状和五官没

有大的出入，因而具有实际应用意义 .
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