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摘   要： 铝型材在生产加工过程中会产生特征不明显和尺度大小不一等多类型的表面缺陷，针对现有人

工抽检方法准确率低、实时性差、主观性强等问题，提出一种基于 PP-PicoDet-XS 的改进铝型材表面缺陷检

测算法 . 改进的算法在主干网络中嵌入无参注意力 SimAM，增强对深层有效特征的提取能力；使用 SIoU

（Scylla intersection over union）损失函数对训练过程进行优化，提高预测框的定位能力；采用量化蒸馏策略对

模型进行压缩，提高推理速度 . 结果表明，改进的算法平均精度均值在交并比（intersection over union，IoU）阈

值为 0. 5 时达到了 98. 93%，在 IoU 阈值 0. 5~0. 95 范围内达到了 57. 60%，较未压缩的原始模型分别提高了

1. 73% 和 4. 13%. 将该算法部署到骁龙 865 移动端平台上进行推理，推理速度可达 116. 82 帧/s，较未压缩的原

始模型提高了 47 帧/s.
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Abstract： During the production and processing of aluminum profiles， multiple types of surface 
defects such as unclear features and varying scales may generate.  In response to the problems of 
low accuracy， poor real‑time performance， and strong subjectivity in existing manual sampling 
method， an improved surface defects detection algorithm is proposed for aluminum profiles based 
on PP-PicoDet-XS. The SimAM attention was embedded in the backbone to enhance the ability 
of extracting deep effective features.  The SIoU（Scylla intersection over union） loss function is 
used to optimize the training process to improve the positioning ability of the prediction boxes.  
The quantization and distillation were used to compress the model to improve the inference 
speed.  The results show that the improved algorithm achieves a mean average precision of 
98. 93% at intersection over union（IoU） threshold of 0. 5， and 57. 60% across IoU thresholds 
ranging from 0. 5 to 0. 95， which is 1. 73% and 4. 13% higher than the uncompressed original 
model.  Deploying this algorithm on the Snapdragon 865 mobile platform for inference， the 
inference speed can reach 116. 82 frames per second， which is 47 frames per second higher than 
the uncompressed original model.
Key words： aluminum profiles； defects detection； SimAM； loss function； quantization； distillation

铝型材广泛应用于国防、航天、轨道交通、建

筑、医疗等领域，我国经济进入高质量发展阶段

以来，作为现代经济和高新技术发展支柱性原材

料的铝型材需求愈发旺盛，铝型材生产加工企业
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亟需智能化与数字化转型升级 . 铝型材表面缺陷

检测作为生产加工中的重要环节，目前主要采用

的人工抽检方法准确率低、效率不足、主观性强，

且容易受外界干扰，造成大量误检和漏检［1］.

随着图像处理技术的发展，以特征提取和模

板匹配为代表的缺陷检测算法某种程度上取代

了人工抽检并应用于工业现场［2-5］，但是这类检测

算法依赖于人工提取缺陷特征，当缺陷种类多样

且形态多变时，检测过程将变得尤为复杂 .

近年来，随着 GPU 算力的快速提升，基于深

度学习的各类目标检测算法不断涌现，可以概括

为二阶段目标检测算法和一阶段目标检测算法

两大类 . 二阶段目标检测又称为基于候选区域的

目标检测，此类算法先从输入图像中获取候选区

域，然后利用卷积神经网络对候选区域进行分类

识别，代表性的算法有 R-CNN［6］，Fast R-CNN［7］，

Faster R-CNN［8］，Mask R-CNN［9］，虽然此类算法

的准确率较高，但速度较慢，难以实现实时检测 .

一阶段目标检测算法，如 SSD［10］，YOLO［11］系列，

此类算法不需要产生候选框，仅通过一个网络同

时完成目标的定位和分类问题，比二阶段目标检

测算法具有更快的检测速度，更适用于工业现场

的实时检测 .

为了得到轻量化的模型以部署在嵌入式设

备中，目前主流的做法，一种是将 YOLO，SSD 中

的主干网络替换为轻量级的特征提取网络，如

MobileNet［12］，ShuffleNet［13］和 GhostNet［14］. 王淑青

等［15］使用改进的 YOLOv5 进行 PCB 板缺陷检测，

采用 ShuffleNetV2 结构取代 YOLOv5 的主干网

络中的原始卷积 Conv 与 C3 模块并进一步优化，

使得改进的算法参数减少 91%，浮点运算次数

（floating point of operations，FLOPs）减少近 70%，

能够满足在小型计算平台上快速部署的要求 .

另一种是直接使用 YOLOX-Nano［16］，YOLOv5n，

YOLOv7-Tiny［17］，PP-PicoDet-XS［18］等轻量化模

型，但是轻量化模型在追求推理速度的同时会造

成一定的精度损失 .

为了实现复杂场景下轻量化、实时、高精度

的铝型材表面缺陷检测，本文提出了一种基于

PP-PicoDet-XS 的改进轻量级缺陷检测算法 . 首

先将无参注意力 SimAM 引入主干网络，并通过

实验探究其位置对检测精度的影响；然后使用

SIoU Loss 代替 GIoU（generalized IoU） Loss 作为

边界框回归损失函数来优化预测框的回归过程；

最后对全精度模型进行量化感知训练和知识蒸

馏，减小模型体积，提高推理速度，并部署在骁龙

865 CPU 上进行精度与速度测试，以满足工业现

场中的实际部署需求 .

1　PP-PicoDet-XS 算法

PP-PicoDet 是基于 anchor‑free 的轻量级目标

检测算法，与其他算法相比，它更好地实现了精

度与速度之间的均衡，在移动设备上实现了卓越

的性能 . 最新发布的 PP-PicoDet 算法（2022.03.20

版）提供了 XS，S，M，L 共 4 种不同的网络尺度，本

文以 PP-PicoDet-XS 为基准进行改进，改进前其

结构如图 1 所示 .

图1　PP-PicoDet-XS网络结构

Fig. 1　PP-PicoDet-XS network architecture
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主干网络为 LCNet［19］，其中 DSC（depthwise 

separable convolutions）代表深度可分离卷积，由

逐通道卷积与逐点卷积组成 . 主干网络由 5 个

DSC 模块组成，分别为模块_1 至模块_5，包含

DSC 的个数分别为 1，2，2，6，2. 表 1 为主干网络各

层的具体实现，SE（squeeze‑and‑excitation）注意

力机制被嵌入在模块_5 中 .

颈部网络首先通过 3 个 1×1 卷积将 C3，C4，

C5 输出的特征图的通道数调整为最小通道数，然

后通过特征金字塔网络和路径聚合网络来进行

特征融合，得到 4 种不同尺度的特征图输入到预

测头 .

在预测头中，损失函数包含 3 部分，分别为

lossvfl，lossdfl 和 lossgiou，如式（1）所示：

loss = lossvfl + 0.5·lossdfl + 2.5·lossgiou. （1）

其 中 ：lossvfl 是 用 来 表 征 物 体 类 别 的 损 失 函 数

Varifocal Loss；lossdfl 和 lossgiou 是用来表征物体边

界框回归的损失函数，分别为 Distribution Focal

Loss 和 GIoU Loss. 其 中 GIoU Loss 是 基 于 IoU 

Loss［20］改 进 而 来 . GIoU Loss 如 式（2），式（3）

所示：

GIoU = IoU -
||C - BÈ BGT

||C
 （2）

lossgiou = 1 -GIoU. （3）

其中：

IoU =
|| BÇ BGT

|| BÈ BGT
; （4）

B，BGT 分别代表预测框和真实框；C 代表 B，BGT 的

最小外接矩形框 .

2　算法改进与模型压缩

2. 1　嵌入SimAM注意力机制模型

SimAM 注意力机制［21］基于神经科学理论提

出，是一种能够在卷积神经网络中即插即用的无

参注意力机制 .

在神经科学理论中，信息量最大的神经元通

常与周围神经元表现出不同的放电模式，一个活

跃的神经元也会抑制周围神经元的活动，这种现

象被称为空间抑制 . 表现出明显空间抑制效应的

神经元在视觉加工中应该被认为具有更高的重

要性 .

基于上述理论，SimAM 注意力机制为卷积神

经网络中每个神经元定义了一个能量函数，用来

测量目标神经元与其他神经元的线性可分性 . 当

输入特征图 X 的通道数为 C，高和宽分别为 H，W

时，每个通道有 M=H×W 个能量函数，式（5）为经

过一系列简化后得到的某通道中目标神经元 t 的

最小能量函数：

e*
t =

4 ( )σ̂ 2 + λ

( )t - μ̂
2
+ 2σ̂ 2 + 2λ

. （5）

其中：

μ̂ =
1
M∑i = 1

M xi ; （6）

σ̂ 2 =
1
M∑i = 1

M ( xi - μ̂) 2
; （7）

式中：μ̂σ̂分别为某通道中所有神经元的均值和

方差；λ为正则化系数 . 最小能量函数 e*
t 越小，目

标神经元 t 与周围神经元的线性可分性程度越

高，该目标神经元也就越重要，其重要性可以通

过 1/e*
t 求得 . 最后通过式（8）计算所有神经元的注

意力权重并进行加权，得到加权后的特征图 X͂：

X͂ = sigmoid ( 1
E )X. （8）

其中：E 表示输入特征图 X 所有神经元所对应的

e*
t 构成的张量；sigmoid ( × )为单调函数，用来限制

1/e*
t 的大小；为哈达玛积 .

与 通 道 注 意 力 SE 生 成 一 维 权 重 相 比 ，

SimAM 注意力通过计算每个神经元的重要性生

成三维权重，而且无需引入额外的参数 . 基于以

上 优 点 ，本 文 在 主 干 网 络 DSC 模 块 _5 中 嵌 入

SimAM 注意力替代原来的 SE 注意力，在使得目

标检测网络更加轻量化的同时，能够更有效地找

出特征图中的重点特征并进行增强，提高神经网

表1　PP-PicoDet主干网络结构
Table 1　PP-PicoDet backbone architecture 

主干网络组成

卷积块

DSC 模块_1

DSC 模块_2

DSC 模块_3

DSC 模块_4

DSC 模块_5

算子

卷积

DSC

DSC

DSC

DSC

DSC

DSC

DSC×5

DSC

DSC

卷积核尺寸

3×3

3×3

3×3

3×3

3×3

3×3

3×3

5×5

5×5

5×5

步长

2

1

2

1

2

1

2

1

2

1

SE

—

—

—

—

—

—

—

—

√
√
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络的特征提取与表达能力 .

2. 2　改进损失函数

在 PP-PicoDet 算法中，边界框回归损失函数

使用的是 GIoU Loss. 但是，GIoU 存在一些不足，

如图 2 所示，当预测框 B 完全处于真实框 BGT 之内

或真实框 BGT 完全处于预测框 B 之内时，式（2）中

GIoU 与式（4）中 IoU 的值相等，这种情况下 GIoU

便 退 化 为 IoU. 针 对 GIoU 这 种 不 足 ，DIoU

（distance-IoU），CIoU（complete-IoU）相 继 被 提

出，DIoU 在 GIoU 的基础上增加了两边界框中心

点距离信息，CIoU 在 DIoU 基础上进一步增加了

边 界 框 宽 高 比 信 息 . 本 文 使 用 更 先 进 的 SIoU 

Loss［22］作为边界框回归的损失函数，SIoU 不仅考

虑到了边界框的重叠面积、中心点距离和宽高

比，而且进一步考虑到了预测框和真实框之间的

向量角度 .

SIoU Loss 由 4 部分组成：角度损失Λ、距离损

失 Δ、形状损失Ω和 IoU 损失 . 角度损失Λ计算如

式（12）所示：

ch =max (bgt
cy
bcy ) -min (bgt

cy
bcy )  （9）

σ = ( )bgt
cx
- bcx

2

+ ( )bgt
cy
- bcy

2

 （10）

x =
ch

σ
= sinα （11）

Λ = 1 - 2 ´ sin2(arcsinx -
π
4 ) . （12）

其中：bgt
cx
，bgt

cy
表示真实框中心点的坐标值；bcx

，bcy

表示预测框中心点的坐标值；如图 3 所示，ch，cw

分别表示两框中心点的高度差和宽度差；σ表示

两框中心点之间的距离 . 当角度 α ≤ π 4 时，优先

最小化α，否则优先最小化β.

距离损失Δ计算如式（13）~式（16）所示：

ρx = ( bgt
cx
- bcx

dw ) 2

 （13）

ρy = ( bgt
cy
- bcy

dh ) 2

 （14）

γ = 2 - Λ （15）

D =∑t = xy( )1 - e-γρt . （16）

其中：dw，dh 分别表示预测框和真实框最小外接

矩形的宽和高，如图 4 所示 .

形状损失Ω计算如式（17）~式（19）所示：

ωw =
|| w -wgt

max ( )wwgt
 （17）

ωh =
|| h - hgt

max ( )hhgt
 （18）

Ω = ∑
t =wh

(1 - e-ωt ) θ . （19）

其中：w，h 分别为预测框的宽和高；wgt，hgt 分别为

真实框的宽和高；θ的值一般在 2~6 之间，用来限

制形状损失的大小，本文中将 θ值设为 4. IoU 损

失计算同式（4），综上所述，SIoU Loss 定义为

SIoU = IoU -
D +Ω

2
 （20）

losssiou = 1 - SIoU. （21）

本文使用 SIoU Loss 代替 GIoU Loss，增加了

对两框中心点之间距离、两框形状差别和两框向

量角度的惩罚项，从多方面优化了预测框的回归

过程，提高了定位精度 .

图2　GIoU退化为 IoU示意图

Fig. 2　Schematic diagram of GIoU degradation to IoU

图3　角度损失计算示意图

Fig. 3　Schematic diagram of angle cost calculation

图4　距离损失计算示意图

Fig. 4　Schematic diagram of distance cost calculation
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2. 3　模型压缩方案

随着深度学习的发展，深度神经网络模型变

得越来越复杂，除了训练成本越来越高外，如何

在移动端部署也更加受到关注 . 由于网络模型上

百万的参数量以及浮点运算量，而移动端硬件设

备的存储空间和算力有限，使得它们难以部署在

Android 和其他低功耗的边缘设备上，所以，一种

有效的方法就是对模型进行压缩，提高推理速

度 . 本文在推理部署阶段采用量化感知训练［23］和

知识蒸馏策略［24］对模型进行压缩，框架如图 5

所示 .

首先在训练好的全精度网络需要量化的算

子前插入伪量化节点，然后训练少量轮数进行微

调，最后导出量化预测模型 . 伪量化即先将全精

度浮点数量化为 8 位定点数，然后再反量化为全

精度浮点数，这一伪量化过程使得最后的损失中

会存在量化误差分量，最后在数据集上训练少量

轮数微调，从而减少精度损失 . 本文采用线性对

称量化方法，如式（22），式（23）所示：

s =
2b - 1

α
 （22）

xq = clip ( round ( s·x) -2b - 1 + 12b - 1 - 1) .（23）

其中：round (·)表示将数字四舍五入到最接近的

整数；clip (aa_mina_max)表示将 a 的值限定在

a_min 到 a_max 之间；s 为缩放系数；b 为量化的比

特数，此处为 8；α为全精度参数的表示范围，全精

度参数被限定在［-α，α］内；x 表示全精度权重；xq

表示量化权重 . 反量化如式（24）所示：

x̂ =
1
s

·xq. （24）

其中，x̂ 表示反量化后的全精度权重 . 量化是一个

信息有损的压缩过程，量化感知训练的优点是在

训练中调整权重分布以适应模拟量化训练，从而

大幅降低量化模型的精度损失，优于离线量化的

方法 .

量化完成后采用自蒸馏的方式进行知识蒸

馏，在自蒸馏中，教师模型和学生模型使用相同

的网络结构 . 本文将全精度模型作为教师模型，

将量化后的低精度模型作为学生模型，使用训练

数据集和软标签进行微调，使量化模型能够学到

全精度模型的知识，提高量化模型的精度，减小

量化带来的精度损失 .

3　实  验

3. 1　数据集准备

本文使用的数据集由第七届全国大学生集

成电路创新创业大赛海云捷迅杯杯赛官方发布，

共包含 1 400 张缺陷图片，缺陷类别为“针孔”、

“擦伤”、“脏污”和“褶皱”，图片分辨率为 640×

480. 数据集被划分为 3 部分：训练集共 1 197 张用

于模型训练；验证集共 133 张用于模型评估；测试

集共 70 张用于最终的推理部署测试 .

训练时采用线上数据增强策略，由于过多的

数据增强会提高正则化效果使得轻量化模型更

难以收敛，所以本文沿用原 PP-PicoDet-XS 算法

中采用的方法，即仅使用随机翻转、随机裁剪和

随机像素内容更换作为训练中的单样本数据增

强 . 批量样本增强采用多尺度训练方式，将一个

批次的图片随机缩放到相同的尺寸，缩放尺寸为

256，288，320，352，384，在验证和推理时图片调

整为 320×320 作为模型的输入 .

3. 2　消融实验

本文使用未改进的 PP-PicoDet-XS 作为基

准 模 型 ，使 用 平 均 精 度 均 值（mean average 

precision，mAP）作为评价指标，mAP@0.5 表示将

IoU 阈值设为 0.5 时的 mAP，mAP@0.5∶0.95 表示

IoU 阈 值 从 0.5 到 0.95（步 长 为 0.05）时 的 平 均

mAP. 基准模型在验证集上的 mAP@0.5∶0.95 为

53.47%，mAP@0.5 为 97.20%.

主干网络的作用是提取图像的特征表示，在

主干网络中如果过早地应用注意力机制，可能会

导致一些有用的信息被过早地过滤掉 . 而将注意

力机制放在网络较深的位置可以确保所有可能

有用的信息都被充分考虑 . 为了探究 SimAM 模

块在主干网络中不同位置的影响，本文首先将原

始网络中的 SE 模块去除，然后将 SimAM 模块分

别添加在主干网络的 5 个 DSC 模块上进行单独

实验，实验结果见表 2. 结果表明，SimAM 在不同

位置时 mAP 均有不同程度提升，当 SimAM 模块

嵌 入 到 DSC 模 块 _5 中 时 ，mAP@0.5∶0.95 与

mAP@0.5 达到了最高，分别为 55.56%，98.81%，

图5　量化蒸馏框架

Fig. 5　Framework for quantized and distillation
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相较于原始 PP-PicoDet-XS 分别提升了 2.09%，

1.61%，这说明将 SimAM 模块添加在主干网络末

端时能更好地增强提取有效特征的能力，带来更

高的精度收益 . 因此，本文最终将 SimAM 模块添

加在 DSC 模块_5 中的两个深度可分离卷积中 .

尽管更先进的 IoU 损失函数往往更有利于提

高检测精度，加快收敛，但是直接更换损失函数并

不科学，为了探究不同 IoU 损失函数对模型性能

的影响，本文对比了 4 种不同 IoU 损失函数下的模

型精度，实验结果见表 3. 结果表明，当使用 SIoU 

Loss 时，检测精度超越了其他 3 种 IoU 损失函数，

mAP@0.5∶0.95 与 mAP@0.5 分别达到了 56.22%，

98.71%，相较于原始 PP-PicoDet-XS 分别提升了

2.75%，1.51%，这说明 SIoU Loss 通过增加角度损

失、距离损失和形状损失，有效增强了模型的回归

能力，提高了预测框和真实框之间的位置匹配度，

使检测精度得到显著提升 . 因此，本文最终选择使

用SIoU Loss作为PP-PicoDet-XS的IoU损失函数 .

3. 3　与主流算法对比

本 文 将 改 进 的 算 法 与 工 业 界 主 流 的 轻 量

级 目 标 检 测 算 法 进 行 了 比 较 ，具 体 指 标 包 括

mAP、参数量、FLOPs 和参数体积，实验结果如

表 4 所示，表中 PP-PicoDet-XS（+SimAM+SIoU 

Loss）为本文改进的算法 .

结 果 表 明 ，改 进 的 PP-PicoDet-XS 算 法

mAP@0.5∶0.95，mAP@0.5 相比于改进之前分别

提高 5.57%，2.06%，且模型参数量有所减少、参数

体积有所减小，这得益于 SimAM 生成的三维权

重对主干网络末端更加抽象和语义化特征的进

一步增强和使用 SIoU Loss 对训练策略的优化 .

与YOLOX-Nano，PPYOLO-Tiny和SSDLite-
MobileNet_v3 算法相比，虽然 FLOPs 略大于这 3

种算法，但改进后的算法参数量和参数体积均达

到了最小，mAP 达到了最高 . 与 YOLOv5n，SSD-
MobileNet_v1 和 SSDLite-MobileNet_v1 相比，所

有指标均达到了最优 . 因此，在本文所用的铝型

材缺陷检测数据集上，改进后的 PP-PicoDet-XS

算法与同类型轻量级目标检测算法相比具有显

著优越性 .

3. 4　推理部署

在进行模型部署之前，首先基于 PaddleSlim

对训练好的模型进行量化感知训练和知识蒸馏，

得到压缩后的模型，然后基于 PaddleLite 将压缩

后的模型转换为 naive_buffer 类型以便在 ARM 

CPU 端进行推理 . 模型推理部署所采用的移动端

设备为搭载骁龙 865 处理器的小米 10，骁龙 865

处理器采用 Kryo 585 架构，配备了 1 个主频为

2.84 GHz 的 Cortex-A77 大 核 、3 个 主 频 为 2.42 

GHz 的 Cortex-A77 中核和 4 个主频为 1.8 GHz 的

表3　不同 IoU损失函数的影响
Table 3　Influence of different IoU Loss 

网络模型

PP-PicoDet-

XS

IoU

损失函数

GIoU

DIoU

CIoU

SIoU

mAP@0. 5∶0. 95

%

53. 47

54. 16

54. 06

56. 22

mAP@0. 5

%

97. 20

97. 73

97. 89

98. 72

表2　SimAM模块在不同位置的结果
Table 2　Results of SimAM module in different

positions 

网络模型

PP-PicoDet-

XS

SimAM

位置

1 0 0 0 0

0 1 0 0 0

0 0 1 0 0

0 0 0 1 0

0 0 0 0 1

1 1 1 1 1

mAP@0. 5∶0. 95

%

54. 51

54. 12

53. 48

53. 55

55. 56

53. 66

mAP@0. 5

%

98. 47

98. 02

97. 51

97. 22

98. 81

97. 94

表4　不同算法对比
Table 4　Comparison with different algorithms 

网络模型

YOLOv5n

YOLOX-Nano

PPYOLO-Tiny

PP-PicoDet-XS

SSD-MobileNet_v1

SSDLite-MobileNet_v1

SSDLite-MobileNet_v3

PP-PicoDet-XS(+SimAM+SIoU Loss)

mAP@0. 5:0. 95/%

51. 16

55. 58

46. 75

53. 47

48. 42

49. 53

51. 14

59. 04

mAP@0. 5/%

95. 78

97. 53

95. 07

97. 20

93. 41

93. 78

95. 43

99. 26

参数量×10-6

1. 7693

0. 8973

0. 9979

0. 6748

5. 5621

5. 6255

1. 1737

0. 6551

FLOPs×10-9

0. 5246

0. 3124

0. 2510

0. 3204

1. 1467

1. 1550

0. 1160

0. 3204

参数体积/MB

6. 81

3. 53

3. 90

2. 67

21. 34

21. 63

4. 59

2. 65
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Cortex-A55 小核，搭载了 Hexagon 698 DSP 张量

加速器，支持 8 位和 16 位定点数运算，集成了

Adreno 650 GPU，支持 16 位和 32 位浮点数运算，

支持新的 AI 混合精度指令，而且具有体积小、功

耗低、价格便宜等优势 .

本文采用测试集中的 70 张缺陷图片进行推

理测试，算法改进前后与压缩前后的性能对比如

表 5 所示 . 其中模型体积指经过 PaddleLite 转换为

naive_buffer 类型文件的体积，推理时间由对测试

集 70 张图片总推理时间取平均得到 .

从表 5 可以看出，对模型进行压缩后，模型体

积会减小 60% 左右，推理速度能够提高 44 帧/s 左

右，但是精度会有一定的损失 . 改进后算法的

mAP@0.5：0.95 与 mAP@0.5 相比压缩前分别损

失了 1.44% 和 0.33%，降为 57.60% 和 98.93%，但

是此精度仍然高于表 4 中所比较的其他算法的精

度，同时推理速度达到了 116.82 帧/s，相比于未压

缩的原始 PP-PicoDet-XS 模型的推理速度提高

47 帧/s，完全能够满足工业现场的实际需求 .

图 6 展示了模型改进和压缩前后的部分检测

结果对比 . 可以看到铝型材背景环境整体偏暗，

黑色脏污即使用肉眼也难以轻易检出，有时还存

在反光，压缩前且改进前的模型对针孔、脏污、擦

伤这几类缺陷出现了明显的漏检情况 . 相比之下

压缩后且改进后的模型能够较为准确地检测出

光线干扰背景下不同的缺陷，成功克服了由于背

景昏暗造成的干扰，这说明本文的改进算法不仅

大大提高了有效特征的提取能力，增强了模型在

复杂光照条件下的鲁棒性，而且在提升检测性能

的同时实现了模型的轻量化，进一步验证了改进

方案的有效性 .

4　结  论

1） 为了解决铝型材表面特征缺陷不明显且

与背景难以区分的问题，在 PP-PicoDet-XS 的主

干网络中引入了 SimAM 注意力来增强对有效特

征的提取能力，并放置在不同位置进行实验，验

证了 SimAM 位于主干网络末端时能带来更高的

表5　模型压缩前后性能对比
Table 5　Comparison of performance before and after model compression 

网络模型

PP-PicoDet-XS

PP-PicoDet-XS(+SimAM+SIoU Loss)

是否压缩

否

是

否

是

mAP@0. 5:0. 95

%

53. 47

52. 63

59. 04

57. 60

mAP@0. 5

%

97. 20

95. 92

99. 26

98. 93

模型体积

MB

3. 03

1. 21

2. 85

1. 19

推理时间

ms

14. 32

8. 82

13. 15

8. 56

推理速度

帧·s-1

69. 83

113. 38

76. 04

116. 82

图6　模型改进和压缩前后的检测结果对比

Fig. 6　Comparison of detection results before and after model improvement and compression
（a）—压缩前且改进前模型的检测结果； （b）—压缩后且改进后模型的检测结果 .
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检测精度 .

2） 为了提高训练过程中预测框的定位能力，

使算法更好地收敛，使用 SIoU Loss 代替 GIoU 

Loss，增加了预测框和真实框中心点之间距离、

两框形状差别和两框向量角度的惩罚项，优化了

预测框的回归过程，进一步提高了检测精度 . 实

验表明，在铝型材缺陷检测数据集上，改进后的

算法与同类型轻量级目标检测算法相比在各项

指标上具有显著优越性 .

3） 为了提高推理速度，减小模型体积，对训

练好的模型进行量化蒸馏，最后部署到骁龙 865

移动平台上进行测试，结果表明推理速度和检测

精度均有提升，完全满足工业现场的实际部署

需求 .
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