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面向推理的知识图谱表示学习方法综述
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摘　要：知识图谱以其错综复杂、信息密集和语义关联的特征，推动了知识应用以及神经网络学科的发展。知识
表示学习方法的发展以及日益增长的认知智能需求，使得知识表示与推理成为当前知识图谱和自然语言处理领

域的研究热点。得益于良好的知识表示学习方法，基于表示学习的大规模知识推理已在相关数据集上得到验证。

文章主要展开如下工作：①对已有表示学习与推理方法进行梳理，将知识图谱推理方法划分为：距离模型方法、双
线性模型的语义相似度方法、神经网络学习方法和图神经网络学习方法；②对未来知识图谱表示学习与推理方
法进行展望。知识图谱的表示学习与推理方法的发展，对推动整个知识社区和强人工智能发展具有重要意义。
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　　随着深度学习、大数据和云计算等新一代信
息技术的发展，促使当前计算机发展从数据智能

时代逐渐向认知智能跨越。以数据工程和算法分

析设计为核心的计算方法层出不穷，促使数据的规

模和知识外延不断扩大。研究者们不再局限于早

期单一数据种类和关系的研究，而是加强了对多模

态、多结构、多语义以及隐变量等图数据的探究［１］。

在数据种类明显和可获取的基础上，多种形

式的数据都能通过以图或网状结构来表征。另一

方面，自然语言处理和知识工程的发展，使得各种

社会现象和数据系统通常也能被重新划分为具有

一组节点和关系的网络。真实大数据的网络结构

建模以及针对更复杂（动态、文本丰富和异构）的

网络分析，也需要新算法和新模型进行更加有效

的学习、推理和预测。同时，以网状数据为代表的

各类网络任务的发展，如结构发现、链路预测和异

常检测任务等，也开始引起了学者的关注。

知识图谱作为谷歌提出的一种用于搜素引擎

优化的概念，已经发展成为良好的图形数据表征

工具和知识存储库。知识图谱是由实体和链接标

签组成的文本结构图数据［２］，其标准形式为三元

组，即＜实体１，链接，实体２＞的形式。相比标准
的图数据，知识图谱中存储的是更为抽象化的文

本知识。知识图谱以其简易的数据表征方式、多

样化的知识表示和多层次的语义表达等优点，能

够有效运用于挖掘关联知识和复杂关系。在大规

模的开放知识图谱中，已经形成了诸如Ｗｉｋｉｐｅｄｉａ、
ＤＢＰｅｄｉａ和Ｙａｇｏ等千亿级别的知识图谱三元组数
据。在垂直领域的知识图谱上，通过构建知识模

型和制定信息抽取方式，已经形成了医疗、金融、

安全和教育等面向领域应用的知识图谱。

知识图谱推理是指根据图谱中现有知识进行

推理的过程。一般来说，推理过程分为简单推理

和复杂推理。简单推理是指在已有的结点和关系

上进行结点分类和链接预测的过程。复杂推理则

是在融合外部知识的前提下，实现非原有关系和

原有节点的推理。本文所指的推理，主要指的是

简单推理，即实体分类和关系预测任务。目前，在

文本表示学习方法和知识表示归纳出的各种方

法，使得在知识图谱上开展推理任务成为可能。

知识图谱上的推理工作主要分为２类：①局部任
务，主要为结点分类、链路预测和知识补全与推理

等；②全局任务，主要分为子图分类，图趋势预测
等。相比局部任务，全局任务对在图的全局信息

和局部信息上的学习能力要求更高。目前较多

工作集中于结点分类和链路预测。在图上的知

识推理算法上，早期工作主要集中于图的聚类算

法、图的最短路径和图的联通性算法层面。对于

更为深层次的挖掘，目前主要方式仍然是将图上

的数据转化为以路径的方式进行学习或者采样后

再学习的方式。知识推理的方法上，主要分为以

下４类：①基于距离知识表示方法；②基于语义相
似度的三元组表示方法；③基于神经网络的表示
方法；④基于图神经网络的方法。本文将详细介
绍和讨论目前知识图谱局部任务上各推理方法的

发展近况。

１　基于距离的模型方法

１．１　ＴｒａｎｓＥ模型［３］

最早提出基于距离模型的表示学习方法的为

ＴｒａｎｓＥ模型。该模型是假设三元组（ｈ，ｒ，ｔ）存在
前提下，尾部实体（ｔ）的嵌入表示应接近头部实体
（ｈ）的嵌入加上表示关系类型（ｒ）的表示向量。通
过Ｌ１或Ｌ２范数的距离度量使得所有三元组都尽
可能保证ｈ＋ｌ≈ｔ（尽可能降低ｈ＋ｒ－ｔ）。即

ｆｒ（ｈ，ｔ）＝ ｌｈ＋ｌｒ－ｌｔ Ｌ１／Ｌ２，
其中，ｌ为实体ｈ与关系ｒ在向量空间上的表征。

为了实现带偏差的拟合约束和提高训练的样

本约束，一般通过随机替换头部实体、关系和尾部

实体的方式实现负样本生成，并将最终损失调整

为正负样本的综合距离损失。损失函数为

Ｌｌｏｓｓ＝ ∑
（ｈ，ｒ，ｔ）∈Ｓ

∑
（ｈ′，ｒ′，ｔ′）∈Ｓ－

ｍａｘ（０，ｆｒ（ｈ，ｔ）＋

γ－ｆｒ′（ｈ′，ｔ′）），
其中，Ｓ是正确的已有三元组集合，Ｓ为随机替换
后生成的负样本三元组集合，ｍａｘ函数为较大值，
ｆｒ（ｈ，ｔ）为ｒ关系下实体间的距离差距，γ为三元组
最大支持间隔。

ＴｒａｎｓＥ相比其他以往的机器学习方法，其参
数较少，模型复杂度不高，能通过距离的方式直接

度量实体之间的语义相似度。相关实验表明，通

过ＴｒａｎｓＥ训练生成的关系和实体向量，能够大大
提升以往知识推理任务的效果。但其在距离表征

的可解释性以及复杂语义层面的解释与支持度

１８
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上，仍然有待探究。

１．２　ＴｒａｎｓＨ模型［４］

为了改进ＴｒａｎｓＥ对自反关系、多对一以及一
对多等关系的支持，以及改进距离悖论实体 Ａ＋
Ｂ＝Ｃ，Ａ＋Ｂ＝Ｄ→Ｃ＝Ｄ，改进的ＴｒａｎｓＨ算法则假
设实体间的距离，需要根据不同实体间的关系所在

平面进行计算。其距离的度量上转化为如下函数：

ｌ"ｈ，ｔ＝ｌｈ，ｔ－ｗ"ｌｈ，ｔ ｗ，
ｆｒ（ｈ，ｔ）＝ ｌ" ＋ｌｒ－ｌ" Ｌ１／Ｌ２，

其中，ｌｈ，ｔ为原有的向量的实体嵌入表示，
Ｗ⊥为关系ｒ平面所在的法向量，｜ｗ｜为 ｈ或者 ｔ
实体向量在 ｒ关系屏幕 ｗ上的投影长度。相比
ＴｒａｎｓＥ，ＴｒａｎｓＨ虽在一定程度上增加了计算量，但
在关系密集的知识三元组数据库中，ＴｒａｎｓＨ对实
体和关系的计算仍然是处于同一语义空间的。

１．３　ＴｒａｎｓＲ／ＣＴｒａｎｓＲ模型［５］

从语义学的角度而言，对于关系 ｈ和实体类
型，应当分别在相应的实体语义空间和关系语义

空间进行转换操作。因此，ＴｒａｎｓＲ在实体和关系
向量的转换上通过矩阵转换形式进行了改进，即

ｌｒｈ，ｔ＝ｌｈｔＭｒ，
ｆｒ（ｈ，ｔ）＝ ｌ

ｒ
ｈ＋ｌｒ－ｌ

ｒ
ｔ Ｌ１／Ｌ２，

主要采用特定的Ｍｒ关系矩阵进行实体ｈ和ｔ
的向量转换以生成对应的 ｌｒｈ和 ｌ

ｒ
ｔ。进一步地，由

于ＴｒａｎｓＲ在实体距离的度量上并未考虑实体间关
系可能存在的多类别情况，因此，ＣＴｒａｎｓＲ通过实
现对关系的再分类和对每个关系子空间 ｃ分配特
定的投影矩阵Ｍｃｒ，并对这些投影矩阵转化后所形
成的关系向量嵌入进行聚类，以便获取最终的关

系向量表示。

Ｍｒｈ，ｔ＝ｒｐＤ
ｐ
ｈ，ｔ＋Ｉ

ｍ×ｎ，

ｌｒｈ，ｔ＝ｌｈｔＭ
ｒ
ｈ，ｔ，

ｆｒ（ｈ，ｔ）＝ ｌ
ｒ
ｈ＋ｌｒ－ｌ

ｒ
ｔ Ｌ１／Ｌ２，

其中，Ｄ为实体ｈ和ｔ在各自用于调整相应实体上
的投影矩阵，Ｍ为实体最终的投影矩阵，ｌｒ为实体
ｈ和实体 ｔ在矩阵初始嵌入经过 Ｍ投影后的矩
阵。相比其他算法，ＴｒａｎｓＤ实现了更加复杂的语
义空间向量，实体也需要参与投影向量的计算，并

在一定程度上减少了参数数量和矩阵运算量。

１．４　小结
图１为Ｔｒａｎｓ距离模型的集合表示模型，可以

看到随着对距离模型研究的深入，这类模型开始

由稀疏的、单关系的和同语义空间下的计算向密

集、多关系和复杂语义空间过渡，使得模型得以学

习更多信息。关于距离模型的相关改进不断演

化，出现了 ＴｒａｎｓＳｐａｒｅ［６］、ＴｒａｎｓＧ［７］、ＴｒａｎｓＡ［８］和
ＫＧ２Ｅ［９］等多种模型，从不同角度尝试解决复杂关
系建模问题。

图１　Ｔｒａｎｓ距离表示模型

Ｆｉｇ．１　Ｔｒａｎｓｄｉｓｔａｎｃｅｒｅｐｒｅｓｅｎｔａｔｉｏｎｍｏｄｅｌ

　　基于距离的算法，如图２所示，在经过２００代
的正确例（正确的三元组）和错误例（错误的三元

组或者人为修改的三元组）作为训练数据例的前

提下，模型实现了最终的数据表征。通过该方法，

电影《哈利波特》的女主角之一罗琳与科学、神秘

和恐怖类的小说的实体结点在语义空间上比较接

近，而与自传类小说距离较远，从语义空间的层度

进一步验证了该类距离模型的有效性。

图２　Ｔｒａｎｓ距离算法的几何验证

Ｆｉｇ．２　ＧｅｏｍｅｔｒｉｃｖｅｒｉｆｉｃａｔｉｏｎｏｆＴｒａｎｓｄｉｓｔａｎｃｅａｌｇｏｒｉｔｈｍ

２８
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　　基于距离模型的算法能够在大规模稀疏知识
图谱上取得较好的准确率和易用性，但是对于细

粒度的、多跳知识关联和子关系信息的学习，模型

对这类信息的关注仍然有所不足。此外，距离模

型的语义解释性上相对较弱。

２　双线性模型及其变体

与基于距离的嵌入模型不同，双线性模型主

要采用的假设依据为实体与关系之间是存在着潜

在语义，通过匹配实体和关系的潜在语义空间相

似度，能度量三元组事实的可信度。常见的模型

可以分为 ＲＥＳＣＡＬ模型［１０］及其变体 ＤｉｓｔＭｕｌｔ［１１］、
Ｈｏｌｅ［１２］、ＣｏｍｐｌＥｘ［１３］和ＡＮＡＬＯＧＹ准则［１４］。

２．１　ＲＥＳＣＡＬ模型
ＲＥＳＣＡＬ模型认为实体与关系之间的向量嵌

入是存在潜在的语义交互作用，因此，在线性模型

的假设上采用了如图３所示的复杂线性模型。与
距离模型不同，ＲＥＳＣＡＬ模型采用的评价函数ｆ为

ｆｒ（ｈ，ｔ）＝ｈ
ＴＭｒｔ＝∑ｄ－１

ｉ＝０∑
ｄ－１

ｊ＝０
［Ｍｒ］ｉｊ·

［ｈ］ｉ·［ｔ］ｊ，
其中，ｄ为实体的编码层长度，Ｍｒ为头部实体ｈ到
尾部实体ｔ的关系矩阵。

图３　双线性模型及其变体
Ｆｉｇ．３　Ｂｉｌｉｎｅａｒｍｏｄｅｌｓａｎｄｔｈｅｉｒｖａｒｉａｎｔｓ

　　ＲＥＳＣＡＬ实体和关系的运算上采用的是矩阵
运算，因此，每个实体 ｈ和 ｔ的深层编码信息能够
实现交互计算，使得最终评价得分上包含了这部

分语义相似信息。

２．２　ＤｉｓｔＭｕｌｔ模型
与此同时，由高计算量带来的过拟合和复杂

度问题Ｏ（ｎ２）是ＲＥＳＣＡＬ模型在大规模知识图谱
上较难开展的原因之一。因此，如图３（ｂ）所示，
ＤｉｓｔＭｕｌｔ通过简化的矩阵松弛方式对计算方式进
行了更改，即：

ｆｒ（ｈ，ｔ）＝ｈ
Ｔｄｉａｇ（Ｍｒ）ｔ＝∑ｄ－１

ｉ＝０
ｄｉａｇ（Ｍｒ）ｉ·

［ｈ］ｉ·［ｔ］ｉ，
其中，ｄｉａｇ（）为对角矩阵上的主对角线值，ｉ为 ｈ
和ｔ的编码表示中的第ｉ位。

ＤｉｓｔＭｕｌｔ模型以较为简化的方式降低了计算
量，其假设语义相似度的表示是同各自编码中的

对应位置上的信息有关，并且这种信息相似度在

关系矩阵中仅与矩阵对角线上的值有关。由计

算公式可知，ｈ和 ｔ的位置变换并不会引起矩阵
计算量值的变换。因此，对于具备非对称关系或

者多重关系的三元组，ＤｉｓｔＭｕｌｔ虽降低了计算量
和复杂度Ｏ（ｄ），但仍然不足以表征这些复杂关系
等信息。

２．３　ＣｏｍｐｌＥｘ模型
为了解决上述在非对称关系模型的信息表征

不足问题，如图３（ｃ）所示，ＣｏｍｐｌＥｘ采用引入复数
的方式对语义相似度度量方式进行了进一步改

造。通过引入复数的操作，使得对ｈ和ｔ的非对称
关系（互换位置）能够得到不同的信息表征，从而

学习到非对称关系上的更多信息。具体计算方式

如下：

ｆｒ（ｈ，ｔ）＝Ｒｅ（ｈ
Ｔｄｉａｇ（Ｍｒ）珋ｔ）＝

　　Ｒｅ（∑ｄ－１

ｉ＝０
ｄｉａｇ（Ｍｒ）ｉ·［ｈ］ｉ·［珋ｔ］ｉ），

其中，Ｒｅ为复数取实值操作，珋ｔ为尾部实体 ｔ的共
轭复数。

通过复数表征和共轭函数操作，使得头部实

体和尾部实体信息的互换所导致的计算得以不

同，从而影响最终三元组的得分。

２．４　Ｈｏｌｅ模型
本质上，ＲＥＳＣＡＬ的计算复杂度高和 ＤｉｓｔＭｕｌｔ

的计算信息不平衡问题并没有在 ＣｏｍｐｌＥｘ中得到
融合。为此，Ｈｏｌｅ模型中和了 ＲＥＳＣＡＬ的表达能
力和 ＣｏｍｐｌＥｘ与 ＤｉｓｔＭｕｌｔ的计算效率特点，将三
元组计算方式度量为如图３（ｄ）所示的几何表示，
其具体评价函数为

３８
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ｆｒ（ｈ，ｔ）＝ｒ
Ｔ（ｈｔ）＝∑

ｄ－１

ｉ＝０
［ｒ］ｉ∑

ｄ－１

ｋ＝０
［ｈ］ｋ·

［ｔ］（ｋ＋ｉ）ｂｍｏｄｄ，
其中，ｈｋ为ｋ位置上的实体编码，ｔ为与头部实体ｈ
对应的尾部实体的所有编码输入，ｒ为控制每个 ｉ
关系的信息编码。

Ｈｏｌｅ模型从一定程度上降低了计算量，另一
方面通过降低矩阵关系 ｒ的编码并赋予语义空间
的含义，使得多种实体和复杂关系的语义相似度

计算得以区分。

２．５　ＡＮＡＬＯＧＹ
ＡＮＡＬＯＧＹ模型将双线性模型进行了总结，通

过是否支持实体互换操作制定了分类准则。此

外，ＡＮＡＬＯＧＹ还通过引入交换律和规则化的方
式，对关系矩阵进行了总结，即双线性模型应当符

合：

规则化：ＭｒＭ
Ｔ
ｒ＝Ｍ

Ｔ
ｒＭｒ，ｒ∈#

交互率：ＭｒＭｒ′＝ＭｒＭｒ，ｒ，ｒ′∈#

事实上，与基于距离的模型相比，双线性模型

以尽可能符合三元组事实结构的方式进行了建

模，具备一定的解释性。然而，其在多关系、子关

系等复杂关系的表征上仍然不够全面，因此，往往

不能在大规模知识图谱方面广泛应用。以（美国，

总统，拜登）和（拜登，出生，美国）２个事实三元组
为例，这种级联关系并无法得到表征。相反，对于

领域特定知识图谱或者关系较为简易的知识图

谱，往往能够通过其较大的计算量和参数量取得

不错的效果。

２．６　小结
线性模型是以ＲＥＳＣＡＬ模型及其变体为代表

的一类模型。这类模型认为三元组的信息是通过

点积的方式直接对实体和关系进行复合后形成

的。相比距离模型而言，这类模型能够抛开距离

限制，赋予了一定的解释性和编码多样化表达的

可能，但同时也增加了模型的计算量和复杂度。

３　神经网络模型的学习方式

基于神经网络的模型是另一种由深度神经网

络结构所衍生的知识表示学习方法。通过神经网

络模型在嵌入层获取实体和关系的表示层的向量

表示，在隐藏层对这些向量表示进行运算，再在输

出层进行相应的变化，以获取最终的知识三元组

分数表征。

如图４所示，分别为基于能量聚合的 ＳＭＥ模
型［１５］、ＮＴＮ模型［１６］以及 ＭＬＰ模型［１７］和 ＮＡＭ模
型［１８］的计算方式。

图４　基于神经网络的推理模型（图片来源文献［１９］）
Ｆｉｇ．４　ＮｅｕｒａｌＮｅｔｗｏｒｋｂａｓｅｄｒｅａｓｏｎｉｎｇｍｏｄｅｌ（ｉｍａｇｅｆｒｏｍ

Ｒｅｆ．［１９］）

３．１　ＳＭＥ模型
ＳＭＥ模型首先将三元组的评价分为２个计算

模块：头部实体 ＋关系，尾部实体 ＋关系的方式。
独立地，项目还对每个独立模块下的实体和关系

赋予独立的权值矩阵，具体的计算方式可采用如

下２种方式之一：
ｆｒ（ｈ，ｔ）＝（Ｍ

１
ｕｈ＋Ｍ

２
ｒｒ＋ｂｕ）Τ（Ｍ

１
ｖｔ＋Ｍ

２
ｖｒ＋ｂｖ）

ｆｒ（ｈ，ｔ）＝（（Ｍ
１
ｕｈ）·（Ｍ

２
ｒｒ）＋ｂｕ）Τ（（Ｍ

１
ｖｔ）·

（Ｍ２ｖｒ）＋ｂｖ），
其中，Ｍ为控制各部分信息的权值矩阵，ｂ为偏置
值，ｈ与ｔ为实体编码，ｒ为关系编码。
３．２　ＮＴＮ模型

不同于ＳＭＥ模型，ＮＴＮ神经网络计算模型将
得分函数设计为３个部分：头部实体的信息、尾部
实体的信息，以及实体关联的关系信息计算部分。

通过对该３部分信息进行信息聚合后，使用 ｔａｎｈ
函数转化为影响关系变量的权值，再对权值与关

系编码进行相乘得到最终三元组的得分表征：

ｆｒ（ｈ，ｔ）＝ｒ
Ｔｔａｎｈ（ｈＴＭｒｔ＋Ｍ

１
ｒｈ＋Ｍ

２
ｒｔ＋ｂｒ），

４８
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ＮＴＮ模型在设计上采用的是基于关系的模型计算
方式，对于表征多关系或者复杂关系上的变化具

备一定优势。

３．３　ＭＬＰ模型
相比 ＳＭＥ模型和 ＮＴＮ模型的较大计算量和

参数量，ＭＬＰ模型在设计上采用了简洁划分的神
经网络思想，采用３个权重独立控制头部实体、尾
部实体以及关系的信息。此外，在最终的激活后

处理上，采用的是独立的权值矩阵代替关系编码

的方式。其具体计算如下：

ｆｒ（ｈ，ｔ）＝ｗ
Ｔｔａｎｈ（Ｍ１ｈ＋Ｍ２ｔ＋Ｍ３ｒｔ＋ｂｒ），

其中，Ｍ１、Ｍ２和 Ｍ３是控制各部分信息的权值矩
阵，ｗ为附加的用于控制最终得分矩阵。
３．４　ＮＡＭ模型

为了提高模型在解释性以及在深层关系上的

细微变化，ＮＡＭ神经关联模型通过以头部实体和
关系编码联结作为输入，然后将该输入放入 Ｌ层
神经网络中进行训练，通过激活层得到最终的权

值得分。进一步地，将该权值得分与尾部实体编

码相乘求得语义相似性最终得分，计算如下：

ｆｒ（ｈ，ｔ）＝ｔ
ＴＲｅｌｕ（Ｍｌｚ（ｌ－１）＋ｂ（ｌ）），ｌ＝１，…，Ｌ，
Ｚｌ＝Ｒｅｌｕ（Ｍｌｚ（ｌ－１）＋ｂ（ｌ）），

其中，ｌ为层数，Ｚ为上一层输出，初始化为Ｚ（０）＝
（ｈ，ｒ）∈Ｒ２ｄ，Ｌ为层数，Ｍ为第 ｌ层的参数矩阵，
Ｚｌ为每层的输出。
３．５　其他模型

在更为复杂的深度学习模型中，如图５所示
的Ｐｒｏｊｅ模型结构［２０］。

图５　Ｐｒｏｊｅ模型（来源文献［２０］）
Ｆｉｇ．５　ＰｒｏｊｅＭｏｄｅｌ（ＦｒｏｍＲｅｆ．［２０］）

　　Ｐｒｏｊｅ模型首先将实体的候选集投影到输入数

据的目标向量表示，使用可学习的组合算子将表

示输入数据的嵌入向量组合成目标向量，优化了

候选实体（关系）的集合。进一步的，模型通过相

关函数ｆ聚合了相应信息。模型为解决候选采样
提供了大量的三元组数据集合，并使用聚合函数

对这些信息进行了聚合，最后使用得分算子 ｇ的
数值来实现三元组排名。

也有Ｙａｏ等［２１］从ＢＥＲＴ模型的方式将每个标
记的输入向量表示成其词向量、位置向量和段落

向量的和，得到三元组在上下文相关的隐层表示

后，传入一个ｓｉｇｍｏｉｄ层用来计算三元组的得分。
３．６　小结

基于神经网络的模型与双线性模型的解释基

础都是建立在信息聚合的前提下，但在计算思想

上采用模块化计算和数据归一化的思想。在基于

神经网络的模型当中，头部实体、尾部实体和关系

不是通过３者直接点积操作实现，而是由独立权
值控制各部分信息，并采用激活函数进行三元组

信息平滑处理的思想。在网络结构的设计上，神

经网络的方式更加灵活多变，能够根据具体任务

所关注的需求进行相应改进，如侧重关系或者结

点信息的提取。基于神经网络的模型能够以其更

加庞大的计算量和参数量获得较强的学习能力和

推理能力，但具备高复杂度和低解释性的特点。

４　基于图神经网络的方法

图神经网络是一种近年来提出的网络模型，

其通过在图上开展相应的卷积学习方式并聚合图

上的相应特征与信息，能够在图关系的学习中，获

得良好的图谱推理任务效果。

目前图神经网络主要划分为５个类别：图卷
积网络（ＧｒａｐｈＣｏｎｖｏｌｕｔｉｏｎＮｅｔｗｏｒｋｓ，ＧＣＮ）、图注
意力网络（ＧｒａｐｈＡｔｔｅｎｔｉｏｎＮｅｔｗｏｒｋｓ）、图自编码器
（ＧｒａｐｈＡｕｔｏｅｎｃｏｄｅｒｓ）、图生成网络（ＧｒａｐｈＧｅｎｅｒａ
ｔｉｖｅＮｅｔｗｏｒｋｓ）和图时空网络（ＧｒａｐｈＳｐａｔｉａｌｔｅｍｐｏ
ｒａｌＮｅｔｗｏｒｋｓ）。本文主要以图卷积网络推理工作
进行介绍。

图卷积神经网络的计算流程一般分为２个部
分：①图结构模型的构建，在图结构模型构建中，
需要根据已有的知识图谱结构，定义节点类型和

链接类型，并根据下游具体任务进行适当的结构

５８
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改造；②图的信息传播和聚合过程，如图６所示，
通过已有的知识图模型结构进行信息的传播和聚

合，将某一结点的信息归结于所在结点的近邻结

点和关系的复合表征。不同于以往方式，该方式将

能以符合图谱结构的方式进行学习，并能使得最终

模型获取到多层结点和关系上的图特征信息。

图６　图神经网络的基本学习方式
Ｆｉｇ．６　Ｔｈｅｂａｓｉｃｌｅａｒｎｉｎｇｍｏｄｅｏｆｇｒａｐｈｎｅｕｒａｌｎｅｔｗｏｒｋ

　　常见的信息传播和聚合包括：１ｈｏｐ邻接结点
聚合，２ｈｏｐ邻接结点聚合，元路径学习等方式。１
ｈｏｐ邻接结点聚合代表的是一个结点的信息，是由
其结点相关联的关系的信息以及其邻结点的节点

信息聚合而成。２ｈｏｐ邻接结点聚合是一个结点
的信息，是由其２层结点相关联的关系的信息以及
其２层邻结点的节点信息聚合而成。本节将主要
面向结点分类和链路预测的 ＧＣＮ，ＲＧＣＮ和 Ｈ
ＧＣＮ模型。
４．１　ＧＣＮ［２２］

ＧＣＮ是一种基于图结构的图卷积网络，也是
图网络学习的雏形。一般而言，图卷积网络的基

本公式如下。每一层的信息都由前一层的信息聚

合而成。如下为每一层的信息更新：

Ｈ（ｌ＋１）＝σ（珟Ｄ－１２
珟Ａ珟Ｄ－１２Ｈ

（ｌ）Ｗ（ｌ）），

其中，Ｈｌ＋１代表更新之后的隐藏层信息，Ｈｌ代表当
前结点的特征，对于输入层而言，Ｈ就是输入的图
数据信息Ｘ。Ｄ代表图数据的邻接矩阵，Ａ代表结
点之间的共享信息矩阵，一般为 Ｎ×Ｎ维的矩阵，
Ｗ代表的是权重。

具体地，通过构造一个２层 ＧＣＮ的模式将能
实现一定的推理任务。在第一层 ＧＣＮ中使用类
似Ｒｅｌｕ函数进行激活隐层值。进一步，通过将隐
层值作为新值，输入到外层 ＧＣＮ结构中，并在激
活函数中选择 Ｓｏｆｔｍａｘ归一化的方式进行标签权
重的分配。整体的正向传播的公式为

Ｚ＝ｆ（Ｘ，Ａ）＝ｓｏｆｔｍａｘ（珘ＡＲｅＬＵ（珘ＡＸＷ（０））Ｗ（１））．
对于实体分类任务而言，损失函数则被定义

如下：

!

＝－∑
ｌ∈ｙＬ
∑
Ｆ

ｆ＝１
ＹｌｔｌｎＺｌｆ，

其中，Ｆ代表节点的分类树，ＹＬ则是有该标签的节
点的集合，如Ｙｌｆ为标签为ｆ的所有点的集合。

由于基于 ＧＣＮ的推理模型往往具备较大的
参数量和计算量，为防止过拟合效果，一般层数选

择上大都小于３层。
４．２　ＲＧＣＮ［２３］

ＲＧＣＮ（ＲｅｌａｔｉｏｎＧＣＮ）全名为基于关系的卷
积网络构成。相比于 ＧＣＮ，该模型（图７）考虑了
更多的图信息。首先，该模型将关系分为３类：①
指向结点自身的关系；②指向外部结点的关系；③
结点自身的关系。通过聚合这３类关系的信息向
量，结合已有的ＧＣＮ模型，最终经过ＲＥＬＵ函数依
据任务要求获取相应的概率分布。

图７　ＲＧＣＮ的模型示意图（图片来源于文献［２３］）

Ｆｉｇ．７　ＭｏｄｅｌｓｃｈｅｍａｔｉｃｏｆＲＧＣＮ（ｉｍａｇｅｆｒｏｍＲｅｆ．［２３］）

　　相比 ＧＣＮ，ＲＧＣＮ在隐藏层的信息单独分离
了边的信息和结点自身的信息，使用了Ｗｒ来表示
和调整其边上的临近结点的信息，弥补了 ＧＣＮ对
于边相连结点信息的考虑不足特点。具体结点的

信息计算公式如下：

ｈ（１＋１）ｉ ＝σ∑
ｒ∈Ｒ
∑
ｊ∈Ｎ

１
Ｃｉ，ｒｗ

（１）
ｒ ｈ

（１）
ｊ ＋ｗ（１）０ ｈ

（１）( )ｉ ，

其中，ｈ代表隐藏层信息，ｉ代表结点编号，ｌ代表
层数，ｃ代表边的数量，Ｎ代表特点边类型的关系
数量，ｊ代表其中一条边，ｊ代表与 ｉ相连的结点中

６８
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关系为ｒ的结点的信息，Ｗ０代表原始结点信息的
优化权重矩阵，Ｗｒ代表临近边信息的优化权重
矩阵。

在ＲＧＣＮ中，高层结点的隐藏信息能够以低
层结点的隐藏信息及其所连接的不同类型的边的

信息聚合而成。相比结点的损失定义上，关系损

失的定义使用了多一层的 ＤｉｓｔＭｕｌｔ解码器。这使
得能够在结点损失的基础上，进一步通过 ＤｉｓｔＭｕｌｔ
模型转化为边损失分数。最终，通过输入已经存

在的知识图数据进行训练优化。

４．３　ＨＧＣＮ［２４］

ＨＧＣＮ（ＨｉｅｒａｒｃｈｉｃａｌＧＣＮ）中文名为层次
ＧＣＮ，相比简单的 ＧＣＮ结构（通常只包含 １～２
层），其定义了多层次的ＧＣＮ。由于简单的进行多
层次的ＧＣＮ聚类会使得计算量增大，同时会使得
模型过拟合。因此，层次 ＧＣＮ的任务进行了层级
信息共享设计（图８）。

图８　ＨＧＣＮ的模型架构图（来源于文献［２４］）
Ｆｉｇ．８　Ｈｇｃｎｍｏｄｅｌａｒｃｈｉｔｅｃｔｕｒｅｄｉａｇｒａｍ（ＩｍａｇｅｆｒｏｍＲｅｆ．

［２４］）

　　在图８中，有７层 ＧＣＮ结构，其中，３层为粗
糙层，３层为对称精炼层，１层为输出层。ＨＧＣＮ
是一个端到端的对称的网络结构。左侧部分中，

图的表示矩阵在每次图卷积操作后，使用粗提取

方式把结构相似的节点合并成超节点，实现逐层

减小图的规模。对应地，右侧在每次 ＧＣＮ操作后
将超节点进行还原，即可得到每个原始节点的表

达。同时，在对称的神经网络层之间加了路径连

接，从而可以更好地综合左右部分信息。具体公

式为

Ｈｉ＝Ｍｌ－ｉ·Ｇｉ＋Ｇｌ－ｉ，
其中，Ｍ为每层赋予的权值矩阵，Ｇ为图的表示矩
阵，ｌ为层数，ｉ为层索引。

相比ＲＧＣＮ而言，ＨＧＣＮ采用的策略是对粗

细层次的图特征信息进行聚合的方式，而 ＲＧＣＮ
则采用的是在原有图结构信息上获取更多的结点

和边信息汇入方式。

４．４　小结
事实上，图卷积神经网络发展较为迅猛，用于

结点分类和链路预测的推理模型远不止上述部

分。本文仅以ＧＣＮ、ＲＧＣＮ和用于结点分类的Ｈ
ＧＣＮ为例进行文献梳理。图神经网络符合了知识
特性：知识三元组是动态调整与演进的，是路径触

发的，非线性的。在网络结构上，能以符合知识图

谱的网状神经网络方式进行学习，因此，能够取得

较好的学习效果。此外，基于图神经网络的算法，

采用更高的计算量和更加多样化的信息聚合和传

播方式，因此，能够聚合图上更多特征信息。但

是，由于参数计算庞大所带来的图学习过拟合特

性，使得图神经网络模型往往无法适用于密集知

识三元组以及知识图谱结构的变化。

５　总结与展望

得益于知识表示学习和神经网络科学的发

展，知识图谱推理方法已经形成了包括本文所梳

理的４类学习方式。本文将知识图谱推理方法分
为以下４类：①基于距离模型的方法；②基于双线
性模型的方法；③基于神经网络的方法；④基于图
卷积神经网络的方法。此外，本文详细梳理了各

类方法上的代表性模型及其计算方式，以快速掌

握目前知识图谱表示学习与推理的研究近况。

事实上，目前关于知识表示学习方法也在随

着知识表示和知识外延的扩充而在不断变

化［２５－２８］，如时空知识图谱、面向推理的事理图谱

和元路径学习方式 Ｄｅｅｐｗａｌｋ等。未来，面向知识
推理的知识表示学习模型应该更加关注如下几

点：

（１）图特征的知识表示学习
本文所指出的４类学习方法，都需要将完整

的具备图语义的大图划分为系列知识三元组。事

实上，这种由于训练前数据处理所带来的信息损

失是可以避免的。通过融合图上学习到的相关特

征信息到现有的向量嵌入或者模型设计中，能够

在一定程度上缓解由于图特征缺失所带来的信息

偏差。

７８
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（２）动态知识图谱的学习
知识图谱中的知识三元组是不断变化的，其

所形成的三元组和图结构也是不断变化的。以金

融知识图谱为例，一般具备三元组数据增长快、前

后时刻知识关联的特征。因此，如何学习到知识

图谱动态变化中的时序信息，并融入到现有的知

识图谱推理工作中，是值得关注的。

（３）跨领域知识迁移的知识图谱学习
现有的知识图谱推理本质上是数据驱动的学

习方法。因此，其所学习到的信息仅对当前状态

下的知识图谱具备可靠性。对于其他类似领域的

知识推理或者变换不大的知识图谱上，其知识推

理能力一般不具备可迁移能力。如何复合跨领域

的知识图谱，实现知识推理能力的迁移，是知识图

谱推理工作的研究热点之一。

知识推理工作仍然处于弱知识推理工

作［２９－３１］，对于实现更加完备的强知识推理，还需

要融合更多认知科学和脑科学机理，建立统一的

知识联系接口以完善知识库，提高知识图谱构建

的战略共识等。
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