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摘要:本研究突破传统流行病学队列设计的理论框架ꎬ创立 ＡＩ 语言表征的多模态队列理论方法体系ꎬ形成 ＡＩ 语

言建模的多模态队列新范式ꎮ 该体系整合健康档案、电子病历、影像、基因等多源异构数据ꎬ借助 Ｔｒａｎｓｆｏｒｍｅｒ 等

ＡＩ 模型进行低维嵌入ꎬ统一量化为多模态嵌入向量ꎮ 围绕“数字组学－数字生物标记－数字表型”三层架构ꎬ提出

多模态融合、嵌入向量生成、因果推理等关键方法ꎮ 创新性提出数字生物标记需满足 ＰＩＣＬＳ 准则:可预测性

(ｐｒｅｄｉｃｔａｂｌｅ)、可解释性( ｉｎｔｅｒｐｒｅｔａｂｌｅ)、可计算性(ｃｏｍｐｕｔａｂｌｅ)、潜变量性( ｌａｔｅｎｔ￣ｖａｒｉａｂｌｅ)、稳定性( ｓｔａｂｌｅ)ꎻ数字表

型在此基础上还应满足终点性(ｅｎｄｐｏｉｎｔｓ)ꎬ即 ＰＩＣＬＳＥ 准则ꎬ确保多模态队列的应用价值ꎮ 技术方面ꎬ本文详述了

嵌入生成、数据编码 / 解码、数据库构建及标记提取等流程ꎮ 以猩红热主动监测为应用案例ꎬ展示多模态嵌入队列

的实际应用效果ꎮ 该体系为流行病学队列研究提供了新范式ꎬ对推动精准医疗与公共卫生智能化具有重要意义ꎮ
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　 　 传统队列设计与分析方法在医学研究中曾取得

辉煌成就ꎬ但在面对现代医学多源异构、动态复杂的

大数据环境时ꎬ逐渐显现出多重局限性ꎮ 首先ꎬ在信

息维度方面存在显著限制ꎮ 传统方法依赖结构化表

格数据ꎬ难以有效整合和处理非结构化文本、图像数

据及连续生命体征等高维复杂信息ꎬ导致大量有价

值的信息无法被纳入分析框架ꎮ 其次ꎬ传统统计方

法面临“黑箱”困境ꎮ 在生物医学系统中ꎬ机制复

杂、变量众多、关系模糊ꎬ传统方法常基于线性假设

或变量简化处理ꎬ难以揭示多层次变量之间的潜在

因果路径ꎬ犹如在黑箱中操作ꎬ缺乏机制可解释性和

预测稳定性ꎮ 再次ꎬ因果推断能力薄弱是另一大瓶

颈ꎮ 由于真实世界中的因果链常伴随混杂因素和系

统偏倚ꎬ传统统计方法即便采用前沿设计ꎬ仍难以完

全消除这些干扰ꎬ造成推断结果的不确定性和外部

效度不足ꎮ 综上ꎬ传统队列方法已难以满足对高维、
多模态、生物机制可解释性和真实因果推断的研究

需求ꎬ迫切需要重构以 ＡＩ 语言表征驱动的新型队

列设计与分析范式ꎮ 因此ꎬ传统的流行病学队列研

究在面对爆炸式增长的多源异构健康医疗大数据

时ꎬ其既有的理论框架已难以适应ꎮ 本文以前瞻性

的科学视角ꎬ突破传统流行病学队列设计的理论桎

梏ꎬ独辟蹊径地创立基于 ＡＩ 语言表征的多模态队

列理论方法体系ꎬ从而开创基于 ＡＩ 语言建模的多

模态队列研究全新范式ꎮ
这一创新性体系的核心在于其对海量健康医疗

数据的整合与处理能力ꎮ 它融合了包括健康档案、
电子病历、医学影像以及生物传感器等多源异构数

据ꎮ 借助 Ｔｒａｎｓｆｏｒｍｅｒ 模型等先进的 ＡＩ 模型ꎬ将这

些原本分散、复杂的数据巧妙地转化为统一的低维

嵌入向量[１]ꎬ实现了不同模态数据在同一语义空间

的高效对齐与深度集成ꎮ 这种基于 ＡＩ 语言表征的

嵌入技术[２￣１６]ꎬ是构建多模态队列的基石ꎬ它将医疗

数据的复杂性转化为可计算、可分析的数字形式ꎬ为
后续的智能应用奠定了坚实基础ꎮ

本文围绕“数字组学－数字生物标记－数字表

型”这一独创性三层架构ꎬ系统阐述多模态融合、嵌
入向量生成以及因果推理等一系列关键方法ꎮ 尤为

重要的是ꎬ本研究提出数字生物标记必须满足的

ＰＩＣＬＳ 严苛验证准则ꎬ即具备可预测性 ( ｐｒｅｄｉｃｔａ￣
ｂｌｅ)、可解释性( ｉｎｔｅｒｐｒｅｔａｂｌｅ)、可计算性( ｃｏｍｐｕｔａ￣
ｂｌｅ)、潜变量性( ｌａｔｅｎｔ￣ｖａｒｉａｂｌｅ)和稳定性( ｓｔａｂｌｅ)ꎮ
在此基础上ꎬ为数字表型进一步增加了终点性(ｅｎｄ￣
ｐｏｉｎｔｓ)要求ꎬ形成更为完善的 ＰＩＣＬＳＥ 准则ꎬ从而有

力保障多模态队列在疾病预测和干预中的实际应用

价值和临床意义ꎮ 为了确保这些数字生物标记和数

字表型的科学性和可靠性ꎬ创新性地引入了严谨的

因果推理框架ꎬ通过相关性分析、干预效应评估、反
事实推理[１７]等多层次、多维度的分析ꎬ确保所提取

的数字特征不仅与健康结局存在统计关联ꎬ更具备

确切的因果解释力[１７]ꎮ 这标志着从传统的统计学

关联分析迈向了更深层次的因果关系挖掘ꎬ极大提

升了研究结论的医学可信度和指导意义ꎮ
在技术方法实现层面ꎬ本文详细剖析了 ＡＩ 语

言表征的多模态队列的设计方法ꎬ包括多模态数据

输入、数据编码、嵌入向量生成、数据解码与复原的

全流程ꎬ并构建了支持这些操作的数字组学数据

库[１８￣２０]ꎮ 数字组学的概念在本体系中被赋予了全

新的内涵ꎬ它不再仅仅是数据的简单汇集ꎬ更是通过

ＡＩ / ＭＬ 技术的赋能ꎬ实现个体化诊疗的新兴范式ꎮ
数字生物标记[１] 和数字表型[２１] 的提取与验证方法

在本体系中得到了系统性的构建ꎬ特别结合因子分

析、结构方程模型[２２] 以及多环境因果推理[１７] 等方

法ꎬ确保了这些数字标记的潜变量性和稳定性ꎮ 同

时ꎬ通过 Ｐｒｅｎｔｉｃｅ 准则和因果中介分析[２３￣２４] 等手段

对数字表型的终点性进行严格验证ꎬ使其能够作为

可靠的临床替代终点ꎬ加速临床研究进程ꎮ
本文以猩红热主动监测为例ꎬ展示 ＡＩ 语言表

征的多模态队列在实际应用中的巨大潜力ꎮ 针对传

统传染病监测系统中早期漏诊导致疫情扩散的难

题ꎬ研究团队构建了一个基于巢式病例对照设计的

多模态数据库ꎬ并在此基础上ꎬ巧妙地利用 ＬｏＲＡ 微

调开源大模型[８￣９]ꎬ成功开发了猩红热主动监测 ＡＩ
大模型ꎮ 该模型在多中心、多模态数据上的交叉验

证表现出了令人瞩目的性能ꎬ尤其是在仅使用门诊

病历的情况下也能获得良好的监测效果ꎬ极大地提

高了猩红热早期预警和防控能力ꎬ为遏制疫情蔓延

提供强大的技术支撑ꎮ
本研究工作的意义不仅在于为流行病学队列研

究提供了崭新的范式ꎬ更为推动精准医疗和公共卫

生智能化提供了强有力的理论与方法支持ꎮ 随着技

术的不断演进ꎬＡＩ 语言表征的多模态队列有望在疾

病的精准预测、个性化诊疗以及智能健康管理等领

域带来变革性的突破ꎬ实现从海量多模态数据中挖

掘深层价值ꎬ驱动未来医学走向智能化、精准化ꎮ

１　 基本概念

Ｔｒａｎｓｆｏｒｍｅｒ 通过自注意力机制高效建模长文

本语义ꎬ推动了大规模预训练语言模型的发展ꎮ 近

年来ꎬ医学领域涌现出一系列特定模型ꎬ如生物医学

语言预训练模型 ( ｂｉｄｉｒｅｃｔｉｏｎａｌ ｅｎｃｏｄｅｒ ｒｅｐｒｅｓｅｎｔａ￣
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ｔｉｏｎｓ ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓ ｆｏｒ ｂｉｏｍｅｄｉｃａｌ ｔｅｘｔ ｍｉｎｉｎｇꎬ
ＢｉｏＢＥＲＴ) [２]在通用基于 Ｔｒａｎｓｆｏｒｍｅｒ 的双向编码器

( ｂｉｄｉｒｅｃｔｉｏｎａｌ ｅｎｃｏｄｅｒ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ Ｔｒａｎｓ￣
ｆｏｒｍｅｒｓꎬ ＢＥＲＴ)基础上引入生物医学文献语料进行

预训练ꎬ显著提升命名实体识别等任务表现ꎻ临床语

言预 训 练 模 型 ( ｃｌｉｎｉｃａｌ ｎｏｔｅｓ ｕｓｉｎｇ ｂｉｄｉｒｅｃｔｉｏｎａｌ
ｅｎｃｏｄｅｒ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓꎬ Ｃｌｉｎｉｃａｌ￣
ＢＥＲＴ) [３]使用临床笔记语料微调ꎬ使模型更适应临

床场景ꎻ生物医学语言理解与推理模型( ｔｈｅ ｂｉｏｍｅｄ￣
ｉｃａｌ ｌａｎｇｕａｇｅ ｕｎｄｅｒｓｔａｎｄｉｎｇ ｅｖａｌｕａｔｉｏｎ ｂｉｄｉｒｅｃｔｉｏｎａｌ
ｅｎｃｏｄｅｒ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓꎬ Ｂｌｕｅ￣
ＢＥＲＴ) [４]、基于 ＰｕｂＭｅｄ 文本的预训练语言模型

(ａ ＢＥＲＴ ｍｏｄｅｌ ｐｒｅ￣ｔｒａｉｎｅｄ ｏｎ ＰｕｂＭｅｄ ｔｅｘｔꎬ ＰｕｂＭｅｄ￣
ＢＥＲＴ) [５]和大规模生物医学领域语言模型( ｌａｒｇｅｒ
ｂｉｏｍｅｄｉｃａｌ ｄｏｍａｉｎ ｌａｎｇｕａｇｅ ｍｏｄｅｌꎬ ＢｉｏＭｅｇａｔｒｏｎ) [６]

等进一步扩大数据和参数规模ꎬ增强了医学语言理

解能力ꎮ 这些模型为 Ｔｒａｎｓｆｏｒｍｅｒ 构架下的 ＡＩ 语言

表征的多模态队列创建提供了理论方法基础ꎮ 随着

算力提升ꎬ医学专用语言模型不断扩展ꎮ Ｙａｎｇ 等[７]

构建的 ＧａｔｏｒＴｒｏｎ 基于 ９００ 亿词大语料训练三种规

模模型ꎬ在多个临床任务中性能领先ꎬ并进一步发展

出生成模型 ＧａｔｏｒＴｒｏｎＧＰＴ[８]ꎬＧｏｏｇｌｅ 推出的 Ｍｅｄ￣
ＰａＬＭ[９]、Ｍｅｄ￣ＰａＬＭ ２[９]等系列模型通过指令微调

强化医学问答能力ꎮ 更重要的是ꎬ多模态学习将图

像、音视频等与文本嵌入统一语义空间ꎬ拓展医学语

言表征能力ꎮ ＯｐｅｎＡＩ 提出的对比语言－图像预训练

(ｃｏｎｔｒａｓｔｉｖｅ ｌａｎｇｕａｇｅ￣ｉｍａｇｅ ｐｒｅ￣ｔｒａｉｎｉｎｇꎬ ＣＬＩＰ)采用

对比学习联合训练图文模型ꎬ在通用任务中表现卓

越[１０]ꎻ受其启发ꎬＭｅｄＣＬＩＰ[１２]利用未配对医学图文数

据结合对比策略ꎬ在医学检索等任务中超越传统方

法ꎻＭｏｖｅＮｅｔ[１２]、ＶＧＧｉｓｈ[１３] 与 ＶＧＧＦａｃｅ[１４] 分别从动

作、语音和面部表情提取高层语义特征ꎬ形成低维但

表达力强的嵌入向量ꎮ 微软的 ＢｉｏＶｉＬ[１５]融合图像与

影像报告实现细粒度对齐ꎬ在术语归一等任务中取得

良好表现[１６]ꎮ ＤｅｅｐＭｉｎｄ 的 Ｆｌａｍｉｎｇｏ[２５] 通过少样本

跨模态注意力机制ꎬ在多模态问答等 １６ 项任务上表

现领先ꎮ 上述研究展现了 Ｔｒａｎｓｆｏｒｍｅｒ 编码在 ＡＩ 语
言表征的多模态队列创建方面的巨大潜力ꎮ

基于以上研究进展ꎬ本文提出 ＡＩ 语言表征的

多模态队列的基本概念:以 Ｔｒａｎｓｆｏｒｍｅｒ 为基础ꎬ融
合健康档案、电子病历、影像、基因、传感数据等多源

异构健康医疗数据ꎬ通过深度学习技术统一转化为

低维嵌入向量ꎬ实现不同模态数据在同一语义空间

的对齐与集成ꎬ以支持数据标准化、嵌入生成、语义

增强与向量索引ꎬ用于疾病预测、临床研究、临床决

策、药物研发等领域ꎬ推动个性化、智能化数字医学

发展ꎬ构建医学人工智能研究的队列数据库与分析

框架ꎮ 见图 １ꎮ

图 １　 ＡＩ 语言表征的多模态队列设计概念框架
Ｆｉｇｕｒｅ １　 Ｃｏｎｃｅｐｔｕａｌ ｆｒａｍｅｗｏｒｋ ｆｏｒ ｔｈｅ ｍｕｌｔｉｍｏｄａｌ ｑｕｅｕｅ ｄｅｓｉｇｎ ｏｆ ＡＩ ｌａｎｇｕａｇｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ

　 　 如图 １ 所示ꎬＡＩ 语言表征是将复杂异构的多模

态数据转化为低维度向量ꎬ以便于能够在同一空间

内表征和处理不同类型的数据ꎮ 通过上述 Ｔｒａｎｓ￣
ｆｏｒｍｅｒ 架构与多模态学习[２￣１６]ꎬ将不同类型的数据
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映射到同一低维空间内ꎬ从而使得相关数据在嵌入

空间中更加接近ꎬ有助于进一步的分析和预测ꎮ 在

其设计框架中ꎬ收集并标准化处理来自不同源的异

构数据ꎬ形成多模态数据流ꎮ 这些数据通过深度嵌

入模型转换为嵌入向量ꎬ模型提取数据的关键信息

并进行低维度表示ꎬ保留数据的主要特征ꎬ形成支持

增强检索的索引ꎮ 生成的嵌入向量可用于后续的分

析任务ꎬ如疾病预测和临床决策支持等ꎮ 通过这些

嵌入向量ꎬＡＩ 模型能够实现病因精准推断、健康风

险评估、疾病进展监测和精准诊疗ꎮ 嵌入向量不仅

是简化的数据表示ꎬ还包含了数据中潜在的规律ꎬ支
持跨模态的医疗决策ꎮ 这一过程结合了深度学习的

优势ꎬ能够处理来自不同来源的异构数据ꎬ提供个性

化的医疗服务ꎮ 最终ꎬＡＩ 语言表征的多模态队列分

析为临床决策、临床试验、药物研发等应用提供了强

大的多模态向量化数据支持ꎮ

２　 基本原理

多模态嵌入理论方法是构建 ＡＩ 语言表征的多

模态队列的核心ꎮ 例如ꎬ上述 Ｔｒａｎｓｆｏｒｍｅｒ 多模态学

习[２￣１６]架构下ꎬ如何实现高效的向量嵌入ꎬ就是构建

多模态队列的关键ꎮ 近年来ꎬ将文本、影像、基因等

多模态数据映射至统一空间的理论方法有了长足的

发展ꎮ 例如ꎬＣＬＩＰ 等[１０ꎬ２６] 模型采用对比学习对齐

图文表示ꎬ在医学中也用于病理图像与分子特征的

关联推断ꎮ 在融合架构方面ꎬＭＡＤＤｉ 框架[２７] 引入

跨模态注意力机制整合磁共振成像(ｍａｇｎｅｔｉｃ ｒｅｓｏ￣
ｎａｎｃｅ ｉｍａｇｉｎｇꎬ ＭＲＩ)、基因和临床数据ꎬ实现 ９６.９％
诊断准确率ꎬ展现强大协同效应ꎻ Ｆｌａｍｉｎｇｏ 等模

型[２８]启发医学领域利用中间融合策略ꎬ实现深度跨

模态语义建模ꎮ 又如ꎬ在基因组数据嵌入中ꎬ将脱氧

核糖核酸 ( ｄｅｏｘｙｒｉｂｏｎｕｃｌｅｉｃ ａｃｉｄꎬ ＤＮＡ) 视作 “语

言”的多基因编码器ꎬ实现了基因信息与语言模型

融合ꎬ提升疾病预测能力[２９]ꎻ此外ꎬ多模态嵌入对齐

图文、基因等特征ꎬ构建统一语义空间ꎬ使模型可跨

模态推理并生成诊断报告[１６]ꎮ
基于上述诸多进展ꎬ本文提出 ＡＩ 语言表征的

多模态队列的基本原理:以基于 Ｔｒａｎｓｆｏｒｍｅｒ 深度学

习模型的多模态数据 ＡＩ 语言表征多模态队列为

例ꎬ强调了数字生物标记、数字表型和数字组学等关

键理论方法ꎮ 见图 ２ꎮ

图 ２　 ＡＩ 语言表征的多模态队列设计基本原理
Ｆｉｇｕｒｅ ２　 Ｂａｓｉｃ ｐｒｉｎｃｉｐｌｅｓ ｏｆ ｍｕｌｔｉｍｏｄａｌ ｑｕｅｕｅ ｄｅｓｉｇｎ ｆｏｒ ＡＩ ｌａｎｇｕａｇｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ

　 　 首先ꎬ将多源多模态数据(如健康档案、电子病

历、体检数据、影像数据等)进行收集、链接、映射和

融合ꎮ 这些数据通过编码器转化为低维度的嵌入向

量ꎬ即将原始的高维数据表示转化为统一的低维数

字化向量ꎮ 这些嵌入向量是对多模态数据的数字化

表达ꎬ它们包含了数据的关键信息ꎬ便于深度学习模

型进一步处理ꎮ
随后ꎬ解码器将低维嵌入向量解码ꎬ重构多模态

数据ꎬ或生成预测数据ꎬ例如预测疾病风险或临床诊

断ꎮ 这样ꎬ经过处理的低维嵌入向量会被解码器转
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化为可解释的输出ꎮ 例如ꎬ用于识别数字表型、预测

疾病风险、构建临床决策模型等ꎮ 这一过程中的数

字表型表现为具体的、通过数据转化得到的健康或

疾病特征ꎬ能够为个性化医疗和疾病预测提供有价

值的信息ꎮ
多模态数据以 ＡＩ 语言表征的数字组学呈现ꎮ

从数字组学中ꎬ提取数字标记ꎬ量化人体健康的各种

特征ꎮ 进一步提炼为表征具体的疾病终点结局的数

字表型ꎮ 通过 ＡＩ 语言的数字组学表征ꎬ将数字生

物标记和数字表型高效提取并转化为具有流行病学

意义和临床意义的特征标记ꎮ 在 ＡＩ 语言表征的多

模态队列中ꎬ设计如下几方面的核心原理ꎮ
２.１　 数字组学

数字组学旨在将生物组学、影像、生理信号、可
穿戴设备和电子病历等多模态数据融合ꎬ通过 ＡＩ /
ＭＬ 实现个体化诊疗的新兴范式[１８]ꎬ其核心在于多

模态信息整合和数据驱动预测ꎬ广泛应用于心血管

疾病风险评估、数字听诊(ｐｈｏｎｏｃａｒｄｉｏｇｒａｍꎬ ＰＣＧ)
和大型语言模型辅助诊断等场景ꎮ 数字转型技术

(如高性能计算与张量建模)加速从数字组学中发

现数字生物标志物ꎬ有效支持精准治疗策略ꎬ尤其在

癌症和心血管等领域展现应用前景[１９]ꎮ 此外ꎬ数字

孪生新概念通过建模个体特征助力靶向干预ꎬ推动

数字化干预与远程医疗深度融合ꎬ预示未来心血管

医学的精准与个体化转型[２０]ꎮ
基于上述背景ꎬ本文提出数字组学的基本概念

和原理:数字组学是一种跨学科概念ꎬ融合数据科

学、计算机科学、工程学、统计学、物联网和人工智能

等技术ꎬ以标准化方式集成和管理多模态数据ꎮ 其

核心目标是将健康档案、体检数据、生物传感器数

据、基因检测、影像数据等多源异构数据进行数字

化、无损压缩和整合ꎬ以创建高效、可分析的 ＡＩ
语言表征向量化数据体系ꎮ 其基本原理:通过物联

网传感器、生物组学、个人健康记录(ｐｅｒｓｏｎａｌ ｈｅａｌｔｈ
ｒｅｃｏｒｄꎬ ＰＨＲ)和电子健康档案(ｅｌｅｃｔｒｏｎｉｃ ｈｅａｌｔｈ ｒｅ￣
ｃｏｒｄꎬ ＥＨＲ)将多模态数据链接、映射和融合ꎬ并通

过 ＡＩ 模型进行处理ꎮ ＡＩ 模型在这一过程中负责数

据预处理、特征提取和深度嵌入ꎬ以便后续将高维数

据转化为低维的数字表型和数字生物标记ꎬ形成标

准化的数字组学队列ꎮ 见图 ３ꎮ

图 ３　 ＡＩ 语言表征的多模态数字组学
Ｆｉｇｕｒｅ ３　 Ｍｕｌｔｉｍｏｄａｌ ｄｉｇｉｔａｌｏｍｉｃｓ ｆｏｒ ＡＩ ｌａｎｇｕａｇｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ

　 　 ＡＩ 语言表征是数字组学的核心技术ꎬ它通过深

度学习方法将多模态数据转化为统一的低维度向量

表示ꎬ使得不同类型的数据能够在同一计算框架下

进行分析和推理[２￣１６ꎬ２５￣２９]ꎮ 这一过程中ꎬ数字组学通

过数据融合、压缩和编码－解码过程ꎬ确保数据的完

整性和有效性ꎬ并提升 ＡＩ 模型在健康预测、个性化

医疗、精准预防等领域的应用价值ꎮ 最终ꎬ数字组学

支持在线实时精准预防、智能健康管理和疾病预测ꎮ
通过 ＡＩ 模型的赋能ꎬ它能够挖掘健康数据中的深

层信息ꎬ优化临床决策ꎮ
２.２　 数字生物标记和数字表型

目前ꎬ数字生物标记与数字表型的概念仍不完
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善ꎮ Ｓａｍｅｈ 等 [２１]认为数字生物标记是通过数字设

备客观获取的、可量化的生理或行为数据ꎬ用以指示

生物学过程、疾病状态或对干预的响应ꎻ而数字表型

指从个人数字设备收集的数据中提取的个体表现特

征(可观察的身体或行为特征)ꎮ 二者之间的关系:
数字生物标记是数字表型中具有生物学指示意义的

特征指标ꎮ Ｏｕｄｉｎ 等[３０] 认为数字表型是通过个人

数字设备对个体行为和生理状态进行持续、细粒度

量化ꎬ是可以量化且与健康结果相关的具体指标ꎮ
本文将数字生物标记和数字表型的定义及二者之间

的关系阐述如下ꎮ
２.２.１　 数字生物标记

２.２.１.１　 数字生物标记的定义

数字生物标记是通过多模态数据采集、链接、映
射、融合的方式ꎬ利用大数据赋能 ＡＩ 模型驱动的数

字组学技术ꎬ从个体(群体)的多源、多维、多模态生

物数据中提取出的客观、可量化的指标ꎮ 这些指标

反映了生理状态、病理进展或对治疗干预的反应ꎬ为
精准医学、精准公共卫生学和个性化健康管理提供

新型生物标记ꎮ
２.２.１.２　 数字生物标记的验证

与传统生物标记类似ꎬ数字生物标记的应用需

要严格的验证ꎮ 目前ꎬ仅简单地将数字生物标记的

验证分为技术验证(验证提取的方法可靠有效)和

临床验证(验证该标记与临床结局的相关性和预测

能力)ꎬ尚缺乏严格的验证准则[２０￣２１]ꎮ 为此ꎬ如图 ４
所示ꎬ本研究提出ꎬ数字生物标记必须满足如下

ＰＩＣＬＳ 准则:
(１)可预测性ꎮ 数字生物标记需具备高预测能

力ꎬ用于疾病筛查、风险评估和个性化治疗ꎬ这是对

数字生物标记的最基本要求ꎮ 即 ＡＩ 模型结合多模

态数据(生理信号、基因组、影像)所提取的数字生

物标记最起码具备预测准确性ꎬ如心率变异性可预

测心脏病风险ꎮ

图 ４　 数字生物标记与数字模型及其准则
Ｆｉｇｕｒｅ ４　 Ｄｉｇｉｔａｌ ｂｉｏｍａｒｋｅｒｓꎬ ｄｉｇｉｔａｌ ｍｏｄｅｌｓꎬ ａｎｄ ｃｒｉｔｅｒｉａ

　 　 (２)可解释性ꎮ 数字生物标记应具有因果解释

能力ꎬ提高医学可信度ꎮ 例如ꎬ通过因果推断分析

ＢＭＩ 如何影响代谢疾病ꎮ 采用 ＳＨＡＰ、ＬＩＭＥ 等方法

提高 ＡＩ 决策透明度ꎬ助力精准医学ꎮ
(３)可计算性ꎮ 数字生物标记应能通过计算机

算法高效处理ꎬ如智能感知系统采集数据(语音、步
态、心率)ꎬ经 ＡＩ 分析生成健康特征ꎮ 数字孪生技

术结合可计算生物标记ꎬ优化疾病管理ꎮ
(４)潜变量性ꎮ 数字生物标记无法直接测量ꎬ

只能由可测变量整合为潜变量ꎬ例如ꎬ由可测指标体

质量和身高计算 ＢＭＩꎬ就是最简单的例子ꎮ 更复杂

的情形ꎬ通过因子分析、潜变量建模揭示疾病隐含特

征ꎬ如认知障碍的多维表型分析ꎮ
(５)稳定性ꎮ 数字生物标记应在不同环境、设

备和个体间保持一致性ꎬ如远程监测中智能手表和

医疗设备的血压数据需一致ꎮ 采用标准化信号处理

和纵向研究验证数据可靠性ꎮ
２.２.２　 数字表型

２.２.２.１　 数字表型的定义

数字表型是指利用数字 / ＡＩ 技术ꎬ将个体或群
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体多源多模态数据转化为数字组学并提取出的客

观、可量化数字生物标记ꎻ进而ꎬ对应疾病组学循证

知识图谱[３１]ꎬ所定义的具有生物学意义和临床价值

的数字终点ꎮ 这些数字终点反映特定健康状态或疾

病进展(如帕金森病运动症状、心力衰竭早期迹象

等)ꎬ提供对生理状态、病理进展及其对干预措施反

应的深度洞察ꎮ
２.２.２.２　 数字表型的验证

由于对数字表型的定义[３２] 缺乏严格的因果推

理理论ꎬ目前尚缺乏数字表型验证的准则ꎬ为此ꎬ如
图 ４ 所示ꎬ本文提出数字表型必须满足 ＰＩＣＬＳＥ 准

则:即除了满足上述数字生物标记的可预测性、可解

释性、可计算性、潜变量性和稳定性以外ꎬ还必须满

足终点性ꎮ 即ꎬ数字表型的最终目标是表达临床终

点ꎬ如预测某种治疗能否改善生存率ꎮ 数字表型在

临床研究中可作为替代终点ꎬ缩短新药研发等时间ꎬ
提高效率ꎮ

３　 技术方法

３.１　 ＡＩ 语言表征的多模态队列设计方法

针对如图 ２ 所示的 ＡＩ 语言表征的多模态队列

设计基本原理ꎬ基于 Ｔｒａｎｓｆｏｒｍｅｒ 深度学习模型[３３]ꎬ
通过向量嵌入[２￣１６ꎬ２５￣２９]ꎬ进行多模态数据 ＡＩ 语言表

征的技术方法及技术流程如下ꎮ
３.１.１　 多模态数据输入

设多源多模态数据 Ｘ 由 Ｎ 个数据模态组成:
Ｘ＝{Ｘ１ꎬＸ２ꎬ􀆺ꎬＸＮ}ꎬ其中ꎬ每个 Ｘ ｉ 代表不同来源的

数据ꎬ如:健康档案 ＸＨ、ＥＨＲ ＸＥ、体检数据 ＸＴ、影像

数据 ＸＩ、基因检测 ＸＧ 等ꎮ 每个数据模态 Ｘ ｉ 由 ｄｉ 维

特征组成:
Ｘ ｉ∈Ｒｎｉ×ｄｉꎬ　 ｉ＝ １ꎬ２ꎬ􀆺ꎬＮꎬ (１)

其中ꎬｎｉ 是样本数ꎬ ｄｉ 是模态 Ｘ ｉ 的特征维度ꎮ
　 　 为了将不同数据模态映射到统一的特征空间ꎬ
需进行数据链接、映射与融合:

Ｘ′＝Ｆ(Ｘ)∈Ｒｎ×ｄꎬ (２)
其中ꎬＦ(Ｘ)是多模态特征融合函数(如拼接、注意

力机制等)ꎬＸ′是融合后的特征矩阵ꎬｄ 是最终对齐

的特征维度ꎮ
３.１.２　 数据编码

在 Ｔｒａｎｓｆｏｒｍｅｒ 编码器中ꎬ数据 Ｘ′通过线性变

换和多头注意力机制被转换为嵌入表示:
Ｚ＝Ｅθ(Ｘ′)ꎬ (３)

其中ꎬＥθ 是 Ｔｒａｎｓｆｏｒｍｅｒ 编码器ꎮ Ｚ 是嵌入向量ꎬ

Ｚ＝Ｓｏｆｔｍａｘ
ＱＫＴ

ｄｋ

æ

è
ç

ö

ø
÷Ｖꎬ其中 Ｑ ＝ Ｘ′ ＷＱ 是查询矩阵ꎬ

Ｋ＝ Ｘ′ＷＫ 为键矩阵ꎬ Ｖ ＝ Ｘ′ＷＶ 为值矩阵ꎬ ｄｋ 为

Ｔｒａｎｓｆｏｒｍｅｒ 计算的维度ꎮ 最终得到低维嵌入向量:
Ｚ＝ { ｚ１ꎬｚ２ꎬ􀆺ꎬｚＫ}ꎬＺ∈ＲＫ×ｄꎬ其中ꎬＫ 是 Ｔｒａｎｓｆｏｒｍｅｒ
生成的序列长度ꎬｄ 是嵌入空间的维度ꎮ
３.１.３　 生成嵌入向量

编码器输出的嵌入向量 Ｚ 代表了多模态数据

的低维特征表示:
Ｚ＝Ｅθ(Ｘ′)ꎬ (４)

其中ꎬ 嵌 入 向 量 可 用 于 疾 病 预 测 Ｐ ( ｙ ｜ Ｚ ) ＝
Ｓｏｆｔｍａｘ(ＷＺ＋ｂ)ꎬ其中ꎬｙ 是预测的疾病类别ꎬＷ 和

ｂ 是全连接层参数ꎻ个性化干预方案相似性匹配

Ｓｉｍ(ｚｉꎬｚｊ)＝
ｚｉｚｊ

(‖ｚｉ‖‖ｚｊ‖)
æ

è
ç

ö

ø
÷ ꎬ即计算不同患者之

间的相似度ꎮ
３.１.４　 数据解码

解码器用于将低维嵌入向量 Ｚ 依概率恢复为

原始的多模态数据ꎬ或者生成预测数据:
Ｘ^＝Ｄφ(Ｚ)ꎬ (５)

其中ꎬＤφ 是 Ｔｒａｎｓｆｏｒｍｅｒ 解码器ꎬＸ^ 是重构(估计)后
的数据ꎮ 解码过程通常使用自回归方法 ｘ^ｔ ＝ ｆ( ｘ^ｔ－１ꎬ
ｚｔ)ꎬ其中 Ｆｕｓｉｏｎ (􀅰) 是解码器的非线性变换 (如

ＬＳＴＭ、Ｔｒａｎｓｆｏｒｍｅｒ 解码器)ꎮ 最终ꎬ解码器生成的

输出重构原始数据 Ｘ^≈Ｘ′ꎬ或生成预测数据(如未来

健康状态预测等)ꎮ
３.１.５　 多模态数据复原

解码后的数据 Ｘ^ 经过映射ꎬ重新转换回多模态

数据空间:
Ｘ^ ｉ ＝Ｇ( Ｘ^)ꎬ Ｘ^ ｉ∈Ｒｎｉ×ｄｉꎬ (６)

其中ꎬＧ( Ｘ^) 是映射函数ꎬ用于还原各个模态的数

据ꎮ 这一步确保 ＡＩ 语言表征生成的结果可以应用

于健康监测、疾病筛查、个性化医疗等领域ꎮ
３.１.６　 ＡＩ 语言表征的转化应用

转换后的多模态数据 Ｘ^ 可用多种场景ꎬ例如:
(１) 临床健康监测

Ｒ＝ＷＲ Ｘ^＋ｂＲꎬ (７)
其中ꎬＲ 代表健康风险评分ꎮ

(２) 个性化诊疗推荐

Ｔ＝ ａｒｇｍａｘ(ＷＴＲ＋ｂＴ)ꎬ (８)
其中ꎬＴ 代表最佳治疗方案(如手术、靶向治疗)ꎮ

(３) 疾病预测

Ｐ(Ｄ ｜ Ｘ^)＝ Ｓｏｆｔｍａｘ(ＷＤＸ^＋ｂＤ)ꎬ (９)
其中ꎬＰ(Ｄ)是疾病分类的概率分布ꎮ
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３.２　 数字组学数据库构建方法

构建数字组学数据库[１８￣２０]ꎬ需从多模态数据采

集、数据标准化、数据融合、向量化存储、嵌入式表征

等核心步骤进行建模ꎮ
３.２.１　 多模态数据采集、链接与映射

数字组学数据库整合多个数据源ꎬ包括传感

器数据 Ｓ、基因组数据 Ｇ、影像数据 Ｉ、ＥＨＲ Ｅ、ＰＨＲ
Ｐ 等ꎮ 进而ꎬ将不同来源的数据映射到统一的数

据集:

Ｄ＝∪
Ｎ

ｉ＝１
{ＳｉꎬＧｉꎬＩｉꎬＥ ｉꎬＰ ｉ}ꎬ (１０)

其中ꎬＤ 代表数字组学数据库ꎬＮ 代表数据 /个体数

目ꎮ 对于每种数据类型ꎬ定义数据标准化映射

ｆ:Ｘ→􀭹Ｘꎮ
３.２.２　 多模态数据融合

多模态数据需要通过特定的数据对齐和融合策

略进行整合ꎮ 例如ꎬ采用联合表示学习[３４] 进行数据

融合:
Ｚ＝Ｆｕｓｉｏｎ(ＳꎬＧꎬＩꎬＥꎬＰ)ꎬ (１１)

其中ꎬＦｕｓｉｏｎ(􀅰)代表数据融合函数ꎮ 常见方法包

括:数据拼接( ｃｏｎｃａｔｅｎａｔｉｏｎ) Ｚ ＝ [ ＳꎬＧꎬＩꎬＥꎬＰ]ꎻ注

意力加权 ( ａｔｔｅｎｔｉｏｎ￣ｗｅｉｇｈｔｅｄ ｆｕｓｉｏｎ) Ｚ ＝ ∑
Ｍ

ｉ ＝１
αｉＸ ｉꎬ

∑
Ｍ

ｉ ＝１
αｉ ＝ １ꎬ其中ꎬ αｉ 为注意力权重ꎬＭ 为数据模

态数ꎮ
３.２.３　 数据向量化存储

为了高效存储ꎬ需对融合后的数据 Ｚ 进行向量

化编码:
Ｖ＝φ(ＷＺ＋ｂ)ꎬ (１２)

其中ꎬＷ 是转换矩阵ꎬｂ 偏置项ꎬφ(􀅰)是非线性激活

函数(如 ＲｅＬＵ 或 Ｓｉｇｍｏｉｄ)ꎮ 这些向量 Ｖ 组成了数

据库的核心存储格式:
Ｄ＝{Ｖ１ꎬＶ２ꎬ􀆺ꎬＶＮ}ꎬ (１３)

其中ꎬＤ 代表数字组学数据库ꎬＶｉ 是第 ｉ 个个体的特

征向量ꎮ
３.２.４　 ＡＩ 语言表征的嵌入

为了优化数据库ꎬ以便于查询或分析ꎬ需采用深

度嵌入方法[２￣９ꎬ １０￣２９]ꎬ将原始数据映射到低维空间:
Ｅ＝Ｅｍｂｅｄｄｉｎｇ(Ｖ)ꎮ 例如ꎬ使用 Ｔｒａｎｓｆｏｒｍｅｒ 进行表

征 Ｅ＝Ｔｒａｎｓｆｏｒｍｅｒ(Ｖ)ꎬ其计算方法为:

ｈｉ ＝ＳｅｌｆＡｔｔｅｎｔｉｏｎ(ＱｉꎬＫｉꎬＶｉ)＝ ｈｉ ＝ ｓｏｆｔｍａｘ
ＱｉＫＴ

ｉ

ｄｋ

æ

è
çç

ö

ø
÷÷Ｖｉꎬ

(１４)
其中ꎬＱꎬ Ｋꎬ Ｖ 分别是查询、键、值矩阵ꎬｄｋ 是向量

维度ꎮ

３.２.５　 ＡＩ 驱动的数据库查询与分析

基于存储的数字组学数据ꎬ可以进行疾病预测、
个性化医疗分析、健康风险评估等查询和应用ꎮ 例

如ꎬ疾病预测 Ｙ＝ ｆ(ＤＭꎬＤＰ)＋òꎬ其中: ｆ(􀅰)是 ＡＩ 预
测模型(如 ＬＳＴＭ、Ｔｒａｎｓｆｏｒｍｅｒ 或 ＧＮＮ)ꎬò 是噪声

项ꎻ预测模型收敛阈值由损失函数(如交叉熵损失)
Ｌ 确定ꎬ计算公式:

Ｌ＝ － ∑
Ｎ

ｉ ＝１
ｙｉ ｌｏｇ( ｙ^ｉ)＋(１－ｙｉ) ｌｏｇ(１－ｙ^ｉ)ꎮ (１５)

３.３　 数字生物标记及数字表型提取与验证方法

上述数字组学数据库 Ｄ 是一个多模态融合、向
量化存储、ＡＩ 语言表征的数据系统ꎬ从该数据库中

提取数字生物标记并验证其 ＰＩＣＬＳ 准则ꎻ进而ꎬ提
取数字表型及验证 ＰＩＣＬＳＥ 准则的技术方法如下ꎮ
３.３.１　 数字生物标记提取

从融合后的数字组学数据库 Ｄ 提取出的数字

生物标记可表示为:
ＤＭ＝{ｄｍ１ꎬｄｍ２ꎬ􀆺ꎬｄｍｋ}ꎬ ｄｍｉ∈Ｒꎬ (１６)

其中ꎬＤＭ 是数字生物标记集合ꎬ用于描述个体的生

理或病理特征ꎬｋ 是数字生物标记的数量ꎬ每个 ｄｍｉ

代表一个经过优化选择的生物特征ꎬ如心率变异性、
血糖水平、基因表达特征等ꎮ 提取数字生物标记的

方法步骤为:
(１) 低维特征提取ꎮ 首先ꎬ通过深度学习方法

从 Ｚ 提取特征 Ｆ:
Ｆ＝ｇφ(Ｚ)ꎬ (１７)

其中ꎬ ｇφ 是一个特征提取网络ꎬ 如自动编码器

(ａｕｔｏｅｎｃｏｄｅｒꎬ ＡＥ)等ꎬＦ∈ＲＮ×ｋ是从融合数据库中

提取出的数字生物标记ꎮ
(２) 数字生物标记筛选ꎮ 为了确保提取出的数

字生物标记具有统计显著性和生物学意义ꎬ需采用

主成分分析(ｐｒｉｎｃｉｐａｌ ｃｏｍｐｏｎｅｎｔ ａｎａｌｙｓｉｓꎬ ＰＣＡ)或
特征选择算法(如 ＬＡＳＳＯ):

Ｗ∗ ＝ ａｒｇ ｍｉｎＷ‖ＦＷ－Ｙ‖２＋λ‖Ｗ‖１ꎬ (１８)
其中ꎬＷ∗是优化选择的特征权重矩阵ꎬＦ 是目标变

量(如疾病状态)ꎬλ 是正则化参数ꎬ用于控制特征

选择的稀疏性ꎮ 最终ꎬ选取权重 Ｗ∗最高的 ｋ 个特

征作为数字生物标记 ＤＭꎮ
３.３.２　 数字表型提取

数字表型是通过数字生物标记进一步计算得出

的具有临床终点意义的高级生物特征 ＤＰ＝ｈ(ＤＭ)＝
{ｄｐ１ꎬｄｐ２ꎬ􀆺ꎬｄｐｍ}ꎬ ｄｐｊ∈Ｒꎬ其中 ＤＰ 是数字表型集

合ꎬｍ 是数字表型的数量ꎬ每个 ｄｐｉ 代表一个健康结

局状态的量化指标(如代谢综合征指数、帕金森病

运动症状评分等)ꎮ 提取数字表型的技术方法
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如下:
(１) 潜变量建模ꎮ 数字表型无法直接测量ꎬ需

要通过因子分析( ｆａｃｔｏｒ ａｎａｌｙｓｉｓꎬ ＦＡ)等潜变量方法

进行建模 Ｘ＝ＬＦ＋òꎬ其中ꎬＸ 是上述提取到的数字生

物标记 ＤＭꎬＬ 是因子载荷矩阵ꎬＦ 是潜变量(即数

字表型 ＤＰꎬò 是噪声项)ꎮ
(２) 数字表型优化ꎮ 通过最大似然估计(ｍａｘｉ￣

ｍｕｍ ｌｉｋｅｌｉｈｏｏｄ ｅｓｔｉｍａｔｉｏｎꎬ ＭＬＥ)Ｌ∗ ＝ａｒｇｍａｘＬＰ(Ｘ ｜Ｌ)
优化后ꎬ最终得到潜变量数字表型 ＤＰꎮ
３.３.３　 数字生物标记与数字表型的验证

如图 ４ 所示ꎬ数字生物标记必须满足 ＰＩＣＬＳ 准

则:可预测性、可解释性、可计算性、潜变量性和稳定

性ꎻ而数字表型除了满足 ＰＩＣＬＳ 准则以外ꎬ还必须

满足终点性ꎬ即必须满足 ＰＩＣＬＳＥ 准则ꎮ
为了确保数字生物标记和数字表型的可靠性ꎬ

需要采用因果推理进行验证ꎮ 利用因果推理分析数

字生物标记 ＤＭ 与数字表型 ＤＰ 之间的因果关系ꎬ
主要涉及三个层次[１７]:① Ｐ(Ｙ ｜ Ｘ)相关性分析ꎬ基
于观察数据计算概率关系ꎻ② Ｐ(Ｙ ｜ ｄｏ(Ｘ))干预效

应ꎬ评估 Ｘ 对 Ｙ 的真实影响ꎻ③ 反事实推理ꎬ构建不

同情境下的因果效应估计ꎮ 其中ꎬ因果推理的核心

目标是估计 Ｐ(ＤＰ ｜ ｄｏ(ＤＭ))ꎬ即ꎬ当主动干预数字

生物标记 ＤＭ 时ꎬ干预对数字表型 ＤＰ 的影响ꎮ 基

于因果推理验证 ＰＩＣＬＳＥ 准则的方法如下:
３.３.３.１　 可预测性:因果预测 ｖｓ.统计预测

传统预测模型仅使用相关性进行表型(疾病)
预测 Ｙ^＝ ｆ(ＤＭ)＋òꎻ然而ꎬ因果推理要求计算干预后
的因果效应 Ｐ(Ｙ ｜ ｄｏ(ＤＭ))ꎮ 具体方法可使用因果

图(ｃａｕｓａｌ ｇｒａｐｈꎬ Ｇ)识别混杂因子[１７]:
Ｐ(Ｙ ｜ ｄｏ(ＤＭ))＝ ∑

Ｃ
Ｐ(Ｙ ｜ＤＭꎬＣ)Ｐ(Ｃ)ꎬ

(１９)
其中ꎬＣ 是混杂变量(如年龄、生活习惯)ꎮ

此外ꎬ也可采用工具变量法( ｉｎｓｔｒｕｍｅｎｔａｌ ｖａｒｉａ￣
ｂｌｅꎬ ＩＶ)进行因果推断 Ｙ＝αＤＭ＋βＺ＋òꎬ其中ꎬＺ 是工

具变量ꎬ确保因果预测因子效应的估计ꎮ
３.３.３.２　 可解释性:因果推理验证因果关系

因果解释的核心包括因果效应计算、因果路径

分析、因果效应修饰分析ꎮ 分述如下:
(１) 因果效应计算ꎮ 使用结构因果模型( ｓｔｒｕｃ￣

ｔｕｒａｌ ｃａｕｓａｌ ｍｏｄｅｌꎬ ＳＣＭ) [１７] 计算因果效应 ＤＰ ＝
ｇ(ＤＭꎬＵ)ꎬ Ｕ ~ Ｐ(Ｕ)ꎬ其中 Ｕ 是不可观测的潜在

混杂变量ꎮ ｇ(􀅰)是因果作用函数ꎮ 例如ꎬ基于因果

推断 ｄｏ 算子的因果效应计算方法为

Ｅ[ＤＰ ｜ ｄｏ(ＤＭ)] ＝ ∫ ｇ(ＤＭꎬＵ)Ｐ(Ｕ)ｄＵꎮ

(２０)

(２) 因果路径分析ꎮ 数字生物标记 ＤＭ 可能通

过中介变量 Ｍ 影响数字表型 ＤＰ:

Ｐ(ＤＰ ｜ ｄｏ(ＤＭ))＝∑
Ｍ

Ｐ(ＤＰ ｜Ｍ)Ｐ(Ｍ ｜ ｄｏ(ＤＭ))ꎮ

(２１)
进而ꎬ通过 ＳＨＡＰ 计算因果贡献:

φｉ ＝ ∑
Ｓ⊆Ｎ ＼{ ｉ}

｜ Ｓ ｜ ! ( ｜Ｎ ｜ － ｜ Ｓ ｜ －１)!
｜Ｎ ｜ !

[ ｆ(Ｓ∪{ ｉ})－ｆ(Ｓ)]ꎬ

(２２)
计算每个数字生物标记 ＤＭ 在表型终点(疾病)中
的因果贡献ꎮ 其中ꎬφｉ 代表生物标记 ＤＭ 对表型

(疾病)Ｙ 的因果贡献ꎮ 这样ꎬ通过 ｄｏ 算子可以计算

生物标记的真实因果影响ꎬ而不是相关性影响ꎮ 具

体方法是通过分离直接效应与间接效应ꎬ识别中介

因子ꎮ 当数字生物标记 ＤＭ 通过中介变量 Ｍ 影响

数字表型 ＤＰ 时ꎬ对上述总因果效应进行分解的方

法如下ꎮ
总因果效应( ｔｏｔａｌ ｃａｕｓａｌ ｅｆｆｅｃｔꎬ ＴＣＥ):

ＴＣＥ＝Ｐ(ＤＰ ｜ ｄｏ(ＤＭ＝ １))－Ｐ(ＤＰ ｜ ｄｏ(ＤＭ＝ ０))ꎮ
(２３)

自然直接效应(ｎａｔｕｒａｌ ｄｉｒｅｃｔ ｅｆｆｅｃｔꎬ ＮＤＥ):
ＮＤＥ＝Ｐ(ＤＰ ｜ ｄｏ(ＤＭ＝ １)ꎬＭ＝Ｍ０)－

Ｐ(ＤＰ ｜ ｄｏ(ＤＭ＝ ０)ꎬＭ＝Ｍ０)ꎬ (２４)
其中ꎬＭ０ 代表在基线水平下的中介变量状态ꎮ 直接

效应衡量 ＤＭ 直接影响 ＤＰ 的部分ꎬ不依赖中介变

量 Ｍꎮ
自然间接效应(ｎａｔｕｒａｌ ｉｎｄｉｒｅｃｔ ｅｆｆｅｃｔꎬ ＮＩＥ):

ＮＩＥ＝Ｐ(ＤＰ ｜ ｄｏ(ＤＭ＝ ０)ꎬ Ｍ＝Ｍ１)－
Ｐ(ＤＰ ｜ ｄｏ(ＤＭ＝ ０)ꎬＭ＝Ｍ０)ꎬ (２５)

其中ꎬＭ１ 代表在 ＤＭ ＝ １ 时的中介变量状态ꎮ 间接

效应衡量 ＤＭ 通过 Ｍ 影响 ＤＰ 的部分ꎮ
这样ꎬ总效应可拆解为:ＴＣＥ＝ＮＤＥ＋ＮＩＥꎮ
(３) 因果效应修饰分析ꎮ 在不同亚组人群或环

境变量 Ｚ 下ꎬ因果效应可能发生修饰ꎬ此时需要评

估其依赖关系ꎮ 引入修饰变量 Ｚ 进行因果效应

分析:
ＤＰ＝β０＋β１ＤＭ＋β２Ｚ＋β３(ＤＭ×Ｚ)＋òꎬ (２６)

其中ꎬＺ 是可能修饰 ＤＭ→ＤＰ 因果关系的因子(如
性别、年龄、基因型)ꎻβ３ 表示交互项的影响ꎮ 如果

β３≠０ꎬ则 Ｚ 修饰了 ＤＭ→ＤＰ 的因果效应ꎻ如果β３>０ꎬ
表示 Ｚ 增强了 ＤＭ→ＤＰ 因果效应ꎻ如果 β３<０ 表示

Ｚ 减弱了 ＤＭ→ＤＰ 因果效应ꎮ
３.３.３.３　 可计算性:因果估计的计算复杂度

在数字生物标记和数字表型的提取和评估过程

中ꎬ通常需要进行大规模数据分析、特征选择、因果
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推理 和 机 器 学 习 等 海 量 计 算ꎮ 计 算 复 杂 度

Ｏ(ｎｌｏｇｎ)来源如下:
(１) 低维特征提取ꎮ 例如ꎬ采用 ＰＣＡ 或特征选

择(ＬＡＳＳＯ 回归)提取关键数字生物标记 Ｚ ＝ ＷＸ
中ꎬ ＰＣＡ 的 计 算 复 杂 度 ( 使 用 ＳＶＤ 分 解 ) 为

Ｏ(ｎｄ２)ꎬ其中 ｄ 是特征维度ꎻ由于实际数据通常高

维ꎬ可以采用近似计算方法(如随机 ＳＶＤ)ꎬ降维可

优化为 Ｏ(ｎ ｌｏｇ ｎ)ꎮ
(２) 相关性分析ꎮ 计算生物标记与表型的相关

性ꎮ 计算皮尔逊相关系数 /互信息是的计算复杂度

Ｏ( ｎ)ꎻ在高维数据上需排序操作ꎬ复杂度可达

Ｏ(ｎ ｌｏｇ ｎ)ꎮ
(３) 因果推理ꎮ 计算 Ｐ(ＤＰ ｜ ｄｏ(ＤＭ))通常采

用有向无环图(ｄｉｒｅｃｔｅｄ ａｃｙｃｌｉｃ ｇｒａｐｈꎬ ＤＡＧ)建模ꎮ
此时ꎬ需要对所有可能的因果关系进行搜索ꎬ采用贪

心搜 索 或 贝 叶 斯 优 化ꎬ 时 间 复 杂 度 通 常 为:
Ｏ(ｎ ｌｏｇ ｎ)ꎻ在进行因果 ＳＨＡＰ 计算时ꎬ需要计算所

有变量子集的贡献ꎬ最优情况下可用蒙特卡洛近似ꎬ
时间复杂度 Ｏ(ｎ ｌｏｇ ｎ)ꎮ

(４) 机器学习预测ꎮ 生数字生物记对数字表型

的预测ꎮ 例如ꎬ梯度提升树 ＸＧＢｏｏｓｔ 计算复杂度

Ｏ(ｎ ｌｏｇ ｎ)ꎮ
因此ꎬ计算复杂度最优情况下约为 Ｏ( ｆ(ＤＭꎬ

ＤＰ))＝ ４Ｏ(ｎ ｌｏｇ ｎ)ꎮ
３.３.３.４　 潜变量性:因果推理识别不可观测变量

潜变量性是数字生物标记和数字表型需要具备

的一项重要准则ꎮ 它指的是数字生物标记无法直接

测量ꎬ只能通过多个可测变量的组合推断出来ꎮ 数

字表型往往由多个潜在特征决定ꎬ需要通过统计或

机器学习方法估计ꎮ 例如ꎬＢＭＩ 是由身高和体质量

计算得出的ꎬ而代谢健康指数可能由多种血液生物

标志物共同决定ꎮ
理论上ꎬ潜变量 Ｌ 和可观测数据 Ｘ 之间的关系

可以表示为:Ｘ＝ ＬＦ＋òꎬ 其中ꎬ Ｘ 是观测变量(如数

字组学向量的元素等)ꎬＬ 是潜变量(如代谢健康指

数ꎬ或认知能力)ꎬ是因子载荷矩阵ꎬò 是误差项ꎮ 验

证的目的是确定否存在潜在结构变量 Ｌꎬ并确保它

能够合理解释数字生物标记与数字表型之间的关

系ꎮ 常用的验证方法如下[２２]:
(１)因子分析( ｆａｃｔｏｒ ａｎａｌｙｓｉｓꎬ ＦＡ)ꎮ 因子分析

用于检测多个观察变量是否可以归因于更少的潜变

量ꎮ 其模型为 Ｘ＝ＬＦ＋òꎬ其中ꎬＸ∈ＲＮ×ｄ是 Ｎ 个样本

的 ｄ 维可观测变量ꎬＬ∈ＲＮ×ｋ是 ｋ 维潜变量( ｋ<ｄ)ꎬ
Ｆ∈Ｒｋ×ｄ是因子载荷矩阵ꎬ表示潜变量对可测变量的

影响ꎬò 是误差ꎮ 采用 ＭＬＥ 计算因子载荷 Ｌ∗ ＝

ａｒｇｍａｘＬＰ(Ｘ ｜Ｌ)ꎬ采用 Ｂａｒｔｌｅｔｔ 因子得分法估算潜变

量值 Ｌ ＝ (ＦＴΣ－１ Ｆ) －１ ＦＴΣ －１Ｘꎮ 通过 Ｋａｉｓｅｒ￣Ｍｅｙｅｒ￣
Ｏｌｋｉｎ (ＫＭＯ)检验潜变量适用性:ＫＭＯ>０.７ 表示潜

变量适用ꎻ通过 Ｂａｒｔｌｅｔｔ 球形检验相关结构ꎬ拒绝原

假设(Ｐ<０.０５)表示变量之间存在相关结构ꎮ
(２) 结构方程模型ꎮ 结构方程模型( ｓｔｒｕｃｔｕｒａｌ

ｅｑｕａｔｉｏｎ ｍｏｄｅｌｉｎｇꎬ ＳＥＭ)用于建立可测变量 Ｘ 和潜

变量 Ｌ 之间的因果关系:Ｙ ＝ βＬ＋γＸ＋òꎬ其中 Ｙ 是目

标变量(如疾病状态)ꎬβ、γ 是路径系数ꎮ 使用广义

最小二乘法(ｇｅｎｅｒａｌｉｚｅｄ ｌｅａｓｔ ｓｑｕａｒｅｓꎬ ＧＬＳ)或ＭＬＥ
估计路径系数: θ^ ＝ ａｒｇｍｉｎθ(Ｙ－βＬ－γＸ) ＴＷ(Ｙ－βＬ－
γＸ)ꎮ 通过拟合优度(ｇｏｏｄｎｅｓｓ￣ｏｆ￣ｆｉｔꎬ ＧＯＦ)评价模

型优度:ＲＭＳＥＡ<０.０５(较好)ꎬ０.０５≤ＲＭＳＥＡ<０.０８
(可接受)ꎻＣＦＩ / ＮＦＩ>０.９ 表示模型拟合良好ꎻ通过 ｔ
统计量检验路径显著性检验ꎬＰ<０.０５ 说明路径有效ꎮ

(３) 潜变量回归 ( ｌａｔｅｎｔ ｖａｒｉａｂｌｅ ｒｅｇｒｅｓｓｉｏｎꎬ
ＬＶＲ)ꎮ 用于验证潜变量 Ｌ、ＤＭ 是否对 ＤＰ 具有预

测价值ꎮ 计算公式为:ＤＰ ＝ αＬ＋βＤＭ＋γＺ＋òꎬ其中 Ｚ
是协变量(如年龄、性别)ꎬβꎬγ 是回归系数ꎮ 使用偏

最小 二 乘 回 归 ( ｐａｒｔｉａｌ ｌｅａｓｔ ｓｑｕａｒｅｓ ｒｅｇｒｅｓｓｉｏｎꎬ
ＰＬＳＲ)估计模型: β^ ＝ (ＸＴＸ) －１ＸＴＹꎮ 通过模型解释

度 Ｒ２ 评价解释效果ꎬＲ２ >０.５ 表示潜变量可解释大

部分数据变异ꎬ通过标准误差( ｓｔａｎｄａｒｄ ｅｒｒｏｒꎬ ＳＥ)
评价模型稳定性ꎬ标准误差较小表示模型稳健ꎮ

(４) 因果推理验证ꎮ 由于潜变量无法直接观

测ꎬ需要因果推理评估其影响ꎮ 采用 ＤＡＧ 发现潜

变量:Ｐ(ＤＰ ｜ ｄｏ(Ｌ))ꎬ通过贝叶斯网络学习因果结

构 ＤＡＧ:

Ｐ(ＤＰ ｜ ｄｏ(ＤＭ))＝∑
Ｌ

Ｐ(ＤＰ ｜Ｌ)Ｐ(Ｌ ｜ ｄｏ(ＤＭ))ꎮ

(２７)
采用 Ｇｒａｎｇｅｒ 因果检验[３５] 评估 Ｌ 是否是潜变

量ꎮ 通过反事实分析[１７]ꎬ计算个体层面潜变量的影

响:ＤＰＬ＝１－ＤＰＬ＝０ꎬ如果 ΔＤＰ>０ꎬ则 Ｌ 确实影响 ＤＰꎻ
如果 ΔＤＰ≈０ꎬ则 Ｌ 可能不是关键潜变量ꎮ
３.３.３.５　 稳定性

稳定性是数字生物标记和数字表型需要满足的

重要准则之一ꎮ 它要求在不同环境、个体、测量设备

或数据采集条件下ꎬ数字生物标记和数字表型的因

果效应应保持稳定ꎬ即其估计结果在内在一致性和

外在稳健性之间不发生显著偏移ꎮ
在因果推理框架下ꎬ希望保证(ＤＭ→ＤＰ)关系

在不同数据环境和测量条件下保持稳定ꎮ 可以表示

为:Ｐ(ＤＰ ｜ ｄｏ(ＤＭ)ꎬＥ１)＝ Ｐ(ＤＰ ｜ ｄｏ(ＤＭ)ꎬＥ２)ꎻ对
于任意两个数据环境 Ｅ１ 和 Ｅ２ꎬ如果条件干预效应
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保持相等ꎬ则说明该因果关系在不同环境下保持稳

定ꎮ 定义条件因果效应( ｃｏｎｄｉｔｉｏｎａｌ ａｖｅｒａｇｅ ｔｒｅａｔ￣
ｍｅｎｔ ｅｆｆｅｃｔꎬ ＣＡＴＥ ) 为 ＣＡＴＥ ( Ｅ ) ＝ Ｅ [ ＤＰ ｜ ｄｏ
(ＤＭ)ꎬＥ]ꎬ如果 ＣＡＴＥ(Ｅ)在不同环境 Ｅ 中保持不

变ꎬ则因果效应是稳定的ꎮ 用稳定性偏移度评价稳

定程度: Ｓｂｉａｓ ＝ ｜ ＣＡＴＥ ( Ｅ１ ) － ＣＡＴＥ ( Ｅ２ ) ｜ ꎬ如果

Ｓｂｉａｓ≈０ꎬ则数字生物标记和数字表型在不同环境下

稳定ꎮ
稳定性可以通过一致性分析进行评估ꎬ包括内

在一致性和外在一致性评估:
(１) 内在一致性分析ꎮ 内在一致性要求在相同

个体或数据环境下ꎬ多次测量的因果效应应保持稳

定ꎮ 常用试验重复测量法:定义同一患者在不同时

间点 ｔ１ 和 ｔ２ 下测量的数字生物标记:ＤＭｔ１
＝ＤＭｔ２

＋òꎬ
如果 ò~Ｎ(０ꎬσ２)具有零均值正态分布ꎬ则该生物标

记具有稳定性ꎮ 对于不同个体间的稳定性ꎬ可以计

算类间相关系数 ( ｉｎｔｒａｃｌａｓｓ ｃｏｒｒｅｌａｔｉｏｎ ｃｏｅｆｆｉｃｉｅｎｔꎬ

ＩＣＣ):ＩＣＣ＝
σ２

Ｂ

(σ２
Ｂ＋σ２

Ｗ)
ꎬ其中ꎬσ２

Ｂ 是不同个体间的方

差ꎻσ２
Ｗ是相同个体内的测量方差ꎮ 如果 ＩＣＣ>０.８ꎬ

则说明数字生物标记具有高一致性和稳定性ꎮ
(２) 外在一致性分析ꎮ 外在一致性要求在不同

数据环境(如设备、测量方法、时间、地点)下ꎬ数字

生物标记和数字表型的因果效应应保持稳定ꎮ 包括

两类检验方法:① 多环境因果推理( ｉｎｖａｒｉａｎｔ ｃａｕｓａｌ
ｐｒｅｄｉｃｔｉｏｎꎬ ＩＣＰ)ꎮ 用于检查因果关系在不同环境 Ｅ
下的稳定性: Ｐ (ＤＰ ｜ ｄｏ (ＤＭ)ꎬ Ｅ１ ) ＝ Ｐ (ＤＰ ｜ ｄｏ
(ＤＭ)ꎬＥ２)ꎻ具体方法可采用采用因果结构学习方

法(如 ＤＡＧ 推理) 识别因果稳定性: Ｇ ( Ｅ１ ) ＝
Ｇ(Ｅ２)ꎬ其中ꎬＧ(Ｅ)代表因果图结构ꎻ使用条件独立

性( ｃｏｎｄｉｔｉｏｎａｌ ｉｎｄｅｐｅｎｄｅｎｃｅꎬ ＣＩ)测试验证因果效

应是否稳定:Ｐ(ＤＰ ｜ＤＭꎬＥ)⊥Ｅꎬ若该条件成立ꎬ则
ＤＭ→ＤＰ 因果关系在不同环境 Ｅ 下不受影响ꎬ说明

其因果效应稳定ꎮ ②Ｂｌａｎｄ￣Ａｌｔｍａｎ 统计一致性分

析ꎮ 用于评估两种测量方法或环境下的稳定性:
ＬＯＡ＝􀭵ｄ±１.９６􀅰ＳＤｄꎬ其中ꎬｄ ＝ Ｘ１ －Ｘ２ 代表不同测量

条件下的数值差异ꎬ 􀭵ｄ 是均值偏差ꎬＳＤｄ 是标准差ꎻ
如果 ＬＯＡ 在可接受范围内(如小于 ５％变异)ꎬ则说

明该数字生物标记或数字表型在不同环境下具有稳

定性ꎮ
为了确保因果效应的稳健性ꎬ通常还需进一步

进行稳健性检验ꎮ 包括:
(１) 多环境稳健性估计ꎮ 用于评估因果效应在

不同环境下的稳定性ꎬ表述为 ｍａｘＥ１ꎬＥ２
｜ Ｐ(ＤＰ ｜ ｄｏ

(ＤＭ)ꎬＥ１)－Ｐ(ＤＰ ｜ ｄｏ(ＤＭ)ꎬＥ２) ｜ <òꎮ 这里 ò 是可

接受的稳定性偏差阈值(如 ５％)ꎻ如果该公式成立ꎬ
则说明因果效应在不同环境下是稳健的ꎮ

(２) 反事实稳健性估计ꎮ Ｅ[ＤＰＤＭ＝１ －ＤＰＤＭ＝０ ｜
Ｅ１] ＝Ｅ[ＤＰＤＭ＝１－ＤＰＤＭ＝０ ｜Ｅ２]ꎬ由此计算不同环境下

的因果效应均值ꎬ如果它们相等ꎬ则说明因果效应在

不同环境下稳定ꎮ
３.３.３.６　 终点性:因果推理预测疾病替代终点

数字表型作为临床替代终点的终点性准则验证

方法ꎬ包括 Ｐｒｅｎｔｉｃｅ 准则和因果中介分析ꎬ并结合

ＳＣＭ 和贝叶斯网络进行验证ꎮ
(１) Ｐｒｅｎｔｉｃｅ 准则ꎮ Ｐｒｅｎｔｉｃｅ[２３] (１９８９)提出了

一套判定某变量 Ｓ(这里指数字表型)是否可以作为

替代终点的准则:若(替代终点)能够完全解释治

疗 /干预 Ｘ 对临床主要终点 Ｔ 的影响ꎬ则 Ｓ 是合适

的替代终点ꎮ 此时:Ｐ(Ｔ ｜ＸꎬＳ)＝ Ｐ(Ｔ ｜ Ｓ)ꎬ即在控制

Ｓ 之后ꎬＸ 对 Ｔ 没有额外效应ꎮ Ｐｒｅｎｔｉｃｅ 准则的四个

条件:① 干预 Ｘ 影响替代终点 Ｓꎬ即 Ｘ→Ｓꎬ Ｐ(Ｓ ｜Ｘ)≠
Ｐ(Ｓ)ꎻ② 干预 Ｘ 影响主要终点 Ｔꎬ即 Ｘ→Ｔꎬ Ｐ(Ｔ ｜
Ｘ)≠Ｐ(Ｔ)ꎻ③ 替代终点 Ｓ 影响主要终点 Ｔꎬ即 Ｓ→
Ｔꎬ Ｐ(Ｔ ｜ Ｓ)≠Ｐ(Ｔ)ꎻ④ 控制 Ｓ 后ꎬＸ 对 Ｔ 无额外效

应ꎬ即 Ｐ(Ｔ ｜ＸꎬＳ)＝ Ｐ(Ｔ ｜ Ｓ)ꎮ 如果同时满足所有四

个条件ꎬ则 Ｓ 是 Ｔ 的合适替代终点ꎮ
(２) 因果中介分析ꎮ 因果中介分析[２４] 可以进

一步量化替代终点 Ｓ 是否合理ꎮ 其核心是分解总因

果效应( ｔｏｔａｌ ｅｆｆｅｃｔꎬ ＴＥ)为 ＮＩＥ 和 ＮＤＥꎮ 假设 Ｘ 为

干预(如治疗措施)、Ｓ 为替代终点(这里指数字表

型)、Ｔ 为主要临床终点、Ｕ 为潜在混杂因素ꎬ则因果

模型:Ｔ＝α０＋α１Ｘ＋α２Ｓ＋εＴꎬＳ ＝ β０＋β１Ｘ＋εＳꎮ 此时ꎬＴＥ
为 ＴＥ＝Ｅ[Ｔ ｜Ｘ ＝ １] －Ｅ[Ｔ ｜ Ｘ ＝ ０] ＝ α１＋α２ β１ꎬ即干预

Ｘ 通过直接和间接途径对主要终点 Ｔ 的影响ꎻＮＩＥ
为 ＮＩＥ＝α２ β１ꎬ即 Ｘ 通过 Ｓ 影响 Ｔ 的效应大小ꎻＮＤＥ
为 ＮＤＥ＝α１ꎬ即 Ｘ 通过其他路径(不经过 Ｓ)对 Ｔ 产

生的影响ꎮ 如果 ＮＩＥ 在总效应中占主要部分ꎬ则 Ｓ
是有效的替代终点:

ＮＩＥ
ＴＥ

＝
α２ β１

(α１＋α２ β１)
≈１ꎮ (２８)

若 ＮＤＥ＝α１ 仍然具有统计学意义ꎬ则说明 Ｓ 不

能完全代理 Ｘ 对 Ｔ 的效应ꎬ数字表型的终点性准则

不能得到验证ꎮ
(３) ＳＣＭ 分析[１７]ꎮ 可以使用 ＤＡＧ 表示因果

关系: Ｘ→Ｓ→Ｔꎬ Ｘ→Ｔꎻ其中ꎬ如果 Ｘ 对 Ｔ 的效应完

全通过 Ｓ 传递(即 Ｘ→Ｓ→Ｔꎬ则 Ｓ 是理想的替代终

点ꎮ 此时ꎬ可以通过计算反事实均值差检测数字表

型的终点性准则:ＡＴＥ＝ Ｅ[Ｔ ｜ ｄｏ(Ｘ ＝ １)] －Ｅ[Ｔ ｜ ｄｏ
(Ｘ＝ ０)]ꎻ根据因果推断的 ｄｏ￣算子ꎬ如果 Ｅ[Ｔ ｜ ｄｏ
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(Ｘ＝ １)] －Ｅ[Ｔ ｜ ｄｏ(Ｘ ＝ ０)]≈Ｅ[Ｔ ｜ ｄｏ( Ｓ ＝ １)] －
Ｅ[Ｔ ｜ ｄｏ(Ｓ＝ ０)]ꎬ则 Ｓ 是 Ｔ 的有效替代终点ꎮ

(４) 贝叶斯因果网络(Ｂａｙｅｓｉａｎ ｃａｕｓａｌ ｎｅｔｗｏｒｋꎬ
ＢＣＮ)ꎮ 可通过构建 ＢＣＮ[３６] ꎬ用贝叶斯更新法进

一步计算因果路径上的信息传递情况:Ｐ(Ｔ ｜Ｘ)＝

∑
Ｓ

Ｐ(Ｔ ｜ Ｓ)Ｐ(Ｓ ｜Ｘ)ꎬ如果 Ｐ(Ｔ ｜Ｘ) 主要由 Ｐ(Ｓ ｜ Ｘ)

和 Ｐ(Ｔ ｜ Ｓ)贡献ꎬ则 Ｓ 具有替代终点的价值ꎮ 这可

以通过计算信息熵 Ｈ(Ｔ ｜Ｘ)－Ｈ(Ｔ ｜ Ｓ)＝ Ｉ(ＴꎻＳ ｜Ｘ)进
一步定量化评估ꎬ若互信息 Ｉ(Ｔꎻ Ｓ ｜ Ｘ)较大ꎬ则 Ｓ 是

Ｔ 的较好替代终点ꎮ
( ５ ) 基 于 真 实 世 界 数 据 ( ｒｅａｌ￣ｗｏｒｌｄ ｄａｔａꎬ

ＲＷＤ)的机器学习验证ꎮ 多模态数据中ꎬ可采用以

下方法进一步验证: ①用贝叶斯信息准则(Ｂａｙｅｓｉａｎ
ｉｎｆｏｒｍａｔｉｏｎ ｃｒｉｔｅｒｉｏｎꎬ ＢＩＣ)计算替代终点的解释力ꎬ
ＢＩＣ＝ －２ ｌｏｇＬ＋ｋ ｌｏｇＮꎬ若引入 Ｓ 后 ＢＩＣ 显著降低ꎬ说
明 Ｓ 对 Ｔ 预测有贡献ꎮ ②通过 Ｓｈａｐｌｅｙ 值ꎬ计算 Ｓ
在机器学习预测 Ｔ 中的重要性:

φｉ ＝ ∑
Ｓ⊆Ｎ ＼{ ｉ}

｜Ｓ ｜ ! ( ｜Ｎ ｜ － ｜Ｓ ｜ －１)!
｜Ｎ ｜ !

(Ｖ(Ｓ∪{ｉ})－Ｖ(Ｓ))ꎬ

(２９)
若 Ｓ 贡献较大ꎬ则说明其能作为有效的替代终点ꎮ

若上述所有方法均表明 Ｓ 具有良好的终点性ꎬ
则可将其作为临床替代终点应用于精准医疗和智能

医学等场景ꎮ

４　 案例:传染病主动监测 ＡＩ 大模型

４.１　 背景意义

如图 ５ 所示ꎬ猩红热在人群中隐匿传播ꎬ难
以及时发现ꎮ 流行初期ꎬ早期患者在基层医院就

诊时ꎬ因医生诊断水平有限ꎬ常被漏诊ꎬ未能及时

进入国家传染病报告监测系统ꎬ导致漏诊病例返

回人群ꎬ引发新感染ꎬ形成恶性循环ꎬ加剧流行扩

散ꎮ 因此ꎬ在流行初期依托基层门诊病历的多模

态数据ꎬ构建 ＡＩ 语言表征的向量化队列数据库ꎬ
基于向量化数字组学队列并借助开源大模型(如

ＤｅｅｐＳｅｅｋ、千问、豆包) ꎬ通过低秩适配( ｌｏｗ￣ｒａｎｋ
ａｄａｐｔａｔｉｏｎꎬ ＬｏＲＡ)微调ꎬ构建猩红热主动监测 ＡＩ
大模型ꎬ具有重要流行病学和公共卫生实践意

义ꎮ 模型 通 过 自 然 语 言 处 理 ( ｎａｔｕｒａｌ ｌａｎｇｕａｇｅ
ｐｒｏｃｅｓｓｉｎｇꎬ ＮＬＰ) 技术提取病历文本信息ꎬ融合

实验室检查、影像报告等ꎬ建立多模态向量化数

据库ꎬ并采用 Ｔｒａｎｓｆｏｒｍｅｒ 架构进行特征融合ꎮ
ＡＩ 大模型实时分析门诊病历ꎬ识别疑似病例并对

接传染病报告系统ꎬ提高早期发现率ꎬ减少漏诊ꎬ
实现早发现、早报告、早干预ꎬ降低流行风险ꎮ

图 ５　 猩红热主动监测 ＡＩ 大模型的背景意义及实现途径
Ｆｉｇｕｒｅ ５　 Ｂａｃｋｇｒｏｕｎｄ ｓｉｇｎｉｆｉｃａｎｃｅ ａｎｄ ｉｍｐｌｅｍｅｎｔａｔｉｏｎ ｐａｔｈｗａｙｓ ｏｆ ＡＩ ｌａｒｇｅ ｌａｎｇｕａｇｅ ｍｏｄｅｌ ｆｏｒ ｓｃａｒｌｅｔ ｓｅｖｅｒ ａｃｔｉｖｅ ｍｏｎｉｔｏｒｉｎｇ

４.２　 设计原理与方法

４.２.１　 多模态队列创建

依托国家健康医疗大数据中心(北方)的联邦

多中心健康医疗大数据协作网络ꎬ选取山东省多

家不同级别医院的电子病历数据ꎮ 在就诊信息表

中ꎬ筛选门诊和住院记录ꎬ提取病史、主诉等核心

信息ꎬ拼接形成完整的病例描述ꎬ以构建高质量的

非结构化电子病历数据集ꎮ 在化验信息表中ꎬ提
取化验和检查结果ꎬ并与临床专家协作筛选关键

诊断指标ꎬ经过数据清理和标准化处理ꎬ最终形成
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结构化化验数据ꎮ 基于此ꎬ建立一个多中心、多模

态猩红热数据库ꎬ涵盖结构化和非结构化数据ꎬ全
面整合猩红热相关的多模态信息ꎮ 如图 ６ 所示ꎬ
该数据库采用巢式病例对照研究设计ꎬ其核心思

想是沿着患者的就诊时间轴ꎬ按照 １ ∶ １至 １ ∶ ４(即

１ 个病例匹配 １ ~ ４ 个对照)的方式ꎬ匹配患者的就

诊时间、就诊科室、年龄和性别ꎬ并通过数据链接

与映射ꎬ构建统一的多模态数据库ꎬ以支持猩红热

诊断特征挖掘与智能分析ꎮ 猩红热病例组 ６ ４２４
例ꎬ对照组 １０ ９２９ 例ꎬ总计 １７ ３５３ 例ꎮ

图 ６　 基于巢式病例对照设计的猩红热多模态数据链接映射及猩红热主动监测 ＡＩ 大模型的评价结果
Ｆｉｇｕｒｅ ６　 Ｍｕｌｔｉｍｏｄａｌ ｄａｔａ ｌｉｎｋａｇｅ ｍａｐｐｉｎｇ ｆｏｒ ｓｃａｒｌｅｔ ｆｅｖｅｒ ｂａｓｅｄ ｏｎ ｎｅｓｔｅｄ ｃａｓｅ￣ｃｏｎｔｒｏｌ ｄｅｓｉｇｎ ａｎｄ ｅｖａｌｕａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＡＩ ｌａｒｇｅ

ｌａｎｇｕａｇｅ ｍｏｄｅｌ ｆｏｒ ｓｃａｒｌｅｔ ｆｅｖｅｒ ａｃｔｉｖｅ ｍｏｎｉｔｏｒｉｎｇ

４.２.２　 模型构建

如图 ７ 所示ꎬ猩红热主动监测 ＡＩ 大模型的建

模原理与方法ꎬ包括“多模态数据向量化、预训练

模型、ＬｏＲＡ 微调及传染病主动监测推理”四大关

键环节ꎮ
(１) 多模态数据向量化队列数据库构建ꎮ 猩

红热监测数据来源于电子病历ꎬ包括门诊病历、实
验室检查结果、影像数据等ꎮ 这些数据具有多模

态、非结构化、异构性强的特点ꎬ因此需要通过以

下步骤进行向量化处理:① 采用 Ｔｒａｎｓｆｏｒｍｅｒ 架

构ꎬ通过自注意力机制提取文本、影像和检验指标

的语义特征ꎮ ② 词向量、句向量及数值指标被映

射至统一的高维向量空间ꎬ形成猩红热多模态向

量化队列数据库ꎮ
　 　 (２) 预训练模型ꎮ 基于大规模的猩红热相关数

据ꎬ利用现有的开源大模型(ＤｅｅｐＳｅｅｋ、千问、豆包)
进行预训练:① 通过大规模无监督学习ꎬ让模型在

电子病历、临床指南、流行病学数据等文本数据上进

行深度学习ꎬ提高对传染病相关知识的理解能力ꎮ
② 预训练模型能够学习到医学领域的专业表述ꎬ使
其在后续微调时具备更强的泛化能力ꎮ

(３) ＬｏＲＡ 微调ꎮ 为了提高猩红热主动监测模

型的适应性ꎬ同时降低计算成本ꎬ基于猩红热多模态

向量化队列数据库所提供的信息ꎬ采用 ＬｏＲＡ 技术

对预训练大模型进行微调:① ＬｏＲＡ 微调通过引入

额外的低秩矩阵调整模型权重ꎬ而无需更新整个神

经网络ꎬ从而在计算资源受限的情况下ꎬ提高模型针

对猩红热分类、预警和监测的能力ꎮ ② 在此过程

中ꎬＡＩ 模型需区分感染与非感染病例ꎬ即基于训练

数据完成“猩红热 ｖｓ.非猩红热”的推理优化ꎮ
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图 ７　 猩红热主动监测 ＡＩ 大模型的建模原理与方法
Ｆｉｇｕｒｅ ７　 Ｍｏｄｅｌｉｎｇ ｐｒｉｎｃｉｐｌｅｓ ａｎｄ ｍｅｔｈｏｄｓ ｏｆ ＡＩ ｌａｒｇｅ ｌａｎｇｕａｇｅ ｍｏｄｅｌ ｆｏｒ ｓｃａｒｌｅｔ ｆｅｖｅｒ ａｃｔｉｖｅ ｍｏｎｉｔｏｒｉｎｇ

　 　 (４)猩红热主动监测推理ꎮ 最终ꎬ通过猩红热

多模态队列引导的 ＬｏＲＡ 微调 ＡＩ 大模型ꎬ实现猩红

热主动监测:① ＡＩ 系统能够对新发病例进行快速

分类和风险评估ꎬ并结合电子病历和实验室数据ꎬ生
成早期预警信号ꎮ ② 该系统可集成至医疗机构的

传染病监测系统ꎬ辅助医生提高识别传染病的准确

性ꎬ减少漏诊ꎬ提升猩红热监测能力ꎮ
４.３　 结果及评价

猩红热主动监测 ＡＩ 大模型基于多家医院的

多模态数据进行外部交叉验证ꎬ训练集包含门诊

病历＋入院记录ꎬ验证集仅使用门诊病历ꎬ以评估

模型的泛化能力ꎮ 模型利用 ＬｏＲＡ 微调ꎬ结合多

模态病历数据进行猩红热识别ꎬ并通过外部交叉

验证评估性能ꎮ
４.３.１　 模型评价

模型采用准确率、精确率、召回率和 Ｆ１ 分数

作为评价指标ꎬ并针对 ６ 种传染病在不同数据集

(门诊＋入院 ｖｓ.仅门诊)上的结果进行比较ꎮ 结果

发现ꎬ针对猩红热的训练数据:准确率 ＝ ０.９１３ ３ꎬ
Ｆ１ 分数 ＝ ０.８８２ ０ꎻ验证数据:准确率 ＝ ０.８５４ ９ꎬＦ１
分数 ＝ ０.８８０ ３ꎮ 由此可见ꎬ召回率达到 ０.９０４ ３ꎬ表
明 ＡＩ 模型在监测猩红热方面具有较强的识别

能力ꎮ
４.３.２　 模型优化方向

(１) 针对召回率低的疾病ꎬ应补充额外的实验

室检查数据ꎬ提高识别能力ꎮ
(２) 采用动态调整匹配策略ꎬ增强对不同传染

病的适应性ꎬ例如利用多轮微调ꎬ使 ＡＩ 逐步学习不

同疾病的特征ꎮ

４.３.３　 结论

猩红热主动监测 ＡＩ 大模型经过多家家医院的

外部交叉验证ꎬ在大部分疾病上表现优异ꎬＦ１ 分数

维持在 ０􀆰 ８８ 左右ꎬ体现了 ＡＩ 在猩红热早期筛查中

的巨大潜力ꎮ 结果表明ꎬ仅基于门诊病历即可获得

较好的监测效果ꎬ可大幅提高猩红热预警能力ꎬ同时

减少住院数据依赖ꎬ提升模型的可推广性ꎮ 这一研

究对猩红热早期预警和防控具有重要应用价值ꎮ

５　 展望与挑战

ＡＩ 语言表征的多模态队列的核心ꎬ是以统一的

语言建模方式对图像、文本、音频、基因、传感器等多

种模态信息进行结构化表征与高效压缩ꎮ 特别是在

高维嵌入空间中实现无损压缩ꎬ是实现大规模多模

态分析与共享的关键路径ꎮ
未来发展的趋势ꎬ是以预训练语言模型为统一编

码器ꎬ对不同模态的数据进行协同建模与压缩ꎮ 近期

研究已证实ꎬＴｒａｎｓｆｏｒｍｅｒ 类模型对图像、文本、音频的

字节序列联合建模ꎬ不仅能提取高层语义信息ꎬ还可

作为统一的多模态熵估计器ꎬ实现超越传统压缩器

(如 ＪＰＥＧ、ＦＬＡＣ)的跨模态通用压缩[３７]ꎮ 在此基础

上ꎬ交叉模态预测压缩进一步释放语言模型的潜力ꎬ
将文本、图像等模态作为彼此的边信息ꎬ在压缩图像

时参考其描述文本ꎬ可极大减少冗余位[３８]ꎮ
在嵌入层面ꎬ随着 ＣＬＩＰ、Ｆｌａｍｉｎｇｏ、ＢｉｏＶｉＬ 等跨

模态模型普及ꎬ嵌入向量的压缩已成为多模态队列

的关键任务ꎮ 一方面ꎬ采用自动编码器或聚类策略

对嵌入降维并进行可学习熵编码[３９]ꎬ可在保证语义



薛付忠.ＡＩ 语言表征的多模态大数据队列设计理论方法体系 １５　　　 　

保留的同时压缩数倍以上ꎮ 另一方面ꎬ哈希编码技

术[４０]已能将嵌入向量压缩为 １２８ 位以内的二进制

码ꎬ在图文检索等任务中实现数十倍压缩比而性能

不降低ꎮ 此外ꎬ面向需要完全还原精度的场景ꎬ如知

识图谱嵌入传播、医用语义匹配等ꎬ预测压缩方法可

实现浮点向量的逐位熵编码ꎬ保障精度完整性[４１]ꎮ
尽管应用前景广阔ꎬ挑战仍十分显著ꎮ ①从理

论层面ꎬ跨模态的联合熵建模仍缺少统一表达框架ꎬ
尤其在非对称、时序性强的模态间(如语音－图像－
文本)构建稳定联合分布模型仍存困难ꎮ ②当前压

缩模型对模态组合、应用场景依赖性强ꎬ泛化能力不

足ꎮ 压缩算法往往需为特定模态或任务单独训练模

型ꎬ缺乏通用性ꎮ ③计算资源瓶颈阻碍了语言表征

压缩模型在边缘设备等低功耗场景的应用[３９]ꎮ 多

数模型依赖大规模参数、序列预测和逐位编码ꎬ难以

满足实时传输和轻量部署需求ꎮ 对此ꎬ需进一步探

索模型精简、推理蒸馏及边云协同架构ꎮ 更为关键

的是ꎬ在医学等高敏场景中ꎬ数据的合规、安全、解释

性等要求对压缩模型提出新标准ꎮ 模型不能仅优化

码率ꎬ还需保障压缩后数据的法律可用性与伦理合

规[４２]ꎮ 如果压缩过程导致语义丢失、诊断信息误

导ꎬ将带来严重后果ꎮ
未来ꎬＡＩ 语言表征的多模态队列发展方向应聚

焦于以下几方面: ①构建统一的多模态编码语言模

型ꎬ支持开放模态与异构格式的语义协同压缩ꎻ ②
开发任务感知压缩机制ꎬ仅保留对下游模型 /推理任

务有效的表征位ꎻ ③推动边缘智能部署能力ꎬ设计

低功耗、低延迟的轻量化压缩解压模块ꎻ ④建立模

型合规性与可解释性评估体系ꎬ确保 ＡＩ 模型压缩

不仅能用还要更可信ꎮ
总之ꎬＡＩ 语言表征的多模态队列正从语言、图

像、语音向结构化嵌入与联合压缩方向快速推进ꎮ
借助信息论、预训练语言模型与自监督学习框架的

融合ꎬ其理论基础与实际应用将迎来新突破ꎮ 面向

下一代 ＡＩ 系统ꎬ围绕多模态向量无损压缩的理论

完备性、方法泛化性与应用安全性ꎬ将成为推动 ＡＩ
语言表征的多模态队列持续演进的关键驱动力ꎮ
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２０２３ꎬ １８(３): ２４４７￣２４５６.

[１４] Ｕｍｉｒｚａｋｏｖａ Ｓꎬ Ａｈｍａｄ Ｓꎬ Ｍａｒｄｉｅｖａ Ｓꎬ ｅｔ ａｌ. Ｄｅｅｐ
ｌｅａｒｎｉｎｇ￣ｄｒｉｖｅｎ ｄｉａｇｎｏｓｉｓ: ａ ｍｕｌｔｉ￣ｔａｓｋ ａｐｐｒｏａｃｈ ｆｏｒ ｓｅｇ￣
ｍｅｎｔｉｎｇ ｓｔｒｏｋｅ ａｎｄ Ｂｅｌｌ ̓ｓ ｐａｌｓｙ[ Ｊ] . Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔꎬ
２０２３ꎬ １４４: １０９８６６. ｄｏｉ:１０􀆰 １０１６ / ｊ.ｐａｔｃｏｇ.２０２３􀆰 １０９８６６

[１５] Ｂａｎｎｕｒ Ｓꎬ Ｈｙｌａｎｄ Ｓꎬ Ｌｉｕ ＱＣꎬ ｅｔ ａｌ. Ｌｅａｒｎｉｎｇ ｔｏ ｅｘｐｌｏｉｔ
ｔｅｍｐｏｒａｌ ｓｔｒｕｃｔｕｒｅ ｆｏｒ ｂｉｏｍｅｄｉｃａｌ ｖｉｓｉｏｎ￣ｌａｎｇｕａｇｅ ｐｒｏ￣
ｃｅｓｓｉｎｇ[Ｃ] / / ２０２３ ＩＥＥＥ / ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ
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Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ (ＣＶＰＲ) . Ｖａｎｃｏｕｖｅｒꎬ
ＢＣꎬ Ｃａｎａｄａ: ＩＥＥＥꎬ ２０２３: １５０１６￣１５０２７.

[１６] Ｂｏｅｃｋｉｎｇ Ｂꎬ Ｕｓｕｙａｍａ Ｎꎬ Ｂａｎｎｕｒ Ｓꎬ ｅｔ ａｌ. Ｍａｋｉｎｇ ｔｈｅ
ｍｏｓｔ ｏｆ ｔｅｘｔ ｓｅｍａｎｔｉｃｓ ｔｏ ｉｍｐｒｏｖｅ ｂｉｏｍｅｄｉｃａｌ ｖｉｓｉｏｎ—
ｌａｎｇｕａｇｅ ｐｒｏｃｅｓｓｉｎｇ [ Ｃ ] / / Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ—ＥＣＣＶ
２０２２. Ｓｗｉｔｚｅｒｌａｎｄ: Ｓｐｒｉｎｇｅｒ Ｎａｔｕｒｅꎬ ２０２２: １￣２１.

[１７] Ｐｅａｒｌꎬ Ｊ. Ｃａｕｓａｌｉｔｙ: ｍｏｄｅｌｓꎬ ｒｅａｓｏｎｉｎｇꎬ ａｎｄ ｉｎｆｅｒｅｎｃｅ[Ｍ].
Ｃａｍｂｒｉｄｇｅꎬ ＵＫ: Ｃａｍｂｒｉｄｇｅ Ｕｎｉｖｅｒｓｉｔｙ Ｐｒｅｓｓꎬ ２０００.

[１８] Ｎｏｍｕｒａ Ａꎬ Ｔａｋｅｊｉ Ｙꎬ Ｓｈｉｍｏｊｉｍａ Ｍꎬ ｅｔ ａｌ. Ｄｉｇｉｔａｌｏ￣
ｍｉｃｓ: ｔｏｗａｒｄｓ ａｒｔｉｆｉｃｉａｌ ｉｎｔｅｌｌｉｇｅｎｃｅ / ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ￣
ｂａｓｅｄ ｐｒｅｃｉｓｉｏｎ ｃａｒｄｉｏｖａｓｃｕｌａｒ ｍｅｄｉｃｉｎｅ [ Ｊ ] . Ｃｉｒｃ Ｊꎬ
２０２５. ｄｏｉ:１０􀆰 １２５３ / ｃｉｒｃｊ.ＣＪ￣２４￣０８６５

[１９] Ｂａｌａｓｕｂｒａｍａｎｉａｍ ＮＫꎬ Ｐｅｎｂｅｒｔｈｙ Ｓꎬ Ｆｅｎｙｏ Ｄꎬ ｅｔ ａｌ.
Ｄｉｇｉｔａｌｏｍｉｃｓ￣ｄｉｇｉｔａｌ ｔｒａｎｓｆｏｒｍａｔｉｏｎ ｌｅａｄｉｎｇ ｔｏ ｏｍｉｃｓ
ｉｎｓｉｇｈｔｓ[Ｊ] . Ｅｘｐｅｒｔ Ｒｅｖ Ｐｒｏｔｅｏｍｉｃｓꎬ ２０２４ꎬ ２１(９ / １０):
３３７￣３４４.

[２０] Ｔａｍｕｒａ Ｙꎬ Ｎｏｍｕｒａ Ａꎬ Ｋａｇｉｙａｍａ Ｎꎬ ｅｔ ａｌ. Ｄｉｇｉｔａｌｏｍｉｃｓꎬ
ｄｉｇｉｔａｌ ｉｎｔｅｒｖｅｎｔｉｏｎꎬ ａｎｄ ｄｅｓｉｇｎｉｎｇ ｆｕｔｕｒｅ: ｔｈｅ ｎｅｘｔ ｆｒｏｎ￣
ｔｉｅｒ ｉｎ ｃａｒｄｉｏｌｏｇｙ[Ｊ] . Ｊ Ｃａｒｄｉｏｌꎬ ２０２４ꎬ ８３(５): ３１８￣３２２.

[２１] Ｓａｍｅｈ Ａꎬ Ｒｏｓｔａｍｉ Ｍꎬ Ｏｕｓｓａｌａｈ Ｍꎬ ｅｔ ａｌ. Ｄｉｇｉｔａｌ ｐｈｅ￣
ｎｏｔｙｐｅｓ ａｎｄ ｄｉｇｉｔａｌ ｂｉｏｍａｒｋｅｒｓ ｆｏｒ ｈｅａｌｔｈ ａｎｄ ｄｉｓｅａｓｅｓ: ａ
ｓｙｓｔｅｍａｔｉｃ ｒｅｖｉｅｗ ｏｆ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ａｐｐｒｏａｃｈｅｓ ｕｔｉｌｉ￣
ｚｉｎｇ ｐａｓｓｉｖｅ ｎｏｎ￣ｉｎｖａｓｉｖｅ ｓｉｇｎａｌｓ ｃｏｌｌｅｃｔｅｄ ｖｉａ ｗｅａｒａｂｌｅ
ｄｅｖｉｃｅｓ ａｎｄ ｓｍａｒｔｐｈｏｎｅｓ[Ｊ] . Ａｒｔｉｆ Ｉｎｔｅｌｌ Ｒｅｖꎬ ２０２４ꎬ ５８
(２): ６６. ｄｏｉ:１０􀆰 １００７ / ｓ１０４６２￣０２４￣１１００９￣５

[２２] Ａｎｄｅｒｓｏｎ ＪＣꎬ Ｇｅｒｂｉｎｇ ＤＷ. Ｓｔｒｕｃｔｕｒａｌ ｅｑｕａｔｉｏｎ ｍｏｄｅｌｉｎｇ
ｉｎ ｐｒａｃｔｉｃｅ: ａ ｒｅｖｉｅｗ ａｎｄ ｒｅｃｏｍｍｅｎｄｅｄ ｔｗｏ￣ｓｔｅｐ
ａｐｐｒｏａｃｈ[Ｊ] . Ｐｓｙｃｈｏｌ Ｂｕｌｌꎬ １９８８ꎬ １０３(３): ４１１￣４２３.

[２３] Ｐｒｅｎｔｉｃｅ ＲＬ. Ｓｕｒｒｏｇａｔｅ ｅｎｄｐｏｉｎｔｓ ｉｎ ｃｌｉｎｉｃａｌ ｔｒｉａｌｓ: ｄｅｆｉｎｉ￣
ｔｉｏｎ ａｎｄ ｏｐｅｒａｔｉｏｎａｌ ｃｒｉｔｅｒｉａ[Ｊ] . Ｓｔａｔ Ｍｅｄꎬ １９８９ꎬ ８(４):
４３１￣４４０.

[２４] Ｒｕｄｏｌｐｈ ＫＥꎬ Ｗｉｌｌｉａｍｓ ＮＴꎬ Ｄｉａｚ Ｉ. Ｐｒａｃｔｉｃａｌ ｃａｕｓａｌ ｍｅｄｉ￣
ａｔｉｏｎ ａｎａｌｙｓｉｓ: ｅｘｔｅｎｄｉｎｇ ｎｏｎｐａｒａｍｅｔｒｉｃ ｅｓｔｉｍａｔｏｒｓ ｔｏ
ａｃｃｏｍｍｏｄａｔｅ ｍｕｌｔｉｐｌｅ ｍｅｄｉａｔｏｒｓ ａｎｄ ｍｕｌｔｉｐｌｅ ｉｎｔｅｒｍｅｄｉａｔｅ
ｃｏｎｆｏｕｎｄｅｒｓ[Ｊ] . Ｂｉｏｓｔａｔｉｓｔｉｃｓꎬ ２０２４ꎬ ２５(４): ９９７￣１０１４.

[２５] Ａｌａｙｒａｃ ＪＢꎬ Ｄｏｎａｈｕｅ Ｊꎬ Ｌｕｃ Ｐꎬ ｅｔ ａｌ. Ｆｌａｍｉｎｇｏ: ａ ｖｉｓｕａｌ
ｌａｎｇｕａｇｅ ｍｏｄｅｌ ｆｏｒ ｆｅｗ￣ｓｈｏｔ ｌｅａｒｎｉｎｇ[ＥＢ / ＯＬ] . (２０２２￣
１１￣１５)[２０２５￣０５￣１５] . ｈｔｔｐｓ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / ２２０４􀆰 １４１９８

[２６] Ｙａｎｇ ＺＣꎬ Ｗｅｉ Ｔꎬ Ｌｉａｎｇ Ｙꎬ ｅｔ ａｌ. Ａ ｆｏｕｎｄａｔｉｏｎ ｍｏｄｅｌ
ｆｏｒ ｇｅｎｅｒａｌｉｚａｂｌｅ ｃａｎｃｅｒ ｄｉａｇｎｏｓｉｓ ａｎｄ ｓｕｒｖｉｖａｌ ｐｒｅｄｉｃｔｉｏｎ
ｆｒｏｍ ｈｉｓｔｏｐａｔｈｏｌｏｇｉｃａｌ ｉｍａｇｅｓ[Ｊ] . Ｎａｔ Ｃｏｍｍｕｎꎬ ２０２５ꎬ
１６(１): ２３６６. ｄｏｉ:１０􀆰 １０３８ / ｓ４１４６７￣０２５￣５７５８７￣ｙ

[２７] Ｇｏｌｏｖａｎｅｖｓｋｙ Ｍꎬ Ｅｉｃｋｈｏｆｆ Ｃꎬ Ｓｉｎｇｈ Ｒ. Ｍｕｌｔｉｍｏｄａｌ
ａｔｔｅｎｔｉｏｎ￣ｂａｓｅｄ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｆｏｒ Ａｌｚｈｅｉｍｅｒ ̓ ｓ ｄｉｓｅａｓｅ
ｄｉａｇｎｏｓｉｓ[Ｊ] . Ｊ Ａｍ Ｍｅｄ Ｉｎｆｏｒｍ Ａｓｓｏｃꎬ ２０２２ꎬ ２９(１２):
２０１４￣２０２２.

[２８] Ｗａｎｇ Ｑꎬ Ｃｈｅｎ Ｋ. Ｍｕｌｔｉ￣ｌａｂｅｌ ｚｅｒｏ￣ｓｈｏｔ ｈｕｍａｎ ａｃｔｉｏｎ
ｒｅｃｏｇｎｉｔｉｏｎ ｖｉａ ｊｏｉｎｔ ｌａｔｅｎｔ ｒａｎｋｉｎｇ ｅｍｂｅｄｄｉｎｇ[ Ｊ] . Ｎｅｕ￣
ｒａｌ Ｎｅｔｗꎬ ２０２０ꎬ １２２: １￣２３. ｄｏｉ: １０􀆰 １０１６ / ｊ. ｎｅｕｎｅｔ.
２０１９􀆰 ０９􀆰 ０２９

[２９] Ｙａｎｇ Ｌꎬ Ｘｕ Ｓꎬ Ｓｅｌｌｅｒｇｒｅｎ Ａꎬ ｅｔ ａｌ. Ａｄｖａｎｃｉｎｇ ｍｕｌｔｉｍｏ￣
ｄａｌ ｍｅｄｉｃａｌ ｃａｐａｂｉｌｉｔｉｅｓ ｏｆ Ｇｅｍｉｎｉ[ＥＢ / ＯＬ] . (２０２４￣０５￣

０６)[２０２５￣０５￣１５] . ｈｔｔｐｓ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / ２４０５􀆰 ０３１６２
[３０] Ｏｕｄｉｎ Ａꎬ Ｍａａｔｏｕｇ Ｒꎬ Ｂｏｕｒｌａ Ａꎬ ｅｔ ａｌ. Ｄｉｇｉｔａｌ ｐｈｅｎｏｔｙ￣

ｐｉｎｇ: ｄａｔａ￣ｄｒｉｖｅｎ ｐｓｙｃｈｉａｔｒｙ ｔｏ ｒｅｄｅｆｉｎｅ ｍｅｎｔａｌ ｈｅａｌｔｈ
[ Ｊ ] . Ｊ Ｍｅｄ Ｉｎｔｅｒｎｅｔ Ｒｅｓꎬ ２０２３ꎬ ２５: ｅ４４５０２. ｄｏｉ:
１０􀆰 ２１９６ / ４４５０２

[３１] Ｔａｌｕｋｄｅｒ ＡＫꎬ Ｓｃｈｒｉｍｌ Ｌꎬ Ｇｈｏｓｈ Ａꎬ ｅｔ ａｌ. Ｄｉｓｅａｓｏｍｉｃｓ:
ａｃｔｉｏｎａｂｌｅ ｍａｃｈｉｎｅ ｉｎｔｅｒｐｒｅｔａｂｌｅ ｄｉｓｅａｓｅ ｋｎｏｗｌｅｄｇｅ ａｔ ｔｈｅ
ｐｏｉｎｔ￣ｏｆ￣ｃａｒｅ[ Ｊ] . ＰＬｏＳ Ｄｉｇｉｔ Ｈｅａｌｔｈꎬ ２０２２ꎬ １ ( １０):
ｅ００００１２８. ｄｏｉ:１０􀆰 １３７１ / ｊｏｕｒｎａｌ.ｐｄｉｇ.００００１２８

[３２] Ｍｏｌｉｎａ Ｃꎬ Ｐｒａｄｏｓ￣Ｓｕａｒｅｚ Ｂ. Ｄｉｇｉｔａｌ ｐｈｅｎｏｔｙｐｅｓ ｆｏｒ ｐｅｒ￣
ｓｏｎａｌｉｚｅｄ ｍｅｄｉｃｉｎｅ [ Ｊ] . Ｓｔｕｄ Ｈｅａｌｔｈ Ｔｅｃｈｎｏｌ Ｉｎｆｏｒｍꎬ
２０２１ꎬ ２８５: １４１￣１４６. ｄｏｉ:１０􀆰 ３２３３ / ＳＨＴＩ２１０５８７

[３３] Ｍｙｓｚｅｗｓｋｉ ＪＪꎬ Ｋｌｏｓｓｏｗｓｋｉ Ｅꎬ Ｍｅｙｅｒ Ｐꎬ ｅｔ ａｌ. Ｖａｌｉｄａｔｉｎｇ
ＧＡＮ￣ＢｉｏＢＥＲＴ: ａ ｍｅｔｈｏｄｏｌｏｇｙ ｆｏｒ ａｓｓｅｓｓｉｎｇ ｒｅｐｏｒｔｉｎｇ
ｔｒｅｎｄｓ ｉｎ ｃｌｉｎｉｃａｌ ｔｒｉａｌｓ[Ｊ] . Ｆｒｏｎｔ Ｄｉｇｉｔ Ｈｅａｌｔｈꎬ ２０２２ꎬ ４:
８７８３６９. ｄｏｉ:１０􀆰 ３３８９ / ｆｄｇｔｈ.２０２２􀆰 ８７８３６９

[３４] Ｇｈａｒａｖｉ Ｅꎬ ＬｅＲｏｙ ＮＪꎬ Ｚｈｅｎｇ ＧＴꎬ ｅｔ ａｌ. Ｊｏｉｎｔ ｒｅｐｒｅｓｅｎ￣
ｔａｔｉｏｎ ｌｅａｒｎｉｎｇ ｆｏｒ ｒｅｔｒｉｅｖａｌ ａｎｄ ａｎｎｏｔａｔｉｏｎ ｏｆ ｇｅｎｏｍｉｃ
ｉｎｔｅｒｖａｌ ｓｅｔｓ [ Ｊ] . Ｂｉｏｅｎｇｉｎｅｅｒｉｎｇꎬ ２０２４ꎬ １１ ( ３): ２６３.
ｄｏｉ:１０􀆰 ３３９０ / ｂｉｏｅｎｇｉｎｅｅｒｉｎｇ１１０３０２６３

[３５] Ｓｈｏｊａｉｅ Ａꎬ Ｆｏｘ ＥＢ. Ｇｒａｎｇｅｒ ｃａｕｓａｌｉｔｙ: ａ ｒｅｖｉｅｗ ａｎｄ
ｒｅｃｅｎｔ ａｄｖａｎｃｅｓ[Ｊ] . Ａｎｎｕ Ｒｅｖ Ｓｔａｔ Ａｐｐｌꎬ ２０２２ꎬ ９(１):
２８９￣３１９.

[３６] Ｚｅｎｇ ＺＸꎬ Ｊｉａｎｇ Ｘꎬ Ｎｅａｐｏｌｉｔａｎ Ｒ. Ｄｉｓｃｏｖｅｒｉｎｇ ｃａｕｓａｌ
ｉｎｔｅｒａｃｔｉｏｎｓ ｕｓｉｎｇ Ｂａｙｅｓｉａｎ ｎｅｔｗｏｒｋ ｓｃｏｒｉｎｇ ａｎｄ ｉｎｆｏｒｍａ￣
ｔｉｏｎ ｇａｉｎ[Ｊ] . ＢＭＣ Ｂｉｏｉｎｆｏｒｍａｔｉｃｓꎬ ２０１６ꎬ １７(１): ２２１.
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０５￣１５] . ｈｔｔｐｓ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / ２４１０􀆰 ０５０７８

[３８] Ｍｉｔａｌ Ｎꎬ Öｚｙｉｌｋａｎ Ｅꎬ Ｇａｒｊａｎｉ Ａꎬ ｅｔ ａｌ. Ｎｅｕｒａｌ ｄｉｓｔｒｉｂｕ￣
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ｇｕａｇｅ ｍｏｄｅｌｓ [ＥＢ / ＯＬ] . ( ２０２４￣０４￣２７) [ ２０２５￣０５￣１５] .
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