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摘要:目的　 提出一种能够有效抽取因果关系的算法ꎬ以提高医疗领域文本处理的准确性ꎮ 方法 　 提出基于

Ｔｒａｎｓｆｏｒｍｅｒ 的双向编码器( ｂｉｄｉｒｅｃｔｉｏｎａｌ ｅｎｃｏｄｅｒ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓꎬ ＢＥＲＴ)和因果图注意力网络

(ｃａｕｓａｌ ｇｒａｐｈ ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋｓꎬ ＣＧＡＴ)的 ＢＥＲＴ￣ＣＧＡＴ 算法ꎮ 首先构建因果关系图ꎬ利用医疗文本对 ＢＥＲＴ 模

型进行微调ꎬ以获得优化的实体嵌入表示ꎻ随后通过知识融合通道整合文本编码信息与因果结构ꎬ输入至图注意

力网络ꎻ采用多头注意力机制并行处理不同子空间信息ꎬ增强复杂语义关系捕捉能力ꎻ最后通过双通道解码层实

现实体及因果关系的同步抽取ꎮ 结果　 在自建的糖尿病因果实体数据集上的实验表明ꎬ模型在准确率(９９.７４％)
与召回率(８１.０４％)上较传统 ＢｉＬＳＴＭ￣ＣＲＦ 基线提升 ０.６５％和 １６.７３％ꎬＦ１ 分数达 ８０.８３％ꎮ 结论　 ＢＥＲＴ￣ＣＧＡＴ 算

法通过结合 ＢＥＲＴ 的语义特征提取能力和图神经网络的关系建模优势ꎬ有效提升了医疗文本因果关系抽取的准

确性ꎬ验证了该方法的有效性ꎮ
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　 　 实体因果关系抽取主要是从医疗文本中识别

和提取医疗实体之间的因果关系ꎬ例如 “肥胖是糖

尿病肾脏病变的独立危险因素”ꎬ表明肥胖是糖尿

病肾脏病变可能的病因ꎬ即“肥胖”与“糖尿病肾脏

病变”之间存在因果关系ꎮ 这种关系反映实体之

间的因果逻辑ꎬ在疾病预测、医疗问答机器人等应

用中具有重要价值ꎮ 但是ꎬ由于医疗文本中专业

术语多、因果实体长距离依赖、数据集缺乏等问

题ꎬ设计一种稳定有效的因果关系挖掘框架用于

医疗文本值得研究ꎮ
目前因果关系抽取研究主要聚焦于基于规

则、基于统计学、基于深度学习 ３ 种方法ꎮ 基于规

则的方法依赖于文本特征的人工筛选ꎬ如词汇表、
句法、匹配模式等ꎮ 这种方法尽管进行了大量人

工建模ꎬ但仍然不能列举出所有可能会出现的因

果关系表达式ꎬ导致在进行因果关系抽取时ꎬ由于

触发词不同、主客体长距离依赖、词汇缩写等问

题ꎬ出现规则的不匹配ꎮ 基于统计学的方法在进

行因果关系抽取之前需要精心设计特征ꎬ并对语

料库中的数据进行大量的特征工程操作ꎬ以求从

中学到因果关系ꎮ
深度学习技术在自然语言处理(ｎａｔｕｒａｌ ｌａｎｇｕａｇｅ

ｐｒｏｃｅｓｓｉｎｇꎬ ＮＬＰ)领域取得了显著进展ꎮ 卷积神经网

络 ( ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓꎬ ＣＮＮ ) [１] 利 用

ｎ￣ｇｒａｍ特征在关系抽取任务中得到广泛应用ꎻ通用

语言模型基于 Ｔｒａｎｓｆｏｒｍｅｒ 的双向编码器( ｂｉｄｉｒｅｃ￣
ｔｉｏｎａｌ ｅｎｃｏｄｅｒ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ Ｔｒａｎｓｆｏｒｍｅｒｓꎬ
ＢＥＲＴ) [２]被用于神经网络ꎬ在许多 ＮＬＰ 任务中取

得 ＳＯＴＡ 成绩ꎮ 除此之外ꎬ图神经网络(ｇｒａｐｈ ｎｅｕ￣
ｒａｌ ｎｅｔｗｏｒｋｓꎬ ＧＮＮ) [３]由于出色的关系表达能力也

被广泛地应用于实体关系的任务抽取ꎮ 然而ꎬ无论

是 ＣＮＮ、ＢＥＲＴ 亦或是 ＧＮＮꎬ在医疗文本因果关系

抽取方面都存在不足:①ＢＥＲＴ 需要大规模数据进

行预训练ꎬ而对于医疗领域缺乏可利用的数据支持ꎻ
②ＣＮＮ 无法利用上下文信息ꎬ难以解决文本中实体

的长距离依赖ꎻ③ＧＮＮ 建模需要结构化数据ꎬ而医

疗文本是非结构化ꎻ④由于医疗文本中复杂的医理

解释ꎬ导致医疗文本中的实体普遍具有长距离依赖

及大量重复的实体ꎬ仅靠单个模型很难全面抽取医

疗文本中的实体因果关系ꎮ
为解决上述问题ꎬ本文结合 ＢＥＲＴ 强大的特征

表示能力和 ＧＮＮ 强大的关系表示能力ꎬ提出一种

实体因果关系抽取模型 ＢＥＲＴ￣因果图注意力网络

(ｃａｕｓａｌ ｇｒａｐｈ ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋｓꎬ ＣＧＡＴ)ꎮ ＢＥＲＴ￣
ＣＧＡＴ 融合了从文本中获得的句子语义、实体语义

和从因果关系图中获得的实体因果关系ꎬ利用文本

描述和图结构数据为因果关系抽取提供了丰富的特

征表示ꎮ 利用数据的全局语义信息建立实体因果关

系图ꎬ并利用预训练模型 ＢＥＲＴ 生成输入文本的嵌

入表示ꎮ 将文本的嵌入表示和对应的因果关系图进

行信息融合作为图注意网络 ( ｇｒａｐｈ ａｔｔｅｎｔｉｏｎ ｎｅｔ￣
ｗｏｒｋｓꎬ ＧＡＴ)的输入ꎮ 通过双通道解码层抽取因果

关系ꎬ获得因果关系三元组ꎮ 与传统方法相比ꎬ本研

究模型充分利用了句子的编码表示及因果关系图ꎬ
对长距离实体及其因果关系更加敏感ꎻＧＡＴ 中包含

的注意力机制增强了对医疗文本中的重复实体的筛

选能力ꎮ

１　 资料与方法

１.１　 资料

本研究以糖尿病为例构建了医疗文本因果实体

数据集ꎬ使用来源于阿里天池的 ＤｉａＫＧ 数据集[４]ꎬ
利用 ＣｈａｔＧＰＴ[５]作为虚拟专家从中筛选包含因果关

系的文本ꎬ然后使用 ＢＩＯ 标注法对筛选出的句子进

行标注和整理ꎬ包括对句子长度的处理ꎮ 标注文本

包括疾病、病因、发病部位、发病机制、临床表现、检
查方法、检查指标、用药名称、治疗方法等实体类型

以及疾病与病因、疾病与检查指标、疾病与治疗方

法、疾病与临床表现等九种因果关系类型ꎮ 从中筛

选出具有因果关系的数据共 １８ ２２６ 条ꎬ以 ８ ∶２的比

例划分训练集和测试集ꎮ 其中共标注 ２６ ４５２ 个医

学实体、１６ ４５７ 对因果关系ꎬ并详细标注实体的位置

及组成要素ꎮ
１.２　 方法

１.２.１　 基于 ＢＥＲＴ 和 ＧＡＴ 医疗文本因果关系抽取

算法框架

实体因果关系抽取是从文本中识别并抽取实体

之间的因果联系ꎬ有助于构建更丰富的知识库和理

解文本的深层含义ꎮ 实体通常是指文本中由一个词

或多个词组成的有意义的序列ꎬ代表现实世界中的

一个特定对象、概念或类别ꎮ 在实体因果关系抽取



刘位龙ꎬ等.基于 ＢＥＲＴ 和图注意力网络的医疗文本因果关系抽取算法 ６３　　　 　

中ꎬ用 Ｓ＝(ｗ１ꎬｗ２ꎬｗ３ꎬ􀆺ꎬｗｎ) 表示由多个词元 ｗｉ 组

成的语句ꎮ ｌ＝(Ｂ￣ＣꎬＩ￣ＣꎬＢ￣ＥꎬＩ￣ＥꎬＯ)表示通过 ＢＩＯ
标注法获得的标签集合ꎬ其中ꎬＢ￣Ｃ 代表 ｗｉ 是原因

的开始、Ｉ￣Ｃ 代表 ｗｉ 是原因的延续、Ｂ￣Ｅ 代表 ｗｉ 是

结果的开始、Ｉ￣Ｅ 代表 ｗｉ 是结果的延续、Ｏ 代表 ｗｉ

是非目标词ꎮ 实体因果关系抽取模型需要输出 ｗｉ

属于 ｌ 中每个标签的概率ꎬ旨在从文本中提取包含

因果关系的实体三元组ꎬ见图 １ꎮ

图 １　 实体关系抽取示意图
Ｆｉｇｕｒｅ １　 Ｅｎｔｉｔｙ ｒｅｌａｔｉｏｎｓｈｉｐ ｅｘｔｒａｃｔｉｏｎ ｄｉａｇｒａｍ

　 　 本研究提出一种基于 ＢＥＲＴ 和 ＧＡＴ 的医疗文

本因果关系抽取算法 ＢＥＲＴ￣ＣＧＡＴꎬ在文本编码层

采用了 ＢＥＲＴ 模型ꎬ并使用微调后的 ＢＥＲＴ 模型以

获得文本编码ꎬ最后结合 ＧＡＴ 学习文本的因果结构

以提高因果关系抽取的准确性ꎮ 模型的具体结构ꎬ
见图 ２ꎮ

图 ２　 ＢＥＲＴ￣ＣＧＡＴ 网络结构图
Ｆｉｇｕｒｅ ２　 ＢＥＲＴ￣ＣＧＡＴ ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 ①将文本输入 ＢＥＲＴ 模型获得词嵌入向量ꎬ并
将嵌入向量使用文本增强通道进行处理ꎬ文本增强
通道的输出为节点特征向量ꎻ同时ꎬ将文本输入因果
图编码器对数据集内的数据进行因果图建模ꎬ获得
文本数据的边索引及边初始权重信息ꎬ结合文本增
强通道的输出生成完整的因果关系图数据ꎮ ②使用
因果图注意力网络学习因果关系图中的因果结构ꎮ
③使用知识融合通道将 ＢＥＲＴ 模型的实体预测结果
和因果图注意力网络的输出进行融合ꎬ并输入双通道
解码层获得实体和关系标签ꎬ进而得到因果三元组ꎮ
１.２.２　 文本编码层
　 　 本研究使用由多层双向 Ｔｒａｎｓｆｏｒｍｅｒ 堆叠而成
的 ＢＥＲＴ 模型作为文本编码器ꎬ每层利用上下文信
息获得特征表示ꎬ通过获取输入文本的动态词向量
捕获文本的深层语义信息ꎬ并且 ＢＥＲＴ 模型使用大
规模数据进行预训练ꎬ因此 ＢＥＲＴ 模型可以捕获文

本更丰富的语义表达ꎮ 本研究使用通用 ＢＥＲＴ －
Ｃｈｉｎｅｓｅ 的预训练模型作为基础模型ꎮ 由于医疗文
本中包含许多医疗领域特有的实体、医疗文本数据
集多标签及实体重叠严重ꎬ使用数据集中的文本对
通用 ＢＥＲＴ－Ｃｈｉｎｅｓｅ 模型进行微调ꎮ 假设输入的文
本为 Ｗꎬ其词元集合为[ｗ１ꎬｗ２ꎬ􀆺ꎬｗｎ]ꎬ将词元集合
输入 ＢＥＲＴ 模型得到词嵌入表示为:

[ｈ１ꎬｈ２ꎬ􀆺ꎬｈｎ] ＝ＢＥＲＴ([ｗ１ꎬｗ２ꎬ􀆺ꎬｗｎ])ꎬ (１)
其中ꎬｈｉ 为经过 ＢＥＲＴ 模型的隐藏层嵌入表示ꎬｗｉ

为句子中每个词的 ｔｏｋｅｎ 表示ꎬｎ 为文本长度ꎮ
使用微调后的 ＢＥＲＴ 模型获得句子的词嵌入向

量ꎮ 然后ꎬ词嵌入向量会输入到文本增强通道ꎬ通过
迭代扩张卷积网络 ( ｉｔｅｒａｔｅｄ ｄｉｌａｔｅｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ＩＤＣＮＮ) 进 行 进 一 步 的 特 征 提
取[６] ꎮ ＩＤＣＮＮ 通过在卷积操作中引入膨胀率来扩
展感受野ꎬ使得模型能够在捕捉全局上下文信息
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的同时ꎬ保持对局部特征的敏感性ꎮ ＩＤＣＮＮ 通过

多层膨胀卷积叠加ꎬ可以有效捕获文本中的细粒

度和全局特征ꎬ这对于处理复杂的医疗文本中的

因果关系尤为重要ꎮ 最后ꎬ将 ＩＤＣＮＮ 输出的增强

特征作为后续模块输入ꎬ以构建更加精确的因果

关系图ꎮ
１.２.３　 因果图建模

本文通过三个步骤来完成对句子的因果图建

模:因果句识别、实体检测和因果关系权重计算ꎬ建
模过程见图 ３ꎮ 因果句识别旨在通过规则匹配ꎬ从
标注的长文本中提取包含因果关系的句子ꎬ包括定

义规则、文本处理、模式匹配、上下文验证ꎮ ① 根据

文本中的因果表达方式定义了因果连接词、条件表

达、语境依赖、统计频率等 １０ 类判定因果句的规则ꎮ
② 对数据中的同义词和术语缩写进行扩展ꎬ将文本

中的同义词与术语缩写统一为一个标准词并映射到

一个标准词表ꎮ ③ 使用语言技术平台 ( ｌａｎｇｕａｇｅ
ｔｅｃｈｎｏｌｏｇｙ ｐｌａｎｔｆｏｒｍꎬ ＬＴＰ) [７]识别判定规则及标准

词表中的词性ꎮ 通过判断因果指示词是否成为实体

的一部分或者标准词的词性是否发生变化ꎬ消除处

理过程中产生的歧义部分ꎬ尽量避免通过模式匹配

得到错误因果句ꎮ

图 ３　 因果图建模概述
Ｆｉｇｕｒｅ ３　 Ｏｖｅｒｖｉｅｗ ｏｆ ｃａｕｓａｌ ｄｉａｇｒａｍ ｍｏｄｅｌｉｎｇ

　 　 通过以下步骤提取因果句中的实体ꎮ 首先ꎬ删
除停用词和特定实体(例如人名、组织名和地名)ꎬ
然后对句子进行序列标注和命名实体识别ꎬ从句子

中挑选出可以作为实体的部分ꎮ 最后使用映射表处

理实体中包含的同义词和术语缩写ꎬ得到可以用来

作为网络节点的实体ꎮ
通过因果句的识别和实体检测ꎬ得到大量的因

果句及句中带有因果关系的实体ꎮ 由于因果关系具

有明确的方向性ꎬ根据实体在句子中的位置ꎬ可以分

为从因到果的顺序和从果到因的顺序ꎮ 本研究基于

贝叶斯网络设计了因果关系图ꎬ以贝叶斯网络中的

先验概率作为因果关系图中的边权重ꎮ 因果关系图

可以用 ｇ＝(ｗꎬｅ)来表示ꎬｗｉ 为网络节点的实体ꎬ ｅｉｊ

表示从节点 ｗｉ 到节点 ｗｊ 的边ꎬ计算实体之间的共

现概率作为边权重ꎬ共现概率按照以下方式构造:

Ｄｗｉ→ｗｊ ＝
ｃｏ(ｗｉ→ｗｊ)

　 ＤＦ(ｗｉ)∗ＤＦ(ｗｊ)
ꎬ (２)

其中ꎬＤｗｉ→ｗｊ中的节点 ｗｉ 和节点 ｗｊ 表示共现概率ꎬ
ｃｏ(ｗｉ→ｗｊ)中的节点 ｗｉ 和节点 ｗｊ 表示共现次数ꎬ
ＤＦ(ｗｉ)表示节点 ｗｉ 在数据中出现的次数ꎮ
１.２.４　 因果图注意力层

为了获得更多的语义信息来捕获医疗文本中词
与词、词与关系和关系之间的复杂相互作用ꎬ本研究
在图注意力层中采用了多头注意力机制ꎬ通过多个
注意力头并行处理信息ꎬ每个头学习不同的表示子
空间ꎬ从而增强 ＢＥＲＴ￣ＣＧＡＴ 模型对医疗文本中复
杂语义关系的表征能力ꎬ每个节点的参数更新过程ꎬ
见图 ４ꎮ

图 ４　 节点参数更新示意图
Ｆｉｇｕｒｅ ４　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｎｏｄｅ ｐａｒａｍｅｔｅｒ ｕｐｄａｔｅ
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　 　 图注意力层中ꎬ对于每个节点 ｉꎬ聚合其所有邻

居节点 ｊ 的特征ꎬ
ｚｉ ＝ ∑

ｊ∈Ｎ( ｉ)
Ｗｈｊꎬ (３)

其中ꎬＮ ( ｉ)是节点 ｉ 的邻居节点的集合ꎮ 每个节点
ｉ 通过 ＢＥＲＴ 模型获得特征向量 ｈｉꎬ同时每条边关

联一个权重矩阵 Ｗꎮ
图 ４ 中 ａｉｊ表示节点与其邻居节点之间的注意

力分数ꎬ计算公式如下:
ａｉｊ ＝ａＴ[ｈｉ‖ｚｉ]ꎮ (４)

通过 ＳｏｆｔＭａｘ 函数对注意力分数进行归一化ꎬ
确保每个节点的邻居贡献之和为 １ꎬ使得注意力权
重可以合理地分配给每个邻居ꎮ 计算公式如下:

αｉｊ ＝
ｅｘｐ ｅｉｊ( )

∑
ｋ∈Ｎ( ｉ)

ｅｘｐ (ｅｉｋ)
ꎮ (５)

为了反应节点在图中的局部结构和内容信息ꎬ
本研究使用归一化的注意力权重对邻居特征进行加

权求和ꎬ更新每个节点的特征表示ꎬ计算公式如下

ｈ′ｉ ＝ ∑
ｊ∈Ｎ( ｉ)

αｉｊＷｈｊꎮ (６)

为了避免训练过程中出现梯度消失的问题ꎬ本
研究使用了残差计算连接ꎮ 具体计算公式如下:

ｈｒｅｓｉｄｕａｌ
ｉ ＝ｈｉ＋ｈｄｒｏｐｐｅｄ

ｉ ꎬ (７)
其中ꎬｈｒｅｓｉｄｕａｌ

ｉ 为残差计算后的节点特征ꎬｈｉ 为更新后

的节点特征ꎬｈｄｒｏｐｐｅｄ
ｉ 为经过 ｄｒｏｐｐｅｄ 层后的节点特征ꎮ

１.２.５　 知识融合通道
为了用更广的感知域提取实体的特征信息ꎬ文本

编码层引入了文本增强通道ꎬ在充分考虑上下文信息
的情况下提取完整的实体ꎬ因果图建模可以捕捉实体
之间的因果关系结构ꎮ 医疗文本存在大量的隐式因

果关系ꎬ利用这些因果关系图可以提高模型在实体因
果关系提取中的准确率和鲁棒性ꎮ 因果图注意力网

络可以为实体抽取的学习过程提供指导信息ꎬ并且两
部分信息拥有不同的优先级ꎮ 本研究设计了一个知

识融合通道ꎬ将文本的编码信息与因果图注意力网络
的输出相融合ꎮ 使用多头注意力机制[８] 将两部分链
接在一起ꎬ以表示实体因果关系的全局偏好ꎮ

首先ꎬ对每个注意力头计算 ＢＥＲＴ 和 ＣＧＡＴ 的

输出之间的注意力分数ꎬ计算公式如下:

ＡｔｔｅｎｔｉｏｎＢＥＲＴ￣ＣＧＡＴ ＝ＳｏｆｔＭａｘ
ＱＢＥＲＴ×ＫＴ

ＣＧＡＴ
　 ｄｋ

æ

è
çç

ö

ø
÷÷ ꎬ (８)

其中ꎬＡｔｔｅｎｔｉｏｎＢＥＲＴ￣ＣＧＡＴ为每个注意力头的注意力分
数ꎬＱＢＥＲＴ为 ＢＥＲＴ 模型输出的查询矩阵ꎬＫＣＧＡＴ为图
注意力网络输出的键矩阵ꎬｄｋ 为键矩阵的维度ꎮ

然后ꎬ使用注意力分数对值向量进行加权求和ꎬ
计算公式如下:

Ｈｉ ＝ＡｔｔｅｎｔｉｏｎＢＥＲＴ￣ＣＧＡＴ×ＶＣＧＡＴꎬ (９)

其中ꎬＨｉ 表示第 ｉ 个注意力头的输出ꎬＶＣＧＡＴ为因果

图注意力网络输出的值矩阵ꎮ
最后ꎬ将所有注意力头的输出拼接在一起ꎬ并通

过线性变换得到最终的融合表示ꎬ计算公式如下:
Ｈ＝Ｗ０×Ｃｏｎｔａｃｔ(Ｈ１ꎬＨ２ꎬ􀆺ꎬＨｎ)ꎬ (１０)

其中ꎬＨ 为融合后的注意力表示ꎬＷ０ 为线性变换

矩阵ꎮ
１.２.６　 双通道解码层

本研究设计了一个双通道解码层ꎬ使用因果图
注意力层的输出作为输入ꎬ通过一个额外的实体识

别层来预测每个词是否为实体的开始或结束ꎮ 在实

体识别的基础上ꎬ使用另一个解码通道来预测实

体之间的关系ꎮ 实体识别通道将因果图注意力层输

出的特征从节点映射到实体类别的得分ꎮ 应用
ＳｏｆｔＭａｘ 获取每个节点属于每个实体类别的概率ꎮ
计算公式如下:

Ｓｅ ＝ＳｏｆｔＭａｘ(Ｗｅ􀅰ｈ＋ｂｅ)ꎬ (１１)
其中ꎬＳｅ 表示每个节点属于每个实体类别的概率ꎬ
ｈ 是 ＢＥＲＴ￣ＣＧＡＴ 输出的节点特征ꎬＷｅ 和 ｂｅ 是实

体识别层的权重和偏执ꎮ
关系识别通道使用实体的特征表示作为输入ꎬ

来预测实体队之间的关系类别ꎬ最后应用 ＳｏｆｔＭａｘ
函数来获取实体对属于每个可能关系类别的概率ꎮ
计算公式如下:

Ｓｒ ＝ＳｏｆｔＭａｘ(Ｗｒ􀅰(ｈｉ􀱇ｈｊ)＋ｂｒ)ꎬ (１２)
其中ꎬＳｒ 表示实体对属于每个可能关系类别的概

率ꎬｈｉ 和 ｈｊ 是一对实体的特征表示ꎬ􀱇表示特征的
点积ꎬＷｒ 和 ｂｒ 是关系识别层的权重和偏置ꎮ

因果图注意力层的输出经过双通道解码后得到

因果关系三元组ꎮ
１.３　 对比实验

１.３.１　 实验设置
对于收集数据集ꎬ使用 ＢＥＲＴ 对文本进行编码

以生成嵌入表示ꎬ并针对数据集构建了关于糖尿病

及其并发症的中文因果关系图ꎮ 该模型在训练过程

中的超参数如下:①模型训练的 ｅｐｏｃｈ 数为 ６０ 个ꎻ
②训练集的批量大小为 ８ꎻ③优化器 Ａｄａｍ 的学习
率为 １×１０－４ꎮ 为了保证实验结果的可靠性ꎬ在训练

前将所有数据与不同的随机种子进行洗牌ꎬ使用抽

取实体和关系的准确率、召回率和 Ｆ１ 分数作为判

定模型性能的指标ꎮ
１.３.２　 对比模型

为验证本文 ＢＥＲＴ￣ＣＧＡＴ 模型抽取实体因果关

系的性能ꎬ本文选取 ５ 个模型做对比实验ꎬ其中包括

３ 个基准模型:图卷积网络(ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔ￣
ｗｏｒｋꎬ ＧＣＮ)、ＢＥＲＴ、ＢＥＲＴ＋长短期记忆网络( ｌｏｎｇ
ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙ ｎｅｔｗｏｒｋｓꎬ ＬＳＴＭ)ꎻ以及两个主
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流模型 ＢｉＬＳＴＭ＋ＣＲＦ、ＢｉＬＳＴＭ＋ｓｅｌｆ￣ＡＴＴꎮ 本文针

对数据集的特征对上述模型数据输入部分做了部分

修改ꎬ以保证模型正常训练ꎮ

２　 结　 果

本文主要考虑因果关系的抽取ꎬ因此主要关注

实体和关系的各项粗粒度指标ꎬ实验结果列于表 １ꎮ
由表 １ 可见ꎬ本研究提出的 ＢＥＲＴ￣ＣＧＡＴ 模型优于

其他模型ꎬ在所构建的数据集上有较好的识别效果ꎬ
实体抽取的准确率为 ９９.７４％、召回率为 ８１.０４％、Ｆ１
分数为 ８０.８３％ꎬ关系抽取的准确率为 ８０.３６％、召回

率为 ７９.３６％、Ｆ１ 分数为 ７９.６８％ꎮ

表 １　 实验结果
Ｔａｂｌｅ １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

模型
实体

准确率 召回率 Ｆ１ 分数

关系

准确率 召回率 Ｆ１ 分数

ＧＣＮ ０.８２４ ２ ０.７３３ ３ ０.７２８ ６ ０.７３０ ９ ０.７８９ ５ ０.７４２ ６
ＢＥＲＴ ０.９８２ ３ ０.６２４ ２ ０.６８７ ５ ０.７３１ ９ ０.７２７ ９ ０.７２４ ９

ＢＥＲＴ＋ＬＳＴＭ ０.９８４ ７ ０.６６４ ２ ０.７９３ ３ ０.７８５ ５ ０.７８２ ５ ０.７８３ ５
ＢｉＬＳＴＭ＋ＣＲＦ ０.９９０ ９ ０.６４３ １ ０.６１２ ４ ０.５８１ ６ ０.５７５ ６ ０.５７３ ４

ＢｉＬＳＴＭ＋ｓｅｌｆ￣ＡＴＴ ０.７６０ ６ ０.５０７ ５ ０.５７１ ６ ０.６７５ ７ ０.６６９ ７ ０.６６０ ９
ＢＥＲＴ＋ＣＧＡＴ ０.９９７ ４ ０.８１０ ４ ０.８０８ ３ ０.８０３ ６ ０.７９３ ６ ０.７９６ ８

３　 讨　 论

基于规则的方法是因果关系挖掘中的传统方法

之一ꎬ其通常依赖于人工制定的规则来识别文本中

的因果关联ꎮ 这些规则可以是简单的词汇匹配ꎬ也
可以是更复杂的句法结构分析ꎮ Ｇｏｐａｌａｎ 等[９] 通过

显性话语连接词实现了因果关系的自动提取ꎬ但是

这种通过触发词来提取因果的方式会忽略文本中隐

性的因果ꎮ Ｇｕｏ 等[１０] 考虑文本中显性和隐性的因

果关系ꎬ在计算中证实实体类别和因果之间的联系ꎻ
Ｋａｂｉｒ 等[１１]针对医学文献中因果短语组成复杂的特

点ꎬ以因果依赖模式集合为模板ꎬ提取因果短语的第一

个词ꎬ继而获得完整的因果短语ꎮ Ｒａｄｉｎｓｋｙ 等[１２] 则是

将语义自然语言建模技术应用于建立因果模式模

板ꎬ通过已有的因果模式来预测因果关系ꎮ 但是ꎬ基
于规则的方法普遍需要人工建立因果触发词词汇库

和因果关系模式模板ꎬ且词汇库及因果模式的模板

通用性差ꎬ模板匹配的准确性也有待提高ꎮ
基于统计学方法ꎬ可通过分析大量数据中的相

关性来推断因果关系ꎮ 这些方法包括回归分析、关
联规则挖掘等ꎮ Ｓｐｉｒｔｅｓ 等[１３] 提出一种基于约束的

因果发现算法———ＰＣ 算法ꎮ 这种算法基于因果网

络ꎬ通过独立性检验和学习因果结构的骨架图来描

述多个变量之间的因果关系ꎮ Ｐｅｔｅｒｓ 等[１４]为了从联

合分布中学习因果关系图ꎬ提出连续加性噪声模型ꎬ
其中每个变量由其父变量的加性函数和 １ 个独立的

噪声项组成ꎮ 为了确定因果方向ꎬＺｈａｏ 等[１５] 提出

分层加性噪声模型ꎬ通过变分方法将多个因子推广

到 １ 个中间变量中ꎬ并利用模型中的不对称性来识

别因果关系方向ꎮ 与基于规则的方法相比ꎬ基于统

计学的方法可以处理更复杂的数据ꎬ并且能够发现

数据中的隐含模式ꎬ但是需要对数据进行大量的特

征工程操作以从中学到因果关系ꎬ这降低了方法泛

化能力ꎬ同时基于统计的方法难以捕捉上下文信息

和深层次的语义关系ꎬ从而影响抽取的准确性ꎮ
传统的方法(如基于规则或统计)在因果关系

挖掘领域取得显著的成果ꎬ但仍然存在一定的局限

性ꎮ 近年来ꎬ基于深度学习的方法在因果关系挖掘

领域取得突破性进展ꎮ 一些模型基于深度学习的方

法使用神经网络从复杂的数据中提取有用信息ꎬ例
如 ＣＮＮ[１６]、递归神经网络(ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ
ＲＮＮ) [１７￣１８]和 ＬＳＴＭ[１９￣２０]ꎮ 这些模型有强大的特征

学习和模式识别能力ꎬ可以捕捉文本中的深层次特

征和复杂结构ꎮ 然而ꎬＣＮＮ 网络的感知范围受到卷

积核大小的限制ꎬ只能以步进方式获得局部特征ꎮ
这种方式使得 ＣＮＮ 无法很好地提取并处理文本的

上下文语义特征ꎬ从而影响最终结果ꎮ 为了提高

ＣＮＮ 对上下文信息的感知ꎬＳｔｒｕｂｅｌｌ 等[６] 提出迭代

扩张卷积神经网络 ( ｉｔｅｒａｔｅｄ ｄｉｌａｔｅｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ＩＤ￣ＣＮＮｓ)ꎬ通过以循环方式重复使

用相同参数的方法提升了输入宽度ꎬ有效提升了

ＣＮＮ 的感知范围ꎮ
由于文本中的实体关系可以表示为图结构数

据ꎬ为了使用图数据强大的关系表示能力ꎬ大量研究

着眼于如何在图数据上使用深度学习方法ꎮ 由于异

构图数据的挑战ꎬ人们对如何将深度学习方法应用

于图进行了深入的研究[２１]ꎮ 既往研究将图上的神
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经网络视为递归神经网络的一种形式ꎬ然而其需要

重复应用收缩图作为激活函数ꎬ直到节点的表示达

到稳定状态ꎮ 通过添加门控循环单元和改进反向传

播优化策略ꎬ缓解了这一限制[２２]ꎮ Ｂｒｕｎａ 等[２３]将卷

积神经网络扩展到图ꎬＤｅｆｆｅｒｒａｒｄ 等[２４] 使用切比雪

夫多项式获得图卷积以替换计算复杂的拉普拉斯特

征分解ꎬＫｉｐｆ 等[２５]通过局部一阶近似进一步简化了

谱图卷积ꎮ 近年来ꎬ人们对图神经网络在 ＮＬＰ 上的

应用做了大量的研究ꎬ如文本分类[２６]、事件参数抽

取[２７]、用于关系抽取的文档级图[２８]、用于事件因果

关系识别的文档级图[２９]等ꎮ
本文提出一种基于因果图注意力网络的实体因

果关系抽取方法ꎬ利用因果关系图完成模型结构的

构建ꎬ融合文本的词嵌入信息和因果图结构信息更

新节点信息ꎬ在解码阶段采用双通道解码方法获取

文本中的实体信息和实体因果关系三元组ꎮ 通过在

糖尿病因果实体数据集上进行训练和验证ꎬ证明本

文提出的方法相较于其他方法具有一定的优势ꎬ适
用于医疗文本的实体因果关系抽取ꎮ 对比实验效果

最好的是 ＢＥＲＴ＋ＬＳＴＭ 和 ＢＥＲＴ￣ＧＣＮꎬ这主要是因

为 ＢＥＲＴ 模型有大量的预训练语料ꎬ使构建的词向

量表征能力更强ꎬ更好地学习到了文本中的因果关

系ꎬ证明使用大规模的预训练模型对因果关系抽取

任务有显著提升ꎮ 实验结果表明ꎬＧＣＮ 模型相比

ＬＳＴＭ 在因果关系抽取任务上的性能更好ꎬ主要是

因为图卷积神经网络中的卷积操作相比 ＬＳＴＭ 中

的单向按语序学习到更多的上下文信息ꎬ有助于因

果关系的抽取ꎬ使用 Ｓｏｆｔｍａｘ 对卷积结果进行分类

筛选对模型的性能也有提升ꎮ
然而ꎬ本文的研究发现ꎬ基于因果图注意力网络

的抽取方法对数据集的要求较高ꎬ需要大量精确标

注的训练数据ꎮ 除此之外ꎬ医疗文本中存在超长距

离的依赖关系以及同义词与缩写数量大等问题ꎬ依
赖人工筛选并建立映射ꎮ 在未来的研究中ꎬ将探索

小样本学习方法或者自监督学习方法ꎬ降低模型对

有标注数据及人工筛选的依赖ꎬ使模型可以自动在

少量的样本中进行快速有效的学习ꎮ
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