
文章编号：1671-7872(2025)04-0410-08

基于离散物理信息神经网络的线性
偏微分方程长时积分

杨明威 ，黄文龙 ，王子寒

(安徽工业大学 计算机科学与技术学院, 安徽 马鞍山 243032)

摘要：针对连续物理信息神经网络在偏微分方程长时积分中面临的时间因果性失效问题，提出一种融合热启动技术和双精度

计算的离散物理信息神经网络改进方法。通过引入时间离散策略强化神经网络对时间因果关系的遵循能力，同时采用热启动

方案将前一时间步训练获得的模型参数作为下一时间步的初始参数，降低计算资源的消耗。在计算精度方面，通过实施双精

度浮点数运算提高线性偏微分方程的求解精度。为验证方法的有效性，设计对流方程和波动方程的数值对比实验。结果表明：

热启动技术的应用使计算效率提高 2~3 倍，同时将计算精度提高约 20%；在长时积分任务中，双精度计算可将计算精度提高

约 10 倍，但计算时间相应增加 7~8 倍；而引入额外的物理约束后计算精度可进一步提高 5~6 倍，且几乎不增加额外计算开销。

结合热启动方案和双精度计算，离散物理信息神经网络可在可控的计算成本下实现高精度长时积分，为复杂系统长时间模拟

提供新方案。 
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Long-time Integration of Linear Partial Differential Equations Based on
Discrete Physics-informed Neural Network

YANG Mingwei, HUANG Wenlong, WANG Zihan
(School of Computer Science & Technology, Anhui University of Technology, Maanshan 243032, China)

Abstract：An improved discrete physics-informed neural network method incorporating both warm-start techniques
and double-precision  computing was  proposed to  address  the  temporal  causality  failure  encountered  in  continuous
physics-informed neural networks for long-time integration of partial differential equations. The temporal causality
compliance  of  neural  network  was  enhanced  through  the  introduction  of  a  time-discretization  strategy,  while
computational resource consumption was reduced by employing a warm-start scheme that utilized model parameters
obtained from previous time-step training as initial parameters for subsequent time steps. In terms of computational
accuracy, the solution precision for linear partial differential equations was improved through the implementation of
double-precision  floating-point  arithmetic.  To  validate  the  effectiveness  of  the  proposed  method,  comparative
numerical  experiments  were  designed  involving  both  convection  equations  and  wave  equations.  The  results
demonstrate  that  the  application  of  warm-start  techniques  achieves  a  2–3  fold  improvement  in  computational
efficiency  while  providing  approximately  20%  enhancement  in  computational  accuracy.  For  long-time  integration
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tasks,  the  implementation  of  double-precision  computing  is  shown  to  yield  about  10  times  higher  computational
accuracy,  though accompanied by a 7–8 fold increase in computation time.  Furthermore,  when additional  physical
constraints  are  incorporated,  the  computational  accuracy  is  observed  to  be  further  improved  by  5–6  times  without
significant additional computational overhead. Through the combined application of warm-start schemes and double-
precision  computing,  high-accuracy  long-time integration  is  successfully  realized  by  the  discrete  physics-informed
neural networks within controllable computational costs, thereby offering a novel solution for prolonged simulations
of complex systems.
Keywords：physics-informed neural network; long-time integration; time-discretization; partial differential equation;

warm-start; double precision calculation; wave equation; convection equation

偏微分方程 (partial  differential  equation，PDE)
在科学和工程领域中[1−2] 被广泛应用于各类现象的

建模与分析。过去数十年来，有限差分 [3] (finite
difference，FD) 和有限元 [4] (finite element，FE) 等数

值方法已成为 PDE 求解的主流技术。然而，传统数

值方法 (如 FD 和 FE 等) 在处理高维问题和复杂几

何结构时仍存在显著局限性。近年来，基于深度学

习求解方法[5−7] 的迅速发展，其中物理信息神经网络

(physics informed neural network，PINN) 作为一种创

新的无网格方法，通过将物理约束直接嵌入神经网

络架构，有效避免了传统方法中复杂的网格生成过

程。这种特性使得 PINN 在求解线性 PDE 时展现出

独特优势，尤其在高维空间和具有复杂几何特征的

物理场模拟中表现更为突出[8]。基于这些优势，

PINN 及改进算法已被成功应用于多个领域，包括计

算物理学[9−10]、生物医学 [11]、空气动力学 [12]、热力

学[13] 等。但是，基于 PINN 的长时积分问题尚未得

到完全解决，特别是其时间因果关系的违背问题[14]。

因此，开展基于离散 PINN 的线性 PDE 长时积分研

究，对于增强 PINN 的工程适用性、促进数值计算方

法的发展具有重要价值。

在数值计算领域，PDE 长时积分问题始终是核

心研究课题。近年来，众多学者针对这一问题展开

了深入研究：Wang 等 [15] 研究了能量守恒指数积分

器的长期数值行为，游波等[16] 则探讨了系统在长时

间演化过程中可能出现的环面收敛或周期/准周期

振荡行为。在基于 PINN 的长时积分研究方面，学

者们也取得了一定进展：Meng 等 [17] 提出并行物理

信息神经网络构架，通过时间域分解策略实现了长

时间尺度模拟；Wang等[18] 则利用深度算子网络实现

了参数化 PDE 的长时积分。其中，离散 PINN (如
Runge–Kutta  physics-informed  neural  network， RK–
PINN) 通过融合数值离散方法与 PINN 框架，能更

严格地保持时间因果关系，在长时积分任务中展现

出独特优势。Zhong 等 [19] 应用 RK–PINN 成功模拟

了低温等离子体中电子分布、电晕放电及电弧演化

l ul (l+1)

ul+1

等复杂现象。为进一步发挥时间离散特性，Chen
等[20] 将第 个时刻解 作为初始猜测来预测第

个时刻未知解 ，显著提升了离散 PINN 的计算效

率。然而，现有离散 PINN 方法在处理超长时间尺

度的积分问题时，仍面临积分时间范围有限、计算

精度不足等关键问题。鉴于此，提出融合热启动和

双精度计算的改进型 RK–PINN 方法，用于求解长

时间尺度的线性 PDE，进一步提高 RK–PINN 的精

度，旨在提升线性偏微分方程长时积分精度，为发展

高精度长时间尺度模拟技术提供创新解决方案。 

1　基于物理信息神经网络的热启动融
合方法
针对线性 PDE 的长时积分问题，本研究通过以

下两个关键策略提升计算性能：首先，基于特定应用

场景优化选择 PINN 架构；其次，引入热启动策略显

著加速计算过程。 

1.1　物理信息神经网络架构

PINN 框架通过训练神经网络来同时满足偏微

分方程及其初始/边界条件。根据实现方式的不同，

PINN 可分为连续型和离散型架构，2 种架构各具特

点并适用于不同场景。 

1.1.1　连续型架构

连续型 PINN 架构主要适用于连续介质力学问

题，包括固体力学和流体力学等典型应用场景。该

架构的核心特征是将 PDE 的物理约束直接嵌入神

经网络的损失函数，从而实现对复杂物理系统的高

效求解。在一般形式下，待求解 PDE 及其初始和边

界条件可表示为：

∂u
∂t
=N[u(x, t)] (1)

B[u(xB, t)] = 0 (2)

u(x,0) = u0(x) (3)

t t ∈ [0,T ] x xB其中： 为时间变量， ； 为空间变量； 为空
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间变量的边界； 为待求解函数； 为 的线性或非线

性算子； 为方程的边界算子。利用 Chen 等[20] 提出

的 PINN 损失函数框架，本研究对其进行适应性改

进。该损失函数由 PDE 残差项、边界条件约束项和

初始条件匹配项构成，其数学表述如下：

L(θ) = λFLF(θ)+λBLB(θ)+λILI(θ) (4)

LF(θ) =
1

NF

NF∑
i=1

∥∥∥∥∥∂û∂t (xi
F , t

i
F ;θ)− N[û(xi

F , t
i
F ;θ)]
∥∥∥2 (5)

LB(θ) =
1

NB

NB∑
j=1

∥∥∥B[û(x j
B, t

j
B;θ)]
∥∥∥2 (6)

LI(θ) =
1
NI

NI∑
k=1

∥∥∥û(xk
I ,0;θ)−u0(xk

I )
∥∥∥2 (7)

θ û(x, t;θ)

xi
F，x j

B，xk
I ti

F，t j
B

i， j，k i， j，k NF，NB NI

LF(θ)，LB(θ)，LI(θ)

λF，λB，λI

L(θ)

其中： 为神经网络参数； 为 PINN 的预测解；

和 分别为空间和时间的采样点；上

标 为第 个采样点； 和 为采样点

的数量； 分别表示 PDE、边界条

件和初始条件的损失项； 为相应损失项的

权重系数；下标 F，B，I分别为偏微分方程项、边界

条件、初始条件。通过损失函数 最小化可获得

PDE 的 PINN 解，其求解架构如图 1。
 
 

边界条件和初始条件损失

最小化

PDE损失

(θ)

F(θ)= — ||—(xF, tF; θ)− [u(xF, tF; θ)||i i ii∑
NF i=1

NF

1

θ

 [u(x, t, θ)]

σ σ

σ σx

t

σ σ

..
.

..
.

^

û

∂t
∂û ^

2

I(θ)= — ||u(xI, 0; θ)−u0(xI )||k k∑
NI k=1

NI

1 ^
2

B(θ)= — ||[u(xB, tB; θ)]||j j∑
NB j=1

NB

1 ^
2

图1　连续型 PINN 构架示意图

Fig. 1　Schematic diagram of continuous PINN architecture
 

1.1.2　离散型架构

然而，连续型 PINN 未能考虑时间因果关系，其

训练过程往往过度关注后期时间点的解，导致计算

结果失真。相比之下，离散型 PINN通过引入时间离

散化策略 (如欧拉法、Runge–Kutta 法 [21] 等) 能有效

保持时间因果性，在长时积分中展现出显著优势。

故文中采用基于 RK 方法的 RK–PINN 框架 [7] 方案，

将时间域离散为序列化时间步，通过多步迭代提升

解的精度和稳定性。这种离散化方法不仅能严格遵

循时间因果关系，更能准确捕捉线性 PDE 解的动态

演化特征。

当求解具有周期性边界条件的一维 PDE 时，待

求解的系统可表示为：

ut =N[u(x, t)] (8)

u(x0, t) = u(xn, t) (9)

u(x,0) = u0(x) (10)

x ∈ [x0, xn] x0 xn t ∈
[0,T ] q

其中 ， 和 表示周期性边界的端点，

。使用 RK–PINN 求解线性 PDE，可通过 阶

RK 法对线性 PDE 进行离散化，并得到表达式[19]：

u(x, t0+∆t · c1) = u(x, t0)+∆t
q∑

j=1

a1 jN[u(x, t0+∆t · c j)]

u(x, t0+∆t · c2) = u(x, t0)+∆t
q∑

j=1

a2 jN[u(x, t0+∆t · c j)]

...

u(x, t0+∆t · cq) = u(x, t0)+∆t
q∑

j=1

aq jN[u(x, t0+∆t · c j)]

u(x, t0+∆t) = u(x, t0)+ ∆t
q∑

j=1

b jN[u(x, t0+∆t · c j)] (11)

∆t u(x, t0) t0

u(x, t0+∆t) t0+∆t ai j，b j c j

i = 1,2, · · · ,
q

式中： 为时间步长 ； 为 时刻的已知解 ；

为 时刻的未知解； ， 为 RK 法

中的参数，可由 Butcher 表 [19] 查询，其中

。为便于理解，式 (11) 可重新整理为：

ûi, j
0 (x) = û(x, t0+∆t · ci)−∆t

q∑
j=1

ai jN[û(x, t0+∆t · c j)] (12)

ûi,q+1
0 (x) = û(x, t0+∆t)−∆t

q∑
j=1

b jN[u(x, t0+∆t · c j)] (13)

采用上述策略构建的神经网络具有 q+1 个输出

层，其中第 q+1 个输出对应 RK–PINN 的预测解。
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基于时间离散化特性，损失函数可简化为[19]：

L(θ) = λFLF(θ)+λBLB(θ) (14)

LF(θ) =
1

NF

NF∑
i=1

q+1∑
j=1

∥∥∥ûi
0(x)− ûi, j

0 (x)
∥∥∥2 (15)

LB(θ) =
1

q+1

q+1∑
j=1

∥∥∥û j(x0)− û j(xn)
∥∥∥2 (16)

ûi
0 ûi, j

0 t = t0 u(x, t0)

L(θ) û(x, t+∆t)

其中 ， 分别为 时刻的解析解 和神经网

络预测解。通过优化权重系数组合并最小化总损失

函数 可获得满足精度要求的数值解 。

该求解过程使 RK–PINN 能够严格遵循时间演化规

律，逐步推进求解，最终实现高精度的长时积分目标。 

1.2　热启动

us us+1 s

s+1 us us+1

∆t us

us+1 ∆t

us θs

θs+1

在 RK–PINN 框架中， 和 分别表示第 和第

时间步的数值解，其中 已知， 为待求解。

一般而言，随时间步长 的减小，相邻时间步解 (
和 ) 之间的差异会减小。因此，当 足够小时，可

将前一步中训练获得的 神经网络参数 作为待训

练参数 的初始值，从而加快训练收敛过程，该策

略在文献 [20] 中已得到理论验证。基于此，本研究

在 RK–PINN 长时积分过程中引入参数热启动机制，

具体实现流程如图 2。
  

开始

设置总时间步数N
t

设置初始时间步s，并初始化网络参数θ
0

保存网络参数θ
s

应用热启动：θ
s+1
←θ

s

时间步s=s+1

输出所有时间步的解

结束

N

i≤N
t
?

Y

训练时间步为s的RK−PINN并输出下一步的解us+1

图2　热启动加速 RK–PINN 训练过程的流程图

Fig. 2　Flowchart  of  warm-start  accelerated  RK–PINN
training process

Nt = T/∆t s θ0 T

s

us+1

s θs

s > Nt

在 RK–PINN 实现过程中 ，设定总时间步数

，并初始化时间步 的网络参数 ，其中 为

总的计算时长；针对当前时间步 训练 RK–PINN
模型，获得该时间步的预测解 ；在完成每个时间

步的计算后，系统会保存当前时间步 的网络参数 ，

作为下一步的神经网络的初始化参数，即热启动策

略[22]。通过循环迭代上述过程，当时间步依次递增

直至 s( ) 时，即可输出完整时间序列的数值解。

另一方面，在科学计算领域，特别是针对复杂模

型的长时程模拟，采用双精度 (float64) 计算 [23−24] 能

够显著减少舍入误差，确保计算结果的可靠性和准

确性。然而，L–BFGS–B 优化器常默认采用单精度

(float32) 来设置梯度容差和变化容差等参数，当其

处理敏感参数更新时，这种精度限制会导致显著的

数值误差。为了能够同时在长时积分过程中保持较

高的计算精度，文中采用双精度 (float64) 训练 RK–
PINN 模型。 

2　数值实验结果与分析
为验证融合热启动和双精度计算的改进型

RK–PINN 方法在长时积分任务中的性能表现，采用

PyCharm 软件基于 TensorFlow 深度学习框架进行

数值实验。网络模型采用 tanh 作为激活函数，并结

合 Adam 优化器和 L–BFGS–B 优化器的混合策略[7]，

同时引入自适应学习率策略。实验分为两个阶段：

首先针对一维对流方程设计 3 种不同边界条件权重

的对比算例，评估热启动方案对计算效率的提升效

果及边界条件权重系数的影响规律；在此基础上，选

取最优参数配置的对流方程和典型波动方程作为测

试案例，考察双精度计算对长时积分精度和数值稳

定性的改善效果。 

2.1　对流方程

对流方程作为典型的双曲型线性 PDE，可准确

描述流体运动中物理量的输运特性，其控制方程及

相应的初始条件与边界条件表示如下：
∂u
∂t
+β
∂u
∂x
= 0 (17)

u(x,0) = sin x (18)

u(0, t) = u(2π , t) (19)
t ∈ [0,T ] x ∈ [0,2π ] β其中 ， ， 为对流系数。方程 (17) 的

精确解可表示为：

u = sin(x−βt) (20)

t = t′
采用 RK–PINN 求解对流方程时，为评估数值

解精度，计算 时的相对误差 e，公式如下[7]：
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e =

∑
m

∥u(xm, t′)− û(xm, t′)∥2∑
m

∥u(xm, t′)∥2
(21)

xm m u û其中： 为空间中的第 个采样点； 和 分别为精确

解和预测解。

T = 1.0 ∆t = 0.2 q = 100

β

为评估热启动方案对 RK–PINN 性能的实际影

响，设计三组算例对比实验：标准 RK–PINN；热启

动 RK–PINN；热启动结合边界权重优化的 RK–
PINN。设置 ， ， ，隐藏层层数为

4，每层神经元数量为 100，Adam 和 L−BFGS−B 优

化器的迭代步数分别为 2 000，20 000，通过最小化

式 (14) 中的损失函数进行求解，三组算例的相对

误差和计算时间随对流系数 ( ) 的变化规律分别如

图 3，4 所示。
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β图3　三组算例下数值解相对误差随 的变化规律

βFig. 3　Variation of numerical solution relative error with 
for three test cases
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β图4　三组算例下计算时间随 的变化规律

βFig. 4　Variation  of  calculation  time  with  for  three  test
cases

β

算例Ⅰ表示仅采用 RK–PINN 求解对流方程。

图 3，4 表明：随对流系数 ( ) 的增大，数值解相对误

差呈上升趋势，这是由于时间步长未随对流系数增

加而相应减小导致的数值困难；而计算时间基本不

受对流系数变化影响。

为提升 RK–PINN 的训练效率，在算例Ⅰ的基

础上引入热启动方案构建算例 II，如图 3 所示：算例

Ⅱ的计算精度较算例Ⅰ获得一定提升，同时显著降

低了计算资源消耗；然而随着对流系数的增大，该方

案仍表现出误差逐渐累积的现象。

λB = 10

在 PINN 框架中，通过合理配置损失项的权重

系数可有效增强各约束条件在优化过程中的作用强

度[25−26]，促使模型更严格地满足各类边界条件，从而

提升整体精度。基于此，算例Ⅲ在算例Ⅱ热启动方

案的基础上进一步优化边界条件权重，该调整仅通

过重新平衡边界损失与方程损失的权重关系来实现，

既保持了原有网络结构和优化目标函数不变，又避

免了额外计算开销的增加。为确保边界条件得到充

分优化，文中基于数值实验结果对边界权重 (设置边

界条件权重 ) 进行针对性配置，重点协调边界

约束与方程残差之间的平衡关系。如图 3，4 所示：

边界条件权重为 10 时，计算精度明显改善而耗时增

加有限。虽然该权重效果显著，但人工调整参数难

以获得最优解且可解释性不足。为此，采用硬约束

方法[27] 替代手动权重选择，既保证计算效率又增强

模型的理论严谨性。

β = 500 T = 20.0

∆t = 0.1 q = 100

T = 20.0

综合实验结果表明：热启动方案可显著降低计

算成本，而边界条件权重的优化设置可显著提高

RK–PINN 的计算精度。基于此，采用算例 III 的优

化配置 (隐藏层 4 层、每层 100 个神经元) 开展对流

方程长时程积分实验。具体设置为 ， ，

， ，Adam 和 L–BFGS–B 优化器的迭代

步数分别为 2 000 和 20 000。通过最小化式 (14) 的
复合损失函数求解，结果如表 1。由表 1 可知 ：

时，单精度 (float32) 计算时的相对误差为

15.60%，而采用双精度 (float64) 计算后的相对误差

显著降至 1.16%，验证了 float32 在长时积分中会产

生不可接受的累积误差，而 float64 能有效保持计算

精度，其误差控制能力提升约 13 倍。
 
 

表 1    单双精度计算条件下对流方程求解的误差与耗时对比分析

Tab. 1　Performance comparison of convection equation solutions under single vs double-precision computing

算例Ⅲ
相对误差 /%

计算时间 /h
T = 0.1 T = 4.0 T = 8.0 T = 12.0 T = 16.0 T = 20.0

float32 0.17 1.95 2.85 4.91 9.41 15.60 4.2
float64 0.09 0.42 0.66 0.64 1.04 1.16 30.4
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表 1 数据还显示，双精度 (float64)RK–PINN 使

计算精度提升约 13 倍，但计算时间增至单精度

(float32) 的 7 倍。为优化效率，需开发并行计算或

改进网络架构等策略以平衡精度与效率。 

2.2　波动方程

波动方程作为另一类重要的双曲型线性 PDE，
可精确描述声波、光波与水波等波动现象的传播机

制，在物理建模与工程仿真中具有重要应用价值，其

控制方程表述为：

∂2u
∂t2
= c2 ∂

2u
∂x2

(22)

x ∈ [0,π ] t ∈ [0,T ] c其中： ； ； 为波的传播速度。该方程

的初始条件和边界条件可表述为：

u(x,0) = sin x

ut(x,0) = sin x

u(0, t) = u(π , t) = 0 (23)

u理论上 的解析解为：

u = (sin t+ cos t) sin x (24)
v = ut为方便起见，定义 ，则方程 (22)~(23) 可表

示为：

v = ut

vt = c2uxx

u(x,0) = sin x

v(x,0) = sin x

u(0, t) = u(π , t) = 0 (25)

方程 (25) 在数学上与方程组 (22)~(23) 完全等

价。数值实验证实，当对该方程施加附加物理约束

时计算精度可获得显著提升。通过分析方程 (25) 的
结构特征可以发现：

v(0, t) = v(π , t) = 0 (26)

方程 (26) 可增强物理约束条件，为更清晰地表

达数学模型，将耦合方程组 (25)~(26) 重新表述为如

下形式：

v = ut

vt = c2uxx

u(x,0) = sin x (27)

v(x,0) = sin x

u(0, t) = u(π , t) = 0

v(0, t) = v(π , t) = 0 (27)

T = 500π c =1 ∆t = T/50 q = 100 λB = 10

v T =500π
v

为验证附加约束条件的有效性，采用 2.1 节算

例Ⅲ的优化配置 (隐藏层 4 层、每层 100 个神经元)
对波动方程进行长时积分仿真实验。具体设置为

， ， ， ， 。通过最

小化式 (14) 的复合损失函数求解，数值计算结果如

表 2。表 2 数据显示：采用 float32 计算且未引入边

界约束 ( ) 时， 时刻的相对误差达 5.85%；引

入边界约束 ( ) 后相对误差降至 1.07%，精度提升

约 5 倍且未显著增加计算耗时；进一步采用 float64
计算可将误差降至 0.10%，但计算时间从 1.1 h 增至

9.4 h。这表明边界约束能有效提升精度而不影响效

率，而双精度计算虽可大幅提高精度 (约 10 倍) 却需

付出 8.5 倍的时间代价。
 
 

表 2    波动方程求解在附加约束条件下的性能对比

Tab. 2　Performance comparison of wave equation solutions with additional constraints

算例Ⅲ
相对误差 /%

计算时间 /h
T = 100π T = 200π T = 300π T = 400π T = 500π

v无 边界约束 (float32) 0.88 0.11 1.38 3.97 5.85 1.0
v有 边界约束 (float32) 0.06 0.18 0.60 0.85 1.07 1.1
v有 边界约束 (float64) 0.08 0.10 0.10 0.10 0.10 9.4

综上可得出：边界约束条件的引入与双精度计

算的结合使 RK–PINN 的计算精度获得显著提升，

但同时导致计算耗时增加。在实际工程应用中，需

结合具体需求选择合适的计算方案。 

3　结论
提出一种融合热启动机制与双精度计算的改进

型 RK–PINN 方法，通过对对流方程和波动方程的

数值实验验证了在长时积分中的有效性。实验结果

表明：热启动方案可使计算效率提升 2~3 倍并带来

约 20% 的精度改善；双精度计算虽增加 7~8 倍耗时，

但能提高约 10 倍的精度，对于高精度需求场景不可

或缺；二者结合实现了高精度长时积分。此外，边界

约束的引入可额外提升 5~6 倍精度且基本不增加计

算开销，证实了物理约束在 PINN 中的重要性。该

方法为线性 PDE 长时积分提供了兼顾效率与精度

的新思路，展现出良好的应用前景。

然而，本文研究仍存在一定的局限与改进之处：

一方面，边界权重采用经验设置，后续研究将引入硬

约束方案提升方法鲁棒性，并通过算法优化和并行

计算技术 (如 GPU 加速) 来降低计算成本；另一方面，

实验仅针对双曲型方程，未来可拓展至抛物型 (如热
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方程) 和椭圆形 (如泊松方程) 等更多 PDE 类型，以

全面验证方法的普适性。这些改进将可进一步提

升 RK–PINN 在工程实际问题中的适用性。
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