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摘要:结合自然邻居搜索算法改进了密度峰值聚类 (ｃｌｕｓｔｅｒｉｎｇ ｂｙ ｆａｓｔ ｓｅａｒｃｈ ａｎｄ ｆｉｎｄ ｏｆ ｄｅｎｓｉｔｙ ｐｅａｋｓꎬ ＣＦＳＦＤＰ) 算法存在的一

系列问题ꎬ提出基于自然邻居搜索优化策略的密度峰值聚类 (ｄｅｎｓｉｔｙ ｐｅａｋ ｃｌｕｓｔｅｒｉｎｇ ａｌｇｏｒｉｔｈｍ ｏｐｔｉｍｉｚｅｄ ｂｙ ｎａｔｕｒａｌ ｎｅｉｇｈｂｏｒ
ｓｅａｒｃｈꎬ ＮａＮ￣ＣＦＳＦＤＰ) 算法ꎮ 基于自然邻居搜索算法提出了一种离群样本的检测方法ꎬ针对 ＣＦＳＦＤＰ 算法中截断距离 ｄｃ 人

工准确取值较难的问题ꎬ结合自然邻居搜索算法改进了 ｄｃ 的计算方式ꎬ实现了 ｄｃ 的自动取值ꎮ 重新设计并统一了 ＣＦＳＦＤＰ
算法的样本密度度量规则ꎬ使其更关注每个样本的局部信息ꎮ 由于数据集中因类簇间的密度差异大ꎬ密度峰值点集中于稠密

簇使得簇丢失ꎬ因此提出样本共享自然邻居和类簇共享自然邻居的概念ꎬ构造新的类簇融合算法ꎮ 合成数据集和真实数据集

上的实验结果表明ꎬ在大多数情况下ꎬＮａＮ￣ＣＦＳＦＤＰ 算法在聚类性能上优于或至少与比较方法相当ꎬ且与ＣＦＳＦＤＰ算法及其改

进算法相比参数更少ꎮ
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０　 引言

在数据挖掘领域中ꎬ以聚类为代表的无监督学习方法由于其训练数据集无须提前标注ꎬ仅通过比较样本

之间的相似程度即可对样本进行分组ꎬ具有更好的泛化性ꎬ因此ꎬ受到越来越多研究者的关注ꎮ 从广义上讲ꎬ
聚类的应用包括搜索引擎、社交网络、图像分割和脱氧核糖核酸(ｄｅｏｘｙｒｉｂｏｎｕｃｌｅｉｃ ａｃｉｄꎬ ＤＮＡ)分析等[１]ꎮ

研究者依据不同的思想提出了多种聚类算法ꎬ大致可分为基于分区、基于网格、基于密度和基于层次的

聚类算法[２]ꎮ 其中以 ｋ￣ｍｅａｎｓ[３]和模糊 ｃ 均值[４]( ｆｕｚｚｙ ｃ￣ｍｅａｎｓꎬ ＦＣＭ)为代表的基于分区的聚类算法运行

速度较快ꎬｋ￣ｍｅａｎｓ 聚类算法对样本进行硬划分ꎬＦＣＭ 算法通过迭代使目标函数最小化ꎬ将隶属度矩阵去模

糊化得到样本属于每一个簇的确切划分ꎻ但是ꎬ由于初始类簇中心的位置随机选取ꎬ因此算法的运行结果不

稳定ꎬ且该类算法对于非球形类簇的聚类效果不理想ꎮ 基于网格的聚类算法通过设置不同的网格粒度减小

算法的时间复杂度ꎬ但是如何设置合适的网格粒度是研究者讨论的热点内容[５]ꎮ 层次聚类算法[６]分为凝聚

式层次聚类 (ａｇｇｌｏｍｅｒａｔｉｖｅ ｎｅｓｔｉｎｇꎬ ＡＧＮＥＳ) 算法和分裂式层次聚类 (ｄｉｖｉｓｉｖｅ ａｎａｌｙｓｉｓꎬ ＤＩＡＮＡ) 算法ꎬ目
的是通过迭代合并或拆分聚类来将数据集分解为各个类簇ꎬ但该类算法受样本数据的体量影响过大ꎬ当样本

数量较多或维度较高时ꎬ该算法的时间成本也较高ꎬ且容易聚类成链状ꎮ 以密度聚类 ( ａ ｄｅｎｓｉｔｙ￣ｂａｓｅｄ
ａｌｇｏｒｉｔｈｍ ｆｏｒ ｄｉｓｃｏｖｅｒｉｎｇ ｃｌｕｓｔｅｒｓ ｉｎ ｌａｒｇｅ ｓｐａｔｉａｌ ｄａｔａｂａｓｅｓ ｗｉｔｈ ｎｏｉｓｅꎬ ＤＢＳＣＡＮ)算法[７] 和密度峰值聚类

(ｃｌｕｓｔｅｒｉｎｇ ｂｙ ｆａｓｔ ｓｅａｒｃｈ ａｎｄ ｆｉｎｄ ｏｆ ｄｅｎｓｉｔｙ ｐｅａｋｓꎬ ＣＦＳＦＤＰ)算法[８]为代表的基于密度的聚类算法因能够识

别任意形状的类簇而受到广泛的关注ꎬ但是 ＤＢＳＣＡＮ 算法的最小样本数和邻域半径无法自适应选择ꎬ对于

不同的数据集须要人工设定不同的参数值ꎬ给算法应用带来一定困难ꎮ ＣＦＳＦＤＰ 算法的稳定性易受类簇密

度分布情况以及样本密度度量方式的影响ꎬ比如针对数据集中不同类簇的密度分布不均匀的情况ꎬ会出现密

度大的类簇包含多个密度峰值ꎬ而密度小的类簇很少甚至没有密度峰值ꎬ因此选出来的类簇中心均在高密度

簇中ꎬ导致后续剩余样本的分配会发生连带错误ꎮ 另外ꎬＣＦＳＦＤＰ 算法对于不同规模的数据集须要采用不同

的样本密度度量方式ꎬ但对于数据集规模的衡量并没有合适的界定规则[９]ꎮ
针对上述问题ꎬ研究者提出了多种改进的 ＣＦＳＦＤＰ 算法ꎮ Ｘｉｅ 等[１０]提出了一种结合模糊 Ｋ 近邻的密度

峰值聚类算法( ｒｏｂｕｓｔ ｃｌｕｓｔｅｒｉｎｇ ｂｙ ｄｅｔｅｃｔｉｎｇ ｄｅｎｓｉｔｙ ｐｅａｋｓ ａｎｄ ａｓｓｉｇｎｉｎｇ ｐｏｉｎｔｓ ｂａｓｅｄ ｏｎ ｆｕｚｚｙ ｗｅｉｇｈｔｅｄ Ｋ
ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒｓꎬ ＦＫＮＮ￣ＤＰＣ)ꎬ该算法通过结合样本 Ｋ 近邻的信息统一了样本密度的度量方式ꎬ并提出了

２种分配策略来检测数据集的真实分布ꎬ聚类性能较 ＣＦＳＦＤＰ 算法有所提升ꎬ但是 Ｋ 值是人工预先设定的ꎬ
密度峰值通过分析决策图人工寻找ꎮ 如何自动选择 Ｋ 值并自动发现数据集的密度峰值仍须要进一步研究ꎮ
Ｊｉａｎｇ 等[１１]针对 ＣＦＳＦＤＰ 算法在处理一些非球形数据集容易引发“多米诺骨牌”效应的缺陷ꎬ提出了将 Ｋ 近

邻的思想融入到距离计算和分配过程中的密度峰值聚类算法(ａ ｎｏｖｅｌ ｄｅｎｓｉｔｙ ｐｅａｋｓ ｃｌｕｓｔｅｒｉｎｇ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ
ｏｎ ｋ ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒｓ ｆｏｒ ｉｍｐｒｏｖｉｎｇ ａｓｓｉｇｎｍｅｎｔ ｐｒｏｃｅｓｓꎬ ＤＰＣ￣ＫＮＮ)ꎬ避免了非聚类中心点的错误分配ꎬ但并

未解决 Ｋ 值自动选择及截断距离 ｄｃ 和 Ｋ 之间的关系问题ꎮ Ｚｈａｎｇ 等[１２]基于共享 Ｋ 近邻设计了一种冗余高

密度核心区域的自动融合机制改进的密度峰值聚类算法( ａｄａｐｔｉｖｅ ｄｅｎｓｉｔｙ￣ｂａｓｅｄ ｃｌｕｓｔｅｒｉｎｇ ａｌｇｏｒｉｔｈｍ ｗｉｔｈ
ｓｈａｒｅｄ ｋ ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒ ｃｏｎｆｌｉｃｔ ｇａｍｅꎬ ＤＣ￣ＳＫＣＧ)ꎬ降低了算法对参数的敏感性ꎬ但同时又引入了新的参

数ꎬ且提高了算法的复杂程度ꎮ Ｌｉｕ 等[１３]提出了一种自适应聚类算法(ａｄａｐｔｉｖｅ ｄｅｎｓｉｔｙ ｐｅａｋ ｃｌｕｓｔｅｒｉｎｇ ｂａｓｅｄ
ｏｎ Ｋ ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒｓ ｗｉｔｈ ａｇｇｒｅｇａｔｉｎｇ ｓｔｒａｔｅｇｙꎬ ＡＤＰＣ￣ＫＮＮ)ꎬ该算法引入 ＫＮＮ 的概念来计算全局参数 ｄｃ

和每个点的局部密度 ρｉꎬ最后聚集密度可达的簇ꎬ但如何实现 Ｋ 值的自动选择仍有待研究ꎮ Ｂａｉ 等[１４]提出

了一种涉及较少距离计算的加速算法 ( ｆａｓｔ ｄｅｎｓｉｔｙ ｃｌｕｓｔｅｒｉｎｇ ｓｔｒａｔｅｇｉｅｓ ｂａｓｅｄ ｏｎ ｔｈｅ ｋ￣ｍｅａｎｓ ａｌｇｏｒｉｔｈｍꎬ
ＣＦＳＦＤＰ＋Ａ)ꎬ可以获得与原算法相同的聚类结果ꎬ且提高了算法的运行速度ꎬ但算法的密度度量不统一、分
配方式易发生连带错误等问题仍然存在ꎮ Ｌｉｕ 等[１５]提出了一种基于共享近邻的密度峰值聚类算法( ｓｈａｒｅｄ￣
ｎｅａｒｅｓｔ￣ｎｅｉｇｈｂｏｒ￣ｂａｓｅｄ ｃｌｕｓｔｅｒｉｎｇ ｂｙ ｆａｓｔ ｓｅａｒｃｈ ａｎｄ ｆｉｎｄ ｏｆ ｄｅｎｓｉｔｙ ｐｅａｋｓꎬ ＳＮＮ￣ＤＰＣ)ꎬ该算法基于共享近邻提

高了 ＣＦＳＦＤＰ 算法在多尺度、交叉缠绕以及变化密度数据集上的优越性能ꎬ但无法人为避免选择聚类中心的

主观性ꎮ 张新元等[１６]在 ＳＮＮ￣ＤＰＣ 基础上引入放大因子重新定义样本局部密度ꎬ提出了共享 Ｋ 近邻和多分

配策略的密度峰值聚类算法 ( ｓｈａｒｉｎｇ ｋ ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒｓ ａｎｄ ｍｕｌｔｉｐｌｅ ａｓｓｉｇｎｍｅｎｔ ｐｏｌｉｃｉｅｓ ｄｅｎｓｉｔｙ ｐｅａｋｓ
ｃｌｕｓｔｅｒｉｎｇ ａｌｇｏｒｉｔｈｍꎬ ＳＫＭ￣ＤＰＣ)ꎬ改进了分配策略ꎬ聚类性能较 ＳＮＮ￣ＤＰＣ 有所提升ꎬ但还无法避免人为选择
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聚类中心的主观性ꎮ Ｚｈａｎｇ 等[１７]针对 ＣＦＳＦＤＰ 算法存在样本密度度量方式不统一ꎬ在剩余样本分配上易发

生多米诺骨牌效应以及容易错选密度峰值作为聚类中心的现象ꎬ提出了一种基于反向最近邻优化的快速搜

索和发现密度峰值聚类算法( ｒｅｖｅｒｓｅ￣ｎｅａｒｅｓｔ￣ｎｅｉｇｈｂｏｒ￣ｂａｓｅｄ ｃｌｕｓｔｅｒｉｎｇ ｂｙ ｆａｓｔ ｓｅａｒｃｈ ａｎｄ ｆｉｎｄ ｏｆ ｄｅｎｓｉｔｙ ｐｅａｋｓꎬ
ＲＮＮ￣ＣＦＳＦＤＰ)ꎬ但该算法中反向最近邻居的 Ｋ 值须要事先给定ꎬ在面对不同数据集时仍然不能自适应地选

择ꎮ 徐童童等[１８]认为 ＣＦＳＦＤＰ 算法通过截断距离定义局部密度未考虑样本的空间分布特征ꎬ因此提出一种

自适应聚类中心策略优化的密度峰值聚类算法 ( ｄｅｎｓｉｔｙ ｐｅａｋ ｃｌｕｓｔｅｒｉｎｇ ａｌｇｏｒｉｔｈｍ ｏｐｔｉｍｉｚｅｄ ｂｙ ａｄａｐｔｉｖｅ
ｃｌｕｓｔｅｒｉｎｇ ｃｅｎｔｅｒｓ ｓｔｒａｔｅｇｙꎬ ＳＮＮ￣ＡＤＰＣ)ꎬ然而ꎬＳＮＮ￣ＡＤＰＣ 算法样本 Ｋ 近邻中的参数 Ｋ 是提前给定的ꎬ如何

实现 Ｋ 值自适应将在未来工作中进一步研究ꎮ 张春昊等[１９]为了提高算法的泛化能力ꎬ设计了一种自适应近

邻优化的密度峰值聚类算法和改进的 ＦＣＭ 算法ꎬ融合二者优势ꎬ提出了一种结合自适应近邻与密度峰值的

基于信息熵加权的模糊聚类算法(ｗｅｉｇｈｔｅｄ ｆｕｚｚｙ ｃｌｕｓｔｅｒｉｎｇ ａｌｇｏｒｉｔｈｍ ｃｏｍｂｉｎｉｎｇ ａｄａｐｔｉｖｅ ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒｓ
ａｎｄ ｄｅｎｓｉｔｙ ｐｅａｋｓꎬ ＡＮＮＤＰ￣ＷＦＣＭ)ꎬ但是 ＦＣＭ 算法通过迭代寻优ꎬ容易陷入局部最优ꎮ

在现有的研究基础上ꎬ为了进一步解决 ＣＦＳＦＤＰ 算法存在的问题ꎬ首先基于自然邻居搜索算法提出了一

种离群样本的检测方法ꎻ然后ꎬ针对因固定扫描半径而出现假峰现象的问题[２０]ꎬ提出结合样本自然特征值的

截断距离 ｄｃ 的计算方式ꎬ实现 ｄｃ 的动态化ꎬ使其更关注每个样本的局部信息ꎻ再次重新设计并统一ＣＦＳＦＤＰ
算法在不同规模数据集上局部密度的度量方式ꎻ最后ꎬ针对数据集中每个类簇的密度不同ꎬ在人工选取类簇

中心的时候ꎬ可能导致稀疏簇没有选到密度峰值ꎬ造成簇丢失ꎬ从而严重影响聚类效果的问题ꎬ提出样本共享

自然邻居和类簇共享自然邻居的概念ꎬ并设计不同类簇之间相似度的度量方式ꎬ提出一种类簇融合的算法ꎮ

１　 相关工作

１.１　 自然邻居

Ｋ 近邻(ｋ ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒꎬ ＫＮＮ)和反向 Ｋ 近邻[２１]( ｒｅｖｅｒｓｅ ｋ ｎｅａｒｅｓｔ ｎｅｉｇｈｂｏｒꎬ ＲＫＮＮ)是许多算法的基

础ꎬ但它们都容易受到参数 Ｋ 值的影响ꎮ 与 ＫＮＮ 和 ＲＫＮＮ 相比ꎬ自然邻居[２２￣２５](ｎａｔｕｒａｌ ｎｅｉｇｈｂｏｒꎬ ＮａＮ)是
一种自适应邻域ꎬ可以根据样本所处位置的密度情况ꎬ自适应地选择近邻数量ꎬ且无须人工预先设定 Ｋꎬ能够

更好地反映数据的局部特征ꎮ
自然邻居是关于邻居的一种新的刻画方式ꎮ 自然邻居算法的灵感来自于人类社会的友谊ꎬ当且仅当 ２

个人相互友好ꎬ才能称 ２个人之间存在友谊关系ꎮ 当仅有一方对另一方友好时ꎬ２ 人之间关系只能称之为单

边友谊ꎮ 将友谊和友好两个概念抽象为样本之间的关系ꎬ如果 ２个样本互为对方的近邻样本ꎬ则称 ２个样本

构成自然邻居ꎬ仅有一个样本是对方的近邻样本则不构成自然邻居ꎬ其中的 Ｋ 通过自适应得到ꎮ
一个人真正的朋友的数量应该是把他(她)当作朋友并同时被他(她)视为朋友的人的数量ꎮ 如果每个

人都至少有一个朋友ꎬ社会就形成了一个基于朋友关系的相对稳定结构ꎬ称为自然稳定结构ꎮ 对于数据集而

言ꎬ如果样本 ｘ 视样本 ｙ 为邻居ꎬ同时样本 ｙ 视样本 ｘ 为邻居ꎬ则样本 ｙ 是样本 ｘ 的自然邻居之一ꎮ 位于稀

疏区域的样本有更少的自然邻居ꎬ而位于密集区域的样本则有更多的自然邻居ꎬ因此ꎬ样本自然邻居数量可

以更好地反映样本局部的密度ꎮ
若数据集为 Ｘ＝{ｘ１ꎬｘ２ꎬ􀆺ꎬｘＮ}ꎬ则样本 ｘｉ 的前 ｒ 个近邻的集合定义为

ＸＫＮＮｒ(ｘｉ)
＝ ∪

ｒ

ｎ＝１
{Ｆ(ｘｉꎬｎ)}ꎬ (１)

式中ꎬＦ(ｘｉꎬｎ)表示返回样本 ｘｉ 的第 ｎ 个最近邻的搜索函数ꎬＸＫＮＮｒ(ｘｉ)是 Ｘ 的子集ꎮ
定义 １ (稳定搜索状态) 　 只有满足公式(２)情况下ꎬ自然邻居搜索过程才能达到稳定的搜索状态ꎬ

(∀ｘｉ)(∃ｘｊ)(ｒ∈Ｎ)∧(ｘｉ≠ｘｊ)→(ｘｉ∈ＸＫＮＮｒ(ｘｊ))∧(ｘｊ∈ＸＫＮＮｒ(ｘｉ))ꎬ (２)
其中ꎬｒ 为搜索轮数ꎮ

定义 ２ (自然邻居特征值)　 当算法达到稳定搜索状态时ꎬ自然邻居特征值 λ 等于搜索轮数 ｒꎬ即
λ􀰛ｒｒ∈Ｎ{ｒ ∣(∀ｘｉ)(∃ｘｊ)(ｒ∈Ｎ)∧(ｘｉ≠ｘｊ)→(ｘｉ∈ＸＫＮＮｒ(ｘｊ))∧(ｘｊ∈ＸＫＮＮｒ(ｘｉ))}ꎬ (３)

定义 ３ (自然邻居)　 样本 ｘｉ 的自然邻居定义为
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ｘｊ∈ＸＮａＮ(ｘｉ)⇔(ｘｉ∈ＸＫＮＮｒ(ｘｊ))∧(ｘｊ∈ＸＫＮＮｒ(ｘｉ))ꎬ (４)
其中 ＸＮａＮ(ｘｉ)为样本 ｘｉ 的自然邻居集合ꎮ
１.２　 ＣＦＳＦＤＰ 算法

ＣＦＳＦＤＰ 算法依赖于 ２ 个重要的假设[２６]:(１)类簇中心的样本密度大于围绕它的邻居样本的密度ꎻ
(２)不同类簇中心之间的距离相对较远ꎮ

在 ＣＦＳＦＤＰ 算法中将样本 ｘｉ 的局部密度 ρｉ 定义为分布在其截断距离范围内的样本个数ꎬ即

ρｉ ＝∑
ｊ

χ(ｄｉｊ－ｄｃ)ꎬ (５)

χ(ｄｉｊ－ｄｃ)＝
１ꎬ　 ｄｉｊ<ｄｃꎬ
０ꎬ 其他ꎬ{ (６)

式中ꎬｄｉｊ是样本 ｘｉ 和样本 ｘｊ 之间的欧氏距离ꎬｄｃ 是用户根据具体情况须要输入的参数ꎬ根据 ＣＦＳＦＤＰ 算

法[８]ꎬ通常使截断距离 ｄｃ 内样本邻居的平均数量为数据集总数的 １％ ~２％ꎮ
此外ꎬ在实际应用中ꎬ通常采用高斯核函数来计算样本密度ꎬ主要解决算法处理小样本数据时密度变化

不明显的缺陷ꎬ即

ρｉ ＝∑
ｊ≠ｉ

ｅｘｐ －
ｄｉｊ

ｄｃ

æ

è
ç

ö

ø
÷

２
æ

è
ç

ö

ø
÷ ꎮ (７)

样本 ｉ 的相对距离 δｉ 为
δｉ ＝ｍｉｎ

ｊ:ρｊ>ρｉ
{ｄｉｊ}ꎮ (８)

如果样本具有最大密度ꎬ则其相对距离 δｉ 定义为与数据集中最远的样本之间的距离为

δｉ ＝ｍａｘ{ｄｉｊ}ꎮ (９)
以 ρｉ 为横坐标ꎬδｉ 为纵坐标绘制决策图ꎬ从决策图中选出 ρｉ 和 δｉ 都相对较大的点作为密度峰值点ꎮ 如

果决策图不明显ꎬ可求出每个样本的 γｉ ＝ ρｉδｉꎬ将其升序或者降序排列作为纵坐标绘制决策图ꎮ 选出 γｉ 相对

较大的点作为类簇中心ꎬ最后将除密度峰值点之外的剩余样本分配给密度比它大的最近邻样本所在的簇ꎮ
此外ꎬ与其他基于密度的聚类方法类似ꎬＣＦＳＦＤＰ 算法还将样本分为边界点、核心点和噪声点 ３ 类ꎮ 将

每簇中与其他簇中的样本的距离小于截断距离 ｄｃ 的样本构成的区域ꎬ定义为该簇的边界区域ꎮ 每个簇的边

界区域都是属于该簇的一组样本ꎬ将类簇边界区域内样本密度最高值记为 ρｂꎬ将该类簇中满足样本密度 ρｉ≥
ρｂ 的点定义为核心点ꎬ其他点(包括边界区域中的点)则被视为噪声ꎮ

２　 相关算法的缺陷分析

２.１　 自然邻居搜索算法分析

　 图 １　 Ｆｌａｍｅ 数据集的可视化
　 Ｆｉｇ.１　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ Ｆｌａｍｅ ｄａｔａｓｅｔ

在自然邻居搜索算法中提到了噪声样本的判定规则[２２]ꎬ
只有当除噪声样本外的所有样本都达到稳定的搜索状态时ꎬ
仍没有自然邻居的样本才属于噪声ꎬ即数据集中没有自然邻

居的样本ꎬ在连续 λ次搜索后仍没有变化ꎬ则将这些没有自

然邻居的样本判定为噪声样本ꎮ 该噪声样本判定规则对于

若干个相互距离较近但整体距离类簇较远的噪声样本无法

检测出来ꎮ 另外ꎬ在判断噪声点的过程中ꎬ作者并未给出以

连续 λ轮迭代作为其判断标准的理由ꎮ
　 　 如图 １ 所示ꎬ该图为合成数据集 Ｆｌａｍｅ[２７]的样本分布情

况ꎬ在自然邻居搜索算法的第一轮搜索中ꎬ样本 ０和样本 １便
会互相成为对方的自然邻居ꎬ而一旦 ２个样本成为自然邻居ꎬ
这种状态一直持续到算法结束都不会改变ꎬ因此导致 ２ 个最明显的离群样本无法检测出来ꎮ 结合了自然邻

居搜索算法在自适应搜索邻域方面的优势ꎬ重新定义了离群样本的判定规则ꎬ去除明显的离群样本ꎬ然后再
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对剩余样本进行聚类ꎬ最后对去除的离群样本再次分配ꎬ将最终仍未分配的样本判定为噪声样本ꎮ
２.２　 ＣＦＳＦＤＰ 算法分析

ＣＦＳＦＤＰ 算法在截断距离 ｄｃ 的选择和决策图中密度峰值点数量的选取均受到人工取值的影响ꎮ 在数

据规模较大的数据集中采用截断核函数度量样本密度[８]ꎬ在数据规模较小的数据集中采用高斯核函数度量

样本密度ꎬ但是在研究过程中如何衡量数据集的规模方面没有统一化的标准ꎮ 在面临真实问题时ꎬ研究者该

选择何种样本密度的度量方式成为难题ꎮ 另外ꎬ无论选择何种密度度量方式ꎬ均须要用到截断距离 ｄｃꎬ而截

断距离 ｄｃ 须要人为设定ꎬ当截断距离 ｄｃ 内样本邻居数为样本总数的 １％ ~２％基本能取得更好的效果ꎬ但该

截断方式缺乏理论证明ꎬ且在很多数据集上并不能取得很好的结果ꎮ 图 ２ 展示了在 Ｆｌａｍｅ 数据集上采用 ２
种截断函数和不同的截断距离的聚类表现ꎮ 其中ꎬ最好的聚类结果ꎬ出现在选取 ｄｃ ＝ ３％的时候ꎬ超出了原文

中给出的取值范围ꎮ 可以看出ꎬ不同的截断函数和不同的截断距离都会导致不同的聚类结果ꎬ因此截断函数

和截断距离的选择尤为重要ꎮ 针对这一系列问题ꎬ结合自然邻居搜索算法重新定义了样本局部密度的度量

规则ꎬ无须考虑数据集的规模和截断距离 ｄｃ 选择的问题ꎬ根据样本自身局部邻域的密度ꎬ自适应地选择截断

距离ꎮ

图 ２　 采用两种截断方法和不同截断距离在 Ｆｌａｍｅ 数据集上的聚类结果比较
Ｆｉｇ.２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌｕｓｔｅｒｉｎｇ ｒｅｓｕｌｔｓ ｕｓｉｎｇ ｔｗｏ ｃｕｔｏｆｆ ｍｅｔｈｏｄｓ ａｎｄ ｄｉｆｆｅｒｅｎｔ ｃｕｔｏｆｆ ｄｉｓｔａｎｃｅｓ ｏｎ Ｆｌａｍｅ ｄａｔａｓｅｔ

　 　 虽然 ＣＦＳＦＤＰ 算法的决策图为类簇中心的选择提供了很好的启发式方法ꎻ但由于有些数据集密度峰值

点和次密度峰值点区分不明显以及同一数据集的不同类簇的稠密情况不一致等原因ꎬ因此仍存在难以选择

或者选择错误的情况ꎮ 其主要原因在于ꎬ受数据集中类簇的形状和密度分布的影响ꎬ数据集中存在多个密度

更高、相对距离更大的样本ꎬ导致类簇中心点无法从决策图中直观地被选择出来ꎮ 另外ꎬ受不同类簇间密度

差异变化的影响ꎬ低密度簇类簇中心和高密度簇类簇中心之间的密度和相对距离存在显著差异ꎬ导致选出来

的类簇中心可能全部位于高密度簇ꎬ而低密度簇没有发现类簇中心ꎮ
如图 ３所示ꎬ选取 Ａｇｇｒｅｇａｔｉｏｎ 数据集[２８]和 Ｊａｉｎ 数据集[２９]ꎬ根据簇心选择原则ꎬ从决策图中人工选择相

对较大的点作为类簇中心ꎮ Ａｇｇｒｅｇａｔｉｏｎ 数据集是由 ７个类簇构成的数据集ꎬ仅仅从它的决策图中很难通过

观察决策图直接选出 ７个密度峰值点ꎬ可能会被误选为 ３ 个或者 ８ 个ꎮ Ｊａｉｎ 数据集由密度分布不均匀的两

簇构成ꎬ从决策图中虽然可以很明显地选择出 ２个密度峰值点ꎬ但是这 ２个密度峰值点都位于密度相对较高

的簇中ꎬ因此导致聚类效果不理想ꎮ
针对这一系列问题ꎬ本文重新规定了从决策图选取密度峰值点的规则ꎬ提高了 ＣＦＳＦＤＰ 算法根据决策图
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选择密度峰值的鲁棒性ꎮ 另外ꎬ结合自然邻居的概念ꎬ本文定义了样本共享自然邻居和类簇共享自然邻居ꎬ
并设计了类簇间的相似度ꎬ通过将多余的相似类簇进行融合的办法有效解决了 ＣＦＳＦＤＰ 算法存在的密度峰

值多选或者密度峰值集中在高密度簇的问题ꎮ

图 ３　 Ａｇｇｒｅｇａｔｉｏｎ、Ｊａｉｎ 数据集的聚类结果
Ｆｉｇ.３　 Ｃｌｕｓｔｅｒｉｎｇ ｒｅｓｕｌｔｓ ｆｏｒ Ａｇｇｒｅｇａｔｉｏｎ ａｎｄ Ｊａｉｎ ｄａｔａｓｅｔｓ

３　 ＣＦＳＦＤＰ 算法优化

３.１　 结合自然邻居搜索算法的噪声点去除

首先将自然邻居搜索算法中提到的噪声点检测方法命名为单离群点检测方法ꎮ 在此基础上ꎬ定义了多

离群点的检测方法ꎬ即
λｍａｘ(ｘｉ)

＝ ｍａｘ
ｊ∈Ｘλ＿ＮＮ(ｘｉ)

{ｄｉｊ}ꎬ (１０)

μ＝ １
Ｎ∑

Ｎ

ｉ＝１
λｍａｘ(ｘｉ)ꎬ (１１)

ＸＭｕｌｔｉｐｌｅ＿Ｏｕｔｌｉｅｒ ＝{ｘｉ ｜λｍａｘ(ｘｉ) >２μ}ꎬ (１２)
ＸＯｕｔｌｉｅｒ ＝ＸＳｉｎｇｌｅ＿Ｏｕｔｌｉｅｒ∪ＸＭｕｌｔｉｐｌｅ＿Ｏｕｔｌｉｅｒꎬ (１３)

式中ꎬλ 为每个数据集的自然特征值ꎬ在不同数据集中通过自然邻居搜索算法自适应得到ꎬ为一个固定值ꎬ
λｍａｘ(ｘｉ)为样本 ｘｉ 和第 λ 个近邻样本 (即最远的近邻)的距离ꎬＸλ＿ＮＮ(ｘｉ) 为样本 ｘｉ 的 λ 个近邻的集合ꎮ
ＸＭｕｌｔｉｐｌｅ＿Ｏｕｔｌｉｅｒ为多离群点的集合ꎬＸＯｕｔｌｉｅｒ为单离群点和多离群点的并集ꎬ代表最终的离群点的集合ꎮ 由于每个

样本的 λ 个近邻在自然邻居的搜索过程中已经得到ꎬ因此该寻找噪声点的方法并未增加算法的时间复杂度

量级ꎬ且 λ 通过自适应得到未引入任何参数ꎬ也不须要任何人为干预ꎮ
在求解离群点集合的过程中ꎬ首先结合样本自身的自然邻居分布情况ꎬ通过式(１０)—(１１)自适应地计

算每一个样本的邻域范围ꎬ然后通过式(１２)统计超出该邻域范围内的样本并视其为多离群点集合ꎬ最后通
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过式(１３)整合最终的离群点集合为单离群点集合和多离群点集合的并集ꎮ
３.２　 结合自然邻居搜索算法的局部密度度量和离群样本再分配

将自然邻居搜索算法和 ＣＦＳＦＤＰ 算法结合ꎬ重新定义截断距离 ｄｃꎬ根据自然邻居搜索算法ꎬ每个数据集

的自然特征值不同ꎬ因此重新定义的 ｄｃ 可以根据不同数据集ꎬ以及样本局部的密度自动调整截断距离 ｄｃꎬ弱
化了人工干预ꎮ 另外ꎬ本节统一了样本局部密度的度量方式ꎬ对于任何数据集均采用同一种局部密度的度量

方式ꎬ提高了 ＣＦＳＦＤＰ 算法的泛化性、实用性和可操作性ꎮ ｄｃ 定义为

ｄｃ ＝ μ ＋
　
１
Ｎ∑

Ｎ

ｉ ＝１
(λｍａｘ(ｘｉ)

－ μ) ２ ꎬ (１４)

ρｉ ＝ ∑
ｊ∈Ｘλ＿ＮＮ(ｘｉ)

ｅｘｐ －
ｄ２ｉｊ
ｄ２ｃ

æ

è
ç

ö

ø
÷ ꎬ (１５)

其中ꎬμ 为样本 ｘｉ 和第 λ 个近邻(即最远的近邻)样本的距离的平均值ꎬ由式(１１)定义ꎬＮ 为数据集中的样本

数量ꎮ ｄｃ 为样本的截断距离ꎬ定义为 λｍａｘ(ｘｉ)的均值和标准差的和ꎬ可以根据样本的形状、分布等自动选择ꎬ
无须进行参数选择和人工干预ꎮ

计算出每个样本的 ρｉ 和 δｉ 之后ꎬ绘制 γｉ 决策图ꎬ在决策图中选择密度峰值点时ꎬ不会出现选错、选多的

情况ꎬ提高了人工选取密度峰值点过程的鲁棒性ꎬ具有更强的可操作性ꎮ 然后按照 ＣＦＳＦＤＰ 算法的分配方

式ꎬ将除离群样本和密度峰值点之外的剩余样本进行分配ꎮ 最后ꎬ将离群样本分配给最近邻样本所在的簇ꎬ
直到离群样本的数量不再变化ꎬ则停止分配ꎮ 剩下的样本被彻底判定为噪声点ꎬ不再进行分配ꎮ
３.３　 结合自然邻居的多簇融合

结合自然邻居ꎬ本节提出了共享自然邻居的概念ꎬ根据共享自然邻居定义不同类簇的相似度ꎮ 依次合并

相似度高的类簇ꎮ
定义 ４ (样本共享自然邻居集)　 对于任意 ２个样本 ｘｉ 和 ｘｊꎬ若存在样本 ｘｋꎬ ｘｋ≠ｘｉ 且 ｘｋ≠ｘｊꎬ使得ｘｋ∈

ＸＮａＮ(ｘｉ)且ｘｋ∈ＸＮａＮ(ｘｊ)ꎬ那么称样本 ｘｋ 构成的集合 ＸＳＮａＮ(ｘｉꎬｘｊ)为样本 ｘｉ 和 ｘｊ 的共享自然邻居集ꎬ即
ＸＳＮａＮ(ｘｉꎬｘｊ)

＝ {ｘｋ ｜ ｘｋ∈ＸＮａＮ(ｘｉ)且ｘｋ∈ＸＮａＮ(ｘｊ)}ꎬ (１６)
式中ꎬＸＮａＮ(ｘｉ)为样本 ｉ 的自然邻居ꎬＸＮａＮ(ｘｊ)为样本 ｊ 的自然邻居ꎮ

样本 ｘｉ 和 ｘｊ 的共享自然邻居集 ＸＳＮａＮ(ｘｉꎬｘｊ)具有如下特性:如果样本 ｘｉ 和 ｘｊ 的共享自然邻居数量较少ꎬ
意味着样本 ｘｉ 和 ｘｊ 的距离较远且相似度较低ꎮ 如果样本 ｘｉ 和 ｘｊ 的共享自然邻居数量较多ꎬ意味着样本 ｘｉ

和 ｘｊ 的距离较近且相似度较高ꎮ 样本 ｘｉ 和 ｘｊ 的共享自然邻居数量和样本所处位置的密度有关ꎬ因此ꎬ在相

同条件下ꎬ如果样本 ｘｉ 和 ｘｊ 所处位置较为稠密ꎬ样本 ｘｉ 和 ｘｊ 相似度较高ꎬ反之ꎬ样本 ｘｉ 和 ｘｊ 相似度较低ꎮ
定义 ５(类簇共享自然邻居集) 　 对于任意 ２ 个类簇 Ｃｍ 和 Ｃｎꎬ其中 ｘｉ∈Ｃｍꎬ ｘｊ∈Ｃｎꎬ若存在 ｘｋ∈

ＸＳＮａＮ(ｘｉꎬｘｊ)ꎬ则称 ｘｋ 构成的集合 ＸＮａＮ(ＣｍꎬＣｎ)为类簇 Ｃｍ 和 Ｃｎ 的类簇共享自然邻居集ꎬ即
ＸＳＮａＮ(ＣｍꎬＣｎ)

＝ {ｘｋ ｜ ｘｋ∈ＸＳＮａＮ(ｘｉꎬ ｘｊ)ꎬ ｘｉ∈Ｃｍꎬ ｘｊ∈Ｃｎ}ꎬ (１７)
类簇 Ｃｍ 和 Ｃｎ 的类簇共享自然邻居集 ＸＳＮａＮ(ＣｍꎬＣｎ)具有以下特性:如果类簇 Ｃｍ 和 Ｃｎ 的共享自然邻居数

量较少ꎬ意味着类簇 Ｃｍ 和 Ｃｎ 的距离较远且相似度较低ꎮ 如果类簇 Ｃｍ 和 Ｃｎ 的共享自然邻居数量较多ꎬ意
味着类簇 Ｃｍ 和 Ｃｎ 的距离较近且相似度较高ꎮ

定义 ６ (类簇相似度)　 ２个类簇的共享自然邻居集的个数为

Ｓｉｍ(ＣｍꎬＣｎ)＝ ＸＳＮａＮ(ＣｍꎬＣｎ) ꎬ (１８)
２个类簇的共享自然邻居集中样本个数反映着 ２ 个类簇的相似程度ꎬ如果 ２ 个类簇本属于同一类簇则其距

离更近ꎬ共享自然邻居集的个数更多ꎮ
算法 １　 类簇融合算法ꎮ
输入　 初始聚类结果 Ｌ＝{Ｃｊ} ｌ

ｊ＝１ꎬ ｌ≥ｋꎬ实际类簇数 ｋꎮ
输出　 最终聚类结果 Ｃ＝{Ｃｊ} ｋ

ｊ＝１ꎮ
(１)　 根据公式(８)计算任意两簇的相似度ꎬ得到相似度矩阵 Ｓｌ×ｌ ＝Ｓｉｍ(ＣｉꎬＣｊ)ꎻ
(２)　 ｗｈｉｌｅ ｌ>ｋ
(３)　 　 　 合并相似度最高的两簇 Ｃｉ 和 Ｃｊ 为簇 Ｃｉꎬｊꎬｉ<ｊꎬ令 ｉ 为该簇的簇标记ꎻ
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(４)　 　 　 更新剩余簇 Ｃｍ∈Ｌ / {Ｃ ｉꎬＣ ｊ}和簇 Ｃ ｉꎬｊ的相似度为 Ｓｉｍ(ＣｍꎬＣ ｉꎬｊ) ＝ ｍａｘ( Ｓｉｍ(ＣｍꎬＣ ｉ)ꎬ
Ｓｉｍ(ＣｍꎬＣ ｊ))ꎻ

(５)　 ｅｎｄ ｗｈｉｌｅ
(６)　 更新簇标记为 １~ ｋꎮ

３.４　 ＮａＮ￣ＣＦＳＦＤＰ 算法流程及复杂度分析

ＮａＮ￣ＣＦＳＦＤＰ 算法流程如算法 ２ 所示ꎮ 图 ４ 展示了数据集 Ｆｌａｍｅ 的聚类流程ꎬ如图 ４(ａ)所示选取密

度峰值点ꎬ如图 ４(ｂ)所示生成聚类结果ꎬ如图 ４( ｃ)所示计算相似度矩阵ꎬ如图 ４( ｄ)所示生成最终聚类

结果ꎮ

图 ４　 Ｆｌａｍｅ 数据集的聚类过程
Ｆｉｇ.４　 Ｃｌｕｓｔｅｒｉｎｇ ｐｒｏｃｅｓｓ ｆｏｒ Ｆｌａｍｅ ｄａｔａｓｅｔ

　 　 算法 ２　 ＮａＮ￣ＣＦＳＦＤＰ 算法ꎮ
输入　 类簇个数 ｋ
输出　 类别标签 Ｃ＝{Ｃｊ} ｋ

ｊ＝１ꎮ
(１)　 根据自然邻居搜索算法ꎬ返回数据集的 λꎬ每个样本 ｘｉ 的 ＸＮａＮＥ＿ＮＮ(ｘｉ)和 ＸＮａＮ(ｘｉ)以及 ＸＳｉｎｇｌｅ＿Ｏｕｔｌｉｅｒꎻ
(２)　 根据式(１０)—(１３)ꎬ返回数据集的 ＸＯｕｔｌｉｅｒꎻ
(３)　 根据式(１４)计算截断距离 ｄｃꎻ
(４)　 根据式(１５)计算每个样本的 ρｉꎻ
(５)　 根据式(８)(９)计算每个样本的 δｉꎻ
(６)　 计算每个样本的 γｉ ＝ ρｉδｉꎬ降序排列ꎬ并绘制 γｉ 决策图ꎻ
(７)　 选取密度峰值点ꎻ
(８)　 将剩余样本分配给密度比它大的最近邻样本所在的簇ꎻ
(９)　 将离群样本分配给最近邻样本所在的簇ꎬ直到离群样本数量不再变化ꎬ剩余样本为噪声点ꎻ
(１０) 根据算法 １依次合并相似度最高的两簇ꎬ直到类簇的数量为 ｋꎮ
假设数据集的样本数量为 Ｎꎬ自然特征值为 λꎬ离群样本数量为 Ｍꎬ每个样本的自然邻居数量为 γꎮ
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ＮａＮ￣ＣＦＳＦＤＰ 算法的时间复杂度分析过程如下:(１) 步骤(１)调用自然邻居搜索算法ꎬ时间复杂度为

Ｏ(Ｎ∗ｌｏｇ Ｎ)ꎮ (２) 步骤(２)须要判断每个样本是否为离群点ꎬ时间复杂度为 Ｏ(Ｎ)ꎮ (３) 步骤(３)计算

该数据集的自适应截断距离 ｄｃ 须要考虑全部样本ꎬ时间复杂度为 Ｏ(Ｎ)ꎮ (４) 步骤(４)中使用 λ 近邻样

本计算每个样本的局部密度ꎬ时间复杂度 Ｏ(λ∗Ｎ)ꎬ其中ꎬ２≤λ<Ｎꎬ通过调用自然邻居搜索算法自适应

得到ꎬ针对不同数据集略有差异ꎬ一般为 ６ 或者 ７ꎬ在高维数据集或者不规则数据集ꎬ２０≤λ<３０ꎬ因此 λ≪
Ｎꎮ (５) 步骤(５)计算每个样本的相对距离 δ ｉꎬ须要计算任意 ２ 个样本之间的距离ꎬ因此时间复杂度为

Ｏ(Ｎ ２)ꎮ (６) 步骤(６)—(８)分配剩余样本的时间复杂度为 Ｏ(Ｎ)ꎮ (７) 步骤(９)分配离群样本的过程

中ꎬ由于每个样本的最近邻样本在步骤(１)已经得到ꎬ而且离群样本的数量远小于样本总数ꎬ因此该过程

时间复杂度为 Ｏ(Ｍ)(Ｍ≪Ｎ)ꎮ (８) 步骤(１０)合并相似类簇的过程中ꎬ须要判断任意 ２ 个样本是否构成

自然邻居关系ꎬ因此时间复杂度为 Ｏ(γ∗Ｎ ２)ꎬ １≤γ≤λꎮ 综上所述ꎬＮａＮ￣ＣＦＳＦＤＰ 算法最终的时间复杂

度为 Ｏ(γ∗Ｎ ２)ꎮ
在传统 ＣＦＳＦＤＰ 算法中ꎬ因为计算任意样本的局部密度 ρｉ 时ꎬ须要考虑其他所有样本ꎬ所以时间复杂度

为 Ｏ(Ｎ ２)ꎮ 计算任意 ２个样本的相对距离 δｉ 时间复杂度为 Ｏ(Ｎ ２)ꎮ 最后ꎬ分配剩余样本的时间复杂度约

为 Ｏ(Ｎ)ꎬ传统 ＣＦＳＦＤＰ 算法最终的时间复杂程度为 Ｏ(Ｎ ２)ꎮ ＮａＮ￣ＣＦＳＦＤＰ 算法与 ＣＦＳＦＤＰ 算法的时间复

杂度量级相同ꎮ

４　 实验结果与分析

在如表 １ 所示的 １８ 个数据集上将 ＮａＮ￣ＣＦＳＦＤＰ 算法与 ｋ￣ｍｅａｎｓ[３]、ＦＣＭ[４]、ＡＧＮＥＳ[６]、ＣＦＳＦＤＰ[８]、
ＤＰＣ￣ＫＮＮ[１１]、ＳＮＮ￣ＤＰＣ[１５]和 ＳＫＭ￣ＤＰＣ[１６]算法进行了比较ꎬ采用 ＦＭ 指数[１２] (Ｆｏｗｌｋｅｓ－Ｍａｌｌｏｗｓ ｉｎｄｅｘꎬ
ＦＭＩ)、准确率 ( ａｃｃｕｒａｃｙꎬ Ａｃｃ )、调整互信息[１０] ( ａｄｊｕｓｔｅｄ ｍｕｔｕａｌ ｉｎｆｏｒｍａｔｉｏｎꎬ ＡＭＩ)、标准互信息[３０]

(ｎｏｒｍａｌｉｚｅｄ ｍｕｔｕａｌ ｉｎｆｏｒｍａｔｉｏｎꎬ ＮＭＩ)以及调整兰德指数[３１](ａｄｊｕｓｔｅｄ Ｒａｎｄ ｉｎｄｅｘꎬ ＡＲＩ)评价指标验证了提

出算法的有效性ꎬ５ 个评价指标分别用 ＤＦＭＩ、ＤＡｃｃ、ＤＡＭＩ、ＤＮＭＩ 和 ＤＡＲＩ 来表示ꎮ 所提到的算法的实验环境为

Ｗｉｎｄｏｗｓ １０ ６４ｂｉｔ 操作系统ꎬＰｙＣｈａｒｍ Ｃｏｍｍｕｎｉｔｙ ２０２０.３.２ꎬ１２ ＧＢ 内存ꎬＩｎｔｅｌ(Ｒ) Ｃｏｒｅ(ＴＭ) ｉ５￣４２１０Ｈ ＣＰＵ ＠
２.９０ ＧＨｚꎮ
４.１　 数据集

实验采用的数据集选自具有不同类簇数、不同规模、不同形状、不同密度的合成数据集和真实数据集ꎮ
如加州大学欧文分校机器学习(Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｃａｌｉｆｏｒｎｉａ Ｉｒｖｉｎｅ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ Ｒｅｐｏｓｉｔｏｒｙꎬ ＵＣＩ)数据集ꎬ
Ｆｌａｍｅ 数据集是由 ２个类簇构成的半包围结构的数据集ꎬ其中一个类簇被另一个类簇紧紧包围ꎬ且 ２个类簇之

间紧密相连ꎮ Ａｇｇｒｅｇａｔｉｏｎ 数据集由分布较为均匀的 ７个类簇构成ꎬ其中有 ２对类簇有轻微连接ꎮ Ｓｐｉｒａｌ 数据集

由 ３个类簇构成ꎬ每个类簇都是环形ꎮ Ｊａｉｎ 数据集为 ２个月牙形类簇交替连接ꎬ２个类簇密度差距较大ꎮ Ｒ１５、
Ｓ２、Ｄ３１数据集属于样本数和类簇数都较多的数据集ꎮ 对比实验所采用的数据集细节和来源如表 １所示ꎮ

表 １　 本文对比实验数据集
Ｔａｂｌｅ １　 Ｃｏｍｐａｒａｔｉｖｅ ｅｘｐｅｒｉｍｅｎｔ ｄａｔａｓｅｔｓ ｉｎ ｔｈｉｓ ｐａｐｅｒ

　 名称 样本数 特征数 类簇数 数据来源

Ｆｌａｍｅ ２４０ ２ ２ 文献[２７]
Ａｇｇｒｅｇａｔｉｏｎ ７８８ ２ ７ 文献[２８]
Ｓｐｉｒａｌ ３１２ ２ ３ 文献[３２]
Ｊａｉｎ ３７３ ２ ２ 文献[２９]
Ｒ１５ ６００ ２ １５ 文献[３３]
Ｄ３１ ３ １００ ２ ３１ 文献[３３]
４ｋ２＿ｆａｒ ４００ ２ ４ 文献[１２]
Ｇ２＿２＿３０ ２ ０４８ ２ ２ 文献[１２]
Ｓ２ ５ ０００ ２ １５ 文献[１０]
Ｃｏｍｐｏｕｎｄ ３９９ ２ ６ 文献[３４]
Ｕｎｂａｌａｎｃｅ ６ ５００ ２ ８ 文献[３５]
Ｉｒｉｓ １５０ ３ ３ ＵＣＩ 数据集
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名称　 　 样本数 特征数 类簇数 数据来源

Ｌｅｕｋ７２＿３ｋ ７２ ３９ ３ 文献[１２]
Ｈａｂｅｒｍａｎ ３０６ ３ ２ ＵＣＩ 数据集

Ｌｉｂｒａｓ＿ｍｏｖｅｍｅｎｔ ３６０ ９０ １５ ＵＣＩ 数据集

Ｅｃｏｌｉ ３３６ ７ ８ ＵＣＩ 数据集

Ｓｐｅｃｔ １８７ ２２ ２ ＵＣＩ 数据集

Ｂｕｐａ ３４５ ６ ２ ＵＣＩ 数据集

４.２　 评价指标

ＤＦＭＩ是对聚类结果和真实值计算得到的召回率和精确率进行几何平均的结果ꎬ取值范围为 ０≤ＤＦＭＩ≤１ꎬ
越接近 １越好ꎮ ＤＡＭＩ和 ＤＮＭＩ是对互信息(ｍｕｔｕａｌ ｉｎｆｏｒｍａｔｉｏｎꎬ ＭＩ)的一种改进ꎬ－１≤ＤＡＭＩ≤１ꎬ ０≤ＤＮＭＩ≤１ꎬ
ＤＮＭＩ取值越大说明算法的聚类结果越好ꎮ ＤＡＲＩ的前身是兰德系数(Ｒａｎｄ ｉｎｄｅｘꎬ ＲＩ)ꎬ －１≤ＤＡＲＩ≤１ꎬＤＡＲＩ越接

近 １ꎬ表明算法的聚类质量越好ꎮ
４.３　 实验结果分析

表 ２展示了 ｋ￣ｍｅａｎｓ、ＦＣＭ、ＡＧＮＥＳ、ＣＦＳＦＤＰ、ＤＰＣ￣ＫＮＮ、ＳＮＮ￣ＤＰＣ 和 ＳＫＭ￣ＤＰＣ 算法同 ＮａＮ￣ＣＦＳＦＤＰ
算法在不同评价指标上的比较结果ꎮ 表 ２实验结果表明ꎬＮａＮ￣ＣＦＳＦＤＰ 算法在 １０个数据集上所有评价指标

均取得了最好的结果ꎬ在 Ｌｅｕｋ７２ ＿３ｋ、Ｓｐｅｃｔ 和 Ｂｕｐａ 数据集上超过半数的指标取得了最好的结果ꎮ 在

Ａｇｇｒｅｇａｔｉｏｎ和 Ｃｏｍｐｏｕｎｄ 数据集上仅次于最好的结果ꎮ 在 Ｄ３１ 数据集上 ５ 个指标低于 ｋ￣ｍｅａｎｓ 算法ꎬ主要

原因在于 Ｄ３１数据集由球形类簇构成ꎬ使得 ｋ￣ｍｅａｎｓ 算法能够更好地发挥其优势ꎮ 综合在合成数据集和真

实数据集上的实验结果ꎬ在大多数情况下ꎬＮａＮ￣ＣＦＳＦＤＰ 算法在聚类性能上优于或至少与比较方法相当ꎬ且
与 ＣＦＳＦＤＰ 算法及其改进算法相比须要更少的参数ꎮ

表 ２　 不同算法在不同数据集上的比较
Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｄｉｆｆｅｒｅｎｔ ｄａｔａｓｅｔｓ

数据集 算法
评价指标

ＤＦＭＩ ＤＡｃｃ ＤＡＭＩ ＤＮＭＩ ＤＡＲＩ

ｋ￣ｍｅａｎｓ ０.７３６ ４ ０.８３７ ５ ０.３９６ ９ ０.３９８ ８ ０.４５３ ４

ＦＣＭ ０.７５３ ０ ０.８５０ ０ ０.４４０ ３ ０.４４２ ０ ０.４８８ ０

ＡＧＮＥＳ ０.７３１ １ ０.８３３ ３ ０.４８１ ４ ０.４８３ １ ０.４４２ ２

Ｆｌａｍｅ
ＣＦＳＦＤＰ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０

ＤＰＣ￣ＫＮＮ ０.７９５ ２ ０.７８３ ０ ０.８８０ ７ ０.８８２ ４ ０.７３９ ０

ＳＮＮ￣ＤＰＣ ０.９４９ ４ ０.９６６ ７ ０.８０５ ３ ０.８０６ ７ ０.８９０ ４

ＳＫＭ￣ＤＰＣ ０.９３９ ６ ０.９５４ ２ ０.７９９ ６ ０.８０１ ９ ０.８７２ ９

ＮａＮ￣ＣＦＳＦＤＰ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０

ｋ￣ｍｅａｎｓ ０.８１５ ８ ０.７８４ ３ ０.８７７ ６ ０.８７９ ２ ０.７６２ ２

ＦＣＭ ０.６９１ ７ ０.６３３ ２ ０.７５９ ８ ０.７６２ ９ ０.６１１ ３

ＡＧＮＥＳ ０.９９４ ９ ０.９９６ ２ ０.９８９ ４ ０.９８９ ６ ０.９９３ ５

ＣＦＳＦＤＰ ０.７７０ １ ０.７５１ ３ ０.８７３ ６ ０.８７５ ４ ０.７０８ ４

Ａｇｇｒｅｇａｔｉｏｎ ＤＰＣ￣ＫＮＮ ０.８２３ ７ ０.８５０ ３ ０.９０２ ６ ０.９０３ ９ ０.７７６ ６

ＳＮＮ￣ＤＰＣ ０.９６８ １ ０.９７８ ４ ０.９５４ ８ ０.９５５ ５ ０.９５９ ４

ＳＫＭ￣ＤＰＣ ０.９９６ ６ ０.９９７ ５ ０.９９２ ３ ０.９９２ ４ ０.９９５ ６

ＮａＮ￣ＣＦＳＦＤＰ ０.９９４ ９ ０.９９６ ２ ０.９８９ ４ ０.９８９ ６ ０.９９３ ５

ｋ￣ｍｅａｎｓ ０.３２７ ９ ０.３４２ ９ －０.００５ ２ ０.０００ ７ －０.００５ ７

ＦＣＭ ０.３２７ ２ ０.３３９ ７ －０.００５ ７ ０.０００ ２ －０.００６ ２

Ｓｐｉｒａｌ ＡＧＮＥＳ ０.３４９ ９ ０.３８１ ４ ０.０７１ ３ ０.０１３ ０ ０.００４ ６

ＣＦＳＦＤＰ ０.９０３ ８ ０.９４８ ７ ０.８６４ １ ０.８６４ ９ ０.８５５ ５
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数据集 算法
评价指标

ＤＦＭＩ ＤＡｃｃ ＤＡＭＩ ＤＮＭＩ ＤＡＲＩ

ＤＰＣ￣ＫＮＮ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０

Ｓｐｉｒａｌ
ＳＮＮ￣ＤＰＣ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ＳＫＭ￣ＤＰＣ ０.７７６ ２ ０.６７６ ３ ０.７３６ ０ ０.７３６ ９ ０.５７７ １
ＮａＮ￣ＣＦＳＦＤＰ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ｋ￣ｍｅａｎｓ ０.７００ ５ ０.７８５ ５ ０.３６７ ７ ０.３６９ ０ ０.３２４ １
ＦＣＭ ０.６８９ ４ ０.７７４ ８ ０.３５４ １ ０.３５５ ５ ０.３００ ４
ＡＧＮＥＳ ０.９２１ ８ ０.９４６ ４ ０.６９５ ６ ０.６９６ ４ ０.７７９ ２

Ｊａｉｎ
ＣＦＳＦＤＰ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ＤＰＣ￣ＫＮＮ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ＳＮＮ￣ＤＰＣ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ＳＫＭ￣ＤＰＣ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ＮａＮ￣ＣＦＳＦＤＰ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ｋ￣ｍｅａｎｓ ０.９９３ ２ ０.９９６ ７ ０.９９３ ８ ０.９９４ ２ ０.９９２ ８
ＦＣＭ ０.９９３ ２ ０.９９６ ７ ０.９９３ ８ ０.９９４ ２ ０.９９２ ８
ＡＧＮＥＳ ０.９９０ ０ ０.９９５ ０ ０.９９１ ６ ０.９９２ ２ ０.９８９ ３

Ｒ１５
ＣＦＳＦＤＰ ０.９９３ ２ ０.９９６ ７ ０.９９３ ８ ０.９９４ ２ ０.９９２ ８
ＤＰＣ￣ＫＮＮ ０.９９３ ２ ０.９９６ ７ ０.９９３ ８ ０.９９４ ２ ０.９９２ ８
ＳＮＮ￣ＤＰＣ ０.９９３ ２ ０.９９６ ７ ０.９９３ ８ ０.９９４ ２ ０.９９２ ８
ＳＫＭ￣ＤＰＣ ０.９９３ ２ ０.９９６ ７ ０.９９３ ８ ０.９９４ ２ ０.９９２ ８
ＮａＮ￣ＣＦＳＦＤＰ ０.９９３ ２ ０.９９６ ７ ０.９９３ ８ ０.９９４ ２ ０.９９２ ８
ｋ￣ｍｅａｎｓ ０.９５５ ０ ０.９７７ １ ０.９６６ ０ ０.９６７ ５ ０.９５３ ５
ＦＣＭ ０.８３０ ４ ０.８４６ ８ ０.９１９ ６ ０.９２３ ４ ０.８２３ ６
ＡＧＮＥＳ ０.９２６ ２ ０.９６１ ９ ０.９４９ ５ ０.９５１ ９ ０.９２３ ８

Ｄ３１
ＣＦＳＦＤＰ ０.９３７ ８ ０.９６８ １ ０.９５４ ８ ０.９５６ ９ ０.９３５８
ＤＰＣ￣ＫＮＮ ０.９３９ ２ ０.９６８ ７ ０.９５６ ７ ０.９５８ ７ ０.９３７２
ＳＮＮ￣ＤＰＣ ０.９５２ ５ ０.９７５ ８ ０.９６４ ２ ０.９６５ ９ ０.９５０９
ＳＫＭ￣ＤＰＣ ０.９５３ ８ ０.９７６ ５ ０.９６５ １ ０.９６６ ７ ０.９５２３
ＮａＮ￣ＣＦＳＦＤＰ ０.９４２ ８ ０.９７０ ６ ０.９５８ ２ ０.９６０ ２ ０.９４０９
ｋ￣ｍｅａｎｓ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ＦＣＭ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ＡＧＮＥＳ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０

４ｋ２＿ｆａｒ
ＣＦＳＦＤＰ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ＤＰＣ￣ＫＮＮ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ＳＮＮ￣ＤＰＣ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ＳＫＭ￣ＤＰＣ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ＮａＮ￣ＣＦＳＦＤＰ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ｋ￣ｍｅａｎｓ ０.９８１ ６ ０.９９０ ７ ０.９２４ ５ ０.９２４ ５ ０.９６３ ２
ＦＣＭ ０.９８２ ６ ０.９９１ ２ ０.９２７ ６ ０.９２７ ７ ０.９６５ １
ＡＧＮＥＳ ０.９７４ ９ ０.９８７ ３ ０.９１１ ４ ０.９１１ ４ ０.９４９ ８

Ｇ２＿２＿３０
ＣＦＳＦＤＰ ０.９８５ ４ ０.９９２ ７ ０.９３７ ５ ０.９３７ ５ ０.９７０ ９
ＤＰＣ￣ＫＮＮ ０.９８６ ４ ０.９９３ ２ ０.９４１ １ ０.９４１ １ ０.９７２ ８
ＳＮＮ￣ＤＰＣ ０.９７５ ４ ０.９８６ ８ ０.９０４ ５ ０.９０４ ５ ０.９５０ ８
ＳＫＭ￣ＤＰＣ ０.８９３ ７ ０.９３４ ６ ０.７０９ ６ ０.７０９ ８ ０.７９０ ８
ＮａＮ￣ＣＦＳＦＤＰ ０.９８８ ９ ０.９９４ ４ ０.９５１ ０ ０.９５１ １ ０.９７７ ８
ｋ￣ｍｅａｎｓ ０.９４１ ２ ０.９６９ ６ ０.９４５ ５ ０.９４５ ９ ０.９３７ １

Ｓ２ ＦＣＭ ０.９４１ ９ ０.９７０ ０ ０.９４５ ７ ０.９４６ １ ０.９３７ ８
ＡＧＮＥＳ ０.９１８ ４ ０.９５７ ４ ０.９３０ ２ ０.９３０ ８ ０.９１２ ６
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续表 ２

数据集 算法
评价指标

ＤＦＭＩ ＤＡｃｃ ＤＡＭＩ ＤＮＭＩ ＤＡＲＩ

ＣＦＳＦＤＰ ０.９３５ ２ ０.９６６ ２ ０.９４０ ９ ０.９４１ ４ ０.９３０ ６
ＤＰＣ￣ＫＮＮ ０.９４３ １ ０.９７０ ６ ０.９４６ ２ ０.９４６ ６ ０.９３９ １

Ｓ２ ＳＮＮ￣ＤＰＣ ０.９２４ ５ ０.９６０ ８ ０.９３０ ９ ０.９３１ ４ ０.９１９ １
ＳＫＭ￣ＤＰＣ ０.６５５ ６ ０.７０１ ８ ０.７４２ ２ ０.７４４ ２ ０.６１７ ６
ＮａＮ￣ＣＦＳＦＤＰ ０.９４７ ５ ０.９７３ ０ ０.９５４ ３ ０.９５４ ７ ０.９４３ ８
ｋ￣ｍｅａｎｓ ０.６４２ ２ ０.６５６ ６ ０.７１３ ５ ０.７１９ ２ ０.５３７ ９
ＦＣＭ ０.６４０ ４ ０.６５６ ６ ０.７０４ ４ ０.７１０ ３ ０.５３５ ７
ＡＧＮＥＳ ０.８６１ ６ ０.８６２ ２ ０.８３１ ４ ０.８３５ ３ ０.８０３ ０

Ｃｏｍｐｏｕｎｄ
ＣＦＳＦＤＰ ０.６２５ １ ０.６３１ ６ ０.７５３ ９ ０.７５８ ９ ０.５１１ ６
ＤＰＣ￣ＫＮＮ ０.６４７ ３ ０.６４４ １ ０.７３０ ８ ０.７３６ ２ ０.５４３ ５
ＳＮＮ￣ＤＰＣ ０.８９５ ９ ０.８６９ ７ ０.８９７ １ ０.８９９ １ ０.８５０ ４
ＳＫＭ￣ＤＰＣ ０.８４５ ４ ０.８３２ １ ０.８２２ ６ ０.８２９ ６ ０.７６９ ８
ＮａＮ￣ＣＦＳＦＤＰ ０.８９１ ２ ０.８９０ １ ０.８７７ ６ ０.８７９ ５ ０.８３６ ６
ｋ￣ｍｅａｎｓ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ＦＣＭ ０.９１２ ０ ０.８３２ ８ ０.９０９ ５ ０.９０９ ７ ０.８７６ １
ＡＧＮＥＳ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０

Ｕｎｂａｌａｎｃｅ
ＣＦＳＦＤＰ １.０００ ０ ０.９９９ ８ ０.９９９ ４ ０.９９９ ４ １.０００ ０
ＤＰＣ￣ＫＮＮ １.０００ ０ １.０００ ０ ０.９９８ ８ ０.９９８ ８ １.０００ ０
ＳＮＮ￣ＤＰＣ ０.９８９ ７ ０.９９１ ５ ０.９７１ ０ ０.９７１ ０ ０.９８５ ６
ＳＫＭ￣ＤＰＣ ０.３０８ ５ ０.２４５ ４ ０.１６４ ８ ０.１６６ ７ ０.１０６ ４
ＮａＮ￣ＣＦＳＦＤＰ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０ １.０００ ０
ｋ￣ｍｅａｎｓ ０.８２０ ８ ０.８９３ ３ ０.７５５ １ ０.７５８ ２ ０.７３０ ２
ＦＣＭ ０.８１９ ７ ０.８９３ ３ ０.７４６ ５ ０.７４９ ６ ０.７２９ ４
ＡＧＮＥＳ ０.８４０ ７ ０.９０６ ７ ０.８０３ ２ ０.８０５ ７ ０.７５９ ２

Ｉｒｉｓ
ＣＦＳＦＤＰ ０.５９０ ５ ０.７３０ ３ ０.４５０ ８ ０.４５６ ６ ０.３７２ ８
ＤＰＣ￣ＫＮＮ ０.８４０ ７ ０.９０６ ７ ０.８０３ ２ ０.８０５ ７ ０.７５９ ２
ＳＮＮ￣ＤＰＣ ０.９４７ ９ ０.９７３ ３ ０.９１３ ３ ０.９１４ ４ ０.９２２ ２
ＳＫＭ￣ＤＰＣ ０.９３５ ６ ０.９６６ ７ ０.８９８ ４ ０.８９９ ７ ０.９０３ ９
ＮａＮ￣ＣＦＳＦＤＰ ０.８４１ ０ ０.９０５ ４ ０.８０２ ２ ０.８０４ ７ ０.７５９ ０
ｋ￣ｍｅａｎｓ ０.９１９ ７ ０.９５８ ３ ０.８５５ ８ ０.８５９ ６ ０.８８０ ３
ＦＣＭ ０.９１９ ７ ０.９５８ ３ ０.８５５ ８ ０.８５９ ６ ０.８８０ ３
ＡＧＮＥＳ ０.９１９ ９ ０.９５８ ３ ０.８３８ １ ０.８４２ ４ ０.８８０ ５

Ｌｅｕｋ７２＿３ｋ
ＣＦＳＦＤＰ ０.９２０ ５ ０.９５８ ３ ０.８５５ ５ ０.８５９ ３ ０.８８０ ９
ＤＰＣ￣ＫＮＮ ０.９２０ ５ ０.９５８ ３ ０.８５５ ５ ０.８５９ ３ ０.８８０ ９
ＳＮＮ￣ＤＰＣ ０.９２０ ５ ０.９５８ ３ ０.８５５ ５ ０.８５９ ３ ０.８８０ ９
ＳＫＭ￣ＤＰＣ ０.８２０ ２ ０.８８８ ９ ０.６９５ ４ ０.７０３ ７ ０.７２６ ２
ＮａＮ￣ＣＦＳＦＤＰ ０.９２０ ５ ０.９５８ ３ ０.８５５ ５ ０.８５９ ３ ０.８８０ ９
ｋ￣ｍｅａｎｓ ０.５５０ ７ ０.５１９ ６ －０.００１ ７ ０.０００ ９ －０.００１ １
ＦＣＭ ０.５５０ ６ ０.５０９ ８ －０.００２ ６ ０.０００ ０ －０.００２ ８
ＡＧＮＥＳ ０.７４９ ６ ０.７３５ ３ ０.０１７ ５ ０.０２１ ６ ０.０６４ ３

Ｈａｂｅｒｍａｎ
ＣＦＳＦＤＰ ０.５６０ ９ ０.５３９ ２ －０.００２ １ ０.０００ ６ －０.００６ ７
ＤＰＣ￣ＫＮＮ ０.５９９ ０ ０.５６２ １ ０.０１６ ５ ０.０１９ ４ －０.０４３ ６
ＳＮＮ￣ＤＰＣ ０.７８０ ７ ０.７３５ ３ ０.０００ ０ ０.０００ ０ ０.０００ ０
ＳＫＭ￣ＤＰＣ ０.７８０ ７ ０.７３５ ３ ０.０００ ０ ０.０００ ０ ０.０００ ０
ＮａＮ￣ＣＦＳＦＤＰ ０.７７８ ５ ０.７３９ ９ －０.００６ ２ ０.０００ ５ ０.００３ ７

Ｌｉｂｒａｓ＿ｍｏｖｅｍｅｎｔ
ｋ￣ｍｅａｎｓ ０.３５２ ０ ０.４７７ ８ ０.５３２ ５ ０.５８８ ３ ０.３０３ ３
ＦＣＭ ０.２１０ ５ ０.１３０ ６ ０.０６３ ８ ０.０９２ ５ ０.０２５ ２
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续表

数据集 算法
评价指标

ＤＦＭＩ ＤＡｃｃ ＤＡＭＩ ＤＮＭＩ ＤＡＲＩ

ＡＧＮＥＳ ０.３６５ ４ ０.４４７ ２ ０.５６３ ４ ０.６１５ ７ ０.３１５ ４
ＣＦＳＦＤＰ ０.３０８ ８ ０.４０２ ８ ０.４８８ １ ０.５４５ ９ ０.２３７ ２

Ｌｉｂｒａｓ＿ｍｏｖｅｍｅｎｔ
ＤＰＣ￣ＫＮＮ ０.３９４ ３ ０.４８８ ９ ０.５６０ ２ ０.６１２ ５ ０.３４５ ８
ＳＮＮ￣ＤＰＣ ０.３２８ １ ０.４３８ ９ ０.４６２ １ ０.５１０ ６ ０.２４２ ８
ＳＫＭ￣ＤＰＣ ０.３４１ ０ ０.２５０ ０ ０.４１７ １ ０.４４２ ９ ０.１７２ ０
ＮａＮ￣ＣＦＳＦＤＰ ０.４４２ ６ ０.５１３ ９ ０.６００ ８ ０.６４７ ９ ０.３９５ ７
ｋ￣ｍｅａｎｓ ０.５４６ ０ ０.５５９ ５ ０.５９１ ３ ０.６０８ ３ ０.４０９ ０
ＦＣＭ ０.５１１ ８ ０.４９７ ０ ０.５３２ ２ ０.５５１ ４ ０.３６８ ２
ＡＧＮＥＳ ０.６０９ ２ ０.６３６ ９ ０.６１８ ８ ０.６３４ ７ ０.４８５ ８

Ｅｃｏｌｉ
ＣＦＳＦＤＰ ０.４７８ １ ０.４８８ １ ０.４８６ ７ ０.５０８ ４ ０.３１４ ９
ＤＰＣ￣ＫＮＮ ０.６１８ ０ ０.６２５ ０ ０.５５３ ９ ０.５７２ ６ ０.４９５ ５
ＳＮＮ￣ＤＰＣ ０.６６１ ９ ０.７２３ ２ ０.５１６ ９ ０.５３４ ２ ０.５３６ １
ＳＫＭ￣ＤＰＣ ０.７７２ ６ ０.７７０ ８ ０.６３６ ３ ０.６４８ ２ ０.６６９ ４
ＮａＮ￣ＣＦＳＦＤＰ ０.８１７ ３ ０.７８２ ２ ０.６８０ ０ ０.６８４ ３ ０.７２１ ７
ｋ￣ｍｅａｎｓ ０.５２９ ４ ０.５２９ ４ ０.０００ ０ ０.０００ ０ －０.０３３ １
ＦＣＭ ０.５１３ ４ ０.５１３ ４ ０.０３６ ９ ０.０４２ ４ －０.００６ ７
ＡＧＮＥＳ ０.７５３ １ ０.７３８ ０ ０.０３７ ２ ０.０４４ ７ －０.０８３ ９

Ｓｐｅｃｔ
ＣＦＳＦＤＰ ０.７１５ ６ ０.６８９ ８ －０.００４ ５ ０.００２ １ －０.０１９ ９
ＤＰＣ￣ＫＮＮ ０.８１１ １ ０.８０７ ５ ０.０２２ ０ ０.０３１ ７ －０.０８０ ４
ＳＮＮ￣ＤＰＣ ０.６７４ ２ ０.５６６ ８ ０.０３７ ７ ０.０４６ ０ ０.０４２ ９
ＳＫＭ￣ＤＰＣ ０.６３３ ３ ０.４５４ ５ －０.００２ ８ ０.００７ ５ ０.００６ ３
ＮａＮ￣ＣＦＳＦＤＰ ０.９１７ １ ０.９１９ ８ ０.０８３ ０ ０.０８８ ４ ０.０００ ０
ｋ￣ｍｅａｎｓ ０.６４０ ７ ０.５５３ ６ －０.００２ ０ ０.０００ ９ －０.００５ ４
ＦＣＭ ０.６１０ ２ ０.５２４ ６ ０.００４ ２ ０.００６ ８ －０.０１１ ４
ＡＧＮＥＳ ０.７１２ ４ ０.５７６ ８ －０.００１ １ ０.００４ ５ －０.００１ ６

Ｂｕｐａ
ＣＦＳＦＤＰ ０.５５９ ３ ０.５４７ ８ －０.００１ ９ ０.０００ ４ ０.００１ ３
ＤＰＣ￣ＫＮＮ ０.７１１ ０ ０.５８０ ５ ０.００８ ８ ０.０１４ ５ ０.００４ ３
ＳＮＮ￣ＤＰＣ ０.７１５ ０ ０.４２０ ３ ０.０００ ０ ０.０００ ０ ０.０００ ０
ＳＫＭ￣ＤＰＣ ０.７１５ ０ ０.４２０ ３ ０.０００ ０ ０.０００ ０ ０.０００ ０
ＮａＮ￣ＣＦＳＦＤＰ ０.６５７ ７ ０.６１７ ４ ０.０２８ ４ ０.０３１ ２ ０.０３９ ０

４.４　 消融实验

为了进一步验证每个改进模块的有效性ꎬ本节提出了 ＣＦＳＦＤＰ 算法的 ３ 种变体:(１)ＣＦＳＦＤＰ＿Ａ 算

法ꎮ 该算法在 ＣＦＳＦＤＰ 算法的基础上结合自然邻居搜索算法补充了离群点的检测与去除ꎮ (２)ＣＦＳＦＤＰ＿Ｂ
算法ꎮ 通过将 ＣＦＳＦＤＰ＿Ａ 算法的样本密度计算方式改进为公式(１５)自适应得到ꎮ (３)ＣＦＳＦＤＰ＿Ｃ 算法ꎮ
在 ＣＦＳＦＤＰ＿Ｂ 算法的基础上引入了类簇融合算法ꎮ ３个变种算法的参数取相同值ꎬ由于 ５ 个评价指标的实

验结果相似ꎬ因此以 ＤＦＭＩ为代表展示消融实验的结果ꎮ ＣＦＳＦＤＰ 算法和 ３个种变种算法的 ＤＦＭＩ如表 ３所示ꎮ
实验结果表明ꎬＣＦＳＦＤＰ＿Ａ 算法和 ＣＦＳＦＤＰ 算法相比在 ＤＦＭＩ指标上互有高低ꎬ这是由剔除了离群点导致的结

果ꎮ 总体来说ꎬ在 １８个数据集上有 １４个数据集在 ＤＦＭＩ指标上高于原算法或者与其相当ꎮ ＣＦＳＦＤＰ＿Ｂ 算法在

ＣＦＳＦＤＰ＿Ａ 算法的基础上通过结合自然邻居样本改进了样本局部密度的计算方式ꎬ实现了截断距离的自适

应ꎬ从 ＤＦＭＩ的指标结果来看ꎬ在 １８个数据集上有 １５ 个数据集相较于 ＣＦＳＦＤＰ＿Ａ 算法有了进一步提高或与

其效果相当ꎬ验证了该部分内容的有效性ꎮ ＣＦＳＦＤＰ＿Ｃ 算法和 ＣＦＳＦＤＰ 算法相比在 １８个数据集上均取得了

最好的结果ꎮ 考虑到引入类簇融合算法的目的是防止密度峰值错选并提高算法在流形数据集上的有效性ꎬ
总体来看ꎬ该算法满足了目标期望ꎮ 整体来说ꎬ改进的算法和 ＣＦＳＦＤＰ 算法相比具有聚类效果更佳ꎬ最重要

的是须要的参数更少ꎮ
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表 ３　 ＣＦＳＦＤＰ 算法和 ３个变种算法的 ＤＦＭＩ比较
Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＤＦＭＩ ｏｆ ＣＦＳＦＤＰ ａｌｇｏｒｉｔｈｍ ａｎｄ ３ ｖａｒｉａｎｔｓ ｏｆ ｔｈｅ ａｌｇｏｒｉｔｈｍ

数据集　 算法　 　 ＤＦＭＩ 数据集　 算法　 　 ＤＦＭＩ

ＣＦＳＦＤＰ １.０００ ０ ＣＦＳＦＤＰ ０.７７０ １

Ｆｌａｍｅ
ＣＦＳＦＤＰ＿Ａ １.０００ ０

Ａｇｇｒｅｇａｔｉｏｎ
ＣＦＳＦＤＰ＿Ａ ０.９１４ ７

ＣＦＳＦＤＰ＿Ｂ １.０００ ０ ＣＦＳＦＤＰ＿Ｂ ０.９１９ ８
ＣＦＳＦＤＰ＿Ｃ １.０００ ０ ＣＦＳＦＤＰ＿Ｃ ０.９９４ ９
ＣＦＳＦＤＰ ０.９０３ ８ ＣＦＳＦＤＰ １.０００ ０

Ｓｐｉｒａｌ
ＣＦＳＦＤＰ＿Ａ ０.５１０ ８

Ｊａｉｎ
ＣＦＳＦＤＰ＿Ａ ０.８３５ ５

ＣＦＳＦＤＰ＿Ｂ ０.５１０ ８ ＣＦＳＦＤＰ＿Ｂ ０.８３５ ５
ＣＦＳＦＤＰ＿Ｃ １.０００ ０ ＣＦＳＦＤＰ＿Ｃ １.０００ ０
ＣＦＳＦＤＰ ０.９９３ ２ ＣＦＳＦＤＰ ０.９３７ ８

Ｒ１５
ＣＦＳＦＤＰ＿Ａ ０.９９３ ２

Ｄ３１
ＣＦＳＦＤＰ＿Ａ ０.９４２ ８

ＣＦＳＦＤＰ＿Ｂ ０.９９３ ２ ＣＦＳＦＤＰ＿Ｂ ０.９４２ ８
ＣＦＳＦＤＰ＿Ｃ ０.９９３ ２ ＣＦＳＦＤＰ＿Ｃ ０.９４２ ８
ＣＦＳＦＤＰ １.０００ ０ ＣＦＳＦＤＰ ０.９８５ ４

４ｋ２＿ｆａｒ
ＣＦＳＦＤＰ＿Ａ １.０００ ０

Ｇ２＿２＿３ ０
ＣＦＳＦＤＰ＿Ａ ０.９８４ ０

ＣＦＳＦＤＰ＿Ｂ １.０００ ０ ＣＦＳＦＤＰ＿Ｂ ０.９８６ ０
ＣＦＳＦＤＰ＿Ｃ １.０００ ０ ＣＦＳＦＤＰ＿Ｃ ０.９８８ ９
ＣＦＳＦＤＰ ０.９３５ ２ ＣＦＳＦＤＰ ０.６２５ １

Ｓ２
ＣＦＳＦＤＰ＿Ａ ０.９４７ ５

Ｃｏｍｐｏｕｎｄ
ＣＦＳＦＤＰ＿Ａ ０.７７８ ３

ＣＦＳＦＤＰ＿Ｂ ０.９４７ ５ ＣＦＳＦＤＰ＿Ｂ ０.９４７ ５
ＣＦＳＦＤＰ＿Ｃ ０.９４７ ５ ＣＦＳＦＤＰ＿Ｃ ０.８９１ ２
ＣＦＳＦＤＰ １.０００ ０ ＣＦＳＦＤＰ ０.５９０ ５

Ｕｎｂａｌａｎｃｅ
ＣＦＳＦＤＰ＿Ａ １.０００ ０

Ｉｒｉｓ
ＣＦＳＦＤＰ＿Ａ ０.６７７ ４

ＣＦＳＦＤＰ＿Ｂ ０.７７８ ３ ＣＦＳＦＤＰ＿Ｂ ０.８４１ ０
ＣＦＳＦＤＰ＿Ｃ １.０００ ０ ＣＦＳＦＤＰ＿Ｃ ０.８４１ ０
ＣＦＳＦＤＰ ０.９２０ ５ ＣＦＳＦＤＰ ０.５６０ ９

Ｌｅｕｋ７２＿３ｋ
ＣＦＳＦＤＰ＿Ａ ０.９２０ ５

Ｈａｂｅｒｍａｎ
ＣＦＳＦＤＰ＿Ａ ０.５９８ ５

ＣＦＳＦＤＰ＿Ｂ ０.９２０ ５ ＣＦＳＦＤＰ＿Ｂ ０.７６１ ５
ＣＦＳＦＤＰ＿Ｃ ０.９２０ ５ ＣＦＳＦＤＰ＿Ｃ ０.７７８ ５
ＣＦＳＦＤＰ ０.３０８ ８ ＣＦＳＦＤＰ ０.４７８ １

Ｌｉｂｒａｓ＿ｍｏｖｅｍｅｎｔ
ＣＦＳＦＤＰ＿Ａ ０.３６２ ２

Ｅｃｏｌｉ
ＣＦＳＦＤＰ＿Ａ ０.５９０ ２

ＣＦＳＦＤＰ＿Ｂ ０.３７５ ９ ＣＦＳＦＤＰ＿Ｂ ０.５８５ ９
ＣＦＳＦＤＰ＿Ｃ ０.４４２ ６ ＣＦＳＦＤＰ＿Ｃ ０.８１７ ３
ＣＦＳＦＤＰ ０.７１５ ６ ＣＦＳＦＤＰ ０.５５９ ３

Ｓｐｅｃｔ
ＣＦＳＦＤＰ＿Ａ ０.７１９ ０

Ｂｕｐａ
ＣＦＳＦＤＰ＿Ａ ０.５５４ ３

ＣＦＳＦＤＰ＿Ｂ ０.７１５ ６ ＣＦＳＦＤＰ＿Ｂ ０.６８４ ０
ＣＦＳＦＤＰ＿Ｃ ０.９１７ １ ＣＦＳＦＤＰ＿Ｃ ０.６８４ ０

５　 结论

针对 ＣＦＳＦＤＰ 算法在聚类过程中难以选择较优截断距离的问题ꎬ以及算法中提到的选择密度峰值的过

程ꎬ容易造成簇多选、簇少选、簇丢失的问题ꎬ继续探索了基于局部邻居的聚类算法ꎬ并找到一种自动确定 Ｋ
值的算法ꎬ以简化算法的参数ꎬ提出了 ＮａＮ￣ＣＦＳＦＤＰ 算法ꎬ有效解决了 ＣＦＳＦＤＰ 算法在聚类过程中难以选择

较优截断距离的问题ꎬ以及算法中提到的选择密度峰值的过程ꎬ容易造成簇多选、簇少选、簇丢失的问题ꎬ最
终实现了 Ｋ 值的自动选取ꎮ 在多个选自不同形状、不同规模、不同簇数和不同密度的数据集上通过在 ５ 个

常用的聚类评价指标上与多种聚类算法比较ꎬ验证了提出的 ＮａＮ￣ＣＦＳＦＤＰ 算法的有效性ꎮ 实验结果显示ꎬ
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在大多数情况下ꎬ该方法在聚类性能上优于或至少与比较方法相当ꎬ且与 ＣＦＳＦＤＰ 算法及其改进算法相比须

要更少的参数ꎬ但是ꎬＮａＮ￣ＣＦＳＦＤＰ 算法可行性的论证还停留在仿真实验上ꎬ在未来的工作中会结合实际的

应用背景继续优化提出的算法ꎬ增强算法的可行性和泛化能力ꎮ
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