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摘要:引入 Ｔｒａｎｓｆｏｒｍｅｒ 结构和 ＵＮｅｔ＋＋网络ꎬ提出一个新的双分支视网膜血管分割网络ꎬ该网络中的双分支编码器可以更好地

关联图像中的全局信息ꎬ使得整个网络在小数据集的训练中也有较好的效果ꎮ 在此基础上ꎬ为了进一步解决 ＵＮｅｔ 网络中下

采样操作导致的视网膜血管信息丢失问题ꎬ在输出层和网络第二层的特征图引入引导滤波ꎬ可以有效提高小血管分割精度ꎮ
该网络使用 ＤＲＩＶＥ 数据集(ｄｉｇｉｔａｌ ｒｅｔｉｎａｌ ｉｍａｇｅｓ ｆｏｒ ｖｅｓｓｅｌ ｅｘｔｒａｃｔｉｏｎ)和 ＣＨＡＳＥＤＢ１ 数据集(ｃｏｍｂｉｎｅｄ ｈｅａｌｔｈｙ ａｎｄ ｄｉａｂｅｔｉｃ ｒｅｔｉ￣
ｎｏｐａｔｈｙ ｄａｔａｂａｓｅ １)进行实验ꎬ在精确度、灵敏度等参数上有较大的提升ꎬ并且血管分割图中正确分割出更多细小血管ꎬ总体表

现出较好的效果ꎮ
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０　 引言

视网膜血管分割技术在眼科医学中具有重要的意义ꎮ 首先ꎬ它为眼科医生提供了高效而准确的眼底

图像分析工具ꎬ大大缩短了诊断时间ꎬ提高了诊断的精确性ꎻ其次ꎬ该技术对于眼科疾病的早期诊断至关

重要ꎬ许多眼科疾病ꎬ如糖尿病视网膜病变[１]和青光眼[２] ꎬ早期症状不明显ꎬ但通过视网膜血管分割技术ꎬ
医生可以在病情进展到不可逆的阶段前进行干预ꎬ降低治疗难度ꎻ此外ꎬ该技术还为眼科研究提供了大量
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的图像数据ꎬ为深入研究眼科疾病的发病机制和治疗方法提供了宝贵的资源ꎮ 随着计算机科学和医学技

术的飞速发展ꎬ视网膜血管分割技术的研究进入了一个快速演进的时代ꎮ 早期的研究主要集中在传统的

图像处理方法上ꎬ包括滤波、边缘检测[３]和数学形态学[４]等ꎮ 然而ꎬ这些方法在处理复杂的眼底图像和应

对不同病变情况时存在一定的局限性ꎮ 近年来ꎬ深度学习技术的兴起为视网膜血管分割[５] 领域注入了新

的活力ꎮ 卷积神经网络(ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ＣＮＮ)等深度学习模型通过对大量标注数据的学习ꎬ实
现了对眼底图像中血管的高度自动化分割ꎬ这一创新性的方法为提高视网膜血管分割的准确性和鲁棒性[６]提

供了新的可能性ꎮ
Ｒｏｎｎｅｂｅｒｇｅｒ 等[７]提出的 ＵＮｅｔ 网络被广泛应用于图像分割[８] 任务中ꎬＵＮｅｔ 网络结构以其特有的 Ｕ

形拓扑结构而著称ꎬ由编码器和解码器组成ꎬ通过跳跃连接有效地解决了传统分割模型中分辨率损失的

问题ꎮ 针对 ＵＮｅｔ 网络中跳跃连接部分出现的语义差异问题ꎬ通过在跳跃连接中加入不同数量的融合多

尺度信息的卷积块优化 ＵＮｅｔ 网络ꎬ提出了 ＵＮｅｔ＋＋网络模型[９] ꎮ 无论是 ＵＮｅｔ 网络还是 ＵＮｅｔ＋＋网络都是

通过 ＣＮＮ 结构[１０]提取图像特征ꎬ但是这种方式忽略了图像中像素之间的全局联系ꎮ Ｖａｓｗａｎｉ 等[１１] 提出

用于自然语言处理任务的 Ｔｒａｎｓｆｏｒｍｅｒ 模型ꎬ该模型通过引入自注意力机制成功地捕获了输入序列中不

同位置之间的依赖关系ꎬ从而在翻译等任务中取得了卓越的性能ꎮ 随着对 Ｔｒａｎｓｆｏｒｍｅｒ 模型的理解深入ꎬ
研究者们开始考虑将其应用于计算机视觉任务ꎮ 通过将一张图片转化成图像块进而转化成序列的方式ꎬ
Ｔｒａｎｓｆｏｒｍｅｒ 结构被应用于图像识别任务中[１２] ꎮ ＴｒａｎｓＵＮｅｔ[１３] 网络将 Ｔｒａｎｓｆｏｒｍｅｒ 结构应用在 ＵＮｅｔ 网络

的编码器之中ꎬ建立了一个新的编码器结构使得网络可以关联图像的全局特征ꎮ 在此基础上ꎬ
ＴｒａｎｓＲｅｓＵＮｅｔ 模型[１４]将残差块引入了 ＴｒａｎｓＵＮｅｔ 网络模型ꎮ ＴｒａｎｓＵＮｅｔ 模型在解码器的特征提取中依然

使用了 ＣＮＮ 结构ꎬＳｗｉｎ￣ＵＮｅｔ 模型[１５]使用 Ｔｒａｎｓｆｏｒｍｅｒ 结构完全代替了 ＣＮＮ 结构进行特征提取ꎬ并且通

过加入移动窗口的方法解决了 Ｔｒａｎｓｆｏｒｍｅｒ 结构在处理大型图片中计算量大的问题ꎮ 尽管 Ｔｒａｎｓｆｏｒｍｅｒ 结
构可以很好地关联图像的全局特征ꎬ但是该结构对大规模数据的需求较大ꎬ这在一些特定领域(如医学图

像分割)可能会受到数据获取的限制ꎮ 因此如何在小样本数据上训练出具有较好泛化性能的 Ｔｒａｎｓｆｏｒｍｅｒ
模型是一个亟待解决的问题ꎮ

针对上述模型出现的问题ꎬ本文结合 Ｔｒａｎｓｆｏｒｍｅｒ 结构和 ＵＮｅｔ＋＋模型提出了一种双分支编码器的 Ｕ
型网络结构ꎬ该结构不仅可以在视网膜分割中考虑像素之间的全局联系ꎬ并且在小型数据集上也表现出

了较好的性能ꎮ 同时ꎬ因为眼底图像中包含了大量的单像素级别的血管结构ꎬ这些血管结构在使用 ＵＮｅｔ
网络模型进行视网膜血管分割时会因为下采样操作出现信息丢失的问题ꎬ导致这些单像素级别的信息难

以恢复ꎮ 因此本文在网络的浅层特征图中加入了引导滤波[１６] ꎬ通过引导滤波恢复丢失的信息ꎮ 本文研

究的主要贡献如下:
１) 结合 Ｔｒａｎｓｆｏｒｍｅｒ 结构和 ＵＮｅｔ＋＋模型建立了双分支编码器结构ꎬ提高了网络的信息提取和关联全局

信息的能力ꎬ并且使得 Ｔｒａｎｓｆｏｒｍｅｒ 结构在小数量训练集中也能表现出较好的性能ꎮ
２) 在 ２ 个分支的编码器与单一解码器的跳跃连接中加入了融合多尺度信息的 ＣＮＮ 结构ꎬ使得网络可

以更好地融合不同尺度编码器与解码器之间的特征信息ꎮ
３) 在网络的浅层特征图和输出层中使用输入图像的灰度图作为引导图像对特征图进行引导滤波ꎬ进而

恢复在网络处理中使用下采样操作丢失的图像信息ꎮ

１　 模型原理

１.１　 ＵＮｅｔ＋＋
ＵＮｅｔ＋＋网络是对 ＵＮｅｔ 网络的一种改进ꎬＵＮｅｔ 网络的一个关键点是采用了一种独特的编码器－解码器

结构ꎬ使其在特征提取和信息重建方面表现卓越ꎮ 编码器负责捕获输入图像中的高级语义特征ꎬ而解码器则

通过上采样将这些特征映射还原到原始输入图像的分辨率ꎮ 这种结构的引入旨在克服传统方法中常见的分

辨率损失问题ꎬ确保网络在分割任务中保持高分辨率的特征表达ꎮ 编码器部分通常由卷积层和池化层交替

构成ꎬ通过卷积操作提取图像的局部特征ꎬ然后通过池化层进行下采样ꎬ逐渐缩小特征图的尺寸ꎬ有助于网络

逐渐理解图像的全局结构ꎻ解码器部分则负责将编码器提取的高级语义特征映射还原到原始输入图像的分

辨率ꎬ通常由上采样层和反卷积层交替构成ꎬ通过这一过程ꎬ网络能够逐渐还原图像的细节信息ꎮ
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Ｕ￣Ｎｅｔ 网络中的另一个关键设计元素是跳跃连接ꎮ 这种连接方式将编码器中的某一层的输出直接与解

码器对应层的输入相连接ꎬ形成一种直达通道ꎬ有助于维持网络中的局部信息ꎬ避免了在信息传递过程中的

丢失ꎮ 跳跃连接使得底层和高层的特征能够进行交流ꎬ从而更好地保留了图像的细节信息ꎬ有力地解决了传

统分割网络中对细节捕捉能力不足的问题ꎮ ＵＮｅｔ 网络将底层特征和高层特征直接进行融合ꎬ由于不同层次

的特征图之间存在语义差距ꎬ这一操作会影响特征之间的融合ꎮ ＵＮｅｔ＋＋网络通过在跳跃连接中加入融合不

同尺度信息的卷积块有效解决了这一问题ꎬ该网络通过底层特征与高层特征的差异大小加入了不同数量的

卷积块ꎬ从而使得网络表现出更好的性能ꎮ
１.２　 ＴｒａｎｓＵＮｅｔ
１.２.１　 Ｔｒａｎｓｆｏｒｍｅｒ 结构

Ｔｒａｎｓｆｏｒｍｅｒ[１１]结构的核心创新之一是引入了自注意力机制ꎬ这是一种全新的关注机制ꎬ使得模型能够

在处理输入序列的不同位置时ꎬ根据其他位置的信息进行加权聚合ꎬ能够有效地捕获长距离依赖关系ꎬ使得

模型能够更好地理解序列中的全局信息ꎮ 自注意力机制的计算过程可以分为如下步骤ꎮ
１) 计算注意力分数(ａｔｔｅｎｔｉｏｎ ｓｃｏｒｅｓ)ꎮ 对于输入序列中的每个位置ꎬ通过学习得到的权重ꎬ计算该位置

与其他所有位置之间的关联度ꎮ
２) 权重归一化ꎮ 将注意力分数进行 Ｓｏｆｔｍａｘ[１７]归一化ꎬ以确保每个位置的权重在 ０ 到 １ 之间ꎬ并且所

有位置的权重之和为 １ꎮ
３) 加权求和ꎮ 使用归一化后的权重对所有位置的特征进行加权求和ꎬ得到该位置的最终表示ꎮ
为了进一步提升模型的表达能力ꎬＴｒａｎｓｆｏｒｍｅｒ 引入了多头注意力机制ꎬ这种机制通过同时学习多组不

同的自注意力权重ꎬ使得模型能够在不同的“注意”方面进行学习ꎮ 每个头的注意力机制都能够捕获输入序

列中的不同依赖关系ꎬ最终通过拼接或平均等操作ꎬ得到更丰富的表示ꎮ 多头注意力机制不仅提高了模型的

表达能力ꎬ而且有助于模型学习不同尺度的特征ꎬ使其更适用于图像分割任务中处理多尺度信息的需求ꎬ为
Ｔｒａｎｓｆｏｒｍｅｒ 模型在图像分割中的应用提供了更强大的能力ꎮ 其次ꎬＴｒａｎｓｆｏｒｍｅｒ 还包括了位置编码以及残差

连接等操作ꎮ
１.２.２　 编码器

在 ＴｒａｎｓＵＮｅｔ[１２]的编码器中ꎬ首先使用一个大小为 ７ 的卷积核进行处理ꎬ并进行正则激活和池化操作ꎬ
使图片大小变为原本的一半ꎬ之后使用 ＲｅｓＮｅｔ５０[１８]进行连续 ３ 次的特征提取ꎬ期间的每一层操作都会将图

像的大小变为原本的一半ꎬ最终将得到一个只有原本十六分之一大小的特征图ꎬ然后通过 Ｔｒａｎｓｆｏｒｍｅｒ 结构

对提取后的特征图进行处理ꎬ在该过程中网络会开始关联图像的全局特征ꎮ 通过 Ｔｒａｎｓｆｏｒｍｅｒ 结构处理之后

网络开始进行解码器的处理ꎬ与 ＵＮｅｔ 的解码器使用相同的结构ꎬ在解码过程中ꎬ网络会直接拼接编码过程

中的特征图ꎬ将图像的底层特征和高层特征直接进行拼接直到输出最后的图像ꎮ
１.３　 引导滤波

引导滤波[１６]是一种基于局部的保边平滑算子ꎬ该滤波算子的实现方式是通过设置引导图像进行的ꎬ首
先选取一幅图像作为引导图像ꎬ该图像可以是原图像对应的灰度图像ꎬ也可以是其他图像ꎬ然后利用该引导

图像与被滤波图像之间的差异建立滤波器ꎬ通过这种方法建立的滤波器可以很好地考虑到引导图像的结构ꎬ
从而起到保持边缘的平滑效果ꎮ

接下来定义引导滤波器ꎬ假设输出图像 Ｏ 是引导图像 Ｇ 在一个以像素 ｐ 为中心的窗口 Ｗｐ 上的线性变

换ꎬ图像 Ｏ 和 Ｇ 的关系可以表示为

Ｏｉ ＝ａｐＧｉ＋ｂｐꎬ　 ∀ｉ∈Ｗｐꎬ
其中 ｉ 为遍历引导图像 Ｇ 中 Ｗｐ 窗口下的像素ꎮ 那么引导滤波算法的目标就是求解 ａｐ 和 ｂｐꎬ构造目标函数

Ｅ＝ ∑
ｉ∈Ｗｐ

(Ｏｉ－Ｉｉ) ２＋εａ２
ｐꎬ

其中ꎬε>０ 为一个正则化参数ꎻＩ 为输入图像ꎮ 通过最小化上述目标函数得到

ａｐ ＝
(１ / ｜ Ｗｐ ｜ )∑

ｉ∈Ｗｐ

ＧｉＩｉ － μｐ
－
Ｉ ｐ

σ２
ｐ ＋ ε

ꎬ 　 ｂｐ ＝
－
Ｉｐ－ａｐ μｐꎬ

其中ꎬμｐ 和 σ２
ｐ 为引导图像 Ｇ 在窗口 Ｗｐ 下的均值和方差ꎻ －

Ｉｐ为输入图像 Ｉ 在窗口 Ｗｐ 下的均值ꎻ ｜Ｗｐ ｜为窗口
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Ｗｐ 中的像素个数ꎮ 由于像素 ｉ 可能存在于多个以不同的像素 ｐ 为中心的窗口中ꎬ对应不同的窗口会计算出

对应的 ａｐ 和 ｂｐꎬ用 ｜ ｐ ｜表示像素 ｉ 所在的窗口个数ꎬ通过取平均得

􀭵ａｐ ＝
１
｜ ｐ ｜ ∑

ｐ:ｉ∈Ｗｐ

ａｉꎬ　 􀭵ｂｐ ＝
１
｜ ｐ ｜ ∑

ｐ:ｉ∈Ｗｐ

ｂｉꎬ

因此得到

Ｏｉ ＝􀭵ａｐＧｉ＋􀭵ｂｐꎮ

２　 本文提出的网络结构

２.１　 网络结构

本文提出了一种双分支的编码器网络结构ꎬ记为 ＤｕＧｕＴｒａｎｓＵＮｅｔꎬ第一个分支使用基本的卷积操作ꎬ如
图 １ 的绿色部分所示ꎬ该结构的每个 ＣＮＮ 块都包括了 ２ 次卷积、ＧｒｏｕｐＮｏｒｍ[１９]以及 Ｒｅｌｕ 函数激活操作ꎬ然
后进行最大池化ꎬ经过 ４ 次编码过程后该网络会将特征图直接传送给解码器ꎮ 第二个分支如图 １ 的蓝色部

分所示ꎬ第一个 ＣＮＮ 块包括 １ 次卷积ꎬＧｒｏｕｐＮｏｒｍ 以及 Ｒｅｌｕ 函数激活和最大池化操作ꎬ其中卷积核的大小

为 ７ꎬ之后就是 ＲｅｓＮｅｔ 模块ꎬ通过 ３ 次该模块的操作最后将得到的特征图传送至 Ｔｒａｎｓｆｏｒｍｅｒ 模块ꎬ
Ｔｒａｎｓｆｏｒｍｅｒ 模块处理后的特征图传送给解码器ꎮ

图 １　 基于引导滤波和 Ｔｒａｎｓｆｏｒｍｅｒ 的双分支网络结构 ＤｕＧｕＴｒａｎｓＵＮｅｔ
Ｆｉｇ.１　 Ａ ｄｕａｌ ｂｒａｎｃｈ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ＤｕＧｕＴｒａｎｓＵＮｅｔ ｂａｓｅｄ ｏｎ ｇｕｉｄｅｄ ｆｉｌｔｅｒｉｎｇ ａｎｄ Ｔｒａｎｓｆｏｒｍｅｒ

　 　 图 １ 中橙色部分为解码器ꎬ解码器的最底层将 ２ 个分支的特征图进行拼接然后进行卷积操作ꎬ和 ＵＮｅｔ
的解码器一样通过多次卷积和 ４ 次上采样操作将图像恢复成原来的大小ꎬ最后输出图像ꎮ 在解码器的处理

过程中会拼接 ２ 个编码器不同阶段产生的特征图ꎬ从而使得网络的底层特征和高级特征可以直接建立联系ꎬ
在图 １ 的右分支中使用了 ＵＮｅｔ＋＋中的框架进行不同层级的信息拼接ꎬ而在左分支中考虑到不同层次特征图

之间的差异性ꎬ在其中加入了融合不同尺度特征的卷积块ꎮ 因为网络的下采样操作会导致视网膜血管信息

的丢失ꎬ本文的网络结构还在网络的浅层特征和输出层中加入了引导滤波使得网络可以表现出更好的性能ꎮ
该网络的双分支编码器结构会加强网络关联全局特征的能力ꎬ并且使得 Ｔｒａｎｓｆｏｒｍｅｒ 结构在小数据集上也可

以表现出较好的效果ꎮ
２.２　 引导滤波模块

视网膜血管含有大量的单像素的血管结构ꎬ但是在网络的下采样操作中会造成图像信息的丢失导致这

些单像素的血管结构难以恢复ꎮ 为了解决这个问题ꎬ本文的网络结构在网络的浅层特征和输出层加入了引

导滤波模块(图 ２ 中的 ＧＩＦ 模块)ꎮ 使用网络输入图像的灰度图作为引导图像ꎬ对图 ２ 中第二层特征图反卷

积上采样操作之后的特征图像进行引导滤波处理ꎬ然后把引导滤波后的特征图与图 ２ 所示的输入特征图进



　 ２６　　　 山　 东　 大　 学　 学　 报　 (理　 学　 版) 第 ６０ 卷　

行拼接ꎬ最后将这些拼接后的特征图进行卷积等操作ꎬ该结构在实验中表现出较好的效果ꎮ 图 １ 双分支结构

的右分支中的跳跃连接加入引导滤波模块的结构如图 ２ 所示ꎮ

图 ２　 加入引导滤波的跳跃连接的图 １ 中的右分支
Ｆｉｇ.２　 Ｔｈｅ ｒｉｇｈｔ ｂｒａｎｃｈ ｉｎ Ｆｉｇ.１ ｗｉｔｈ ｓｋｉｐ￣ｃｏｎｎｅｃｔｉｏｎｓ ｅｍｂｅｄｄｅｄ ｗｉｔｈ ｇｕｉｄｅｄ ｆｉｌｔｅｒｉｎｇ

２.３　 跳跃连接模块

ＵＮｅｔ 网络直接将底层特征图与高层特征图进行拼接会由于不同层级之间的语义差异导致网络性能下

降ꎬＵＮｅｔ＋＋模型通过加入融合不同尺度特征的卷积模块对 ＵＮｅｔ 网络进行改进表现出较好的性能ꎬ基于这种

思想本文在进行特征拼接时在每个编码器分支都加入了卷积块进行处理ꎮ 编码器 １ 采用了与 ＵＮｅｔ＋＋相同

的跳跃连接结构ꎬ在跳跃链接中加入了卷积模块ꎬ具体结构如图 ３ 所示ꎬ编码器 ２ 除了引导滤波模块之外使

用了与编码器 １ 相同的跳跃连接结构ꎮ 图 ３ 中蓝色线条表示将对应位置的特征图与后面的特征图进行拼接

和卷积操作ꎬ当特征图的大小不同时先对特征图进行反卷积操作然后再进行拼接和卷积操作ꎮ

图 ３　 加入详细跳跃连接信息的图 １ 中的左分支
Ｆｉｇ.３　 Ｔｈｅ ｌｅｆｔ ｂｒａｎｃｈ ｉｎ Ｆｉｇ.１ ｗｉｔｈ ｓｋｉｐ￣ｃｏｎｎｅｃｔｉｏｎｓ ｉｎ ｄｅｔａｉｌ

３　 实验结果与分析

３.１　 数据集与实验环境

为了验证网络的性能ꎬ本文使用 ＤＲＩＶＥ 数据集[２０] ( ｄｉｇｉｔａｌ ｒｅｔｉｎａｌ ｉｍａｇｅｓ ｆｏｒ ｖｅｓｓｅｌ ｅｘｔｒａｃｔｉｏｎ) 和
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ＣＨＡＳＥＤＢ１ 数据集[２１](ｃｏｍｂｉｎｅｄ ｈｅａｌｔｈｙ ａｎｄ ｄｉａｂｅｔｉｃ ｒｅｔｉｎｏｐａｔｈｙ ｄａｔａｂａｓｅ １)进行了实验ꎮ ＤＲＩＶＥ 数据集包

含 ４０ 幅视网膜图像ꎬ其中 ２０ 幅用于训练ꎬ２０ 幅用于测试ꎮ 图像的分辨率为 ５８４×５６５ 像素ꎬＤＲＩＶＥ 数据集是

视网膜血管分割领域最早被广泛使用的数据集之一ꎮ ＣＨＡＳＥＤＢ１ 数据集用于糖尿病视网膜病变研究ꎬ包含

２８ 幅视网膜图像ꎬ包含了不同疾病阶段的图像ꎬ是糖尿病视网膜病变分割算法评估的重要数据来源ꎬ该数据

集使用 ２０ 幅图片进行训练ꎬ８ 幅图片进行测试ꎮ
本文模型在 Ｗｉｎｄｏｗｓ 环境下实现ꎬ使用深度学习框架 ＰｙＴｏｒｃｈ 实现所提出的网络架构ꎮ 实验所用电脑

硬件环境为 Ｗｉｎｄｏｗｓ １１ 系统ꎬ搭载 Ｉｎｔｅｌ 酷睿 ｉ５￣１１３５Ｇ７ 处理器ꎬ设备装有集成显卡ꎮ 采用 Ａｄａｍ 优化器[２２]

对模型进行优化ꎬＢａｔｃｈ＿ｓｉｚｅ ＝ １ꎮ 总 ｅｐｏｃｈ 数设为 １５０ꎬ初始学习率设置为 ０.００１ꎬ学习率随着迭代更新ꎬ每
５０ 次迭代缩小为原本的 １ / １０ꎮ 损失函数使用交叉熵损失函数ꎮ
３.２　 评价指标

为了客观地评估不同算法的性能ꎬ本文使用一系列的评价指标[２３]ꎬ这些指标从不同角度衡量了算法的

准确性、灵敏度、特异度等性能ꎮ 灵敏度( ｓｅｎｓｉｔｉｖｉｔｙꎬＳｅｎ)ꎬ也称为真正例率( ｔｒｕｅ ｐｏｓｉｔｉｖｅ ｒａｔｅ)ꎬ表示算法成

功检测到的血管像素占总血管像素的比例ꎬ数学表达式为

Ｓｅｎ＝ ＴＰ
ＴＰ＋ＦＮ

ꎬ

其中ꎬＴＰ 为真正例(算法正确检测的血管像素数)ꎬＦＮ 为假负例(算法未能检测到的血管像素数)ꎮ 特异

度( ｓｐｅｃｉｆｉｃｉｔｙꎬ Ｓｐｅ)表示算法成功排除非血管像素的能力ꎬ即非血管像素中被正确排除的比例ꎬ数学表达

式为

Ｓｐｅ＝ ＴＮ
ＴＮ＋ＦＰ

ꎬ

其中ꎬＴＮ 为真负例(算法正确排除的非血管像素数)ꎬＦＰ 为假正例(算法错误地将非血管像素标记为血管)ꎮ
准确度(ａｃｃｕｒａｃｙꎬ Ａｃｃ)表示算法正确分类的像素占总像素的比例ꎬ是一个综合考量ꎬ数学表达式为

Ａｃｃ＝ ＴＮ＋ＴＰ
ＴＰ＋ＦＮ＋ＴＮ＋ＦＰ

ꎮ

Ｄｉｃｅ 系数是一种集合相似度函数ꎬ通常被用来计算 ２ 个样本的相似度ꎬＤｉｃｅ 的计算公式表示为

Ｄｉｃｅ＝ ２ ｜Ａ∩Ｂ ｜
｜Ａ∪Ｂ ｜

ꎬ

其中ꎬＡ 为预测标签的集合ꎬＢ 为真实标签的集合ꎮ
３.３　 对比实验分析

对比实验分别从 ２ 个数据集中进行ꎬ即 ＤＲＩＶＥ 数据集和 ＣＨＡＳＥＢＤ１ 数据集ꎬ在对比实验中分别比

较了 ＵＮｅｔ 模型[１] ꎬＵＮｅｔ＋＋模型[２] ꎬＴｒａｎｓＵＮｅｔ 模型[５] ꎬＤｅｅｐＧｕｉｄａｎｃｅＮｅｔｗｏｒｋ 模型[２４] 以及 ＤＡＴｒａｎｓＵＮｅｔ
模型[２５] ꎮ 分别从图像分割的准确度ꎬ特异度以及灵敏度和 Ｄｉｃｅ 来对比不同模型的性能ꎬ并且在对比中添

加了各个模型分割一张图的平均测试时间ꎮ 在模型训练中添加了 ５０％概率的随机水平翻转和[０°ꎬ２０°]
范围上的旋转ꎬ测试结果见表 １ꎮ

表 １　 不同模型的 Ａｃｃ、Ｓｅｎ、Ｓｐｅ、Ｄｉｃｅ 和平均测试时间
Ｔａｂｌｅ １　 Ａｃｃꎬ Ｓｅｎꎬ Ｓｐｅꎬ Ｄｉｃｅꎬ ａｎｄ ａｖｅｒａｇｅ ｔｅｓｔ ｔｉｍｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型
ＤＲＩＶＥ

Ａｃｃ Ｓｅｎ Ｓｐｅ Ｄｉｃｅ 时间 / ｓ
ＣＨＡＳＥＢＤ１

Ａｃｃ Ｓｅｎ Ｓｐｅ Ｄｉｃｅ 时间 / ｓ
ＵＮｅｔ ０.９５８ ０ ０.７２４ ５ ０.９８６ ５ ０.８８２ １ １.００ ０.９５７ ８ ０.８２８ ８ ０.９７０ １ ０.８６４ ５ １.５００
ＵＮｅｔ＋＋ ０.９５９ ０ ０.７５３ ７ ０.９８４ １ ０.８８５ ８ ４.７５ ０.９７９ ３ ０.７５６ ２ ０.９９０ ０ ０.８７８ ７ ８.０００
ＴｒａｎｓＵＮｅｔ ０.９５７ １ ０.７４１ ９ ０.９８３ ２ ０.８８１ ３ ４.３０ ０.９７７ ５ ０.８１６ ４ ０.９８５ ３ ０.８６７ ３ ５.０００
ＤｅｅｐＧｕｉｄａｎｃｅＮｅｔ ０.９６０ ９ ０.７６０ ９ ０.９８５ ２ ０.８７９ １ ３.００ ０.９７９ ９ ０.８３７ ８ ０.９８６ ８ ０.８９０ ２ ４.８７０
ＤＡＴｒａｎｓＵＮｅｔ ０.９５７ ０ ０.７４５ ４ ０.９８２ ７ ０.８８１ ０ ５.１０ ０.９７３ ２ ０.７７７ ４ ０.９８２ ６ ０.８５６ ２ ５.１２５
ＤｕＧｕＴｒａｎｓＵＮｅｔ ０.９６２ ４ ０.７７４ ２ ０.９８５ ３ ０.８９６ ５ ４７.００ ０.９８０ ４ ０.８３６ ８ ０.９８７ ４ ０.８９２ ５ ４９.６００

　 　 从表 １ 中可以看出ꎬ无论是 ＤＲＩＶＥ 数据集还是 ＣＨＡＳＥＢＤ１ 数据集ꎬ本文的模型相对于实验中的其他模
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型在准确度、特异度以及灵敏度上有着更好的表现ꎬ也就是说本文的模型有着更好的视网膜血管分割能力ꎮ
相比较而言ꎬ由于 Ｔｒａｎｓｆｏｒｍｅｒ 结构在小数据集上的限制性ꎬＴｒａｎｓＵＮｅｔ 和 ＤＡＴｒａｎｓＵＮｅｔ 在各个指标上表现

较差ꎮ 而本文的网络结构则有着更好的效果ꎬ这说明本文的模型在一定程度上缓解了小数据集的限制性问

题ꎮ 同时对比 ＵＮｅｔ＋＋和 ＤｅｅｐＧｕｉｄａｎｃｅＮｅｔꎬ本文模型有着更好的结果ꎬ这表示加入双分支编码器的网络结构

可以更好地关联图像的全局特征ꎮ 在具备更好的分割效果的同时ꎬ由于本文模型结构更复杂ꎬ导致时间成本

相对较高ꎬ在消融实验部分本文也进行了验证ꎬ但时间也在可接受范围内ꎮ
　 　 图 ４ 给出了数据集中具有代表性的 ２ 幅原始图像、标签图像和各种比较方法的处理结果ꎮ 为了更好地

展示分割效果ꎬ本文对应每幅整体图像(如图 ４(ａ)—( ｆ)和(ｍ)—( ｒ)所示)ꎬ给出了对应的细节图像(如整

体图像中的红色框部分)并进行了放大展示ꎬ如图 ４(ｇ)—( ｌ)和(ｓ)—(ｘ)所示ꎮ 从整体图像可以看出ꎬ相比

于其他的网络模型本文的模型分割出了更多的血管细节ꎬ尤其是细小血管ꎮ 从细节图像可以看出ꎬ本文的网

络结构分割出的血管有着更好的连续性ꎬ而对比实验的其他网络出现了分割血管不连续的现象ꎬ更接近标签

图像ꎮ 这进一步验证了本文的网络结构有着更好的血管分割能力ꎮ

图 ４　 各种方法的实验结果
Ｆｉｇ.４　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ

３.４　 消融实验及结果分析

为验证本文网络模型各模块的有效性ꎬ本节进行了消融实验ꎬ消融实验包括了本文模型中用 ＵＮｅｔ＋＋
的跳跃连接替代引导滤波结构的模型 (记为 ＤｏｕｂｌｅＵＮｅｔ ＋＋)ꎻ去掉左分支编码器 １ 的模型 (记为

ＤＦＵＮｅｔ＋＋)ꎻ去掉右分支编码器 ２ 的模型(记为 ＴｒａｎｓＵＮｅｔ＋＋)ꎻ去掉左分支编码器 １ 和用 Ｕｎｅｔ＋＋跳跃连

接替代引导滤波结构的模型(实际上就是 ＵＮｅｔ＋＋)ꎻ以及本文提出的模型 ＤｕＧｕＴｒａｎｓＵＮｅｔ 模型ꎬ模型的

设计思路和目标在表 ２ 中展示ꎮ 这些模型在 ＤＲＩＶＥ 和 ＣＨＡＳＥＢＤ１ 数据集上进行实验ꎬ图 ５ 为不同模型
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的分割结果ꎮ
表 ２　 模型描述与目标

Ｔａｂｌｅ ２　 Ｍｏｄｅｌ ｄｅｓｃｒｉｐｔｉｏｎ ａｎｄ ｏｂｊｅｃｔｉｖｅ
模型 模型描述 目标

ＤｕＧｕＴｒａｎｓＵＮｅｔ 本文所提基于引导滤波和 Ｔｒａｎｓｆｏｒｍｅｒ 的双分支网络 验证引导滤波跳跃链接和双分支的有效性

ＵＮｅｔ＋＋ ＤｕＤｕＴｒａｎｓＵＮｅｔ 模型去掉左分支和引导滤波 基础模型作为对照ꎬ验证本文设计模块的有效性

ＤＦＵＮｅｔ＋＋ ＤｕＤｕＴｒａｎｓＵＮｅｔ 模型去掉左分支 验证引导滤波模块的有效性

ＴｒａｎｓＵＮｅｔ＋＋ ＤｕＤｕＴｒａｎｓＵＮｅｔ 模型去掉右分支 验证 Ｔｒａｎｓｆｏｒｍｅｒ 模块和跳跃连接的有效性

ＤｏｕｂｌｅＵＮｅｔ＋＋ ＤｕＤｕＴｒａｎｓＵＮｅｔ 模型去掉引导滤波模块 验证双分支编码器结构的有效性

图 ５　 消融实验结果
Ｆｉｇ.５　 Ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ

　 　 从图 ５(第 １ 行和第 ２ 行是全局图ꎬ第 ２ 行和第 ４ 行是全局图中红框部分的放大图)以及表 ３ 可以看

出ꎬ添加了引导滤波的 ＤＦＵＮｅｔ＋＋比原始的 ＵＮｅｔ＋＋模型在参数上表现更好ꎬ在分割图像中也有更多的细

节并且血管的连续性更好ꎬ断连的地方较少ꎬ这说明引导滤波模块对增强血管细节发挥了重要作用ꎮ 对

比 ＴｒａｎｓＵＮｅｔ＋＋与 ＵＮｅｔ＋＋模型的分割效果ꎬ可以看出 Ｔｒａｎｓｆｏｒｍｅｒ 模块相较于 ＣＮＮ 在增强血管细节和连

续性方面起到了作用ꎮ 添加了双分支的 ＤｏｕｂｌｅＵＮｅｔ＋＋模型与 ２ 个只有单个分支的模型 ＤＦＵＮｅｔ＋＋和

ＴｒａｎｓＵｎｅｔ＋＋相比有更好的 Ａｃｃ、Ｓｅｎ 和 Ｓｐｅ 参数ꎬ并且在细节图中可以看出双分支结构的网络分割出的血

管细节更多ꎬ这说明了本文模型的双分支结构具有增强网络性能的效果ꎮ 本文所提方法比所有其他消融

模型在客观参数和分割效果图上表现更好ꎬ且解决了 ＤｏｕｂｌｅＵＮｅｔ＋＋的 Ｓｐｅ 和 Ｄｉｃｅ 有所降低的问题ꎬ说明
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加入引导滤波的跳跃连接、双分支和 Ｔｒａｎｓｆｏｒｍｅｒ 分割眼底图像效果更好ꎮ 从表 ３ 可以看出ꎬ本文模型分

割图片所用时间较长ꎬ这在很大程度上是由于使用双分支编码器导致计算量增加ꎬ目前硬件设备更新升

级很快ꎬ相应的时间成本也会大大降低ꎮ 总的来说ꎬ在分割效果上本文所提方法与先进方法相比具有更

好的细小血管分割能力ꎮ
表 ３　 消融实验的 Ａｃｃ、Ｓｅｎ、Ｓｐｅ、Ｄｉｃｅ 与平均测试时间

Ｔａｂｌｅ ３　 Ａｃｃꎬ Ｓｅｎꎬ Ｓｐｅꎬ Ｄｉｃｅ ａｎｄ ａｖｅｒａｇｅ ｔｅｓｔ ｔｉｍｅ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ
模型 Ａｃｃ Ｓｅｎ Ｓｐｅ Ｄｉｃｅ 时间 / ｓ

ＵＮｅｔ＋＋ ０.９５９ ０ ０.７５３ ７ ０.９８４ １ ０.８８５ ８ ４.７５
ＤＦＵＮｅｔ＋＋ ０.９６１ ９ ０.７７０ ９ ０.９８５ ２ ０.８９５ ２ １６.１５
ＴｒａｎｓＵＮｅｔ＋＋ ０.９６０ ０ ０.７６３ ５ ０.９８３ ９ ０.８９０ ０ ２０.７０
ＤｏｕｂｌｅＵＮｅｔ＋＋ ０.９６２ １ ０.７７５ ３ ０.９８４ ９ ０.８２２ ２ ４０.６０
ＤｕＧｕＴｒａｎｓＵＮｅｔ ０.９６２ ４ ０.７７４ ２ ０.９８５ ３ ０.８９６ ５ ４７.００

４　 结论

本文提出了加入引导滤波的双分支编码器 ＵＮｅｔ＋＋模型ꎬ该网络的第一个编码器由 ＲｅｓＮｅｔ 提取图像特

征并使用 Ｔｒａｎｓｆｏｒｍｅｒ 结构进一步处理特征图ꎬ第二个编码器由普通的大小为 ３ 的卷积操作构成ꎬ通过卷积

提取图像的信息ꎮ 第一个编码器使得网络模型可以更好地关联图像的全局信息ꎬ而第二个编码器则保证了

Ｔｒａｎｓｆｏｒｍｅｒ 模型在小数据集上也可以发挥较好的作用ꎮ 同时该网络在浅层特征和输出层中添加了引导滤

波ꎬ通过引导图像对特征图进行增强ꎬ更好地恢复图像在网络处理中丢失的单像素血管结构信息ꎬ使得该网

络有着更好的视网膜血管分割能力ꎬ具有一定的临床应用价值ꎮ 但是由于网络结构复杂导致时间成本较高ꎬ
可以通过优化网络结构和精细化每个模块进一步解决ꎬ这也正是接下来要做的研究工作ꎮ
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