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摘要:将自适应动态图技术和标签流形集成到改进后的线性映射学习框架中ꎬ提出了具有标签流形和动态图约束的多标签特

征选择算法ꎮ 该算法基于特征自表示的改进矩阵分解技术ꎬ改进了线性映射模型ꎬ对特征和标签之间以及不同标签之间的相

关性进行解耦ꎮ 设计了一种具有拉普拉斯秩约束的自适应动态图技术ꎬ学习高质量的特征相似图ꎮ 构建了基于标签相关性

的标签流形ꎬ将标签信息充分的纳入模型的训练中ꎮ 验证了自适应动态图技术可以有效的提高图矩阵的质量ꎬ以及所提算法

在解决多标签特征选择问题上的有效性ꎮ
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０　 引言

多标签分类作为机器学习中的研究热点广泛应用于文本分类[１￣２]、生物医学[３] 和化学分析[４] 等领域ꎮ
不同于单标签分类ꎬ多标签分类任务还须关注标签之间的复杂性和相关性ꎮ 然而由于数据融合技术和物联

网技术的高速发展ꎬ多标签数据的特征维数呈现指数增长趋势ꎬ大量冗余和不相关特征严重影响分类器的性

能ꎬ增加分类器的计算负担[５￣７]ꎮ 多标签特征选择作为维度简约的重要技术之一ꎬ目的是选择一个有区别

的、信息性的特征子集ꎬ提高算法性能ꎬ降低计算成本[８￣９]ꎮ 目前ꎬ多标签特征选择算法主要有过滤式、封装

式和嵌入式ꎮ 因为嵌入式算法在保证精度的同时降低了算法的时间复杂度ꎬ所以主要关注对嵌入式多标签
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特征选择算法的研究ꎮ
许多特征选择算法中都引入基于固定图的流形学习[１０￣１１]指导特征选择[１２]ꎬ然而固定的图矩阵导致模型

的计算误差得不到修正而累加[１３￣１５]ꎮ 此外ꎬ一些算法忽略了标签相关性ꎬ导致算法的性能不佳[１６￣１７]ꎮ
针对上述问题ꎬ本文提出了具有标签流形和动态图约束的多标签特征选择(ｍｕｌｔｉ￣ｌａｂｅｌ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ

ｗｉｔｈ ｌａｂｅｌ ｍａｎｉｆｏｌｄ ａｎｄ ｄｙｎａｍｉｃ ｇｒａｐｈ ｃｏｎｓｔｒａｉｎｔｓꎬ ＬＭＤＧ)算法ꎮ 该算法改进了传统的线性映射模型ꎬ对特

征与标签以及不同标签之间的相关性进行解耦ꎬ利用基于图拉普拉斯秩约束的动态图学习技术纠正算法的

计算误差ꎬ最后引入了标签流形ꎬ将标签相关性信息纳入特征选择过程ꎮ

１　 相关工作

在多标签学习中ꎬ已有许多成熟的特征选择算法处理各领域的数据ꎮ 由文献[１８]可知ꎬ现有算法通过 ３
种策略挖掘标签矩阵中的监督信息:一阶策略ꎬ如二元关联[１９] 对多标签数据的每个标签使用传统的单标签

算法训练模型ꎻ二阶策略ꎬ如 Ｈｕａｎｇ 等[２０]利用标签间的成对相关性挖掘每个标签的标签特定特征信息ꎬ提出

了学习标签特定特征的多标签分类算法ꎻ高阶策略ꎬ许多基于图的特征选择算法通过引入流形学习挖掘标签

间的高阶相关性信息[２１￣２３]ꎮ
在这些基于图的算法中ꎬ通常使用单一的图学习方式计算图矩阵ꎬ如余弦定理、布尔值、高斯热核函数和

泊松相关系数ꎮ 例如ꎬＣａｉ 等[２４] 在线性映射的基础上ꎬ结合特征流形和 Ｌ２ꎬ１范数共同约束特征权重矩阵ꎮ
Ｚｈａｎｇ 等[２１]引入伪标签学习技术ꎬ通过实例流形和低维标签流形指导伪标签的学习ꎮ Ｇａｏ 等[２５]利用潜在表

征学习设计了一种实例和标签共享结构的伪标签学习技术ꎬ引入实例流形约束伪标签ꎮ Ｈｕ 等[２２] 引入特征

流形、低维标签流形和 Ｌ２ꎬ１范数稀疏约束ꎬ对特征权重矩阵进行全面约束ꎮ Ｌｉ 等[２６] 结合标签自表示学习和

实例流形综合考虑标签的高阶相关性和低阶成对相关性ꎬ并使用 Ｌ２ꎬ１范数约束自表示系数消除冗余信息和

噪声ꎮ Ｌｉ 等[２３]将文献[２７]中的内积正则化作用于特征权重ꎬ设计了一种消除特征冗余信息的惩罚项ꎬ并结合

标签低维流形ꎬ提出了鲁棒柔性稀疏正则化的多标签特征选择ꎮ
然而上述算法在引入流形学习时ꎬ使用的图矩阵是固定的ꎬ导致模型的计算误差因得不到修正而累加ꎬ

从而限制算法的泛化性能[１５]ꎮ 为了缓解这一问题ꎬＬｉ 等[１５]设计了基于低维伪标签相似性的动态图矩阵ꎬ用
于校正算法的计算误差ꎮ Ｚｈａｎｇ 等[１６]在使用低维伪标签动态图的基础上ꎬ分别使用标签流形和特征流形约

束伪标签和特征权重ꎮ Ｈｕ 等[１４]将低维伪标签流形和 Ｌ１ 范数结合ꎬ共同约束特征权重矩阵ꎬ并利用实例流

形约束伪标签矩阵ꎮ 不同于上述算法ꎬＺｈａｎｇ 等[１３]以传统的特征图为基础ꎬ通过依图学图的方式ꎬ设计了一

种新颖的动态图学习技术ꎬ然而由于缺乏对动态图的合理约束ꎬ导致模型的性能并不理想ꎮ Ｌｉ 等[１７] 利用矩

阵的非负分解技术ꎬ设计了一种新颖的动态图学习技术ꎬ并使用低冗余的稀疏约束指导特征选择ꎮ 为了更准

确的构建基于伪标签的动态图ꎬＺｈａｎｇ 等[２８]通过引入基于非负矩阵分解的潜在表征学习挖掘标签相关性的

深层信息ꎬ用于约束伪标签ꎮ
上述算法中使用的传统线性映射技术无法考虑不同输出之间存在的耦合关系ꎬ使用的动态图学习技术

缺乏对动态图的合理约束ꎬ文献[２４￣２５]均忽略了标签相关性信息对算法性能的影响ꎮ 针对这些问题ꎬ本文

设计了一种基于特征自表示的改进矩阵分解技术ꎬ改进线性映射模型ꎬ并且设计了一种新颖的具有拉普拉斯

秩约束的自适应动态图学习技术ꎬ用于修正模型的计算误差ꎬ引入了基于标签相关性的流形学习ꎬ提出了一

种新颖的特征选择算法ꎮ
还有一些基于信息论的多标签特征选择算法ꎮ 例如ꎬＬｉｎ 等[２９]考虑了特征依赖性和特征冗余性ꎬ提出了

基于最大依赖性和最小冗余度的多标签特征选择ꎮ Ｌｅｅ 等[３０] 通过互信息量化特征和特征之间以及特征和

标签(标签对)之间的信息量ꎬ提出了基于可扩展准则的大标签集多标签特征选择ꎮ 然而特征和标签的组合

可能呈指数级增长ꎬ导致特征选择不切实际ꎮ Ｈａｓｈｅｍｉ 等[３１] 将特征选择过程建模为多标准决策过程ꎮ Ｚｏｕ
等[３２]利用互信息量化特征－标签－标签和特征－特征－标签之间的交互作用描述另一变量背景下的波动相关

性ꎬ实现了考虑 ３ 方变量交互作用的多标签特征选择ꎮ
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２　 模型建立

２.１　 问题重述

假设 Ｄ＝{ＸꎬＹ}为任意多标签数据集ꎬＸ∈Ｒｎ×ｄ是实例矩阵ꎬＹ∈Ｒｎ×ｍ是标签矩阵ꎬｎ、ｄ 和 ｍ 分别表示实

例、特征和标签的个数ꎮ 若第 ｉ 个实例属于第 ｊ 类标签ꎬ则 Ｙ 的第 ｉ 行、 ｊ 列元素 Ｙｉｊ ＝ １ꎻ反之ꎬＹｉｊ ＝ ０ꎮ 多标签

特征选择的目的是利用 Ｄ＝{ＸꎬＹ}构建一个特征选择函数 Ｆ:ｆ(Ｄ)→ＦＳꎬ从原始的 ｄ 维特征中选择出最具代

表性的 ｃ 个特征构建特征子集 ＦＳꎮ
２.２　 线性映射框架

由于传统的线性映射模型计算简单ꎬ且具有较强的可解释性ꎬ因此ꎬ许多算法是基于传统的线性映射模

型构建的ꎮ 在本文中ꎬ传统的线性映射模型定义为

Ｆ(Ｗꎬｂ)＝ ｍｉｎ
Ｗꎬｂ

‖ＸＷ＋ｅｂ－Ｙ‖２
Ｆꎬ (１)

式中:Ｆ(Ｗꎬｂ)是关于变量 Ｗ 和 ｂ 的目标函数ꎬｅ 表示元素全为 １ 的 ｎ 维列向量ꎬｂ 是 ｍ 维行向量ꎬ表示线性

映射的偏置向量ꎬＷ∈Ｒｄ×ｍ是特征权重矩阵ꎬ用于量化各特征的重要性ꎮ
然而ꎬ式(１)仅是对单标签模型的简单扩展ꎬ忽略了模型中不同标签之间的耦合关系ꎮ 单一的特征权重

矩阵 Ｗ 无法同时准确的整合特征和标签之间ꎬ以及不同标签之间的相关性ꎮ 受文献[３３]的启发ꎬ设计了一

个基于特征自表示的改进矩阵分解范式

Ｘ∗ｊ≈∑
ｄ

ｉ ＝１
Ｘ∗ｉＵｉｊ ＝∑

ｄ

ｉ ＝１
Ｘ∗ｉ∑

ｋ

ｌ ＝１
Ａ ｉｌＢ ｌｊꎬ　 ｊ＝ １ꎬ２ꎬ􀆺ꎬｍꎬ (２)

式中:Ｘ∗ｉ和 Ｘ∗ｊ分别是 Ｘ 的第 ｉ 和 ｊ 行列向量ꎬ表示实例的第 ｉ 和 ｊ 个特征ꎮ Ｕｉｊ ＝∑
ｋ

ｌ ＝１
Ａ ｉｌＢ ｌｊ表示特征 Ｘ∗ｉ和

Ｘ∗ｊ之间的权值ꎬ用于比较不同特征之间的重要性ꎮ Ａ∈Ｒｄ×ｋ是原始特征经线性变换后的 ｋ 维潜在变量空间ꎬ
Ｂ∈Ｒｋ×ｍ表示 Ａ 与标签空间之间的亲和性ꎮ 式(２)通过 Ａ 和 Ｂ 对特征与标签以及不同标签之间的相关性进

行解耦ꎮ
结合式(１)、(２)ꎬ将基于特征自表示的改进矩阵分解技术构建的线性映射模型定义为

Ｆ(ｂꎬＡꎬＢ)＝ ｍｉｎ
ＡꎬＢꎬｂ

‖ＸＡＢ＋ｅｂ－Ｙ‖２
Ｆꎮ (３)

２.３　 自适应动态图学习

图矩阵的学习常用于约束模型中伪标签矩阵或特征权重矩阵ꎬ直接或间接的影响模型的分类性能ꎮ 换

言之ꎬ一个高质量的动态图可以通过修正模型的计算误差达到提高模型性能的目的ꎮ 然而这些作用是现有

固定图和低质量动态图所无法提供的ꎮ
受文献[１３]的启发ꎬ通过依图学图的方式学习动态图ꎮ 然而文献[１３]缺乏对动态图的合理约束ꎬ导致

动态图的质量并不理想ꎮ 为此ꎬ本文引入图拉普拉斯秩约束对文献[１３]中的动态图学习技术进行改进ꎬ并
称之为自适应动态图学习技术ꎬ定义为

ｍｉｎ
Ｓ

‖Ｓ－Ｚ‖１ꎬ　 ｓ.ｔ.　 ０≤Ｓｉｊꎬ　 ∑
ｊ
Ｓｉｊ ＝ １ꎬ　 Ｓｉｉ ＝ ０ꎬ　 ｒａｎｋ(ＬＳ)＝ ｄ－ｃꎬ (４)

式中: Ｓ∈Ｒｄ×ｄ是动态图矩阵ꎬＳｉｊ是 Ｓ 的第 ｉ 行、ｊ 列元素ꎬ表示特征 Ｘ∗ｉ和 Ｘ∗ｊ的相似性ꎬ ＬＳ ＝Ｐ－Ｓ
Ｔ＋Ｓ
２

是关于

Ｓ 的拉普拉斯矩阵ꎬＰ∈Ｒｄ×ｄ是对角矩阵ꎬＰ ｉｉ ＝∑
ｊ
Ｓｉｊꎻ ｒａｎｋ(ＬＳ)＝ ｄ－ｃ 表示约束 ＬＳ 的秩为 ｄ－ｃꎮ Ｚ 是传统的固

定图矩阵ꎬ即

ｍｉｎ
Ｚ

‖Ｘ∗ｉ－Ｘ∗ｊ‖２
２Ｚｉｊ＋ μ∑

ｊ
Ｚ２

ｉｊꎬ 　 ｓ.ｔ.　 ０≤Ｚｉｊꎬ　 ∑
ｊ
Ｚｉｊ ＝ １ꎬ　 Ｚｉｉ ＝ ０ꎬ (５)

式中: Ｚｉｊ是 Ｚ 的第 ｉ 行、 ｊ 列元素ꎬ μ 是平衡参数ꎮ
２.４　 标签流形

由式(２)可知ꎬＢ 中应包含尽可能多的标签相关性信息ꎮ 考虑到流形学习的约束 ２ 变量间流形结构一

致性ꎬ实现信息传递ꎮ 具体而言ꎬ若标签 Ｙ∗ｉ和 Ｙ∗ｊ较为相似ꎬ则 Ｂ∗ｉ和 Ｂ∗ｊ也较为相似ꎬ从而
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　 １
２ ∑

ｍ

ｉ ＝１
∑
ｍ

ｊ ＝１
‖Ｂ∗ｉ－Ｂ∗ｊ‖２

２(ＺＹ) ｉｊ ＝
１
２∑

ｍ

ｉ ＝１
∑
ｍ

ｊ ＝１
(Ｂ∗ｉ－Ｂ∗ｊ)(Ｂ∗ｉ－Ｂ∗ｊ) Ｔ (ＺＹ) ｉｊ

＝∑
ｍ

ｊ ＝１
ＢＴ

∗ｉＢ∗ｉＱｉｉ－ ∑
ｍ

ｉ ＝１
∑
ｍ

ｊ ＝１
ＢＴ

∗ｊＢ∗ｉ(ＺＹ) ｉｊ ＝Ｔｒ(Ｂ(Ｑ－ＺＹ)ＢＴ)＝ Ｔｒ(ＢＬＹＢＴ)ꎬ

(６)

式中:Ｔｒ()表示矩阵的迹ꎬＢ∗ｉ和 Ｂ∗ｊ分别表示 Ｂ 的第 ｉ 列和第 ｊ 列向量ꎬ ＬＹ ＝Ｑ－ＺＹ 是关于 ＺＹ 的拉普拉斯矩

阵ꎬＱ∈Ｒｍ×ｍ是对角矩阵ꎬＱｉｉ ＝∑
ｊ

ＺＹ( ) ｉｊꎻ ＺＹ∈Ｒｍ×ｍ是标签相似矩阵ꎬ由高斯热核函数计算得到ꎮ

２.５　 目标函数

结合式(３)、(４)、(６)ꎬ得到所提算法的初步目标函数

Ｆ(ｂꎬＡꎬＢꎬＳ)＝ ｍｉｎ
ＡꎬＢꎬＳꎬｂ

‖ＸＡＢ＋ｅｂ－Ｙ‖２
Ｆ＋α‖Ｓ－Ｚ‖１＋γＴｒ(ＢＬＹＢＴ)ꎬ

ｓ.ｔ.　 ０≤Ｓｉｊꎬ　 ∑
ｊ
Ｓｉｊ ＝ １ꎬ　 Ｓｉｉ ＝ ０ꎬ　 ｒａｎｋ(ＬＳ)＝ ｄ－ｃꎬ

(７)

式中 α 和 γ 是正则化参数ꎮ
式(７)中要保证 Ｓ 的非负性ꎬ则对变量 Ａ 和 Ｂ 施加非负约束ꎮ 此外ꎬ拉普拉斯秩约束问题的求解过于复

杂且无法直接求解ꎬ根据 Ｋｙ Ｆａｎ 定理[３４]ꎬ将秩约束问题转化为 Ｔｒ(ＢＴＡＴＬＳＡＢ)纳入目标函数ꎬ直接求解ꎮ
因此ꎬ将 ＬＭＤＧ 的最终目标函数表述为

Ｆ(ｂꎬＡꎬＢꎬＳ)＝ ｍｉｎ
ＡꎬＢꎬＳꎬｂ

‖ＸＡＢ＋ｅｂ－Ｙ‖２
Ｆ＋α‖Ｓ－Ｚ‖１＋ βＴｒ(ＢＴＡＴＬＳＡＢ)＋γＴｒ(ＢＬＹＢＴ)ꎬ

ｓ.ｔ.　 ０≤Ｓｉｊꎬ　 ∑
ｊ
Ｓｉｊ ＝ １ꎬ　 Ｓｉｉ ＝ ０ꎬ　 {ＡꎬＢ}≥０ꎬ

(８)

式中 β 是正则化参数ꎮ

３　 模型求解

３.１　 优化求解和算法设计

当 Ａ、Ｂ 和 Ｓ 固定时ꎬ目标函数(８)是关于 ｂ 的凸函数ꎮ 因此ꎬ求式(８)关于 ｂ 的导函数ꎬ并令导函数等

于 ０ꎬ即得式(８)关于 ｂ 的更新公式

ｂ＝ ｅ
ＴＹ－ｅＴＸＡＢ

ｎ
ꎮ (９)

当 ｂ 和 Ｓ 固定时ꎬ利用非负矩阵分解技术[３５]求解 Ａ 和 Ｂꎮ 将约束条件{ＡꎬＢ}≥０ 积分到目标函数中ꎬ
即得式(８)关于 Ａ 和 Ｂ 的拉格朗日函数

Ｌ(ＡꎬＢ)＝ Ｔｒ ((ＸＡＢ－Ｙ) ＴＨ(ＸＡＢ－Ｙ) ) ＋βＴｒ(ＢＴＡＴＬＳＡＢ)＋γＴｒ(ＢＬＹＢＴ)－Ｔｒ(ΦＡＴ)－Ｔｒ(ΨＢＴ)ꎬ (１０)

式中:Ｌ(ＡꎬＢ)是关于 Ａ 和 Ｂ 拉格朗日函数ꎬＨ＝ Ｉ－ｅ
Ｔｅ
ｎ

是中心矩阵ꎬＩ 是 ｎ 维单位矩阵ꎬΦ∈Ｒｄ×ｋ和 Ψ∈Ｒｋ×ｍ是

拉格朗日乘子ꎮ 根据非负矩阵分解技术ꎬ求出 Ｌ(ＡꎬＢ)关于 Ａ 和 Ｂ 的偏导函数

∂Ｌ(ＡꎬＢ)
∂Ａ

＝ ２ＸＴＨＸＡＢＢＴ－２ＸＴＨＹＢＴ＋βＬＳＡＢＢＴ－Φꎬ

∂Ｌ(ＡꎬＢ)
∂Ｂ

＝ ２ＡＴＸＴＨＸＡＢ＋２ＡＴＸＴＨＹ＋βＡＴＬＳＡＢ＋γＢＬＹ－Ψꎮ

ì

î

í

ï
ï

ï
ï

(１１)

由 Ｋａｒｕｓｈ￣Ｋｕｈｎ￣Ｔｕｃｋｅｒ 定理[３６]的互补松弛条件可知ꎬΦｉｊＡ ｉｊ ＝ ０、 ΨｉｊＢ ｉｊ ＝ ０ꎮ 再根据非负矩阵分解技术的

计算规则ꎬ即可得到目标函数关于 Ａ 和 Ｂ 的更新公式

Ａ ｔ＋１
ｉｊ ←Ａ ｔ

ｉｊ

(ＸＴＨＹＢＴ＋βＳＡＢＢＴ ) ｔ
ｉｊ

ＸＴＨＸＡＢＢＴ＋βＰＡＢＢＴ( ) ｔ＋１
ｉｊ

ꎬ

Ｂ ｔ＋１
ｉｊ ←Ｂ ｔ

ｉｊ

(ＡＴＸＴＨＹ＋βＡＴＳＡＢ＋γＢＺＹ) ｔ
ｉｊ

(ＡＴＸＴＨＸＡＢ＋βＡＴＰＡＢ＋γＢＱ) ｔ
ｉｊ

ꎮ

ì

î

í

ï
ïï

ï
ïï

(１２)

当 Ａ、Ｂ 和 ｂ 固定时ꎬ式(８)关于 Ｓ 的目标函数为



　 第 ７ 期 武晓军ꎬ等:具有标签流形和动态图约束的多标签特征选择 ７３　　　 　

　 Ｆ(Ｓ)＝ ｍｉｎ α‖Ｓ－Ｚ‖１＋βＴｒ(ＢＴＡＴＬＳＡＢ)
＝ ｍｉｎ ∑

ｉꎬｊ
(α ｜ Ｓｉｊ－Ｚｉｊ ｜ ＋β‖(ＡＢ) ｉ∗－(ＡＢ) ｊ∗‖２

２Ｓｉｊ)

ｓ.ｔ.　 ０≤Ｓｉｊꎬ　 ∑
ｊ
Ｓｉｊ ＝ １ꎬ　 Ｓｉｉ ＝ ０ꎮ (１３)

由于 Ｓ 是对称矩阵ꎬ对于不同的 ｊꎬ式(１３)是独立ꎬ因此ꎬ对式(１３)进行拆分求解ꎬ即

Ｆ(Ｓ∗ｊ)＝ ｍｉｎ α
２
ＳＴ

∗ｊＭＳ∗ｊ－ＳＴ
∗ｊＧ∗ｊꎬ 　 ｓ.ｔ.　 ０≤Ｓｉｊꎬ　 ∑

ｊ
Ｓｉｊ ＝ １ꎬ　 Ｓｉｉ ＝ ０ꎬ (１４)

式中:Ｍ∈Ｒｄ×ｄ是对角矩阵ꎬ Ｍｉｉ ＝
１

２ ｜ Ｓｉｊ－Ｚｉｊ ｜ ＋ε
ꎬ ε 是一个非负常数ꎬ Ｇ∗ｊ ＝

α
２
ＭＳ∗ｊ－

β
２
Ｖ∗ｊꎻ Ｖ ｉｊ ＝‖(ＡＢ) ｉ∗－

(ＡＢ) ｊ∗‖２
２ꎮ

将式(１４)的约束条件积分到目标函数中ꎬ即可得到关于式(１４)的拉格朗日函数

Ｌ(Ｓ∗ｊ)＝
α
２
ＳＴ

∗ｊＭＳ∗ｊ－ＳＴ
∗ｊＧ∗ｊ－λ(ＳＴ

∗ｊ１ｄ－１)－ΩＴ
∗ｊＳ∗ｊꎬ (１５)

式中:１ｄ是元素全为 １ 的 ｄ 维列向量ꎬλ≥０ꎬ Ωｉｊ≥０ 是拉格朗日乘子ꎮ
对每个 ｉꎬ求出式(１５)关于 Ｓｉｊ的导函数ꎬ并令导函数等于 ０ꎬ即

αＭｉｉＳｉｊ－Ｇｉｊ－λ－Ωｉｊ ＝ ０ꎮ (１６)
由 Ｋａｒｕｓｈ￣Ｋｕｈｎ￣Ｔｕｃｋｅｒ 定理的互补松弛条件可知ꎬΩｉｊＳｉｊ ＝ ０ꎮ 又因为 Ｓｉｊ≥０ꎬ所以 Ωｉｊ ＝ ０ꎮ 得到目标函数

关于 Ｓ 的更新公式

Ｓｉｊ ＝ｍａｘ ０ꎬ
Ｇｉｊ＋λ
αＭｉｉ

æ

è
ç

ö

ø
÷ ꎮ (１７)

考虑到式(１７)中的 λ 未知ꎬ根据约束条件∑
ｊ
Ｓｉｊ ＝ １ 和 Ｓ 是对称矩阵ꎬ设计了一个关于 λ 的分段单调递

增函数 ｆ(λ)ꎬ用于求解 λ:

ｆ(λ)＝∑
ｉ

ｍａｘ ０ꎬ
Ｇｉｊ＋λ
αＭｉｉ

æ

è
ç

ö

ø
÷ －１ꎮ (１８)

由于式(１８)是分段单调递增的ꎬ因此利用牛顿迭代获取式(１８)的最优解 λ^ꎬ将 λ ＝ λ^ 带入到式(１７)中ꎬ
即可得到 Ｓ 的最优解ꎮ

综上ꎬ根据上述优化求解结果ꎬ结合交替迭代策略ꎬ设计了一种可证明收敛性的优化算法ꎬ如算法 １ 所示ꎮ
算法 １　 具有标签流形和动态图约束的多标签特征选择算法ꎮ
输入　 多标签数据集ꎬ正则化参数 α、 β 和 γꎻ
输出　 特征排序结果 ＦＳꎮ
(１) 初始化中心矩阵 Ｈꎻ
(２) 根据高斯热核函数计算 ＺＹ 和 Ｑꎻ
(３) 根据式(５)计算 Ｚꎻ
(４) 初始化迭代次数 ｔ＝ ０ꎻ
(５) 随机初始化 Ａｔ、Ｂｔ 和 Ｓｔꎻ

(６) 计算 Ｓｔ ＝ １
２
[Ｓｔ＋(Ｓｔ) Ｔ]ꎻ

(７) 重复:
(８) 根据式(１２)更新 Ａｔ＋１和 Ｂｔ＋１ꎻ
(９) 使用牛顿迭代获取式(１８)的最优解 λ^ꎻ
(１０) 令 λ＝ λ^ꎬ根据式(１７)更新 Ｓｔ＋１ꎻ
(１１) 根据式(９)更新 ｂꎻ
(１２) ｔ＝ ｔ＋１ꎻ
(１３) 直到收敛为止ꎻ
(１４) 计算‖(ＡＢ) ｉ‖２ꎬ ｉ＝ １ꎬ２ꎬ􀆺ꎬｄꎬ并从大到小排序ꎬ将排序结果记录在 ＦＳ 中ꎮ
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３.２　 收敛性证明

由式(８)可知ꎬＦ(ｂꎬＡꎬＢꎬＳ)是关于 ｂ 和 Ｓ 的凸函数ꎬ因此ꎬ在算法 １ 的第 ｔ 次迭代中ꎬ有
Ｆ(ｂｔ＋１ꎬＡｔꎬＢｔꎬＳｔ＋１)≤Ｆ(ｂｔꎬＡｔꎬＢｔꎬＳｔ)ꎮ (１９)

Ｆ(ｂꎬＡꎬＢꎬＳ)是关于 Ａ 和 Ｂ 的非凸函数ꎬ因此ꎬ在证明算法 １ 关于 Ａ 和 Ｂ 的收敛性之前ꎬ须要了解一些

相关概念ꎮ
定义 １[３７] 　 若有 ｇ１(ＡꎬＡｔ)≥ｇ２(Ａ)和 ｇ１(ＡꎬＡ)＝ ｇ２(Ａ)成立ꎬ则 ｇ１(ＡꎬＡｔ)是 ｇ２(Ａ)的一个辅助函数ꎮ

其中ꎬＡｔ 是 Ａ 在上一步迭代中的更新值ꎮ
引理 １[３７] 　 若 ｇ１(ＡꎬＡｔ)是 ｇ２(Ａ)的一个辅助函数ꎬ则 ｇ２(Ａ)以 Ａｔ＋１ ＝ ａｒｇ ｍｉｎ

Ａ
ｇ１(ＡꎬＡｔ)的形式单调递

减ꎬ其中ꎬＡｔ＋１是第 ｔ 次迭代的最优解ꎮ
命题 １[３８] 　 若Ｍ１∈Ｒｋ×ｋ和Ｍ２∈Ｒｄ×ｄ是对称矩阵ꎬ则对任意矩阵 Ａ∈Ｒｄ×ｋ和Ａｔ∈Ｒｄ×ｋꎬ有如下不等式成立:

∑
ｉꎬｊ

(Ｍ２ＡｔＭ１) ｉｊＡ２
ｉｊ

Ａ ｔ
ｉｊ

≥Ｔｒ(ＡＴＭ２ＡＭ１)ꎮ (２０)

以算法 １ 关于 Ａ 的收敛性为例ꎮ 根据式(８)ꎬ将 ｇ２(Ａ)定义为

ｇ２(Ａ)＝ １
２
Ｔｒ(ＡＴＤ１ＡＤ２)－Ｔｒ(ＡＴＸＴＨＹＢＴ)＋ １

２
βＴｒ(ＡＴＬＳＡＤ２)ꎬ (２１)

式中 Ｄ１ ＝ＸＴＨＸ 和 Ｄ２ ＝ＢＢＴ 均是对称矩阵ꎮ
根据式(２１)ꎬ将 ｇ１(ＡꎬＡｔ)定义为

ｇ２(ＡꎬＡｔ)＝ １
２ ∑ｉꎬｊ

(Ｄ１ＡｔＤ２) ｉｊＡ２
ｉｊ

Ａ ｔ
ｉｊ

－ ∑
ｉꎬｊ

(ＸＴＨＹＢＴ) ｉｊＡ ｉｊ＋
１
２
β∑

ｉꎬｊ

(ＬＳＡｔＤ２) ｉｊＡ２
ｉｊ

Ａ ｔ
ｉｊ

ꎮ (２２)

由命题 １ 可知ꎬ对于式(２１)、(２２)ꎬ有
１
２ ∑ｉꎬｊ

(Ｄ１ＡｔＤ２) ｉｊＡ２
ｉｊ

Ａ ｔ
ｉｊ

≥ Ｔｒ(ＡＴＤ１ＡＤ２)ꎬ

１
２
β∑

ｉꎬｊ

(ＬＳＡｔＤ２) ｉｊＡ２
ｉｊ

Ａ ｔ
ｉｊ

≥ Ｔｒ(ＡＴＬＳＡＤ２)ꎮ

ì

î

í

ï
ïï

ï
ïï

(２３)

由矩阵迹的计算机制可知ꎬ对于式(２１)、(２２)ꎬ有

∑
ｉꎬｊ

(ＸＴＨＹＢＴ) ｉｊＡ ｉｊ ＝Ｔｒ(ＡＴＸＴＨＹＢＴ)ꎮ (２４)

结合式(２３)、(２４)ꎬ得到

ｇ１(ＡꎬＡｔ)≥ｇ２(Ａ)ꎮ (２５)
　 　 当 Ａｔ ＝Ａ 时ꎬ式(２３)重新表述为

１
２ ∑ｉꎬｊ

(Ｄ１ＡＤ２) ｉｊＡ２
ｉｊ

Ａ ｉｊ

＝Ｔｒ(ＡＴＤ１ＡＤ２)ꎬ

１
２
β∑

ｉꎬｊ

(ＬＳＡＤ２) ｉｊＡ２
ｉｊ

Ａ ｉｊ

＝Ｔｒ(ＡＴＬＳＡＤ２)ꎮ

ì

î

í

ï
ïï

ï
ïï

(２６)

由式(２４)、(２６)可知ꎬ当 Ａｔ ＝Ａ 时ꎬｇ１(ＡꎬＡ)＝ ｇ２(Ａ)ꎮ 再结合式(２５)ꎬ即可证明 ｇ１(ＡꎬＡｔ)是 ｇ２(Ａ)的一

个辅助函数ꎮ 最后ꎬ根据引理 １ꎬ证明算法 １ 关于 Ａ 是收敛的ꎮ 此外ꎬ由于算法 １ 关于 Ａ 和 Ｂ 的收敛性证明

类似ꎮ
综上所述ꎬ算法 １ 的收敛性得证ꎮ

４　 实验

为了分析所提算法的性能和有效性ꎬ将 ＬＭＤＧ 算法与 ９ 种先进的算法进行对比ꎬ包括:①基于最大依赖

性和最小冗余度的多标签特征选择 (ｍｕｌｔｉ￣ｌａｂｅｌ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｍａｘ￣ｄｅｐｅｎｄｅｎｃｙ ａｎｄ ｍｉｎ￣
ｒｅｄｕｎｄａｎｃｙꎬ ＭＤＭＲ) [２９]ꎻ②基于可扩展准则的大标签集多标签特征选择(ｍｕｌｔｉ￣ｌａｂｅｌ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ ｂａｓｅｄ
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ｏｎ ｓｃａｌａｂｌｅ ｃｒｉｔｅｒｉｏｎ ｆｏｒ ｌａｒｇｅ ｌａｂｅｌ ｓｅｔꎬ ＳＣＬＳ) [３０]ꎻ③基于多准则决策的多标签特征选择(Ｍｕｌｔｉ￣ｌａｂｅｌ ｆｅａｔｕｒｅ
ｓｅｌｅｃｔｉｏｎ ｕｓｉｎｇ ｍｕｌｔｉ￣ｃｒｉｔｅｒｉａ ｄｅｃｉｓｉｏｎ ｍａｋｉｎｇꎬ ＭＦＳ￣ＭＣＤＭ) [３１]ꎻ④具有约束潜在结构共享项的多标签特征选

择(ｍｕｌｔｉｌａｂｅｌ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ ｗｉｔｈ ｃｏｎｓｔｒａｉｎｅｄ ｌａｔｅｎｔ ｓｔｒｕｃｔｕｒｅ ｓｈａｒｅｄ ｔｅｒｍꎬ ＳＳＦＳ) [２５]ꎻ⑤鲁棒灵活稀疏正则化

的多标签特征选择(ｍｕｌｔｉ￣ｌａｂｅｌ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ ｖｉａ ｒｏｂｕｓｔ ｆｌｅｘｉｂｌｅ ｓｐａｒｓｅ ｒｅｇｕｌａｒｉｚａｔｉｏｎꎬ ＲＦＳＦＳ) [２３]ꎻ⑥具有双

图正则化的鲁棒多标签特征选择 ( ｒｏｂｕｓｔ ｍｕｌｔｉ￣ｌａｂｅｌ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ ｗｉｔｈ ｄｕａｌ￣ｇｒａｐｈ ｒｅｇｕｌａｒｉｚａｔｉｏｎꎬ
ＤＲＭＦＳ) [２２]ꎻ⑦动态子空间双图正则化多标签特征选择(ｄｙｎａｍｉｃ ｓｕｂｓｐａｃｅ ｄｕａｌ￣ｇｒａｐｈ ｒｅｇｕｌａｒｉｚｅｄ ｍｕｌｔｉ￣ｌａｂｅｌ
ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎꎬ ＤＳＭＦＳ) [１４]ꎻ⑧基于动态图流形正则化的稀疏多标签特征选择( ｓｐａｒｓｅ ｍｕｌｔｉ￣ｌａｂｅｌ ｆｅａｔｕｒｅ
ｓｅｌｅｃｔｉｏｎ ｖｉａ ｄｙｎａｍｉｃ ｇｒａｐｈ ｍａｎｉｆｏｌｄ ｒｅｇｕｌａｒｉｚａｔｉｏｎꎬ ＤＭＭＦＳ) [１３]ꎻ⑨具有动态局部和全局结构保护的鲁棒稀

疏低冗余多标签特征选择( ｒｏｂｕｓｔ ｓｐａｒｓｅ ａｎｄ ｌｏｗ￣ｒｅｄｕｎｄａｎｃｙ ｍｕｌｔｉ￣ｌａｂｅｌ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ ｗｉｔｈ ｄｙｎａｍｉｃ ｌｏｃａｌ
ａｎｄ ｇｌｏｂａｌ ｓｔｒｕｃｔｕｒｅ ｐｒｅｓｅｒｖａｔｉｏｎꎬ ＳＬＭＤＳ) [１７]ꎮ 实验在 １０ 个多标签数据集上进行ꎬ并使用一种多标签学习的

懒惰学习算法(ａ ｌａｚｙ ｌｅａｒｎｉｎｇ ａｐｐｒｏａｃｈ ｔｏ ｍｕｌｔｉ￣ｌａｂｅｌ ｌｅａｒｎｉｎｇꎬ ＭＬ￣ＫＮＮ) [３９]作为多标签分类器的代表ꎬ评估

各算法的指标为汉明损失、排序损失、错误率、覆盖率和平均精度[１６]ꎮ
４.１　 数据集

实验中ꎬ所有数据集均来自木兰图书馆(ｈｔｔｐ:∥ｍｕｌａｎ. ｓｏｕｒｃｅｆｏｒｇｅ. ｎｅｔ / ｄａｔａｓｅｔ￣ｍｌｃ. ｈｔｍｌ)ꎬ包含生物、音
乐、声音、图像、文本应用领域ꎮ Ｇｅｎｂａｓｅ 是一个用于蛋白质功能分类的数据集ꎬ每个实例和标签分别表示一

个蛋白质和一个类ꎮ Ｙｅａｓｔ 数据集中包含 ２ ４１７ 个酵母菌基因ꎬ具有微阵列表达和系统发育谱ꎮ 此外ꎬ每个

酵母都带有 １４ 个标签的子集(例如ꎬ能量、转录等)ꎮ Ｓｃｅｎｅ 数据集来自于图像领域ꎬ包含 ２ ４０７ 个具有 ２９４
个特征的实例ꎬ且每个实例对应 ６ 个类标签ꎮ 考虑到这些数据集涵盖多个领域ꎬ且常用于多标签学习ꎬ因此ꎬ
本文选用这些数据集作为实验数据ꎮ 表 １ 中列出了各数据集的详细信息ꎮ

表 １　 数据集的详细信息
Ｔａｂｌｅ １　 Ｔｈｅ ｄｅｔａｉｌｓ ｏｆ ｄａｔａｓｅｔｓ

数据集 实例数 特征数 标签数 领域 训练集个数 测试集个数

Ｙｅａｓｔ ２ ４１７ １０３ １４ 生物 １ ５００ ９１７
Ｇｅｎｂａｓｅ ６６２ １ １８５ ２７ 生物 ４６３ １９９
Ｅｍｏｔｉｏｎ ５９３ ７２ ６ 音乐 ３９１ ２０２
ＣＡＬ５００ ５０２ ６８ １７４ 声音 ３３５ １６７
Ｓｃｅｎｅ ２ ４０７ ２９４ ６ 图像 １ ２１１ １ １９６
Ｉｍａｇｅ ６００ ２９４ ５ 图像 ４００ ２００
Ｆｌａｇｓ １９４ １９ ７ 图像 １２９ ６５
Ｅｎｒｏｎ １ ７０２ １ ００１ ５３ 文本 １ １２３ ５７９
Ｃｏｍｐｕｔｅｒ ５ ０００ ６８１ ３３ 文本 ２ ０００ ３ ０００
Ｒｅｃｒｅａｔｉｏｎ ５ ０００ ６０６ ２２ 文本 ２ ０００ ３ ０００

４.２　 实验细节

实验中ꎬ将分类器 ＭＬ￣ＫＮＮ 的平滑参数设置为 １ꎬ近邻参数设置为 １０ꎮ 将所有实验数据使用等宽区

间[４０]进行离散化处理ꎮ 对于基于图的算法ꎬ将 Ｉｍａｇｅ 数据集上的标签近邻参数设置为 ４ꎬ将其它数据上的近

邻参数设置为 ５ꎻ并使用各算法默认的图学习技术计算图矩阵ꎮ
为了实验的公平性ꎬ使用网格搜索策略[４１]调整各实验算法的正则化参数ꎬ并将搜索范围设置为{０.００１ꎬ

０.０１ꎬ０.１ꎬ１ꎬ１０ꎬ１００ꎬ１ ０００}ꎬ将 Ｆｌａｇｓ 数据集上的所选特征数设置为 ２~ １８ꎬ将其它实验数据集上的所选特征

数设置为原始特征数的 ２％ ~２０％ꎬ步长为 ２％ꎮ
最后ꎬ将所有实验均在微软 Ｗｉｎｄｏｗｓ１１ 系统ꎬ 处理器为 ＡＤＭ ( Ａｄｖａｎｃｅｄ Ｍｉｃｒｏ Ｄｅｖｉｃｅｓ) 锐龙

４９５ ５ ３６００ ６ꎬ主频率为 ３.５９ ＧＨｚꎬ内存为 １６.００ ＧＢ 环境中ꎬ使用 Ｍａｔｌａｂ Ｒ２０１６ａ 运行所有算法ꎮ
４.３　 对比实验

表 ２—６ 为各算法的汉明损失、排序损失、错误率、覆盖率和平均精度 ５ 个评价指标 １０ 次运行的最佳结

果的“平均值(性能排序)”ꎮ 在表 ２—５ 中ꎬＬＭＤＧ 算法的评价指标越小ꎬ表示 ＬＭＤＧ 算法越优于其它算法ꎬ
表 ６ 中ꎬＬＭＤＧ 算法的评价指标越大ꎬ说明 ＬＭＤＧ 算法的性能越好ꎮ

为了比较各算法的整体性能ꎬ表 ２—６ 的最后一行为各算法在所有数据集上的结果的均值ꎬ用粗体和下

划线分别标出ꎬ当前指标下某以算法在对应数据集上取得最佳结果和次佳结果ꎮ 可以看出ꎬＬＭＤＧ 算法至
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少在 ９０％的数据集上的结果被粗体或下划线标记ꎮ
具体而言ꎬ在表 ２、３、５ 中ꎬＬＭＤＧ 算法在所有数据集上的结果均被粗体或下划线标记ꎮ 根据表 ３ 展示

的结果可知ꎬ在 Ｉｍａｇｅ 数据集上ꎬ相较其它算法ꎬＬＭＤＧ 算法的排序损失降低了 ５.８７％ ~ ２８％ꎮ 表 ４ 中ꎬ相较

其它算法ꎬＬＭＤＧ 算法的错误率降低了 ２.３７％ ~ ２９.２７％ꎻ尤其在 Ｓｃｅｎｅ 数据集上ꎬ相对与 ＭＤＭＲ、ＳＣＬＳ、
ＭＦＳ￣ＭＣＤＭ、ＳＳＦＳ、ＲＦＳＦＳ、ＤＲＭＦＳ、ＤＳＭＦＳ、ＤＭＭＦＳ 和 ＳＬＭＤＳ 算法ꎬＬＭＤＧ 算法的错误率分别降低了

２８.８７％、２９.８２％、１２.０９％、２９.１０％、２５.９１％、２.３１％、３.６８％、２.７９％和 ３.８６％ꎮ 从表 ６ 可以看出ꎬ虽然 ＬＭＤＧ 算

法在 Ｇｅｎｂａｓｅ 数据集上的平均精度略低于 ＭＤＭＲ、ＤＲＭＦＳ、ＤＳＭＦＳ、ＤＭＭＦＳ 和 ＳＬＭＤＳ 算法ꎬ但 ＬＭＤＧ 算

法在所有数据集上平均精度的均值仍大于其他算法ꎮ
表 ２　 各数据集上不同算法的汉明损失

Ｔａｂｌｅ ２　 Ｈａｍｍｉｎｇ ｌｏｓｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｅａｃｈ ｄａｔａｓｅｔ
算法 ＭＤＭＲ ＳＣＬＳ ＭＦＳ￣ＭＣＤＭ ＳＳＦＳ ＲＦＳＦＳ ＤＲＭＦＳ ＤＳＭＦＳ ＤＭＭＦＳ ＳＬＭＤＳ ＬＭＤＧ

Ｙｅａｓｔ ０.２０８ ４(６) ０.２１４ ８(９) ０.２１０ ２(８) ０.２２０ ９(１０) ０.２０９ １(７) ０.１９９ １(２) ０.２００ ６(３) ０.２０２ ８(５) ０.２０２ ２(４) ０.１９７ ７(１)
Ｅｍｏｔｉｏｎ ０.２５９ １(１０) ０.２４２ ６(８) ０.２２０ ３(３) ０.２５３ ３(９) ０.２２４ ８(６) ０.２２２ ０(４) ０.２２５ ４(７) ０.２１８ ７(２) ０.２２３ １(５) ０.２１４ ４(１)
Ｓｃｅｎｅ ０.１３２ ５(９.５) ０.１３２ ５(９.５) ０.１０５ ５(６) ０.１２９ ８(８) ０.１２６ ０(７) ０.１０２ ５(３) ０.１０４ ４(５) ０.１０１ ３(２) ０.１０３ ５(４) ０.１００ ９(１)
Ｉｍａｇｅ ０.２１７ ０(８) ０.２２７ ０(１０) ０.２０４ ０(５) ０.２１８ ８(９) ０.２１０ ８(７) ０.２０６ ０(６) ０.１９８ ６(３) ０.１９６ ０(２) ０.２０３ ４(４) ０.１８９ ４(１)
Ｆｌａｇｓ ０.５９３ ４(６) ０.６３３ ０(８) ０.５８０ ２(３) ０.６４１ ３(９) ０.６４６ ２(１０) ０.５７８ ０(２) ０.５８３ ３(４) ０.６００ ０(７) ０.５８８ ６(５) ０.５６９ ２(１)
Ｇｅｎｂａｓｅ ０.００２ ６(４) ０.０３２ ０(８) ０.０３４ ２(９) ０.０４２ ８(１０) ０.００２ ９(６) ０.００２ ４(１.５) ０.００２ ６(４) ０.００２ ４(１.５) ０.００４ ８(７) ０.００２ ６(４)
ＣＡＬ５００ ０.９６６ ０(１０) ０.９６５ ３(８) ０.９６４ ０(７) ０.９６５ ８(９) ０.９６３ ８(５) ０.９６３ ６(４) ０.９６３ ５(２.５) ０.９６２ ５(１) ０.９６３ ９(６) ０.９６３ ５(２.５)
Ｅｎｒｏｎ ０.０４９ ８(７) ０.０５１ ７(８) ０.０５３ ６(１０) ０.０４９ ５(６) ０.０５２ ２(９) ０.０４８ ２(２) ０.０４８ ３(３) ０.０４８ ７(４) ０.０４９ ３(５) ０.０４７ ９(１)
Ｃｏｍｐｕｔｅｒ ０.０３９ ８(７) ０.０４０ ４(８) ０.０４０ ８(９) ０.０４０ ９(１０) ０.０３９ ４(６) ０.０３９ ０(３) ０.０３８ ７(２) ０.０３９ １(４) ０.０３９ ３(５) ０.０３８ ２(１)
Ｒｅｃｒｅａｔｉｏｎ ０.０６０ ９(８) ０.０６３ ５(９) ０.０６４ ５(１０) ０.０５９ ６(５) ０.０６０ ０(６) ０.０５７ ６(３) ０.０５６ ８(１) ０.０５７ ７(４) ０.０６０ ７(７) ０.０５６ ９(２)
均值 ０.２５３ ０ ０.２６０ ３ ０.２４７ ７ ０.２６２ ３ ０.２５３ ５ ０.２４１ ８ ０.２４２ ２ ０.２４２ ９ ０.２４３ ９ ０.２３８ １

表 ３　 各数据集上不同算法的排序损失
Ｔａｂｌｅ ３　 Ｒａｎｋｉｎｇ ｌｏｓｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｅａｃｈ ｄａｔａｓｅｔ

算法 ＭＤＭＲ ＳＣＬＳ ＭＦＳ￣ＭＣＤＭ ＳＳＦＳ ＲＦＳＦＳ ＤＲＭＦＳ ＤＳＭＦＳ ＤＭＭＦＳ ＳＬＭＤＳ ＬＭＤＧ
Ｙｅａｓｔ ０.１８４ ５(６) ０.１９３ ５(９) ０.１８６ ７(８) ０.１９９ ７(１０) ０.１８５ １(７) ０.１７２ ３(２) ０.１７４ ５(３) ０.１７４ ６(４) ０.１７７ ２(５) ０.１７１ ９(１)
Ｅｍｏｔｉｏｎ ０.２２５ ０(１０) ０.１９９ １(８) ０.１９４ ６(６) ０.２１８ １(９) ０.１９８ １(７) ０.１８５ ３(３) ０.１８８ ４(５) ０.１８３ ９(２) ０.１８７ ７(４) ０.１７９ ８(１)
Ｓｃｅｎｅ ０.１３７ １(７) ０.１６５ ２(１０) ０.１１１ １(６) ０.１４８ ６(９) ０.１４２ ２(８) ０.０９８ ３(３) ０.１００ ０(５) ０.０９７ ２(１) ０.０９９ １(４) ０.０９８ ２(２)
Ｉｍａｇｅ ０.２６０ ４(１０) ０.２５０ ０(９) ０.２０６ ３(４) ０.２２８ ０(８) ０.２１８ ９(７) ０.２１２ １(６) ０.１９９ ６(３) ０.１９９ ２(２) ０.２０８ ６(５) ０.１８７ ５(１)
Ｆｌａｇｓ ０.１８１ ３(３) ０.２４８ ２(１０) ０.１８２ ３(４.５) ０.２０７ ８(８) ０.２１０ ２(９) ０.１８２ ３(４.５) ０.１７７ １(２) ０.２０２ １(７) ０.１８３ ３(６) ０.１７３ ４(１)
Ｇｅｎｂａｓｅ ０.００６ ２(２.５) ０.０４９ ９(９) ０.０４８ ０(８) ０.０８０ ４(１０) ０.００７ ９(７) ０.００６ ２(２.５) ０.００６ ２(２.５) ０.００６ ２(２.５) ０.００７ １(６) ０.００６ ７(５)
ＣＡＬ５００ ０.１８１ ９(６) ０.１８３ ４(１０) ０.１８２ ０(７) ０.１８３ ２(９) ０.１８１ ７(３.５) ０.１８１ ８(５) ０.１８１ ３(２) ０.１８２ ３(８) ０.１８１ ７(３.５) ０.１８１ ２(１)
Ｅｎｒｏｎ ０.０８８ ７(４) ０.０９５ ８(９) ０.１００ ６(１０) ０.０８９ ９(６) ０.０９５ ４(８) ０.０８８ ４(３) ０.０８７ ５(２) ０.０８９ ５(５) ０.０９１ ９(７) ０.０８７ １(１)
Ｃｏｍｐｕｔｅｒ ０.０９３ ６(８.５) ０.０９１ ８(７) ０.０９６ ４(１０) ０.０９３ ６(８.５) ０.０９１ ２(５) ０.０９０ １(３) ０.０８６ ２(１) ０.０９０ ２(４) ０.０９１ ６(６) ０.０８６ ３(２)
Ｒｅｃｒｅａｔｉｏｎ ０.１８４ ２(８) ０.１９２ ８(９) ０.２０２ ９(１０) ０.１７６ ０(６) ０.１７２ ３(５) ０.１７１ ８(４) ０.１６４ ６(１) ０.１６６ ９(３) ０.１８１ ４(７) ０.１６５ ２(２)
均值 ０.１５４ ３ ０.１６７ ０ ０.１５１ １ ０.１６２ ５ ０.１５０ ３ ０.１３８ ９ ０.１３６ ５ ０.１３９ ２ ０.１４１ ０ ０.１３３ ７

表 ４　 各数据集上不同算法的错误率
Ｔａｂｌｅ ４　 Ｏｎｅ￣ｅｒｒｏｒ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｅａｃｈ ｄａｔａｓｅｔ

算法 ＭＤＭＲ ＳＣＬＳ ＭＦＳ￣ＭＣＤＭ ＳＳＦＳ ＲＦＳＦＳ ＤＲＭＦＳ ＤＳＭＦＳ ＤＭＭＦＳ ＳＬＭＤＳ ＬＭＤＧ
Ｙｅａｓｔ ０.２４６ ５(８) ０.２４７ ５(９) ０.２４２ １(７) ０.２４８ ６(１０) ０.２４１ ４(６) ０.２２５ １(３) ０.２２３ ３(２) ０.２２６ ８(４) ０.２３２ １(５) ０.２２０ １(１)
Ｅｍｏｔｉｏｎ ０.３７６ ２(１０) ０.３２１ ８(８) ０.２７７ ２(２) ０.３４１ ６(９) ０.３０２ ０(５.５) ０.３０２ ０(５.５) ０.３０３ ０(７) ０.２７２ ３(１) ０.２９０ １(４) ０.２８４ ２(３)
Ｓｃｅｎｅ ０.３６７ ９(８) ０.３７２ ９(１０) ０.２９７ ７(６) ０.３６９ １(９) ０.３５３ ２(７) ０.２６７ ９(２) ０.２７１ ７(４) ０.２６９ ２(３) ０.２７２ ２(５) ０.２６１ ７(１)
Ｉｍａｇｅ ０.４６５ ０(９) ０.４８５ ０(１０) ０.３８５ ０(５) ０.４１１ ０(８) ０.３９８ ０(７) ０.３７０ ０(４) ０.３６３ ０(２) ０.３６５ ０(３) ０.３９０ ０(６) ０.３４２ ０(１)
Ｆｌａｇｓ ０.１５６ ３(８.５) ０.２０３ １(１０) ０.１４０ ６(５.５) ０.１５０ ０(７) ０.１４０ ６(５.５) ０.１０９ ４(２) ０.１１８ ８(３) ０.１５６ ３(８.５) ０.１２５ ０(４) ０.１０６ ３(１)
Ｇｅｎｂａｓｅ 　 　 ０(３) ０.３９２ ０(８) ０.４２２ １(９) ０.５３２ ７(１０) ０.００３ ０(７) ０(３) ０(３) ０(３) ０(３) ０.００２ ０(６)
ＣＡＬ５００ ０.０８９ ８(９) ０.０８９ ８(９) ０.０８３ ８(６.５) ０.０８９ ８(９) ０.０７９ ０(３) ０.０７９ ０(３) ０.０７７ ８(１) ０.０８３ ８(６.５) ０.０８２ ６(５) ０.０７９ ０(３)
Ｅｎｒｏｎ ０.２５３ ９(７) ０.２８３ ２(８) ０.３１９ ５(１０) ０.２４１ １(５) ０.２８４ ６(９) ０.２２４ ５(１) ０.２２６ ３(３) ０.２３１ ４(４) ０.２４４ ２(６) ０.２２５ ２(２)
Ｃｏｍｐｕｔｅｒ ０.４４６ ０(７) ０.４４９ ３(８) ０.４４９ ７(９) ０.４６１ ０(１０) ０.４３１ ０(５) ０.４２６ ５(２.５) ０.４２６ ５(２.５)０.４２８ ３(４) ０.４３８ ６(６) ０.４２１ ８(１)
Ｒｅｃｒｅａｔｉｏｎ ０.６６８ ０(８) ０.７１２ ３(９) ０.７４５ ３(１０) ０.６２９ ９(５) ０.６３２ １(６) ０.５９７ ３(４) ０.５６６ ７(１) ０.５８２ ０(３) ０.６６０７(７) ０.５７３ ９(２)
均值 ０.３０７ ０ ０.３５５ ７ ０.３３６ ３ ０.３４７ ５ ０.２８６ ５ ０.２６０ ２ ０.２５７ ７ ０.２６１ ５ ０.２７３ ６ ０.２５１ ６
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表 ５　 各数据集上不同算法的覆盖率
Ｔａｂｌｅ ５　 Ｃｏｖｅｒａｇｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｅａｃｈ ｄａｔａｓｅｔ

算法 ＭＤＭＲ ＳＣＬＳ ＭＦＳ￣ＭＣＤＭ ＳＳＦＳ ＲＦＳＦＳ ＤＲＭＦＳ ＤＳＭＦＳ ＤＭＭＦＳ ＳＬＭＤＳ ＬＭＤＧ
Ｙｅａｓｔ ６.５４２ ０(６) ６.６７７ ２(９) ６.６２０ ５(８) ６.７２６ ３(１０) ６.５７６ ７(７) ６.３８５ ０(２) ６.４１６ １(３) ６.４３０ ８(４) ６.４６５ ２(５) ６.３７３ ８(１)
Ｅｍｏｔｉｏｎ ２.１８３ ２(１０) ２.０９９ ０(８) ２.０２９ ７(６) ２.１６３ ４(９) ２.０５６ ４(７) １.９８０ ２(２.５) ２.０１７ ８(５) １.９８０ ２(２.５) １.９８８ １(４) １.９５５ ４(１)
Ｓｃｅｎｅ ０.７８６ ０(７) ０.９３３ １(１０) ０.６５９ ７(６) ０.８４４ ５(９) ０.８１４ ４(８) ０.５９５ ２(３) ０.６０５ ０(５) ０.５８３ ６(１) ０.５９９ ２(４) ０.５９２ ５(２)
Ｉｍａｇｅ １.３２５ ０(１０) １.２７０ ０(９) １.０８０ ０(３) １.１７９ ０(８) １.１６３ ０(７) １.１３０ ０(６) １.０８４ ０(４) １.０７５ ０(２) １.１１８ ０(５) １.０３３ ０(１)
Ｆｌａｇｓ ３.６３０ ８(２) ４.０４６ ２(１０) ３.６７６ ９(５) ３.８４０ ０(９) ３.７６９ ２(８) ３.７０７ ７(７) ３.６４６ ２(３) ３.６６１ ５(４) ３.６８３ １(６) ３.６２４ ６(１)
Ｇｅｎｂａｓｅ ０.５７２ ９(２.５) １.７０８ ５(９) １.６１８ １(８) ２.５７７ ９(１０) ０.５８０ ９(６) ０.５７２ ９(２.５) ０.５７２ ９(２.５) ０.５７２ ９(２.５) ０.５８４ ９(７) ０.５７７ ９(５)
ＣＡＬ５００ １２９.２０９ ６(８) １２９.３３５ ３(９.５) １２８.４８５ ０(７) １２９.３３５ ３(９.５) １２７.７３０ ０(５) １２７.４１０ ０(３.５) １２７.４１０ ０(３.５) １２７.３３０ ０(１) １２７.７８０ ０(６) １２７.３５８ １(２)
Ｅｎｒｏｎ １２.８０６ ６(５) １３.４１２ ８(９) １３.６２１ ８(１０) １２.８４０ ８(６) １３.３７６ ０(８) １２.７２６ ０(３) １２.７０９ ０(２) １２.７５６ ０(４) １３.０９１ ０(７) １２.５６４ ８(１)
Ｃｏｍｐｕｔｅｒ ４.４７４ ０(８) ４.４１１ ３(７) ４.６１３ ０(１０) ４.４８５ ３(９) ４.３８５ ５(５) ４.３６３ ４(３) ４.１７７ ８(１) ４.３７９ ７(４) ４.４０３ ５(６) ４.１８１ １(２)
Ｒｅｃｒｅａｔｉｏｎ ４.９１２ ０(８) ５.０５８ ３(９) ５.３０５ ３(１０) ４.７５４ ９(６) ４.６７９ ７(５) ４.６７２ ６(４) ４.５３３ ３(１) ４.５８２ ０(３) ４.８７１ ９(７) ４.５４３ ３(２)
均值 １６.６４４ ２ １６.８９５ ２ １６.７７１ ０ １６.８７４ ７ １６.５１３ ２ １６.３５４ ３ １６.３１７ ２ １６.３３５ ２ １６.４５８ ５ １６.２８０ ４

表 ６　 各数据集上不同算法的平均精度
Ｔａｂｌｅ ６　 Ａｖｅｒａｇｅ ｐｒｅｃｉｓｉｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｅａｃｈ ｄａｔａｓｅｔ

算法 ＭＤＭＲ ＳＣＬＳ ＭＦＳ￣ＭＣＤＭ ＳＳＦＳ ＲＦＳＦＳ ＤＲＭＦＳ ＤＳＭＦＳ ＤＭＭＦＳ ＳＬＭＤＳ ＬＭＤＧ
Ｙｅａｓｔ ０.７４１ ６(６) ０.７３０ ７(９) ０.７３７ ４(８) ０.７２２ ３(１０) ０.７４１ １(７) ０.７５８ ２(２) ０.７５６ ６(３) ０.７５５ ８(４) ０.７５１ ４(５) ０.７５９ １(１)
Ｅｍｏｔｉｏｎ ０.７３４ ９(１０) ０.７６４ ０(８) ０.７８７ １(２) ０.７４９ １(９) ０.７６６ ５(７) ０.７７９ ２(５) ０.７７７ ７(６) ０.７８５ ４(３) ０.７７９ ４(４) ０.７９０ ６(１)
Ｓｃｅｎｅ ０.７７７ ３(８) ０.７６０ ８(１０) ０.８１７ ５(６) ０.７６９ ４(９) ０.７７９ ９(７) ０.８３６ ４(３) ０.８３３ ６(４) ０.８３７ １(２) ０.８３３ ３(５) ０.８３８ ８(１)
Ｉｍａｇｅ ０.６９７ ９(９) ０.６９４ ４(１０) ０.７４４ ９(６) ０.７３４ ８(８) ０.７３７ ６(７) ０.７５２ ８(４) ０.７６１ ３(３) ０.７６１ ９(２) ０.７４９ ５(５) ０.７７３ ６(１)
Ｆｌａｇｓ ０.８４６ ２(４) ０.８０２ ４(１０) ０.８４２ ５(６.５) ０.８３７ ２(９) ０.８４１ １(８) ０.８４４ ４(５) ０.８４９ ５(３) ０.８４２ ５(６.５) ０.８５６ ４(２) ０.８６１ ９(１)
Ｇｅｎｂａｓｅ ０.９９３ ９(２.５) ０.７３４ ２(８) ０.７０７ １(９) ０.６１９ １(１０) ０.９９０ ４(７) ０.９９３ ９(２.５) ０.９９３ ９(２.５) ０.９９３ ９(２.５) ０.９９２ ３(５) ０.９９１ ７(６)
ＣＡＬ５００ ０.４９６ ５(７) ０.４９３ ７(１０) ０.４９７ １(６) ０.４９４ ４(９) ０.４９８ ６(３) ０.４９７ ６(４) ０.４９９ ０(１) ０.４９５ ８(８) ０.４９７ ３(５) ０.４９８ ７(２)
Ｅｎｒｏｎ ０.６５７ １(７) ０.６３７ ６(８) ０.６１９ １(１０) ０.６６０ ７(５) ０.６３３ １(９) ０.６７２ ０(２) ０.６７０ ０(３) ０.６６７ ９(４) ０.６５８ ２(６) ０.６７３ ６(１)
Ｃｏｍｐｕｔｅｒ ０.６３２ ５(６) ０.６３１ ８(８) ０.６２１ ５(９) ０.６２０ ４(１０) ０.６３９ ７(５) ０.６４１ ７(４) ０.６４５ ６(２) ０.６４３ ６(３) ０.６３２ ３(７) ０.６４９ ０(１)
Ｒｅｃｒｅａｔｉｏｎ ０.４８０ ７(８) ０.４４７ １(９) ０.４２４ １(１０) ０.５０６ ０(５) ０.５０５ ３(６) ０.５２７ ３(４) ０.５５１ ５(１) ０.５３９ ７(３) ０.４８６ ５(７) ０.５４５ ３(２)
均值 ０.７０５ ９ ０.６６９ ７ ０.６７９ ８ ０.６７１ ３ ０.７１３ ３ ０.７３０ ４ ０.７３３ ９ ０.７３２ ４ ０.７２３ ７ ０.７３８ ２

　 　 为了比较各算法在当前指标下评价结果随所选特征数增加的变化情况ꎬ在图 １—５ 中分别描绘了各算法的

汉明损失、排序损失、错误率、覆盖率和平均精度变化曲线ꎮ 可以看出ꎬ在图 １—４ 中ꎬＬＭＤＧ 算法在 Ｙｅａｓｔ、
Ｅｍｏｔｉｏｎ、Ｉｍａｇｅ 和 Ｅｎｒｏｎ 数据集上的曲线始终出现在其它算法曲线的下方ꎻ在图 ５ 中ꎬＬＭＤＧ 算法在所有数据

集上的曲线都出现在其它算法曲线的上方ꎮ 特别地ꎬ由图 １(ａ)可以看出ꎬ在 Ｆｌａｇｓ 数据集上ꎬ当所选特征数为 ６
时ꎬＬＭＤＧ 算法的汉明损失曲线达到最低点ꎬ且明显低于所有对比算法的曲线ꎬ这表明 ＬＭＤＧ 算法可以更早的

得到高质量的特征子集ꎮ

图 １　 随所选特征数的增加ꎬ各算法的汉明损失比较
Ｆｉｇ.１　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ Ｈａｍｍｉｎｇ ｌｏｓｓ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ ａｓ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｓｅｌｅｃｔｅｄ ｆｅａｔｕｒｅｓ ｉｎｃｒｅａｓｅｓ
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图 ２　 随所选特征数的增加ꎬ各算法的排序损失比较
Ｆｉｇ.２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ Ｒａｎｋｉｎｇ ｌｏｓｓ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ ａｓ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｓｅｌｅｃｔｅｄ ｆｅａｔｕｒｅｓ ｉｎｃｒｅａｓｅｓ

图 ３　 随所选特征数的增加ꎬ各算法的错误率比较
Ｆｉｇ.３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ Ｏｎｅ￣ｅｒｒｏｒ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ ａｓ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｓｅｌｅｃｔｅｄ ｆｅａｔｕｒｅｓ ｉｎｃｒｅａｓｅｓ
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图 ４　 随所选特征数的增加ꎬ各算法的覆盖率比较
Ｆｉｇ.４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ Ｃｏｖｅｒａｇｅ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ ａｓ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｓｅｌｅｃｔｅｄ ｆｅａｔｕｒｅｓ ｉｎｃｒｅａｓｅｓ

图 ５　 随所选特征数的增加ꎬ各算法的平均精度比较
Ｆｉｇ.５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ Ａｖｅｒａｇｅ ｐｒｅｃｉｓｉｏｎ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ ａｓ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｓｅｌｅｃｔｅｄ ｆｅａｔｕｒｅｓ ｉｎｃｒｅａｓｅｓ

　 　 综上ꎬＬＭＤＧ 算法虽然在Ｇｅｎｂａｓｅ 和 Ｅｍｏｔｉｏｎ 数据集上的结果欠佳ꎬ但在其它数据集上 ＬＭＤＧ 算法均优于

对比算法ꎬ尤其在 Ｉｍａｇｅ 和 Ｆｌａｇｓ 数据集上ꎬＬＭＤＧ 算法的优势更为明显ꎮ
为了分析各算法间的显著性差异ꎬ使用显著性水平为 ０.１ 的 Ｂｏｎｆｅｒｒｏｎｉ￣Ｄｕｎｎ 检验[４２]对各算法的性能进行

分析ꎬ并将检验结果以平均秩图的形式在图 ６ 中展示ꎮ

图 ６　 Ｂｏｎｆｅｒｒｏｎｉ￣Ｄｕｎｎ 检验结果的平均秩图形式
Ｆｉｇ.６　 Ｂｏｎｆｅｒｒｏｎｉ￣Ｄｕｎｎ ｔｅｓｔ ｒｅｓｕｌｔｓ ｉｎ ｍｅａｎ ｒａｎｋ ｇｒａｐｈ ｆｏｒｍ

　 　 在图 ６ 中ꎬ横轴表示各算法在当前指标下整体性能的排序结果ꎬ从左到右ꎬ算法的整体性能越来越好ꎻ并使
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用红线连接不存在显著性差异的算法ꎬ其中红线的长度表示 Ｂｏｎｆｅｒｒｏｎｉ￣Ｄｕｎｎ 检验的临界值ꎬ这里临界值为

３.９５３ ７ꎮ 可以看出ꎬ虽然 ＬＭＤＧ 算法与 ＤＳＭＦＳ、ＤＲＭＦＳ、ＤＭＭＦＳ、ＳＬＭＤＳ 算法之间不存在显著性差异ꎬ但
ＬＭＤＧ 算法的排序位置始终处于横轴的最右端ꎮ

为了进一步对比分析各算法间的性能差异ꎬ使用显著性水平为 ０.０５ 的 Ｆｒｉｅｄｍａｎ 检验[４３]作为后验技术ꎬ对
各算法的性能进行分析ꎮ 在本文中ꎬＦｒｉｅｄｍａｎ 检验的临界值为 １.９９８ꎻ汉明损失、排序损失、错误率、覆盖率和平

均精度各指标的 Ｆｒｉｅｄｍａｎ 检验值分别为 ２１.２０８、１８.４７２、１７.８６５、２１.４６５ 和 １８.１７６ꎮ 各指标的 Ｆｒｉｅｄｍａｎ 检验值均

大于临界值ꎬ这表明虽然 ＬＭＤＧ 算法与 ＤＳＭＦＳ、ＤＲＭＦＳ、ＤＭＭＦＳ、ＳＬＭＤＳ 算法之间不存在显著性差异ꎬ但
ＬＭＤＧ 算法的性能仍优于 ＤＳＭＦＳ、ＤＲＭＦＳ、ＤＭＭＦＳ、ＳＬＭＤＳ 算法ꎮ
４.４　 消融实验

为了分析 ＬＭＤＧ 算法中各主要成分的有效性ꎬ在 Ｉｍａｇｅ、Ｙｅａｓｔ 和 Ｅｍｏｔｉｏｎ 数据集上进行了一系列消融实

验ꎮ 实验中ꎬ实验设置和对比实验的实验设置相同ꎮ 此外ꎬ针对 ＬＭＤＧ 算法中的各主要成分ꎬ对 ＬＭＤＧ 算法进

行衍生变换ꎬ具体如下:
(１)ＬＭＤＧ￣１ 算法ꎮ 在 ＬＭＤＧ 算法中使用传统的线性映射模型ꎬ标函数定义为

Ｆ(ｂꎬＷꎬＳ)＝ ｍｉｎ
ＡꎬＢꎬＳꎬｂ

‖ＸＷ＋ｅｂ－Ｙ‖２
Ｆ＋α‖Ｓ－Ｚ‖１＋βＴｒ(ＷＴＬＳＷ)＋γＴｒ(ＷＬＹＷＴ)ꎬ

ｓ.ｔ.　 ０≤Ｓｉｊꎬ∑
ｊ
Ｓｉｊ ＝１ꎬ Ｓｉｉ ＝０ꎬ Ｗ≥０ꎬ

(２７)

式中:Ｗ∈Ｒｄ×ｍ是系数矩阵ꎬ用于量化特征重要性ꎮ
(２)ＬＭＤＧ￣２ 算法ꎮ 在 ＬＭＤＧ 算法中使用高斯热核函数捕获固定的特征相似图ꎬ标函数定义为

Ｆ(ｂꎬＡꎬＢꎬＳ)＝ ｍｉｎ
ＡꎬＢꎬＳꎬｂ

‖ＸＡＢ＋ｅｂ－Ｙ‖２
Ｆ＋βＴｒ(ＢＴＡＴＬＸＡＢ)＋γＴｒ(ＢＬＹＢＴ)ꎬ

ｓ.ｔ.　 {ＡꎬＢ}≥０ꎬ
(２８)

式中:ＬＸ ＝ＰＸ－ＺＸ 是关于特征相似图的拉普拉斯矩阵ꎬＰＸ∈Ｒｄ×ｄ是对角矩阵ꎬ(ＰＸ) ｉｉ ＝ ∑
ｊ

(ＺＸ) ｉｊꎻ ＺＸ∈Ｒｄ×ｄ是使

用高斯热核函数捕获的特征相似图ꎮ
(３) ＬＭＤＧ￣３ 算法ꎮ 在 ＬＭＤＧ 算法中不使用标签流形ꎬ标函数定义为

Ｆ(ｂꎬＡꎬＢꎬＳ)＝ ｍｉｎ
ＡꎬＢꎬＳꎬｂ

‖ＸＡＢ＋ｅｂ－Ｙ‖２
Ｆ＋α ‖Ｓ－Ｚ‖１＋βＴｒ(ＢＴＡＴＬＳＡＢ)ꎬ

ｓ.ｔ. 　 ０≤Ｓｉｊꎬ　 ∑
ｊ
Ｓｉｊ ＝１ꎬ　 Ｓｉｉ ＝０ꎬ　 {ＡꎬＢ}≥０ꎮ

(２９)

所有实验结果均记录在表 ７ 中ꎮ 为了比较方便ꎬ在表 ７ 中使用粗体标记出最佳结果ꎮ 在 １５ 组实验中ꎬ有
１４ 组 ＬＭＤＧ 算法的实验结果被粗体标记ꎬ表明 ＬＭＤＧ 算法中的各指标是有效的ꎮ

表 ７　 在 ３ 个数据集上的消融实验结果
Ｔａｂｌｅ ７　 Ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ ｔｈｅ ｔｈｒｅｅ ｄａｔａｓｅｔｓ

数据集 算法 汉明损失 排序损失 错误率 覆盖率 平均精度

ＬＭＤＧ￣１ ０.１９２ ５ ０.１９８ ６ ０.３５４ ６ １.０８３ ０ ０.７６３ ５

Ｉｍａｇｅ
ＬＭＤＧ￣２ ０.２０２ ２ ０.２０５ ６ ０.３５３ ６ １.０７５ ０ ０.７６４ ６
ＬＭＤＧ￣３ ０.２１２ ３ ０.２０４ ６ ０.３６８ ３ １.１２５ ０ ０.７５５ ２
ＬＭＤＧ ０.１８９ ４ ０.１８７ ５ ０.３４２ ０ １.０３３ ０ ０.７７３ ６
ＬＭＤＧ￣１ ０.１９８ ２ ０.１７４ ６ ０.２２３ １ ６.３７５ ０ ０.７５７ ４

Ｙｅａｓｔ
ＬＭＤＧ￣２ ０.２０２ ２ ０.１７７ ２ ０.２３２ ５ ６.４０２ ０ ０.７４８ ２
ＬＭＤＧ￣３ ０.２０８ ４ ０.１７８ ９ ０.２３２ １ ６.４１５ ２ ０.７４５ ８
ＬＭＤＧ ０.１９７ ７ ０.１７１ ９ ０.２２０ １ ６.３７３ ８ ０.７５９ １
ＬＭＤＧ￣１ ０.２１５ ６ ０.１８０ ４ ０.２７１ ０ １.９８０ ２ ０.７８７ ７

Ｅｍｏｔｉｏｎ
ＬＭＤＧ￣２ ０.２２３ ２ ０.１８３ ２ ０.２７７ ２ １.９８３ ４ ０.７８９ ２
ＬＭＤＧ￣３ ０.２１８ ４ ０.１８４ ４ ０.２８２ ３ ２.０２９ ７ ０.７７９ １
ＬＭＤＧ ０.２１４ ４ ０.１７９ ８ ０.２８４ ２ １.９５５ ４ ０.７９０ ６

４.５　 参数敏感性实验

本小节在 Ｓｃｅｎｅ 数据集上分析了 ＬＭＤＧ 算法中各参数的有效性和敏感性ꎮ 实验中ꎬ以平均精度作为评价

指标ꎬ所选特征数设置为{１４ꎬ２８ꎬ４２ꎬ５６ꎬ７０ꎬ８４ꎬ９８}ꎻ目标参数在{０.００１ꎬ０.０１ꎬ０.１ꎬ１ꎬ１０ꎬ１００ꎬ１ ０００}范围内搜索ꎬ
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并固定其它 ２ 个参数为 １ꎬ观察目标参数的有效性和 ＬＭＤＧ 算法对该参数的敏感性ꎮ 实验结果如图 ７ 所示ꎬ在
图 ７ 的(ａ)—(ｃ)中为目标参数为 α、 β 和 γ 上的实验结果ꎮ 根据图 ７ 可知ꎬ随着所选特征数量的增加ꎬＬＭＤＧ
算法的平均精度先增加再趋于稳定ꎬ这说明使用 ＬＭＤＧ 算法解决特征选择问题是有效性ꎻ当所选特征数较小

时 ＬＭＤＧ 算法对参数 β 较为敏感ꎬ但随着所选特征数的增加ꎬＬＭＤＧ 算法对所有参数的变化均不敏感ꎮ

图 ７　 ＬＭＤＧ 算法在 Ｓｃｅｎｅ 数据集上的参数敏感性实验结果
Ｆｉｇ.７　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ｐａｒａｍｅｔｅｒ ｓｅｎｓｉｔｉｖｉｔｙ ｏｆ ＬＭＤＧ ａｌｇｏｒｉｔｈｍ ｏｎ Ｓｃｅｎｅ ｄａｔａｓｅｔ

４.６　 收敛性实验和时间复杂度分析

为了验证 ３.２ 节中算法 １ 的收敛性理论证明的准确性ꎬ在 Ｅｍｏｔｉｏｎ、Ｉｍａｇｅ、Ｅｎｒｏｎ 和 Ｃｏｍｐｕｔｅｒ 数据集上进

行了收敛性实验ꎮ 实验中ꎬ设置算法 １ 的最大迭代次数为 ５０ꎬ观察目标函数值随迭代的增加的变化情况ꎮ 实验

结果如图 ８ 所示ꎬ可以看出算法 １ 在各数据集上均是收敛的ꎬ３０ 次迭代内达到收敛条件ꎬ这一现象也在其它数

据集上出现ꎮ

图 ８　 ＬＭＤＧ 算法在 Ｅｍｏｔｉｏｎ、Ｉｍａｇｅ、Ｅｎｒｏｎ 和 Ｃｏｍｐｕｔｅｒ 数据集上的收敛性实验结果
Ｆｉｇ.８　 Ｃｏｎｖｅｒｇｅｎｃｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｆ ＬＭＤＧ ａｌｇｏｒｉｔｈｍ ｏｎ Ｅｍｏｔｉｏｎꎬ Ｉｍａｇｅꎬ Ｅｎｒｏｎ ａｎｄ Ｃｏｍｐｕｔｅｒ ｄａｔａｓｅｔｓ

　 　 此外ꎬ为了更好的分析算法 １ 的时间成本ꎬ对算法 １ 的时间复杂度进行分析ꎮ 在多标签数据集中:ｎ>ｄ、
ｎ>ｍꎬ算法 １ 中ꎬｂꎬλꎬ Ｓ∈Ｒｄ×ｄꎬ Ａ∈Ｒｄ×ｋꎬ Ｂ∈Ｒｋ×ｍꎮ 由式(９)、(１２)、(１７)和(１８)可知ꎬ算法 １ 在每次迭代中更新

ｂ、λ、Ｓ、Ａ 和 Ｂ 的时间复杂度分别为 Ｏ(ｄｍ)、Ｏ(ｄ２)、Ｏ(ｄ２)、Ｏ(ｎ２ｋ)和 Ｏ(ｎｄ２ｋ)ꎮ 此外ꎬ由图 ８ 可知ꎬ算法 １ 达

到收敛的迭代次数一般较小ꎬ因此算法 １ 的总时间复杂度为 Ｏ(ｎ２ｋ＋ｎｄ２ｋ＋ｄ２＋ｄｍ)ꎮ
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５　 结论

本文设计了一种基于拉普拉斯秩约束的自适应动态图学习技术ꎬ基于特征自表示的改进矩阵分解技术改

进了传统的线性映射模型ꎮ 结合标签流形ꎬ提出了具有标签流形和动态图约束的多标签特征选择算法ꎮ 大量

实验结果表明ꎬ与 ９ 种先进算法相比ꎬＬＭＤＧ 算法具有以下竞争优势:相较现有的动态图学习技术ꎬＬＭＤＧ 算法

中设计的自适应动态图学习技术可以更好地捕获特征相似性ꎬ更好修正算法的计算误差ꎻ改进后的线性映射模

型可以更好的解耦特征与特征之间以及特征与标签之间的相关性ꎻ各种实验结果验证了 ＬＭＤＧ 算法可以更好

的解决多标签特征选择问题ꎮ
然而ꎬ实验中也发现了 ＬＭＤＧ 算法的缺陷ꎬＬＭＤＧ 算法忽略了多标签学习中的标签冗余问题ꎮ 因此ꎬ后续

工作将关注标签冗余问题ꎬ通过设计合理的惩罚项(如内积正则向、余弦相似性、因果关系等)消除标签冗余ꎬ提
高算法的计算效率ꎬ并将所提算法应用到实际领域中ꎮ
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