
山东大学学报(理学版)２０２６ 年 ３ 月 第 ６１ 卷 第 ３ 期
Ｊｏｕｒｎａｌ ｏｆ Ｓｈａｎｄｏｎｇ Ｕｎｉｖｅｒｓｉｔｙ(Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ)ꎬ Ｖｏｌ.６１ꎬ Ｎｏ.３ꎬ ２０２６ ｈｔｔｐ:∥ｌｘｂｗｋ.ｎｊｏｕｒｎａｌ.ｓｄｕ.ｅｄｕ.ｃｎ

收稿日期:２０２５￣１１￣１７ꎻ 网络出版时间:２０２６￣０１￣２３
基金项目:国家自然科学基金资助项目(６２５０６２０９)ꎻ 山东省自然科学基金项目(ＺＲ２０２４ＱＦ０１６ꎬ ＺＲ２０２３ＱＦ１６１)ꎻ 山东省高等学校青年创新团

队项目(２０２２ＫＪ１８５)
第一作者:姚勋祥(１９８９— )ꎬ男ꎬ讲师ꎬ博士ꎬ研究方向为图像超分辨及分形、目标检测. Ｅ￣ｍａｉｌ:Ｘｕｎｘｉａｎｇ.Ｙａｏ＠ ｓｄｕｆｅ.ｅｄｕ.ｃｎ
∗通信作者:范清兰(１９９２— )ꎬ女ꎬ副教授ꎬ博士ꎬ研究方向为进化机器学习、计算机视觉、分类和特征学习. Ｅ￣ｍａｉｌ:ｑｉｎｇｌａｎｆａｎ＠ ｓｄｕｆｅ.ｅｄｕ.ｃｎ

　 文章编号:１６７１￣９３５２(２０２６)０３￣００９６￣１５　 　 　 ＤＯＩ:１０.６０４０ / ｊ.ｉｓｓｎ.１６７１￣９３５２.０.２０２５.３３８

基于多重分形优化的图像超分辨率重建

姚勋祥１ꎬ刘培培２ꎬ徐英城３ꎬ范清兰１∗ꎬ包芳勋４ꎬ张云峰１ꎬ３

(１.山东财经大学计算机科学与人工智能学院ꎬ 山东 济南 ２５００１４ꎻ ２.山东女子学院人工智能学院ꎬ 山东 济南 ２５０３００ꎻ ３.山东

财经大学管理科学与工程学院ꎬ 山东 济南 ２５００１４ꎻ ４.山东大学数学学院ꎬ 山东 济南 ２５０１００)

摘要:图像超分辨率旨在从低分辨率图像中重建包含丰富纹理细节的高分辨率图像ꎮ 已有研究表明ꎬ精细结构主要对应于傅

里叶域中的高频成分ꎬ但多数现有方法缺乏针对高频信息的自适应处理机制ꎬ容易导致边缘模糊或纹理紊乱ꎮ 针对上述问

题ꎬ本文在非下采样轮廓波变换(ｎｏｎ￣ｓｕｂｓａｍｐｌｅｄ ｃｏｎｔｏｕｒｌｅｔ ｔｒａｎｓｆｏｒｍꎬ ＮＳＣＴ)域内开展超分辨率研究ꎬ将图像分解为多个具有

不同频率特性的子带ꎮ 不同子带所包含的频率信息与图像细节程度密切相关ꎬ本文将其定义为图像粗糙度特征ꎮ 此外ꎬ对各

子带图像应用分形分析方法ꎬ利用分形对图像粗糙度的数学表征能力ꎬ描述图像信息的多种频率细节ꎮ 在此基础上ꎬ构建多

子带下的多重分形模型ꎬ并在各子带上自适应生成相应的分形表示ꎬ从而将超分辨率重建过程转化为一个多重分形优化问

题ꎮ 实验结果表明ꎬ本研究所提出的方法能够有效恢复图像高频细节ꎮ
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０　 引言

图像超分辨率技术旨在从低分辨率图像中重现具有精细纹理细节的高分辨率图像ꎬ其本质是通过给定

的低分辨率图像像素值来求解高分辨率像素值ꎮ 目前ꎬ学者们已提出多种方法来解决图像超分辨率问题ꎮ
该技术已广泛应用于军事、医学、遥感卫星、电视等领域ꎮ 由于傅里叶域的相关高频信息与图像细节密切相

关[１￣４]ꎬ因此ꎬ现有研究均围绕在提高其分辨率同时ꎬ尽可能恢复高频细节这一核心展开ꎮ 其中ꎬ基于插值的

方法是最为简便的一类ꎬ如双线性插值[５]、双三次插值[６] 和样条函数[７] 插值法ꎮ 这类方法将整个图像视为

“连续”和“平滑”的表面ꎬ因此可以通过局部邻近区域的像素进行插值处理ꎬ进而计算高分辨率图像上的每

个像素ꎮ 然而ꎬ这种假设并非总是成立ꎬ尤其是在包含大量高频细节的区域时ꎬ极易造成图像过度平滑ꎬ进而

丢失关键的高频细节信息ꎮ
另一种解决方法称为基于重建的方法ꎬ通过结合各种图像先验作为约束以恢复高分辨率图像ꎬ如梯度先

验[８]、纹理先验[９]、相似性先验[１０]和边缘先验[１１]ꎮ 此类基于重建的方法通过在反投影过程中嵌入先验知识

实现高分辨率图像的重建ꎮ 文献[１２]尝试将边缘导向方法融入基于学习的方法体系中ꎬ以实现高频细节的

有效恢复ꎮ 文献[１３]基于与梯度先验相关的边缘锐度测量ꎬ提出了一种新型图像超分辨率算法ꎬ该算法通

过挖掘低分辨率图像与高分辨率图像之间的梯度剖面特征ꎬ估计出与高分辨率图像对应的目标梯度剖面ꎬ并
在提高图像分辨率时重构高频图像细节ꎮ 上述方法在纹理细节保留和边缘锐化方面表现优异ꎮ 然而ꎬ在较

大上采样倍率条件下ꎬ这类先验约束往往难以持续发挥作用ꎬ重构过程受到约束条件本身的限制会进一步导

致图像质量急剧下降[１４]ꎮ
为了揭示高频率图像细节ꎬ近年来的图像超分辨方法多采用基于学习的策略[１５￣１８]ꎮ 这类方法通常基于

这样一种假设:丢失的信息可以通过相应的低分辨率和高分辨率图像对来进行恢复ꎮ 本研究进一步将基于

学习的方法分为以下两类:基于外部样本的方法和基于自身样本的方法ꎮ 基于外部样本的方法需要借助外

部数据集来学习对应的低分辨率和高分辨率图像对的映射函数ꎬ代表性算法包括 ｋ 最近邻(ｋ￣ＮＮ)学习[１９]、
流形学习[２０]、稀疏编码[２１]和基于回归的方法[２２]ꎮ 而基于自身样本的超分辨率算法[２３￣２５]仅依赖图像本身就

能完成重构ꎬ这类图像通常具备某种特定的重复结构ꎬ且这种结构会在图像其他区域出现ꎮ 基于学习的方法

能够较好的恢复图像中的低频信息(平滑区域)ꎬ而对高频图像细节恢复效果欠佳ꎮ 因为包含在高频细节区

域中的复杂性无法由训练数据集中的另一样片或同一图像的另一区域进行精准表征ꎮ 此外ꎬ传统的基于学

习方法普遍使用相同的损失函数来学习低频图像信息和高频细节ꎬ这样会导致精细高频细节的丢失ꎮ
近期研究表明ꎬ同一图像的不同位置可能会出现相似但大小不同的纹理图案[２６￣２８]ꎬ这意味着图像具有

自相似性ꎮ 分形理论正是以自相似性为核心ꎬ与传统函数在“平滑性”假设下不同ꎮ 从分形理论的角度看ꎬ
图像是一种分形ꎮ 分形理论在描述高度不规则数据和通过垂直缩放展现不同自相似数据方面具有显著优

势ꎮ 因此分形表示方法可以有效处理图像中的多样结构ꎮ 目前ꎬ研究人员已经提出了多种基于分形的方法ꎮ
最基础的分形方法[２９￣３１]是将图像分割成若干子块ꎬ然后匹配最相似的子块来完成高分辨率版本重建ꎮ 文献

[３２]提出了一种增加分形维度约束来指导超分辨率过程的算法ꎻ文献[３３]提出了一种新的分形插值法ꎬ并
对图像超分辨率的垂直缩放因子展开研究ꎬ该方法实现了更精细的细节重件和更锐利的边缘保持ꎬ具有较好

的综合性能ꎻ文献[３４]将超分辨率问题重新定义为了一种图像逐步迭代拟合过程ꎮ 以上基于分形理论的现

有方法均将图像视为一种分形ꎮ 本研究通过分析发现ꎬ单一的分形公式不足以表示图像中的多元细节特征ꎮ
基于文献[３５]可知ꎬ多重分形理论更适用于高频细节的精准再现ꎻ文献[３６]证明ꎬ利用非下采样轮廓波变换

(ｎｏｎ￣ｓｕｂｓａｍｐｌｅｄ ｃｏｎｔｏｕｒｌｅｔ ｔｒａｎｓｆｏｒｍꎬ ＮＳＣＴ)的高频子带信息进行区域划分ꎬ并结合边缘保持的自适应插值

策略ꎬ可有效增强纹理细节并改善边缘清晰度ꎮ 此外ꎬ文献[３７]指出ꎬ基于随机采样策略构建定位数据的多

分辨率层级结构ꎬ让大规模定位数据的可视化成为一种可能ꎮ
为了在超分辨率过程中最佳地再现精细细节ꎬ本研究受到基于分形的超分辨率方法优势的启发ꎬ同时针

对单一分形公式的局限性ꎬ提出一种新的多重分形解决方法ꎬ其性能优于单一分形[３８￣４１]ꎮ 不同分形模型表

示作用于不同的分形集ꎬ为使分形模型更精准地表征图像信息ꎬ每个分形集合应该具有统一的而不是多样化

的图像信息细节ꎮ 这种稳定的分形集合ꎬ可在应用分形插值进行图像超分辨率时ꎬ保证粗糙度的一致性ꎮ 为
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创建多个特征统一的分形集合ꎬ可以采用 ＮＳＣＴ 将原始图像转换为多个子带图像[４２]ꎮ 由于 ＮＳＣＴ 不仅具有

局部性ꎬ还因非下采样滤波器组而具有平移不变性ꎬ可以最大限度地保持每个子带图像内的图像细节ꎬ使这

些子带图像具有更统一的纹理粗糙度ꎮ 一旦通过使用 ＮＳＣＴ 将原始图像转换成多个子带图像来创建多个分

形集合ꎬ每个子带图像的图像超分辨率过程被视为一个基于分形插值的优化问题ꎬ其约束条件为图像粗糙度

不降低ꎮ 其中ꎬ图像粗糙度是基于分形表示中的垂直缩放因子计算得到[４３]ꎮ 为进一步提升粗糙度性能(即
在图像超分辨率过程中粗糙度不降低)ꎬ每个子带图像被进一步分割成粗糙度几乎恒定的不同区域ꎮ 因此ꎬ
分形插值可以自适应地完成局部图像细节的精准恢复ꎬ保证超分辨率过程中的图像整体粗糙度不降低ꎮ 本

文的主要贡献如下:
(１) 提出了一种基于多重分形插值的图像超分辨率解决方法ꎬ该方法解决了现有基于单一分形插值方

法的局限性ꎮ 通过多重分形公式来描述图像ꎬ对于每个子带图像ꎬ构建了特定的分形公式ꎮ
(２) 为了创建一个稳定的分形集合ꎬ使图像纹理特性的粗糙度更为统一ꎬ使用 ＮＳＣＴ 将单一图像转换为

多个具有统一粗糙度子带图像ꎬ每个子带图像被视为一个稳定的分形集合ꎬ并为每个典型的子带图像设置了

更适合的参数ꎮ

１　 相关工作

本章主要对 ＮＳＣＴ、分形函数和分形维度的基础知识进行介绍ꎮ 本文中ꎬ图像被视为一个多重分形集

合ꎬ为了获得一个单一的统一分形集合ꎬ应用 ＮＳＣＴ 来获取不同的子带图像ꎮ 在图像超分辨率过程中ꎬ分形

插值用于估计未知像素的值ꎬ分形维度与垂直缩放因子高度相关ꎬ这对分形函数有很大影响ꎮ
１.１　 非下采样轮廓波变换

ＮＳＣＴ 由轮廓波变换(ｃｏｎｔｏｕｒｌｅｔ ｔｒａｎｓｆｏｒｍꎬ ＣＴ)发展而来ꎬ具有平移不变性、多分辨率及各向异性特性ꎮ
ＮＳＣＴ 的主要组成部分为非下采样金字塔结构(ｎｏｎ￣ｓｕｂｓａｍｐｌｅｄ ｐｙｒａｍｉｄꎬ ＮＳＰ)与非下采样方向滤波器组

(ｎｏｎ￣ｓｕｂｓａｍｐｌｅｄ ｄｉｒｅｃｔｉｏｎａｌ ｆｉｌｔｅｒ ｂａｎｋꎬ ＮＳＤＦＢ)ꎮ 其中ꎬＮＳＤＦＢ 负责实现多方向分解ꎬ而 ＮＳＰ 则完成多尺

度分解ꎮ ＮＳＣＴ 的工作原理如图 １ 所示ꎬＮＳＰ 将输入图像分解为不同的带通图像ꎬ然后ꎬ分解得到的低频分

量可以按照上述方式进一步分解ꎬ而高频分量则由 ＮＳＤＦＢ 分解为多个方向性子带ꎮ

图 １　 非下采样轮廓波变换示意图
Ｆｉｇ.１　 Ｉｌｌｕｓｔｒａｔｉｏｎ ｏｆ ｎｏｎ￣ｓｕｂｓａｍｐｌｅｄ ｃｏｎｔｏｕｒｌｅｔ ｔｒａｎｓｆｏｒｍ

　 　 ＮＳＰ 是一个非采样滤波器组ꎬ将图像分解为不同的带通图像ꎮ 经过该分解过程后ꎬ可得到 １ 个低频图

像和若干个高频图像ꎮ ＮＳＰ 对图像进行分解时不涉及下采样过程ꎬ减少了采样失真ꎬ并且获得了平移不变

性ꎮ 作为 ＮＳＣＴ 的多尺度分析模块ꎬＮＳＰ 具有平移不变性的滤波结构ꎬ当图像被 ｌ 级分解后ꎬ获得 ｌ＋１ 个带

通图像ꎬ子带图像的大小与原输入图像一致ꎮ
非下采样方向滤波器(ｎｏｎ￣ｓｕｂｓａｍｐｌｅｄ ｄｉｒｅｃｔｉｏｎａｌ ｆｉｌｔｅｒꎬ ＮＳＤＦ)的原理:首先利用扇形滤波器组和象限

滤波器组将图像分解为 ４ 个子带ꎻ其次ꎬ应用平行滤波器组在不同方向上对子带迭代处理ꎬ通过 １ 层树结构
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的分解ꎬ信号被有效地划分到子带中ꎮ ＮＳＤＦＢ 同样不包含下采样和上采样过程ꎬ能够减少滤波器中的采样

失真ꎬ获得平移不变性ꎬ且子带图像的大小与原输入图像一致ꎮ 相较于传统变换方法ꎬＮＳＣＴ 通过这一组件

设计保留了更多的图像细节信息ꎮ
１.２　 分形函数与分形维度

主要对分形插值函数( ｆｒａｃｔａｌ ｉｎｔｅｒｐｏｌａｔｉｏｎ ｆｕｎｃｔｉｏｎꎬ ＦＩＦ)进行介绍ꎮ
设 Ω＝[ａꎬｂ]×[ｃꎬｄ]为平面区域ꎬΔ ＝ {(ｘｉꎬｙｊꎬｚｉꎬｊ):ｉ ＝ １ꎬ２ꎬ􀆺ꎬＮꎻ ｊ ＝ １ꎬ２ꎬ􀆺ꎬＭ}是插值数据点的集合ꎮ

设 ϕｉ(ｘ)是收缩同胚:Ｉ→Ｉｉꎬ则
ϕｉ(ｘ１)＝ ｘｉꎬ　 ϕｉ(ｘＮ)＝ ｘｉ＋１ꎬ　 ｜ϕｉ(ｃ１)－ϕｉ(ｃ２) ｜≤λ ｜ ｃ１－ｃ２ ｜ ꎬ　 ∀ｃ１ꎬｃ２∈Ｉꎬ (１)
φｊ(ｙ１)＝ ｙｊꎬ　 φｊ(ｙＭ)＝ ｙｊ＋１ꎬ　 ｜φｊ(ｄ１)－φｊ(ｄ２) ｜≤μ ｜ ｄ１－ｄ２ ｜ ꎬ　 ∀ｄ１ꎬｄ２∈Ｊꎬ (２)

其中ꎬλ 和 μ 分别表示水平方向和垂直方向映射的收缩因子ꎮ 当 ０<λ<１ 时ꎬ设 φｊ(ｙ)为收缩同胚:Ｊ→Ｊｊ 而 μ
的取值范围则限定在[０ꎬ１]ꎮ 迭代函数系统( ｉｔｅｒａｔｅｄ ｆｕｎｃｔｉｏｎ ｓｙｓｔｅｍｓꎬ ＩＦＳ)表达式如下:

ϕｉ(ｘ)＝ ａｉｘ＋ｂｉꎬ
φｊ(ｙ)＝ ｃｊｙ＋ｄｊꎬ
Ｆ ｉꎬｊ(ｘꎬｙꎬｚ)＝ ｓｉꎬｊｚ＋ｑｉꎬｊ(ｘꎬｙ)ꎬ

ì

î

í

ï
ï

ïï

(３)

其中ꎬ

ａｉ ＝
ｘｉ＋１－ｘｉ

ｘＮ－ｘ１
ꎬ　 ｂｉ ＝

ｘＮｘｊ－ｘ１ｘｉ＋１

ｘＮ－ｘ１
ꎬ　 ｃｊ ＝

ｙｊ＋１－ｙｊ

ｙＭ－ｙ１
ꎬ　 ｄｉ ＝

ｙＭｙｊ－ｙ１ｙｊ＋１

ｙＭ－ｙ１
ꎬ

ｓｉꎬｊ为垂直比例因子ꎬｑｉꎬｊ(ｘꎬｙ)为连续函数ꎮ
分形理论通常是将图像定义为一个“粗糙或碎片化”的几何形状ꎬ这类形状可以分割成几个部分ꎬ且每

一部分(至少大致上)与原始形状相似[４４]ꎬ即分形具有自相似属性ꎮ 在分形理论体系中ꎬ最关键的概念是分

形维度ꎮ 分形维度(技术上称为豪斯多夫维度)反映了复杂对象所占据空间的有效性ꎬ是衡量其不规则程度

的关键指标ꎮ 对于图像而言ꎬ由于图像纹理细节与图像粗糙度密切相关ꎬ分形维度可作为描述图像纹理细节

的有效参数ꎻ同时ꎬ图像纹理细节由其高频成分组成ꎬ因此ꎬ分形维度被应用于图像中的高频细节定量测量ꎮ
设 Ｆ 是 Ｒｎ 的子集ꎬｓ 是一个非负数ꎬ对于 δ>０ꎬ定义

Ｈ Ｓ
δ(Ｆ):＝ ｉｎｆ {∑

∞

ｉ ＝１
｜Ｕｉ ｜ Ｓ:{Ｕｉ 为集合 Ｆ 的 δ￣覆盖} } ꎬ (４)

对于 ０≤ｓ<ｔ<∞ ꎬ有 Ｈ Ｓ(Ｆ)<∞⇒Ｈ ｔ(Ｆ)＝ ０ꎬ Ｈ ｔ(Ｆ)>０⇒Ｈ Ｓ(Ｆ)＝ ∞ ꎮ
Ｈａｕｓｄｏｒｆｆ 维数的定义如下:

ｄｉｍＨ(Ｆ):＝ ｉｎｆ{ｓ≥０:Ｈ Ｓ(Ｆ)＝ ０} ＝ ｓｕｐ{ｓ:Ｈ Ｓ(Ｆ)＝ ∞ }ꎬ (５)
这里的 Ｓ 表示 Ｈａｕｓｄｏｒｆｆ 测度中的维数参数ꎬ用于刻画集合在不同尺度下的几何复杂度ꎮ 随着 ｓ 的变化ꎬ
Ｈａｕｓｄｏｒｆｆ 测度 Ｈ Ｓ(Ｆ)会在无穷大与零之间发生跃迁ꎬ而使 Ｈ Ｓ(Ｆ)由无穷变为零的临界值即定义为集合 Ｆ
的 Ｈａｕｓｄｏｒｆｆ 维数ꎮ

然而ꎬ对于许多分形来说ꎬ豪斯多夫维度很难计算ꎬ因此ꎬ许多等价或相似的定义被提出ꎬ最常用的是盒

子计数维度法[４５]ꎮ 假设一个集合 Ｓ 被边长为 ε 的盒子覆盖ꎬ盒子的数量为 Ｎ(ε)ꎬ其中 Ｓ 表示被盒子覆盖的

子带图像样本空间ꎮ 盒子计数维度

ｄｉｍｂｏｘ(Ｓ)＝ ｌｉｍ
ε→０

ｌｏｇ Ｎ(ε)
ｌｏｇ(１ / ε)

ꎮ (６)

２　 基于多重分形优化的图像超分辨率重建算法

本章主要对所提出的基于多重分形的图像超分辨率方法进行介绍ꎬ该方法应用于 ＮＳＣＴ 域ꎮ 首先ꎬ将整

个图像分解为不同的带通图像ꎮ 对于每个图像ꎬ使用由局部分形维度和低分辨率图像的分形维度构成的粗

糙度描述符ꎬ将像素划分为不同的类别ꎮ 其次ꎬ为每个分解的带通图像选取一个适配为了恢复更多的高频信

息ꎬ应该增加高频子带中的粗糙度ꎬ的分形插值函数ꎮ 对于低频图像ꎬ保持图像粗糙度的不变ꎻ对于高频图

像ꎬ则依据图像特征增加图像粗糙度ꎮ 因为图像粗糙度与高频细节高度相关ꎬ增强高频子带的粗糙度可恢复
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更多高频信息ꎮꎮ 与现有仅采用单一分形插值的方法不同ꎬ本研究构建了一个多重分形函数———该函数是多

个分形插值的组合而成ꎬ各分形具有不同的粗糙度等级ꎬ能够适配不同的图像特征ꎬ并能够在图像粗糙度约

束条件下进行优化ꎮ 最后ꎬ利用逆 ＮＳＣＴ 生成高分辨率图像ꎮ
２.１　 基于 ＮＳＣＴ 分解图像

与传统金字塔或小波分解方法相比ꎬＮＳＣＴ 在不同尺度和方向上对图像纹理与边缘的描述更加稳定ꎬ使
得分解后的各子带图像在纹理粗糙度和结构特性上表现出更高的一致性ꎮ 在本文中ꎬ整幅图像被视为一个

由多个分形子集构成的多重分形系统ꎬ鉴于不同频率成分和结构特征具有显著差异ꎬ本文采用非下采样金字

塔结构滤波器组(ＮＳＰ ｆｉｌｔｅｒ ｂａｎｋꎬ ＮＳＰＦＢ)对原始图像进行多子带分解ꎬ以避免在同一分形模型中混合不一

致的频率信息ꎮ 具体而言ꎬ图像先通过 ＮＳＰＦＢ 实现多尺度分解ꎬ得到不同频率层级的子带图像ꎻ随后ꎬ各尺

度下的高频子带进一步作为 ＮＳＤＦＢ 的输入ꎬ从而获得具有方向信息的带通子带ꎬ整体分解流程如图 ２ 所示ꎮ

图 ２　 ＮＳＣＴ 分解过程
Ｆｉｇ.２　 ＮＳＣＴ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｐｒｏｃｅｓｓ

　 　 如图 ３ 所示ꎬ输入图像在第一级分解后被划分为低频子带和高频子带ꎬ其中低频子带继续作为输入进入

下一层 ＮＳＰ 分解ꎬ而高频子带则保留其对应尺度下的细节信息ꎮ 且随着分解层级的增加ꎬ低频子带逐步聚

合图像的整体结构信息ꎬ而高频子带则集中反映边缘、纹理以及局部不规则变化ꎮ 第三级分解后ꎬ图像被表

示为一个低频子带(ｙ０)和多个不同尺度、不同频率特性的高频子带(ｙ１ꎬｙ２ꎬｙ３)ꎬ这些子带在空间尺寸上保持

一致ꎬ但在频率内容和纹理复杂度上存在明显差异ꎮ 传统分形超分方法通常将整幅图像视为单一分形集合ꎬ
并在统一的分形参数约束下进行插值重建ꎮ 然而ꎬ在实际图像中ꎬ不同频率成分对应的结构复杂度和粗糙度

水平存在显著差异ꎬ单一分形模型难以同时兼顾平滑区域与纹理丰富区域ꎮ 通过 ＮＳＣＴ 分解ꎬ本文将原始图

像映射到多个频率子带ꎬ使每个子带内的图像纹理特征在统计意义上更加集中ꎬ从而更符合分形插值所需的

自相似性假设ꎮ

图 ３　 第 ３ 层次分解中的 ＮＳＰ
Ｆｉｇ.３　 ＮＳＰ ｉｎ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ａｔ ｌｅｖｅｌ ３
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２.２　 单个图像像素分类

如上所述ꎬ通过 ＮＳＣＴ 得到低频图像和高频图像ꎮ 然而ꎬ子带图像仍然包含平滑区域和纹理丰富的区

域ꎮ 为了选择一个合适的分形插值函数ꎬ需先将像素分类到不同的类别中ꎮ 各个像素对图像的粗糙度贡献

存在差异ꎬ而分形维度是衡量图像的粗糙度的有效指标ꎬ因此本研究为每个像素构建了一个基于分形维度的

分形特征ꎮ 为更全面地刻画像素特性ꎬ本文同时引入全局与局部信息ꎬ并据此构建分形特征量ꎬ定义为粗糙

度描述子( ｒｏｕｇｈｎｅｓｓ ｄｅｓｃｒｉｐｔｏｒꎬ ＲＤ)ꎬ其公式如下:

ＲＤ＝
ＲＤｇ＋２∗ＲＤｔ

３
ꎬ (７)

其中ꎬＲＤｇ 表示输入低分辨率图像的全局分形维度ꎻ而运算符∗表示归一化加权乘积算子ꎬ用于融合全局分

形维度与局部分形维度的信息ꎬ该算子首先对不同尺度下的分形维度进行归一化处理ꎬ以消除数值尺度差

异ꎬ然后通过加权乘积形式ꎬ刻画局部粗糙度与整体纹理复杂度之间的耦合关系ꎮ 需要说明的是ꎬ该算子不

直接参与 ＩＦＳ 的仿射映射计算ꎬ而是作为粗糙度判别机制ꎬ用于像素分类及垂直缩放因子的自适应调节ꎮ
ＲＤｔ 表示基于 ３×３ 邻域计算的局部分形维度ꎬ定义为

ＲＤｔ ＝ １
９
∗(ＬＦＤ( ｉ－２ꎬｊ－２) ＋ＬＦＤ( ｉ－２ꎬｊ－１) ＋ＬＦＤ( ｉ－２ꎬｊ) ＋ＬＦＤ( ｉ－１ꎬｊ－２) 　

　 ＋ＬＦＤ( ｉ－１ꎬｊ－１) ＋ＬＦＤ( ｉ－１ꎬｊ) ＋ＬＦＤ( ｉꎬｊ－２) ＋ＬＦＤ( ｉꎬｊ－１) ＋ＬＦＤ( ｉꎬｊ))ꎬ (８)
其中ꎬ２<ｉꎬ ｊ<Ｎꎬ ＬＦＤ 表示以当前像素为中心、窗口大小为 ３×３ 的局部分形维度ꎬ用于刻画像素邻域内的局

部几何粗糙度特征ꎮ 通过盒计数法[４６]可以分别计算整幅图像的全局分形维度(ＦＤ)以及对应像素邻域的局

部分形维度(ＬＦＤ)ꎮ 与全局分形维度侧重描述图像整体纹理复杂度不同ꎬＬＦＤ 反映了局部区域内灰度变化

的剧烈程度及其空间不规则性ꎮ 在像素级分析中ꎬＬＦＤ 被用于衡量不同像素邻域的局部粗糙度的差异ꎮ 具

体而言ꎬ当某一像素邻域内存在明显边缘、纹理或高频结构时ꎬ其对应的 ＬＦＤ 值通常较大ꎻ而在平滑或低频

区域ꎬＬＦＤ 值相对较小ꎮ 基于这一特性ꎬ可以根据 ＬＦＤ 的数值范围将像素划分为粗糙区域与平滑区域ꎬ从而

实现对不同结构类型像素的区分ꎮ
然而ꎬ仅依赖 ＬＦＤ 进行像素分类容易受到局部噪声或异常纹理的影响ꎬ可能导致对局部结构的误判ꎮ

为此ꎬ本文进一步引入全局分形维度 ＦＤꎬ与 ＬＦＤ 共同构成粗糙度描述符 ＲＤꎮ ＦＤ 提供了对整幅图像纹理复

杂度的全局约束ꎬ而 ＬＦＤ 则刻画局部区域的细节变化ꎬ两者的结合使 ＲＤ 在像素级分类过程中同时兼顾局

部结构特征与整体纹理分布ꎮ 目前ꎬ每个像素对图像粗糙度的贡献已经被量化ꎬ与仅使用分形维度值相比ꎬ
ＲＤ 能够在保持全局一致性的前提下ꎬ准确反映不同像素对图像粗糙度的相对贡献ꎬ因此ꎬ粗糙度描述符比

仅使用 ＬＦＤ 的描述符更为精确ꎮ
２.３　 不同子带图像的自适应分形插值

对于现有的基于分形的超分辨率方法ꎬ图像通常被视为一个单一的分形集ꎮ 然而ꎬ自相似性在不同区域

是不同的ꎮ 与之前的分形插值不同ꎬꎬ本研究构建了一个多重分形公式来重建图像[４７]ꎮ
受到 Ｂａｒｎｓｌｅｙ[４８]关于一元分形插值的启发ꎬ本研究将二元有理分形插值函数视为有理函数 Ｐ ｉꎬｊ(ｘꎬｙ)的

“扰动”ꎮ 方程 ＩＦＳ 可以修改如下:
ｑｉꎬｊ(ｘꎬｙ)＝ Ｐ ｉꎬｊ(ϕｉ(ｘ)ꎬφｊ(ｙ))－ｓｉꎬｊＢ ｉꎬｊ(ｘꎬｙ)ꎮ (９)

其中:ϕｉ(ｘ)是 ｘ 方向上的压缩函数ꎬφｉ(ｘ)是 ｙ 方向上的压缩函数ꎬ ｓｉꎬｊ表示垂直比例因子ꎻＦ 为插值函数ꎬ用
于计算插值点的值ꎻＰ ｉꎬｊ(ϕｉ(ｘ)ꎬφｊ(ｙ))和 Ｂ ｉꎬｊ(ｘꎬｙ)是有理函数ꎮ 详情请参考文献[５１]ꎮ

定义

Ａ＝

ω０ꎬ０(θꎬαｉꎬｊ)

ω０ꎬ１(θꎬαｉꎬｊ)

ω１ꎬ０(θꎬαｉꎬｊ)

ω１ꎬ１(θꎬαｉꎬｊ)

æ

è

ç
ç
ç
ç
ç

ö

ø

÷
÷
÷
÷
÷

Ｔ

ꎬ　 Ｂ＝

ω０ꎬ０(ηꎬβｉꎬｊ)

ω０ꎬ１(ηꎬβｉꎬｊ)

ω１ꎬ０(ηꎬβｉꎬｊ)

ω１ꎬ１(ηꎬβｉꎬｊ)

æ

è

ç
ç
ç
ç
ç

ö

ø

÷
÷
÷
÷
÷

ꎬ (１０)



　 １０２　　 山　 东　 大　 学　 学　 报　 (理　 学　 版) 第 ６１ 卷　

Ｆ＝

ｆｉꎬｊ－ｓｉꎬｊ ｆ１ꎬ１ 　 　 　 　 ｆｉꎬｊ＋１－ｓｉꎬｊ ｆ１ꎬＭ 　 　 　 　 ｌｊｄｉꎬｊ－ｓｉꎬｊＬＭｄ１ꎬ１ 　 　 ｌｊｄｉꎬｊ＋１－ｓｉꎬｊＬＭｄ１ꎬＭ

ｆｉ＋１ꎬｊ－ｓｉꎬｊ ｆＮꎬ１ ｆｉ＋１ꎬｊ＋１－ｓｉꎬｊ ｆＮꎬＭ ｌｊｄｉ＋１ꎬｊ－ｓｉꎬｊＬＭｄＮꎬ１ ｌｊｄｉ＋１ꎬｊ＋１－ｓｉꎬｊＬＭｄＮꎬＭ

ｈｉｄ∗
ｉꎬｊ－ｓｉꎬｊＨＮｄ∗

１ꎬ１ ｈｉｄ∗
ｉꎬｊ＋１－ｓｉꎬｊＨＮｄ∗

１ꎬＭ 　 　 　 ０ 　 　 　 ０

ｈｉｄ∗
ｉ＋１ꎬｊ－ｓｉꎬｊＨＮｄ∗

Ｎꎬ１ ｈｉｄ∗
ｉ＋１ꎬｊ＋１－ｓｉꎬｊＨＮｄ∗

ＮꎬＭ 　 　 　 ０ 　 　 　 ０

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

ꎬ (１１)

其中ꎬＨＮ ＝ ｘＮ－ｘ１ꎬ ＬＭ ＝ ｙＭ－ｙ１ꎬ θ＝(ｘ－ｘ１ / (ｘＮ－ｘ１))ꎬ η＝(ｙ－ｙ１ / (ｙＮ－ｙ１))ꎮ α、 β 是有理分形插值函数的形状

参数ꎬ用于调节插值曲面的局部弯曲程度ꎬ取值范围限定在[０ꎬ１]ꎮ ω 表示垂直缩放因子ꎬ其取值范围限定

在(－１ꎬ１)ꎬ以保证 ＩＦＳ 的收敛性ꎮ ｆｉꎬｊ表示已知像素值ꎬｓｉ.ｊ是垂直比例因子ꎬｄ∗
ｉꎬｊ和 ｄｉꎬｊ分别是结点(ｘｉꎬｙｉ)处 ｘ

方向和 ｙ 方向的偏导数值ꎮ
公式(３)的矩阵形式如下:

ϕｉ(ｘ)＝ ａｉｘ＋ｂｉꎬ
φｉ(ｙ)＝ ｃｊｙ＋ｄｊꎬ
Ｆ ｉꎬｊ(ｘꎬｙꎬｚ)＝ ｓｉꎬｊｚ＋ＡＦＢꎮ

ì

î

í

ï
ï

ïï

(１２)

多重分形公式可表示为

ＭＦ( ｉꎬｊ)＝ {ＺꎻｐＦ ｉꎬｊ(ｘꎬｙꎬｚ)ꎬｐ∗Ｆ∗
ｉꎬｊ(ｘꎬｙꎬｚ)}ꎬ (１３)

其中ꎬＦ ｉꎬｊ(ｘꎬｙꎬｚ)和 Ｆ∗
ｉꎬｊ(ｘꎬｙꎬｚ)是不同的分形函数ꎬ ｐ 和 ｐ∗表示概率ꎬｐ＋ｐ∗ ＝ １ꎮ

为了解决单一分形公式的局限性ꎬ本文提出了多重分形解决方法ꎬ并验证该方法相较于单一分形[５０￣５２]

具有更优的性能ꎮ 每个分形表示是在不同的分形集上工作ꎮ 根据图像特征ꎬ分别选择 Ｆ ｉꎬｊ(ｘꎬｙꎬｚ)和 Ｆ∗
ｉꎬｊ(ｘꎬ

ｙꎬｚ)表示不同的粗糙度ꎮ 对于超分辨率问题的表述如下:

ϕｉ(ｘｉ)＝
ｘｉ＋１－ｘｉ

ｘＮ－ｘ１
∗ｘｉ＋

ｘＮｘｉ－ｘ１ｘｉ＋１

ｘＮ－ｘ１

φｊ(ｙｊ)＝
ｙｊ＋１－ｙｊ

ｙＭ－ｙ１
∗ｙｊ＋

ｙＮｙｊ－ｙ１ｙｊ＋１

ｙＭ－ｙ１

Ｉｉꎬｊ(ｘｉꎬｙ ｊ)＝ ＭＦ( ｉꎬｊ)

ì

î

í

ï
ï
ïï

ï
ï
ï

ꎬ (１４)

其中ꎬ(ｘꎬｙ)为 ＬＲ 图像中像素的位置ꎬ Ｉ( ｘꎬｙ)为 ＬＲ 图像中的像素值ꎬ( ｘｉꎬｙ ｊ)为对应 ＨＲ 图像的位置ꎬ
ＭＦ( ｉꎬｊ)＝ Ｉｉꎬｊ(ｘｉꎬｙ ｊ)表示对应 ＨＲ 图像的像素值ꎮ 超分辨率过程如图 ４ 所示ꎬ较大的球表示低分辨率图像中

的已知像素ꎬ较小的球表示高分辨率图像中的估计像素ꎮ 例如ꎬ未知像素( ｉ′－ ２ꎬ ｊ′－ １) 是通过已知的

( ｉ′－２ꎬ ｊ′－２)ꎬ( ｉ′－２ꎬ ｊ′)ꎬ( ｉ′－２ꎬ ｊ′＋２)ꎬ( ｉ′ꎬ ｊ′－２)ꎬ( ｉ′ꎬ ｊ′)ꎬ( ｉ′＋２ꎬ ｊ′－２)ꎬ( ｉ′＋２ꎬ ｊ′＋２)经式(１２)计算像素

值所得ꎮ

图 ４　 超分辨率过程中利用分形插值计算像素值
Ｆｉｇ.４　 Ｐｉｘｅｌ ｖａｌｕｅ ｃａｌｃｕｌａｔｉｏｎ ｖｉａ ｆｒａｃｔａｌ ｉｎｔｅｒｐｏｌａｔｉｏｎ ｉｎ ＳＲ ｐｒｏｃｅｓｓ

　 　 对于低频图像ꎬ平滑区域和纹理丰富的区域仍然存在ꎮ 本研究保持平滑区域的粗糙度不降低ꎬ由于高频

损失与纹理丰富区域高度相关ꎬ纹理丰富的区域的图像粗糙度必须增加ꎮ 对于高频图像ꎬ使用 Ｆ ｉꎬｊ(ｘꎬｙꎬｚ)作
为分形插值ꎬ公式如下:
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ϕｉ(ｘｉ)＝
ｘｉ＋１－ｘｉ

ｘＮ－ｘ１
∗ｘｉ＋

ｘＮｘｉ－ｘ１ｘｉ＋１

ｘＮ－ｘ１
ꎬ

φｊ(ｙｊ)＝
ｙｊ＋１－ｙｊ

ｙＭ－ｙ１
∗ｙｊ＋

ｙＮｙｊ－ｙ１ｙｊ＋１

ｙＭ－ｙ１
ꎬ

Ｉｉꎬｊ(ｘｉꎬｙ ｊ)＝ ｓｉꎬｊｚ＋ＡＦＢꎬ

ì

î

í

ï
ï
ïï

ï
ï
ï

(１５)

其中ꎬωｒꎬｓ是基函数ꎬ

ω０ꎬ０(θꎬαꎬβꎬγ)＝
(１－θ) ２(α＋θγ)

(１－θ) ２α＋θ(１－θ)γ＋θ２β
ꎬ

ω０ꎬ１(θꎬαꎬβꎬγ)＝
θ２((１－θ)γ＋β)

(１－θ) ２α＋θ(１－θ)γ＋θ２β
ꎬ

ω１ꎬ０(θꎬαꎬβꎬγ)＝
θ(１－θ) ２α

(１－θ) ２α＋θ(１－θ)γ＋θ２β
ꎬ

ω１ꎬ１(θꎬαꎬβꎬγ)＝
θ２(１－θ)β

(１－θ) ２α＋θ(１－θ)γ＋θ２β
ꎮ

ì

î

í

ï
ï
ï
ï
ïï

ï
ï
ï
ï
ïï

(１６)

对于低频图像ꎬ仍然存在平滑区和纹理丰富区ꎮ 对于光滑区域的低频子带中的给定像素点ꎬ式(１５)是
一个有理插值函数ꎬ因为垂直比例因子的值等于 ０ꎮ

对于高频子带纹理丰富区域中的给定像素ꎬ公式 Ｆ∗
ｉꎬｊ(ｘꎬｙꎬｚ)是分形插值函数ꎮ 目前ꎬ只有一个参数即垂

直缩放因子尚未确定ꎬ在接下来的部分ꎬ将优化垂直缩放因子ꎮ
对于高频图像ꎬ本文使用 Ｆ∗

ｉꎬｊ(ｘꎬｙꎬｚ)作为分形插值ꎬ表达式如下:

ϕｉ(ｘｉ)＝
ｘｉ＋１－ｘｉ

ｘＮ－ｘ１
∗ｘｉ＋

ｘＮｘｉ－ｘ１ｘｉ＋１

ｘＮ－ｘ１
ꎬ

φｊ(ｙｊ)＝
ｙｊ＋１－ｙｊ

ｙＭ－ｙ１
∗ｙｊ＋

ｙＮｙｊ－ｙ１ｙｊ＋１

ｙＭ－ｙ１

Ｉｉꎬｊ(ｘｉꎬｙｊ)＝ ｓｉꎬｊｚ＋Ａ∗Ｆ∗Ｂ∗ꎬ

ì

î

í

ï
ï
ïï

ï
ï
ï

(１７)

Ａ∗ ＝

ω∗
０ꎬ０(θꎬα)

ω∗
０ꎬ１(θꎬα)

ω∗
１ꎬ０(θꎬα)

ω∗
１ꎬ１(θꎬα)

æ

è

ç
ç
ç
ç
ç

ö

ø

÷
÷
÷
÷
÷

Ｔ

ꎬ　 Ｂ∗ ＝

ω∗
０ꎬ０(ηꎬβ)

ω∗
０ꎬ１(ηꎬβ)

ω∗
１ꎬ０(ηꎬβ)

ω∗
１ꎬ１(ηꎬβ)

æ

è

ç
ç
ç
ç
ç

ö

ø

÷
÷
÷
÷
÷

ꎬ (１８)

其中ꎬω∗
ｒꎬｓ是基函数ꎬ

ω∗
０ꎬ０(θꎬαꎬβ)＝

(１－θ) ２(１－θ＋θα)
(１－θ) ３＋θ(１－θ) ２α＋θ２(１－θ)β＋θ３ꎬ

ω∗
０ꎬ１(θꎬαꎬβ)＝

θ２(θ＋(１－θ)β)
(１－θ) ３＋θ(１－θ) ２α＋θ２(１－θ)β＋θ３ꎬ

ω∗
１ꎬ０(θꎬαꎬβ)＝

θ(１－θ) ２

(１－θ) ３＋θ(１－θ) ２α＋θ２(１－θ)β＋θ３ꎬ

ω∗
１ꎬ１(θꎬαꎬβ)＝

－θ２(１－θ)
(１－θ) ３＋θ(１－θ) ２α＋θ２(１－θ)β＋θ３ꎮ

ì

î

í

ï
ï
ï
ï
ïï

ï
ï
ï
ï
ïï

(１９)

对于高频子带纹理丰富区域的给定像素ꎬ公式(１７)为分形插值函数ꎮ 对于光滑区域高频子带中的给定

像素ꎬ由于垂直缩放因子的值为 ０ꎬ因此公式(１７)为有理插值函数ꎮ 到目前为止ꎬ只有一个名为垂直缩放因

子的参数未确定ꎮ 在下一节中ꎬ将优化垂直缩放因子ꎮ
２.４　 优化垂直缩放因子以增加图像粗糙度

本研究中ꎬ多重分形公式是为多子带图像超分辨率而构建的ꎮ 图像粗糙度由分形维度来衡量ꎬ并且图像

粗糙度与高频信息细节紧密相关ꎬ高频细节的损失会导致纹理混乱和边缘模糊ꎬ因此ꎬ图像超分辨率问题被
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转化为一个优化问题ꎬ通过优化过程增加分形维度ꎮ 在分形理论中ꎬ垂直缩放因子用于计算分形维度ꎬ垂直

缩放因子 ｓｉꎬｊ和分形维度(ＦＤ)满足以下公式:

ＦＤ＝ ２＋
ｌｏｇ∑

Ｍ

ｉ ＝１
∑
Ｍ

ｊ ＝１
ｓｉꎬｊ

ｌｏｇ Ｍ
ꎬ (２０)

其中ꎬｓｉꎬｊ表示垂直缩放因子ꎬＭ 代表图像块的数量ꎮ 根据式(２０)ꎬ图像超分辨率问题转化为获取一个合适的

垂直缩放因子的问题ꎬ一旦分形维度被确定ꎬ就可以通过式(２０)估计垂直缩放因子ꎮ 由于不同子带中的高

频损失是不同的ꎬ因此低频图像和高频图像的约束条件必须不同ꎮ 本研究假设低频图像包含较少的高频信

息ꎬ即图像粗糙度几乎与低分辨率图像相同ꎬ并且在低频图像中约束分形维度不降低ꎮ 对于高频图像ꎬ由于

高频细节的损失主要与纹理丰富区域有关ꎬ因此图像粗糙度应该增加ꎮ 低分辨率图像的 ＬＦＤ 可以通过“盒
计数”方法计算ꎮ ＬＦＤＨＲ的值初始化为拓扑维度(曲面的拓扑维度等于 ２)ꎮ 本研究将低分辨率图像和高分

辨率图像的分形维度变化定义为如下算法ꎮ
算法 １　 图像粗糙度优化

输入:低分辨率带通图像ꎮ
输出:高分辨率带通图像ꎮ
①　 将带通图像分割成若干子块ꎮ
②　 计算给定子块的 ＬＦＤＨＲꎮ
③　 通过 ＬＦＤＨＲ－２ 初始化垂直缩放因子ꎮ
④　 通过适当的插值函数估算高分辨率子块ꎮ
⑤　 通过盒计数法计算高分辨率子块的 ＬＦＤＨＲꎮ
⑥　 如果 ａｒｇ ｍｉｎｓｉꎬｊ‖ＬＦＤＨＲ－(１＋εｉ)∗ＬＦＤＬＲ‖≤τꎬ其中 τ＝ ０.０５ꎬ表示 ＨＲ 分形维数已与期望粗糙度一

致ꎬ转到第 ７ 步ꎻ否则ꎬ更新垂直缩放因子 Ｓ＋δ∗(ＬＦＤｔ
ＨＲ－ＬＦＤｔ－１

ＨＲ)ꎬ并转到第 ３ 步ꎮ
⑦　 获得最终结果ꎮ
寻找最优解ꎬ

ａｒｇ ｍｉｎ
ｓｉꎬｊ

‖ＬＦＤＨＲ－(１＋εｉ)∗ＬＦＤＬＲ‖ꎬ (２１)

根据式(２１)ꎬ可将式(２２)写成

ａｒｇ ｍｉｎ
ｓｉꎬｊ

ｌｏｇ∑
Ｍ

ｉ ＝１
∑
Ｍ

ｊ ＝１
ｓｉꎬｊ

ｌｏｇ Ｍ
－(１＋ εｉ)∗ＬＦＤＬＲ

ꎬ (２２)

垂直缩放因子 ｓｉꎬｊ更新为

ｓｔ＋１ｉꎬｊ ＝ ｓｔｉꎬｊ＋δ∗(ＬＦＤｔ
ＨＲ－ＬＦＤｔ－１

ＨＲ)ꎬ (２３)
其中ꎬδ 是权重系数ꎬ设 δ＝ ０.６ꎮ 算法 １ 总结了优化过程的细节ꎮ 经过反复实验ꎬ本研究设置低频子带 ε０ ＝
０.０５ꎬ在高频子带(ｙ１ꎬｙ２ꎬｙ３)中ꎬ设置 ε１ ＝ ０.１０ꎬ ε２ ＝ ０.１５ꎬ ε３ ＝ ０.２０ꎮ

３　 实验结果与分析

在这一部分中ꎬ通过将本文算法与 ＡＮＲ[５１]、ＳｅｌｆｅｘＳＲ[２９]、ＳＲＣＮＮ[５２]、ＭｓＬａｐＳＲＮ[５３]、Ｘｕ̓ｓ[３３]、Ｙａｏ̓ｓ [４２]、
ＺＳＳＲ[５４]、Ｗａｎｇ̓ｓ[３５]等先进方法比较ꎬ从定量和定性两个方面评估本文方法的性能优势ꎮ 且将提出的方法与

现有的方法在不同的图像数据集上进行比较ꎬ包括 Ｓｅｔ５[５５]、Ｓｅｔ１４[５５]、Ｔｅｘｔｕｒｅ２０、Ｔｅｘｔｕｒｅ１７、Ｋｏｄａｋ[５６] 及

Ｕｒｂａｎ１００[２９]ꎮ Ｓｅｔ５ 和 Ｓｅｔ１４ 分别由 ５ 幅和 １４ 幅自然图像组成ꎮ Ｔｅｘｔｕｒｅ２０ 和 Ｔｅｘｔｕｒｅ１７ 由纹理丰富的图像

组成ꎮ Ｋｏｄａｋ 包含 ２４ 幅自然图像ꎮ Ｕｒｂａｎ１００ 由 １００ 张图像组成ꎬ用于上采样评估ꎮ
３.１　 定量对比分析

在不同公开数据集上的实验结果表明ꎬ所提出的方法在多种评价指标下均表现出较为稳定的优势ꎮ 本

文采用峰值信噪比(ｐｅａｋ ｓｉｇｎａｌ￣ｔｏ￣ｎｏｉｓｅ ｒａｔｉｏꎬ ＰＳＮＲ)、结构相似性指数( ｓｔｒｕｃｔｕｒａｌ ｓｉｍｉｌａｒｉｔｙ ｉｎｄｅｘꎬ ＳＳＩＭ)和
特征相似性指数( ｆｅａｔｕｒｅ ｓｉｍｉｌａｒｉｔｙ ｉｎｄｅｘꎬ ＦＳＩＭ)３ 项指标对图像的重建质量进行定量评估ꎬ其结果汇总于表
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１ꎮ 实验结果显示ꎬ在以自然图像为主的 Ｓｅｔ５、Ｓｅｔ１４ 以及 Ｋｏｄａｋ 等数据集上ꎬ本文方法在 ３ 项评价指标上整

体优于对比方法ꎬ尤其在 ＰＳＮＲ 指标上表现更为突出ꎮ 这一结果表明ꎬ本文方法在结构信息保持方面具有更

强的建模能力ꎮ 当实验拓展至纹理特征更加复杂的 Ｔｅｘｔｕｒｅ１７、Ｔｅｘｔｕｒｅ２０、Ｕｒｂａｎ１００ 数据集时ꎬ３ 项指标仍然

保持领先ꎮ 与 Ｘｕ̓ｓ、Ｙａｏ̓ｓ 等典型分形超分方法相比ꎬ本文方法在 ＳＳＩＭ 和 ＦＳＩＭ 上呈现出更稳定的提升趋

势ꎬ引证其在纹理一致性和特征结构相似性方面具有更好的适应性ꎮ 尤其是在 Ｕｒｂａｎ１００ 数据集上ꎬ随着上

采样因子的增大ꎬ部分对比方法的性能出现明显衰减ꎬ而本文方法的各项指标变化相对平缓ꎬ显示出较强的

尺度鲁棒性ꎮ
从整体实验结果分析ꎬ上采样因子的改变并未削弱本文方法的性能优势ꎮ 无论是在中等放大倍率还是

较大放大倍率条件下ꎬＰＳＮＲ、ＳＳＩＭ 和 ＦＳＩＭ 均保持协同提升的关系ꎬ这在一定程度上体现了多重分形建模

的稳定性ꎮ 结合实验现象可以发现ꎬ本文方法并非单纯追求某一指标的提升ꎬ而是在结构相似性与感知质量

之间实现了较为合理的平衡ꎬ这一点在纹理丰富区域的重建结果中表现的尤为明显ꎮ 需要指出的是ꎬ所有实

验均在统一的计算环境下完成ꎬ以确保结果的可比性与公平性ꎮ 实验硬件配置为 Ｉｎｔｅｌ ｉ９ 处理器、３２ ＧＢ 内

存以及 ＮＶＩＤＩＡ ＲＴＸ ４０９０ ＧＰＵ(２４ ＧＢ 显存)ꎬ软件环境为 Ｐｙｔｈｏｎ ３.８、ＰｙＴｏｒｃｈ １.１０ 和 ＣＵＤＡ １１.３ꎮ 在该实

验配置下ꎬ本文方法在不同数据集和不同尺度因子下的性能表现均保持良好的一致性ꎮ
表 １　 本文方法与其他方法的定量对比分析

Ｔａｂｌｅ １　 Ｑｕａｎｔｉｔａｔｉｖｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｉｓ ｍｅｔｈｏｄ ａｎｄ ｏｔｈｅｒｓ

　 数据集 倍数 指标 ＡＮＲ ＳｅｌｆＥｘＳＲ ＳＲＣＮＮ ＭｓＬａｐ￣
ＳＲＮＡ Ｘｕ̓ｓ ＺＳＳＲ Ｗａｎｇ̓ｓ Ｙａｏ̓ｓ

本文
方法

Ｓｅｔ５ ２
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

２８.７５０　
０.８７６
０.９０７

２７.４９５　
０.８１１
０.８６５

３０.８６９　
０.８６１
０.８９５

３０.５９５
０.８５６
０.８９３

３０.９９４　
０.９３１
０.９４８

２９.２３２　
０.８３０
０.８７２

２８.１７５
０.９０２
０.９０３

３３.８６３　
０.９２１
０.９３９

３５.６６２　
０.９３５
０.９４９

Ｓｅｔ１４ ２
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

２５.９４９　
０.８４７
０.９１０

２４.５００　
０.７９７
０.８８７

２７.３７３　
０.７９３
０.８８５

２７.５８０　
０.８２６
０.８９８

２６.２９９　
０.８９３
０.９３８

２７.５１２　
０.８２２
０.８９１

２８.３６３　
０.８６８
０.９１２

３１.５１６　
０.９１５
０.９４７

３２.４１７　
０.９３０
０.９６８

ｔｅｘｔｕｒｅ１７ ２
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

１６.６６７　
０.２９１
０.６８３

１８.９１９　
０.４０９
０.７３２

２８.０４３　
０.７３７
０.８５５

２７.８５０　
０.７２９
０.８５１

２７.３５５　
０.８３９
０.９２４

２７.４８１　
０.７２７
０.８５１

２５.７８４　
０.８２５
０.８９２

３１.９４７　
０.８４８
０.９２６

３２.０４７　
０.８５６
０.９４０

ｔｅｘｔｕｒｅ２０ ２
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

１５.５３４　
０.２７５
０.６４４

１７.３２９　
０.３５９
０.６７４

２８.５５１　
０.７７２
０.８６９

２８.２９６
０.７６５
０.８６４

２７.９２９　
０.８７３
０.９３４

２８.３０１
０.７６７
０.８６７

２６.４０９　
０.８５７
０.９０４

３２.４７１
０.８７８
０.９３５

３２.９４５
０.８８９
０.９５２

Ｕｒｂａｎ１００ ２
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

１８.３２７　
０.７３２
０.８５７

２１.９４１　
０.９１３
０.９４７

２５.４０１　
０.９０８
０.９４０

２４.７６１　
０.９１１
０.９４３

２３.９００　
０.９４７
０.９６７

２５.１７６　
０.９１３
０.９４４

２７.８９１　
０.９５９
０.９７０

２９.５１４　
０.９６３
０.９７６

２９.８２３　
０.９７１
０.９８１

Ｋｏｄａｋ ２
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

２２.１４９　
０.６０４
０.８４３

２５.９８０　
０.８６４
０.９３６

２４.８６１　
０.５４８
０.６５６

２８.６５８　
０.８６１
０.９２８

２７.１５５　
０.９３０
０.９５２

２８.９７１　
０.８５３
０.９２６

３０.４０９　
０.９３６
０.９４７

３２.２４６　
０.９４０
０.９６１

３２.３６４　
０.９５１
０.９７７

Ｓｅｔ５ ３
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

２４.６４５　
０.７５９
０.８３５

２３.８１３　
０.６８６
０.７９５

２３.９００　
０.７４０
０.８２７

—
—
—

—
—
—

２６.３２７　
０.７２５
０.８０３

２４.４２７　
０.８５７
０.８７３

３０.４０１　
０.８４５
０.８８２

３１.７４１　
０.８５９
０.９０３

Ｓｅｔ１４ ３
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

２２.６３６　
０.７０６
０.８３２

２４.４２５
０.６２８
０.７９４

２１.４３６　
０.６５２
０.８１２

—
—
—

—
—
—

２４.４２５　
０.６８０
０.８１０

２６.１８７　
０.８３７
０.９０９

２８.０４８　
０.８０６
０.８８３

２８.１９２　
０.８０７
０.８９２

ｔｅｘｔｕｒｅ１７ ３
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

１６.０２６　
０.２５８
０.６７０

１７.０８５　
０.３３０
０.６９２

１８.８９１　
０.３７３
０.５６６

—
—
—

—
—
—

２３.９３５　
０.５４９
０.７６３

２３.７８９　
０.７２５
０.８２４

２７.８８９　
０.７１０
０.８４２

２８.５８２　
０.７２１
０.８５３

ｔｅｘｔｕｒｅ２０ ３
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

１４.９５３　
０.２４９
０.６４０

１５.７３８　
０.３０２
０.６４８

２０.１９７　
０.３９７
０.５９１

—
—
—

—
—
—

２４.２５３　
０.５９１
０.７８２

２４.３０２　
０.７５５
０.８４０

２８.２９２　
０.７３９
０.８５６

２８.４２９　
０.７４２
０.８５７



　 １０６　　 山　 东　 大　 学　 学　 报　 (理　 学　 版) 第 ６１ 卷　

表 １(续)

　 数据集 倍数 指标 ＡＮＲ ＳｅｌｆＥｘＳＲ ＳＲＣＮＮ ＭｓＬａｐ￣
ＳＲＮＡ Ｘｕ̓ｓ ＺＳＳＲ Ｗａｎｇ̓ｓ Ｙａｏ̓ｓ

本文
方法

Ｕｒｂａｎ１００ ３
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

１７.５１８
０.６１５
０.８０５

１８.９３４
０.８２０
０.８８４

２３.０２９
０.９５５
０.９５５

—
—
—

—
—
—

２２.３２１
０.８３３
０.８８１

２５.５７８
０.９２０
０.９３５

２３.９４５
０.９１１
０.９３６

２５.８７６
０.９３２
０.９５４

Ｋｏｄａｋ ３
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

２１.３８３
０.５８２
０.７９４

２２.９８２
０.７１８
０.８４３

２３.６９７
０.５１２
０.５９７

—
—
—

—
—
—

２６.２８９
０.７２２
０.８３７

２８.８９７
０.８５４
０.９０３

２９.１７８
０.８３９
０.８９９

２９.９９３
０.８５３
０.９１４

Ｓｅｔ５ ４
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

２２.５２５
０.６７４
０.７３９

２１.５４５
０.５９４
０.７４９

２１.８１４
０.６６０
０.７８６

２４.０７４
０.６３３
０.７５３

２４.６５０
０.８１１
０.８６４

２４.０５６
０.６３４
０.７５８

２５.５３２
０.８０１
０.８３２

２８.４２２
０.８１３
０.８５５

２８.８６６
０.８１８
０.８５９

Ｓｅｔ１４ ４
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

２３.０５１
０.７００
０.８２７

１９.６１２
０.５４４
０.７４５

１９.８６１
０.５６０
０.７６５

２２.２６０
０.５６７
０.７４６

２１.７６４
０.７２８
０.８３９

２２.８２０
０.５８１
０.７５８

２５.４０６
０.７３２
０.８２７

２６.８１７
０.７７９
０.８５９

２７.４８８
０.７８９
０.８７２

ｔｅｘｔｕｒｅ１７ ４
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

１５.５３１
０.２３８
０.６６８

１６.０８３
０.２８３
０.６７２

１８.２７８
０.３５２
０.５６７

２１.９３３
０.４３８
０.７０５

２１.８７３
０.６５５
０.８１４

２２.０４９
０.４４０
０.７２８

２２.９７２
０.６４３
０.７８６

２６.２７４
０.６３９
０.７９８

２６.４４０
０.６５７
０.８０１

ｔｅｘｔｕｒｅ２０ ４
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

１４.５２４
０.２３２
０.６４１

１４.８５２
０.２６４
０.６３６

１９.３４２
０.５８７
０.５８７

２２.０３３
０.４６９
０.７１９

２２.００６
０.６７８
０.８２４

２２.１８９
０.４７６
０.７３９

２３.３０２
０.６７１
０.７９８

２６.８２１
０.６８６
０.８１３

２６.９４５
０.６９７
０.８２１

Ｕｒｂａｎ１００ ４
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

１６.９０４
０.５２７
０.７６０

１７.４３１
０.６５１
０.８０７

２０.０５８
０.３７０
０.５５３

２０.１６５
０.６４０
０.７９８

１９.８４４
０.７９１
０.８６４

２０.８９２
０.６５８
０.８０５

２４.２８３
０.８２９
０.８８９

２４.８１０
０.８３３
０.８９９

２４.９３７
０.８６２
０.９０７

Ｋｏｄａｋ ４
ＰＳＮＲ
ＳＳＩＭ
ＦＳＩＭ

２０.８０７
０.５３４
０.７６１

２１.６９３
０.６３０
０.７９４

２２.９３８
０.４９１
０.５７３

２４.３５１
０.６２６
０.７７８

２２.５４９
０.７６１
０.８５０

２４.９５８
０.６３６
０.７８８

２６.９８１
０.７９３
０.８６３

２８.２３０
０.８０２
０.８８４

２８.５６７
０.８１３
０.８８９

　 　 注:“—”表示无法计算得出ꎮ

３.２　 定性比较分析

在图 ５ 中ꎬ本文给出了“头”图像的对比结果ꎮ 其中ꎬ图 ５(ｅ)、(ｈ)中给出了某些工件ꎬ图 ５(ｂ)—(ｈ)中
出现了纹理扭曲和锯齿状伪影ꎮ 比其他方法相比ꎬ由于本文方法实现了更多高频细节的恢复ꎬ因此生成了更

多的纹理细节和尖锐的边缘ꎮ

图 ５　 “头”图像对比结果(×２)
Ｆｉｇ.５　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ (×２) ｏｎ ｈｅａｄ ｉｍａｇｅ
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　 　 图 ６ 展示了本文方法在保留纹理细节和减少某些伪影方面的优越性能ꎮ 对于纹理丰富的区域ꎬ本文提出

的方法能够生成更精细的细节ꎮ 基于学习的方法则无法恢复出精细的纹理细节ꎬ具体如图 ６(ｃ)、(ｄ)、(ｅ)、(ｇ)
所示ꎮ 在图 ６(ｈ)、(ｉ)、(ｊ)的重建结果中ꎬ出现了边缘模糊和无关伪影等问题ꎮ 通过高频约束ꎬ提出的方法相较

于其他方法可更好地还原精细的像素级纹理细节ꎮ 此外ꎬ我们的方法可以有效地减少不必要的伪影ꎮ

图 ６　 “墙”图像对比结果(×２)
Ｆｉｇ.６　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ (×２) ｏｎ ｗａｌｌ ｉｍａｇｅ

　 　 为了进一步验证所提方法的有效性ꎬ我们还针对上采样因子为 ３ 的情况对所提方法进行了评估ꎮ 如 ７
图所示ꎬ现有的方法如 ＡＮＲ[５１]、ＳｅｌｆＥｘＳＲ[２９]、ＳＲＣＮＮ[５２]、ＺＳＳＲ[５４]ꎮ 在 Ｗａｎｇ[３５] 和 Ｙａｏ[４２] 的显著地丢失了

形状细节并产生了不必要的伪影ꎬ本文方法的性能表现优于基于学习的方法ꎮ 与 Ｗａｎｇ 和 Ｙａｏ 等方法相比ꎬ
本文方法在边缘结构与纹理细节的保持方面表现出更为稳定的优势ꎮ

图 ７　 “女孩”图像对比结果(×２)
Ｆｉｇ.７　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ (×２) ｏｎ ｇｉｒｌ ｉｍａｇｅ

　 　 图 ８ 给 出 了 上 采 样 因 子 为 ４ 时 的 上 采 样 结 果ꎮ 可 以 在 ＡＮＲ[５１]、 ＳｅｌｆＥｘＳＲ[２９]、 ＳＲＣＮＮ[５２]、
ＭＳＬａｐＳＲＮ[５３]、ＺＳＳＲ[５４]的结果中观察到锯齿状边缘和纹理扭曲现象ꎮ Ｘｕ[３３]、Ｗａｎｇ[３５] 和 Ｙａｏ[４２] 的实验结

果比上述基于学习的方法表现出更少的伪影ꎮ 与 Ｘｕ、Ｗａｎｇ 和 Ｙａｏ 的方法相比ꎬ本文提出的方法仍然能够

恢复出更好的纹理细节ꎮ
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图 ８　 “毛衣”图像对比结果(×２)
Ｆｉｇ.８　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ (×２) ｏｎ ｓｗｅａｔｅｒ ｉｍａｇｅ

４　 结论与展望

针对超分辨率重建过程中高频信息难以实现自适应建模、易导致纹理失真与边缘模糊的问题ꎬ本文提出

的基于多重分形优化的图像超分辨率方法ꎮ 首先采用 ＮＳＣＴ 对图像进行多子带分解ꎬ使不同尺度和方向的

结构信息在频率域内得到有效区分ꎮ 在此基础上ꎬ根据各子带的频率特性ꎬ自适应构建差异化的分形表示ꎬ
克服了单一分形模型对复杂纹理刻画能力不足的局限ꎮ 同时ꎬ引入图像粗糙度作为显式约束ꎬ通过分形维度

与模型参数之间的调节关系ꎬ对高频子带中的细节增强过程进行有效控制ꎬ并稳定保留低频结构ꎮ 从整体效

果来看ꎬ所提出的方法在频率分解、分形建模与粗糙度约束 ３ 个层面相互配合ꎮ 实验结果表明ꎬ在不同数据

集和放大倍率条件下ꎬ本文方法在纹理一致性和结构保持方面均表现出较为稳定的优势ꎬ验证了多重分形建

模在高频细节恢复中的有效性ꎮ
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[４４] ＦＲＩＴＳＣＨＥ Ｍꎬ ＧＵ Ｓ Ｈꎬ ＴＩＭＯＦＴＥ Ｒ. Ｆｒｅｑｕｅｎｃｙ ｓｅｐａｒａｔｉｏｎ ｆｏｒ ｒｅａｌ￣ｗｏｒｌｄ ｓｕｐｅｒ￣ｒｅｓｏｌｕｔｉｏｎ [ Ｃ] ∥ ２０１９ ＩＥＥＥ / ＣＶＦ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ Ｗｏｒｋｓｈｏｐ ( ＩＣＣＶＷ) . Ｓｅｏｕｌ: ＩＥＥＥꎬ ２０１９:３５９９￣３６０８.

[４５] ＤＡ ＣＵＮＨＡ Ａ Ｌꎬ ＺＨＯＵ Ｊꎬ ＤＯ Ｍ Ｎ. Ｔｈｅ ｎｏｎｓｕｂｓａｍｐｌｅｄ ｃｏｎｔｏｕｒｌｅｔ ｔｒａｎｓｆｏｒｍ: ｔｈｅｏｒｙꎬ ｄｅｓｉｇｎꎬ ａｎｄ ａｐｐｌｉｃａｔｉｏｎｓ[Ｊ] . ＩＥＥＥ
Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｍａｇｅ Ｐｒｏｃｅｓｓｉｎｇꎬ ２００６ꎬ １５(１０):３０８９￣３１０１.
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(上接第 ９５ 页)
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