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摘要:提出了多示例嵌入学习(ｍｕｌｔｉ￣ｉｎｓｔａｎｃｅ ｌｅａｒｎｉｎｇꎬ ＭＩＬ)的实例关联性挖掘与强化算法(ｍｕｌｔｉ￣ｉｎｓｔａｎｃｅ ｅｍｂｅｄｄｉｎｇ ｌｅａｒｎｉｎｇ
ｗｉｔｈ ｉｎｓｔａｎｃｅ ａｆｆｉｎｉｔｙ ｍｉｎｉｎｇ ａｎｄ ｒｅｉｎｆｏｒｃｅｍｅｎｔꎬ ＭＥＭＲ)ꎬ包括 ３ 个技术ꎮ 关联性挖掘技术基于自定义的关联性指标ꎬ首先在负

实例空间中选择初始负代表实例集ꎬ然后根据正、负实例间的差异性ꎬ选择初始正代表实例集ꎮ 关联性强化技术分别评估初

始正、负代表实例集与整个实例空间的正负关联性ꎬ获得整体关联性更强的代表实例集ꎮ 包嵌入技术通过嵌入函数将包转换

为单向量进行学习ꎮ 实验在 ４ 类应用领域和 ７ 种对比算法上进行ꎮ 结果表明ꎬＭＥＭＲ 的准确性总体优于其他对比算法ꎬ特别

是在图像检索和网页推荐数据集上具有显著优势ꎮ
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０　 引言

ＭＩＬ 的处理对象称为包ꎬ每个包由多个实例组成ꎮ ＭＩＬ 最早用于药物活性检测[１]ꎬ即将每个分子视作
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包ꎬ同一分子的不同形状视作实例ꎮ 如果一个包至少包含一个可以用于制造药物的实例ꎬ则被标记为正ꎬ否
则标记为负ꎬ以此来预测新分子是否可以用于制造药物ꎮ 由于这种独特的性质与实际应用高度契合ꎬ因此

ＭＩＬ 被广泛用于机器学习和计算机视觉等领域ꎬ例如图像分类[２￣４]、文本分类[５￣７]、医学诊断[８￣９] 及生物方程

标注[１０]ꎮ
根据 ＭＩＬ 算法的实现原理ꎬ可以将现有算法大致分为两类[１１]:(１) 传统方法立足原始数据空间来预测

包标签ꎮ 如 ＭＩ￣Ｂｏｏｓｔｉｎｇ[１２]假设包中每个实例对包标签的贡献是相同且独立的ꎬ从而将单实例预测与包标

签概率估计相联系ꎻＭＩＲＳＶＭ[１３]只关注包之间的关系ꎬ基于包代表训练 ＳＶＭꎬ找到包代表之间的最佳分隔

超平面ꎻＭＩＯＲＤＭ[１４]从实例空间中选择代表实例并研究它们的边际分布信息ꎬ以构建最佳分隔超平面ꎻ(２)
基于嵌入的方法通过将包转换为新特征空间中的单向量ꎬ从而将 ＭＩＬ 问题简化为单实例学习( ｓｉｎｇｌｅ￣
ｉｎｓｔａｎｃｅ ｌｅａｒｎｉｎｇꎬ ＳＩＬ)问题ꎮ 如 ＭＩＫＩ[１１]分析正实例的分布变化ꎬ基于加权多类模型选择高积极性的实例原

型ꎬ从而将包转换为包含实例原型信息的向量ꎻＪｏｉｎｔＭＩＬ[１５]考虑包的组成以及实例在分类中的相关性ꎬ提出

一种中心损失ꎬ以共同学习实例级和包级嵌入ꎻＥＬＤＢ[１６]基于数据的空间分布与强化技术选择具有判别性的

关键包集合ꎬ并通过集成策略得到加权模型ꎬ最终获得具有可区分性的单向量ꎮ 流行的 ＭＩＬ 嵌入方法通常

忽略了正、负实例间的关联性ꎬ并缺乏增强能力ꎬ可能导致所选实例的代表性较弱ꎬ影响模型的最终性能ꎮ
本文提出多示例嵌入学习的实例关联性挖掘与强化算法 (ｍｕｌｔｉ￣ｉｎｓｔａｎｃｅ ｅｍｂｅｄｄｉｎｇ ｌｅａｒｎｉｎｇ ｗｉｔｈ ｉｎｓ￣

ｔａｎｃｅ ａｆｆｉｎｉｔｙ ｍｉｎｉｎｇ ａｎｄ ｒｅｉｎｆｏｒｃｅｍｅｎｔꎬ ＭＥＭＲ)ꎬ如图 １ 所示ꎮ 其中ꎬ关联性挖掘技术基于设计的关联性指

标ꎬ在考虑正、负实例差异性的基础上ꎬ生成具有强代表性的初始正代表实例集和负代表实例集ꎮ 关联性强

化技术分别计算初始正、负代表实例集与整个实例空间的正、负关联性ꎬ并与初始正、负代表实例集内部的关

联性进行比较ꎬ以获得整体关联性更强的代表实例集ꎮ 最后ꎬ包嵌入技术基于包中实例与代表实例的相似关

系ꎬ将包转换到新特征空间ꎮ 在 ３４ 个数据集上的实验验证了 ＭＥＭＲ 的性能ꎮ 这些数据集源自不同的应用

领域ꎬ包括图像检索、医学图像、文本分类及网页推荐ꎮ 实验结果表明ꎬＭＥＭＲ 整体上优于其他对比算法ꎬ尤
其在图像检索和网页推荐数据集上表现突出ꎮ

图 １　 ＭＥＭＲ 算法的主体流程
Ｆｉｇ.１　 Ｍａｉｎ ｆｌｏｗ ｏｆ ｔｈｅ ＭＥＭＲ ａｌｇｏｒｉｔｈｍ
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　 　 本文的主要贡献是:(１) 提出了一个代表实例的关联性挖掘技术ꎮ 基于关联性指标ꎬ挖掘正、负实例之

间的关联性ꎬ提升所选正、负代表实例集的代表性ꎮ (２) 提出了一个具有增强能力的代表实例关联性强化技

术ꎮ 利用整个实例空间的特征信息ꎬ评估并比较初始正、负代表实例集和实例空间的关联性ꎬ以强化代表实

例集的整体关联性ꎮ

１　 相关工作

ＭＩＬ 嵌入方法的思想是将包嵌入为单向量ꎬ以利用 ＳＩＬ 方法解决 ＭＩＬ 问题ꎮ 流行的 ＭＩＬ 嵌入方法可

以分为 ４ 类:(１) 基于统计的方法通过计算数据的统计量来表示一个包ꎮ 如 Ｓｉｍｐｌｅ￣ＭＩ[１７] 计算包中每个属

性的平均值ꎬ并将其作为新向量的属性值ꎻ(２) 基于核的方法侧重于设计用于嵌入的内核ꎮ 如 ｍｉＦＶ[１８]使用

高斯混合模型对实例特征空间的密度建模ꎬ并基于 Ｆｉｓｈｅｒ 核获得包的单向量表示ꎻ(３) 基于包的方法的主要

任务是寻找关键包ꎮ 如 Ｂａｍｉｃ[１９]将包级 ｋ￣Ｍｅｄｏｉｄｓ 聚类的簇心作为关键样本ꎬ并用 Ｈａｕｓｄｏｒｆｆ 距离度量包与

每个簇心的距离ꎬ从而得到嵌入向量ꎻ(４) 基于实例的方法聚焦于关键实例的选择ꎬ然后根据包与实例的相

似性ꎬ将每个包嵌入到由关键实例定义的特征空间ꎮ 如 ＭＩＬＥＳ[２０]根据包和所有实例之间的距离度量ꎬ将包

嵌入到新特征空间ꎮ
基于实例的 ＭＩＬ 嵌入方法的关键实例选择结果会很大程度地影响模型的分类性能ꎮ ＭＩＬＤ[２１] 提出基

于实例标签的消歧方法ꎬ识别正包中的真实正实例ꎻＭＩＬＦＭ[２２] 进行部分实例修剪ꎬ将正包中的所有实例和

负包中的聚类中心视为实例原型ꎻｍｉＶＬＡＤ[２３]基于整个实例空间聚类ꎬ将簇心作为关键实例ꎬ并根据包中实

例与簇心的差异实现嵌入ꎻＭＩＬＤＭ[２４] 构建判别性关键实例池ꎬ使包嵌入结果可以较容易地相互分离ꎻ
ＳｔａｂｌｅＭＩＬ[２５]确定多示例学习和因果推理之间的内在联系ꎬ选择可以改变负包标签的因果实例作为代表ꎮ

在以上这些算法中ꎬ代表实例的质量大多依赖于实例选择并且缺少正、负实例关联性的研究ꎮ 本文基于

关联性指标研究正、负实例关联性以进行实例选择ꎬ首先获得初始代表实例ꎬ然后增强代表实例的代表性ꎬ从
而提升模型性能ꎮ

２　 实例关联性挖掘与强化算法

首先介绍符号系统并定义关联性指标ꎬ然后详细介绍实例选择的 ２ 个关键技术ꎮ 其中ꎬ关联性挖掘技术

用于获得初始正代表实例集和负代表实例集ꎻ关联性强化技术用于评估整个实例空间的关联性ꎬ并强化代表

实例的整体关联性ꎮ 最后介绍包嵌入技术ꎮ
２.１　 符号系统

令 Ｘ ＝Ｒｄ表示 ｄ 维实例空间ꎬＴ ＝{Ｂｉ} Ｎ
ｉ＝１表示给定数据集ꎬＹ ＝ [ｙ１ꎬｙ２ꎬ􀆺ꎬｙＮ]表示标签向量ꎬ其中 Ｂｉ ＝

{ｘｉｊ} ｎｉ
ｊ＝１表示第 ｉ 个包ꎬｙｉ∈{－１ꎬ＋１}表示 Ｂｉ 的标签ꎬｘｉｊ表示 Ｂｉ 的第 ｊ 个实例ꎬＮ 表示 Ｔ 中包的个数ꎬｎｉ 则表

示 Ｂｉ 中实例的个数ꎮ 表 １ 列出了本文中一些重要符号ꎮ
表 １　 符号说明

Ｔａｂｌｅ １　 Ｎｏｔａｔｉｏｎ ｄｅｓｃｒｉｐｔｉｏｎ
符号 含义 符号 含义

Ｘ 实例空间 Ｖｉ Ｂｉ 的嵌入向量

Ｔ 数据集 Ｎ Ｔ 中包的个数

Ｙ 标签向量 ｎｉ Ｂｉ 中实例的个数

Ｂｉ 第 ｉ 个包 ｄ 实例的维度

ｘｉｊ Ｂｉ 的第 ｊ 个实例 ｍ 正包的个数

ｙｉ Ｂｉ 的标签 ψ Ｃ 中代表实例的个数

Ｃ 代表实例集

２.２　 关联性指标

一个实例与一个集合的平均相似性越高ꎬ表示它们之间的关联性越强ꎮ 本文将实例与集合之间的关联

性指标定义如下:
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Ａ(ｘ∗ꎬＲ)＝ １
ｈ ∑

ｈ

ｋ ＝ １
ｅｘｐ(－‖ｘ∗－ｒｋ‖２)ꎬ (１)

其中:ｘ∗表示待评估的实例ꎻＲ＝{ｒｋ} ｈ
ｋ＝１表示实例集合ꎻｈ 为 Ｒ 中实例的数量ꎮ Ａ(ｘ∗ꎬＲ)越大ꎬｘ∗与集合 Ｒ

的关联性越强ꎬ则 ｘ∗包含的有用信息越多ꎬ更适合被选做代表实例ꎮ 指标中采用的欧几里得距离是常用于

度量实例之间距离[１６ꎬ１９ꎬ２６]的方法ꎬ且通过平均化ꎬ在充分利用实例 ｘ∗与集合内每个实例的关系的同时ꎬ降低

边缘点的影响ꎬ从而提高应对噪声的鲁棒性ꎮ ＭＥＭＲ 算法将关联性指标与实例的代表性度量联系起来ꎬ通
过挖掘并增强代表实例的关联性ꎬ选取信息丰富的实例作为代表实例ꎬ以提升 ＭＩＬ 学习模型的性能ꎮ
２.３　 关联性挖掘技术

基于 ＭＩＬ 标准假设[１]ꎬ正实例的数量远小于负实例的数量ꎬ而已有的实例选择方法通常忽略正、负实例

之间的差异性[２０￣２３]ꎬ可能导致所选代表实例集中未包含正实例ꎮ 关联性挖掘技术利用正、负实例之间的差

异性ꎬ分别选择正、负代表实例集ꎬ是解决该问题的途径之一ꎮ
如算法 １ 所示ꎬ第 １—２ 行分别获得正包的集合 Ｔ ＋和负实例空间 Ｔｎꎮ 第 ３ 行利用负包中只包含负实例

的数据特点ꎬ使用 ｋ￣ｍｅａｎｓ 算法从 Ｔｎ 中选择 ｍ 个聚类中心作为初始负代表实例集 Ｒ－ ＝ { ｒ－ｋ }ｍ
ｋ＝１ꎮ 第 ４—１１

行利用正包中至少包含一个正实例的数据特点ꎬ从每个正包 Ｂｉ 中选择一个最正的实例ꎬ从而获得初始正代

表实例集 Ｒ＋ꎮ 具体做法是:首先ꎬ利用式(１)计算ｘｉｊ∈Ｂｉ与 Ｒ－的关联性 Ａ(ｘｉｊꎬＲ
－)ꎮ 根据正、负实例间差异

最大化原则ꎬ即关联性越小ꎬｘｉｊ与 Ｒ－之间差异性越大ꎬｘｉｊ更可能为正实例ꎬ因此ꎬｘｉｊ为正的得分为:
ｓｉｊ ＝ １ / Ａ(ｘｉｊꎬＲ

－)ꎮ (２)
然后ꎬ比较包中每个实例的得分ꎬ将得分最高的实例 ｘｉｊ∗记为该包中最正的实例ꎬ且作为 Ｂｉ 的正代表实例ꎬ
并将 ｘｉｊ∗并入 Ｒ＋ꎬ其中:

ｊ∗ ＝ ａｒｇ ｍａｘ
ｊ

ｓｉｊꎮ (３)

为了便于描述ꎬ将最后得到的初始正代表实例集表示为 Ｒ＋ ＝{ｒ＋ｋ }ｍ
ｋ＝１ꎮ

算法 １　 ｉｎｓＩｎｉｔ (Ｔ )
输入:
数据集 Ｔ ＝{Ｂｉ} Ｎ

ｉ＝１ꎻ
标签向量 Ｙ＝[ｙ１ꎬｙ２ꎬ􀆺ꎬｙＮ]ꎻ
输出:
初始正 (负) 代表实例集 Ｒ＋(Ｒ－)ꎻ
１. Ｔ ＋ ＝{Ｂｉ∈Ｔ ｜ ｙｉ ＝ ＋１}ꎻ
２. Ｔ ｎ ＝∪Ｂｉ∈Ｔ ＼ Ｔ ＋ꎻ
３. Ｒ－ ＝根据 ｋ￣Ｍｅａｎｓ 算法从 Ｔ ｎ中获得的 ｍ 个聚类中心ꎻ
４. Ｒ＋ ＝⌀ꎻ
５. ｆｏｒ (Ｂｉ∈Ｔ ＋) ｄｏꎻ
６. 　 ｆｏｒ (ｘｉｊ∈Ｂｉ) ｄｏꎻ
７. 　 　 根据 Ｅｑ. (２)计算 ｓｉｊꎻ
８. 　 ｅｎｄ ｆｏｒꎻ
９. 　 根据 Ｅｑ. (３)更新 ｊ∗ꎻ
１０.　 Ｒ＋←Ｒ＋∪{ｘｉｊ∗}ꎻ
１１. ｅｎｄ ｆｏｒꎮ
１２. 输出 Ｒ＋和 Ｒ－ꎮ

２.４　 关联性强化技术

关联性挖掘技术是利用正、负实例之间的差异性ꎬ分别选择初始正、负代表实例集ꎮ 为了进一步利用整

个实例空间 Ｘ 的特征信息ꎬ关联性强化技术基于关联性指标设计集合内互评和集合外它评标准ꎬ旨在强化

初始正、负代表实例集ꎬ以提升代表实例集的整体关联性ꎬ如图 １(ｄ)—( ｆ)所示ꎮ
首先ꎬ使用集合内互评标准度量初始正、负代表实例集的内部关联性ꎮ 根据式 (１)ꎬ计算初始正代表实
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例ｒ＋ｋ∈Ｒ＋的关联性 Ａ(ｒ＋ｋ ꎬＲ
＋)和负代表实例ｒ－ｋ∈Ｒ－的关联性 Ａ(ｒ－ｋ ꎬＲ

－)ꎮ 然后ꎬ基于集合外它评标准度量 Ｘ
中每个实例 ｘ∗

ｊ 相对于 Ｒ＋和 Ｒ－的外部关联性ꎬ即正关联性 Ａ(ｘ∗
ｊ ꎬＲ＋)和负关联性 Ａ(ｘ∗

ｊ ꎬＲ－)ꎮ 通过大小比

较ꎬ若 ｘ∗
ｊ 的正关联性更强ꎬ则将 ｘ∗

ｊ 并入中间集 Ｒ＋∗ꎬ反之并入 Ｒ－∗ꎬ其中 Ｒ＋∗和 Ｒ－∗已分别初始化为 Ｒ＋和

Ｒ－ꎮ 其次ꎬ分别比较 Ｒ＋∗和 Ｒ－∗中实例的正关联性和负关联性ꎬ选择其中正关联性和负关联性最强的 ｍ 个

实例构成新的正代表实例集 Ｒ＋和负代表实例集 Ｒ－ꎮ 最后ꎬ考虑到代表实例的平衡分布ꎬ将 Ｒ∗ ＝ Ｒ＋∪Ｒ－聚

类为 ψ 簇ꎬ获得最终的代表实例集 Ｃ＝{ｃｋ} ψ
ｋ＝１ꎬ其中 ｃｋ 为聚类中心[２７]ꎮ

２.５　 包嵌入技术

包嵌入技术基于选定的 Ｃꎬ将每个包转换为一个单向量ꎬ从而将 ＭＩＬ 问题简化为 ＳＩＬ 问题ꎮ 如图 ２ 所

示ꎬ首先ꎬ计算包 Ｂｉ 中每个实例 ｘｉｊ与所有代表实例之间的距离ꎬ并将 ｘｉｊ分配给离它距离最近的代表实例 ｃｋꎬ
ｘｉｊ称为 ｃｋ 的近邻实例ꎮ 令 Ｂｉ 中分配给 ｃｋ的所有近邻实例记作 Ωｉｋꎬ则 Ｂｉ 对于 ｃｋ 的分量可以计算为

ｖｉｋ ＝ ∑
ｘｉｊ∈Ωｉｋ

ｘｉｊ－ｃｋꎮ (４)

得到 ψ 个分量之后ꎬ嵌入函数将这些分量串联成一个 Ｄ＝ψ×ｄ 维的向量 Ｖｉꎬ
Ｖｉ ＝‖ψ

ｋ＝１ｖｉｋꎮ (５)

最后ꎬ对嵌入向量进行归一化操作可以提升模型性能[２３]ꎮ 使用 ｖｉｌ←ｓｉｇｎ(ｖｉｌ)
　 ｖｉｌ 对 Ｖｉ 的每个元素

进行处理ꎬ随后通过 Ｖｉ←Ｖｉ / Ｖｉ ２ 将 Ｖｉ 归一化ꎮ 在得到所有包的嵌入向量后ꎬ基于新特征空间训练一个

ＳＩＬ 分类器 Ｆ (􀅰)来预测新包的标签ꎮ

图 ２　 包嵌入技术示意图
Ｆｉｇ.２　 Ｂａｇ ｅｍｂｅｄｄｉｎｇ ｔｅｃｈｎｉｑｕｅ

２.６　 算法描述

算法 ２ 展示了 ＭＥＭＲ 的实现过程ꎮ 第 １—２ 行为关联性挖掘技术ꎬ根据算法 １ 得到原始数据集 Ｔ 的初

始正、负代表实例集 Ｒ＋和 Ｒ－ꎮ 第 ３—１４ 行为关联性强化技术ꎬ其中:第 ４ 行获得实例空间 Ｘꎻ第 ５ 行通过关

联性指标评估 Ｒ＋和 Ｒ－中实例的内部关联性ꎻ第 ６ 行初始化 Ｒ＋∗和 Ｒ－∗ꎻ第 ７—１０ 行度量 Ｘ 中每个实例相对

于 Ｒ＋和 Ｒ－的正关联性和负关联性ꎬ将正关联性更强的实例并入 Ｒ＋∗ꎬ反之并入 Ｒ－∗ꎻ第 １１—１２ 行从 Ｒ＋∗和

Ｒ－∗中分别选取整体关联性最强的 ｍ 个实例构成新的正、负代表实例集 Ｒ＋和 Ｒ－ꎻ第 １３—１４ 行基于强化后的

结果ꎬ通过聚类得到最终的代表实例集 Ｃꎮ 第 １５—２０ 行为包嵌入技术ꎬ即计算整个数据集的嵌入向量并进

行归一化操作ꎮ 第 ２１ 行基于新特征空间训练分类器 Ｆ (􀅰)ꎮ 在测试阶段ꎬ通过该分类器 Ｆ (Ｖ′ｉ)ꎬ可以预测

包 Ｂ′ｉ的标签ꎮ
算法 ２　 ＭＥＭＲ
输入:
数据集 Ｔ ＝{Ｂｉ} Ｎ

ｉ＝１ꎻ
标签向量 Ｙ＝[ｙ１ꎬｙ２ꎬ􀆺ꎬｙＮ]ꎻ
代表实例数量 ψꎻ
输出:
分类器 Ｆ (􀅰)ꎻ
代表实例集 Ｃꎻ
训练:
１. /∗ Ｓｔｅｐ １. 初始化正负代表实例集∗ / ꎻ
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２. Ｒ＋ꎬ Ｒ－ ＝ ｉｎｓＩｎｉｔ(Ｔ )ꎻ
３. /∗ Ｓｔｅｐ ２. 生成代表实例集 ∗ / ꎻ

４. Ｘ＝ ∪
Ｎ

ｉ＝１
Ｂｉꎻ

５. 根据 Ｅｑ. (１)计算 Ａ(ｒ＋ｋ ꎬＲ
＋)和 Ａ(ｒ－ｋ ꎬＲ

－)ꎻ
６. Ｒ＋∗ ＝ Ｒ＋ꎬ Ｒ－∗ ＝Ｒ－ꎻ
７. ｆｏｒ (ｘ∗

ｊ ∈Ｘ ) ｄｏꎻ
８. 　 计算 ｘ∗

ｊ 的 Ａ(ｘ∗
ｊ ꎬＲ＋)和 Ａ(ｘ∗

ｊ ꎬＲ－)ꎻ
９. 　 Ｉｆ Ａ(ｘ∗

ｊ ꎬＲ＋)>Ａ(ｘ∗
ｊ ꎬＲ－) ｔｈｅｎ Ｒ＋∗ ＝∪{ｘ∗

ｊ } ｅｌｓｅ Ｒ－∗ ＝∪{ｘ∗
ｊ }ꎻ

１０. ｅｎｄ ｆｏｒꎻ
１１. Ｒ＋是 Ｒ＋∗中前 ｍ 个强关联性的实例ꎻ
１２. Ｒ－是 Ｒ－∗中前 ｍ 个强关联性的实例ꎻ
１３. Ｒ∗ ＝ Ｒ＋∪Ｒ－ꎻ
１４. 对 Ｒ∗使用 ｋ￣ｍｅａｎｓ 算法得到 ψ 个聚类中心 Ｃ＝{ｃ１ꎬ􀆺ꎬｃψ}ꎻ
１５. /∗Ｓｔｅｐ ３. 包嵌入∗ / ꎻ
１６. ｆｏｒ (Ｂｉ∈Ｔ ) ｄｏꎻ
１７. 　 根据 Ｅｑ. (４)和 Ｅｑ. (５)计算 Ｂｉ 的嵌入向量 Ｖｉꎻ

１８. 　 ｖｉｌ←ｓｉｇｎ(ｖｉｌ)
　 ｜ ｖｉｌ ｜ ꎬ其中 ｖｉｌ是 Ｖｉ 的第 ｌ 个特征值ꎻ

１９. 　 Ｖｉ←Ｖｉ /‖Ｖｉ‖２ꎻ
２０. ｅｎｄ ｆｏｒꎮ
２１. 使用{(Ｖｉꎬｙｉ)} Ｎ

ｉ＝１训练分类器 Ｆ (􀅰)ꎮ
测试:
２２. 对包 Ｂ′ｉ执行 １７~１９ 步得到嵌入向量 Ｖ′ｉꎻ
２３. 根据分类器得到预测结果 Ｆ (Ｖ′ｉ)ꎮ

３　 实验与结果

为了验证 ＭＥＭＲ 算法的有效性ꎬ选取 ４ 个应用领域中 ３４ 个 ＭＩＬ 数据集进行实验ꎬ并与 ７ 个 ＭＩＬ 算法

进行对比ꎮ 实验验证手段为 １０ 次十折交叉验证ꎬ性能评估指标采用准确率 ( ａｃｃｕｒａｃｙ)ꎬＳＩＬ 分类器采用

ｋＮＮ、Ｊ４８、ＳＶＭꎬ所有算法的最终性能展示为最优分类器的结果ꎮ 主要从参数分析、消融实验、性能对比及效

率分析展示实验结果ꎮ
３.１　 数据集简介

实验使用的 ４ 类 ＭＩＬ 数据集包括图像检索、医学图像、文本分类ꎬ及网页推荐ꎮ 表 ２ 列出了这些数据集

的关键属性ꎮ 下面介绍每类数据集的领域知识ꎮ
表 ２　 数据集的详细属性

Ｔａｂｌｅ ２　 Ｄｅｔａｉｌｅｄ ｐｒｏｐｅｒｔｉｅｓ ｏｆ ｔｈｅ ｕｓｅｄ ｄａｔａｓｅｔｓ

数据集
包数量

正包 负包 包
实例数 维度

Ｅｌｅｐｈａｎｔ １００ １００ ２００ １ ３９１ ２３０
Ｆｏｘ １００ １００ ２００ １ ３２０ ２３０
Ｔｉｇｅｒ １００ １００ ２００ １ ２２０ ２３０
Ｍｅｓｓｉｄｏｒ ６５４ ５４６ １ ２００ １２ ３５２ ６８７
Ｕｃｓｂ＿ｂｒｅａｓｔ ２６ ３２ ５８ ２ ００２ ７０８
Ｎｅｗｓｇｒｏｕｐｓ ９９３ １ ００７ ２ ０００ ８０ １３７ ２００
Ｗｅｂ ４９０ ５２７ １ ０１７ ３０ ８０７ ６ ２１１
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　 　 (１) 图像检索:其任务是识别图像中是否包含用户感兴趣的目标对象ꎮ Ｅｌｅｐｈａｎｔ、Ｆｏｘ、Ｔｉｇｅｒ[２８] 是该领

域常用的数据集ꎬ其中每一个图像视作一个包ꎬ图像中每一个区域视作一个实例ꎮ
(２) 医学图像:其任务是利用 ＭＩＬ 辅助医疗诊断ꎮ Ｍｅｓｓｉｄｏｒ[２９] 是糖尿病视网膜病变筛查数据集ꎬ包括

６５４ 位糖尿病患者和 ５４６ 位健康患者的眼底图像ꎮ Ｕｃｓｂ＿ｂｒｅａｓｔ[３０]包括 ５８ 个弱标记的染色图像ꎬ数据来自 ３２
位良性和 ２６ 位恶性乳腺癌患者ꎮ

(３) 文本分类:其任务是预测文本中是否包含目标主题的文章ꎮ Ｎｅｗｓｇｒｏｕｐｓ[３１] 是文本分类领域最常用

的数据集之一ꎬ包括 ２０ 个子数据集ꎬ每个数据集由 １００ 个包组成ꎬ每个包包含来自 ２０ 个不同主题的文章实例ꎮ
(４) 网页推荐:其任务是根据网页中链接的内容为用户推荐感兴趣的网页ꎮ 每个网页表示为一个包ꎬ网

页中的链接视为实例ꎬ用户感兴趣的链接代表正实例ꎮ Ｗｅｂ[３２] 包括 ９ 个子数据集ꎬ每个数据集中的实例均

具有高维性ꎮ
３.２　 对比算法

实验对比 ４ 类前沿的基于嵌入的 ＭＩＬ 方法ꎮ (１) 基于统计的方法:Ｓｉｍｐｌｅ￣ＭＩ[１７]无需参数设置ꎻ(２) 基

于核的方法:ｍｉＦＶ[１８] 中高斯模型的分量数设置为 １ꎻ(３) 基于包的方法:ＥＬＤＢ[１６] 的包选择模式设置为

“ａ”ꎬ代表包比例设置为 ０.９ꎻ(４) 基于实例的方法:ＭＩＬＦＭ[２２]聚类中心数量设置为 ４０ꎬｍｉＶＬＡＤ[２３]聚类中心

数量设置为 １ꎬＭＩＬＤＭ[２４]中判别实例数量设置为包的数量ꎬＳｔａｂｌｅＭＩＬ[２５]的实例阈值设置为 ０.２５ꎮ
３.３　 参数分析

根据算法 ２ 可知ꎬＭＥＭＲ 的分类性能受代表实例数量 ψ 的影响ꎮ 图 ３ 展示了 ψ 在 ５ 个代表数据集上的

参数分析结果ꎮ 代表数据集选取于图像检索、医学图像、文本分类ꎬ及网页推荐 ４ 个领域ꎬ包括 Ｅｌｅｐｈａｎｔ、
Ｕｃｓｂ＿ｂｒｅａｓｔ、Ｎｅｗｓ.ａａ、Ｎｅｗｓ.ｓｍꎬ及 Ｗｅｂ４ꎮ 图 ３ 中横坐标表示 ψꎬ纵坐标表示准确率ꎮ 结果显示ꎬ当 ψ 为 １ 或

２ 时ꎬＭＥＭＲ 在大多数情况下都能达到最佳性能ꎬ而随着数量增加ꎬ５ 个数据集的准确率呈总体下降趋势且

差异缩小ꎬ因此ꎬＭＥＭＲ 中 ψ 的取值范围为{１ꎬ２}ꎮ
３.４　 消融实验

图 ４ 展示了 ＭＥＭＲ 的消融实验结果ꎮ 图中 ＭＥＭ 表示直接对图 １(ｃ)中的初始正、负代表实例集聚类ꎬ
选取代表实例集 Ｃꎮ 为了确保公平比较ꎬ对于同一数据集使用相同的参数设置ꎬ即代表实例数量和分类器相

同ꎮ 图中轴线表示准确率ꎬ每个数据集分别对应一根轴线ꎮ 结果显示ꎬＭＥＭＲ 在 ５ 个数据集上的准确率均

比 ＭＥＭ 更高ꎬ证明了关联性强化技术在关联性挖掘技术的基础上提升了 Ｃ 的整体关联性ꎬ验证了本算法的

有效性ꎮ

图 ３　 ＭＥＭＲ 代表实例数量的参数分析
Ｆｉｇ.３　 Ｐａｒａｍｅｔｅｒ ａｎａｌｙｓｉｓ ｏｆ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｒｅｐｒｅｓｅｎｔａｔｉｖｅ

ｉｎｓｔａｎｃｅｓ ｏｆ ＭＥＭＲ

图 ４　 ＭＥＭＲ 与 ＭＥＭ 的消融实验(％)
Ｆｉｇ.４　 Ａｂｌａｔｉｏｎｅｘｐｅｒｉｍｅｎｔ ｏｆ ＭＥＭＲ ａｎｄ ＭＥＭ(％)

３.５　 性能对比

表 ３—５ 列出了所有对比算法在 ４ 类数据集上的最优平均准确率及相应标准差ꎬ每个数据集的最优结果

使用粗体标注ꎮ 表 ３ 展示了在图像检索和医学图像数据集上的对比结果ꎮ 实验结果表明ꎬＭＥＭＲ 算法在图

像检索数据集上有显著优势ꎬ尤其在 Ｔｉｇｅｒ 数据集上ꎬＭＥＭＲ 的准确率高出第二名 ６％ꎬ高出最后一名近
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２０％ꎬ这可能是因为关联性挖掘和强化技术可以更有效地选择代表实例ꎮ 同时ꎬＭＥＭＲ 在 Ｍｅｓｓｉｄｏｒ 和 Ｕｃｓｂ＿
ｂｒｅａｓｔ 数据集上也取得较好表现ꎬ仅次于 ｍｉＦＶ 算法ꎬ原因可能是 ｍｉＦＶ 的高斯混合模型可以更好地获取这

类数据集的信息ꎮ 表 ４ 给出所有算法在 ２０ 个文本分类数据集上的实验结果ꎬＭＥＭＲ 在超过一半的文本数

据集上取得最优结果ꎬ并且明显优于 ＭＩＬＦＭ、ＭＩＬＤＭ、ＳｔａｂｌｅＭＩＬꎬ原因可能是文本数据集非常稀疏ꎬ实例的

特征信息很相似ꎬ而 ＭＥＭＲ 的关联性强化技术利用整个实例特征空间对代表实例进行二次强化ꎬ在一定程

度上提升了代表实例的代表性ꎮ 表 ５ 展示了所有对比算法在网页推荐数据集上的结果ꎮ Ｗｅｂ 数据集的特

点是高维和稀疏性ꎬＭＥＭＲ 在大多数网页数据集上显示出最高的分类性能ꎬ在一定程度上证明了其应对高

维和稀疏数据的能力ꎮ
表 ３　 图像检索和医学图像数据集的平均准确率

Ｔａｂｌｅ ３　 Ａｖｅｒａｇｅ ａｃｃｕｒａｃｙ ｏｎ ｉｍａｇｅ ｒｅｔｒｉｅｖａｌ ａｎｄ ｍｅｄｉｃａｌ ｉｍａｇｅ ｄａｔａｓｅｔｓ
Ｄａｔａｓｅｔ Ｓｉｍｐｌｅ￣ＭＩ ＭＩＬＦＭ ｍｉＦＶ ｍｉＶＬＡＤ ＭＩＬＤＭ Ｓｔａｂｌｅ￣ＭＩＬ ＥＬＤＢ ＭＥＭＲ
Ｅｌｅｐｈａｎｔ ８２.５±０.８４ ８１.５±１.２２ ８６.０±１.７６ ８４.７±０.９８ ７６.５±１.６４ ６３.２±２.５８ ７５.４±１.９９ ８７.１±１.２８
Ｆｏｘ ６１.９±０.８６ ６０.８±２.６０ ６１.２±０.７５ ６３.３±１.７５ ５４.２±３.４７ ５９.７±４.３３ ５８.８±２.６６ ６４.６±０.８６
Ｔｉｇｅｒ ８１.１±１.１６ ７６.３±１.２９ ７９.１±０.５８ ８４.９±７.６３ ６９.０±１.４１ ６５.７±２.０６ ６７.４±２.７３ ８５.１±０.３７
Ｍｅｓｓｉｄｏｒ ６１.８±０.８４ ６２.１±０.５３ ７０.５±０.５３ ６７.５±０.２８ ６４.０±０.２４ ６２.２±０.４７ ５６.８±１.５３ ６９.３±０.３０
Ｕｃｓｂ＿ｂｒｅａｓｔ ８１.２±２.７１ ５５.６±２.３３ ８５.６±０.８０ ８０.０±１.７９ ５６.０±２.１９ ５４.４±０.２０ ６３.０±７.６２ ８２.８±４.１２

表 ４　 文本分类数据集的平均准确率
Ｔａｂｌｅ ４　 Ａｖｅｒａｇｅ ａｃｃｕｒａｃｙ ｏｎ ｔｅｘｔ ｃａｔｅｇｏｒｉｚａｔｉｏｎ ｄａｔａｓｅｔｓ

Ｄａｔａｓｅｔ Ｓｉｍｐｌｅ￣ＭＩ ＭＩＬＦＭ ｍｉＦＶ ｍｉＶＬＡＤ ＭＩＬＤＭ Ｓｔａｂｌｅ￣ＭＩ ＥＬＤＢ ＭＥＭＲ
Ｎｅｗｓ.ａａ ８３.６±０.８０ ５２.６±７.８６ ８３.８±１.６０ ８４.０±２.２８ ５４.６±７.０６ ５２.６±４.０３ ８４.６±１.７８ ８６.０±２.２８
Ｎｅｗｓ.ｃｇ ７８.０±０.６３ ５４.６±１.２０ ８０.２±０.９８ ７９.６±０.８０ ５３.２±５.３１ ５０.２±５.１１ ７９.５±２.４２ ８０.８±１.３３
Ｎｅｗｓ.ｃｏ ５７.４±３.５６ ４９.６±２.２４ ７２.２±１.３３ ６９.２±１.６０ ５２.２±４.３１ ４７.４±４.０３ ６３.１±３.０７ ７１.６±２.０６
Ｎｅｗｓ.ｃｓｉ ７５.４±０.８０ ５７.６±３.２０ ７９.８±１.１７ ８０.０±１.５５ ５６.６±６.６２ ５０.２±５.４９ ７８.１±２.０２ ８１.２±２.４０
Ｎｅｗｓ.ｃｓｍ ７７.８±０.７５ ５２.８±６.７９ ７７.２±０.７５ ７８.０±１.１０ ４３.４±３.３８ ５１.０±５.０２ ７６.４±３.８９ ８０.６±０.８０
Ｎｅｗｓ.ｃｗ ７１.０±３.１６ ５７.８±２.７９ ８６.６±０.８０ ８２.６±１.０２ ５６.８±４.３１ ５４.２±４.４９ ７９.６±１.４３ ８１.０±１.１０
Ｎｅｗｓ.ｍｆ ５８.８±０.９８ ５１.２±２.３２ ７１.０±１.２６ ７２.２±１.９４ ４６.８±２.７１ ５２.６±６.６５ ６４.４±２.３７ ７４.０±２.６８
Ｎｅｗｓ.ｒａ ７５.４±０.４９ ５２.４±１.６２ ７８.４±１.３６ ８１.６±１.０２ ５１.８±６.６８ ５２.０±５.０２ ７１.５±２.２７ ８２.４±１.７４
Ｎｅｗｓ.ｒｍ ７７.２±２.５６ ５４.８±３.２５ ８５.６±２.５８ ８２.８±０.７５ ５７.０±５.１０ ５４.０±１.９０ ８１.７±１.８３ ８３.２±１.１７
Ｎｅｗｓ.ｒｓｂ ７４.６±１.０２ ５４.６±３.４４ ８４.８±０.４０ ８３.２±０.７５ ４８.２±３.４３ ５４.２±３.０６ ７９.２±３.３３ ８３.６±１.３６
Ｎｅｗｓ.ｒｓｈ ８０.８±０.９８ ５０.４±０.４９ ８７.８±１.３３ ８９.６±１.０２ ４７.４±５.８５ ５１.０±４.７７ ７７.２±３.１９ ９０.０±１.５５
Ｎｅｗｓ.ｓｃ ７３.８±０.４０ ５８.６±１.８５ ７５.２±１.６０ ８３.０±１.１０ ４９.４±３.８３ ５０.２±４.５３ ７０.０±２.８７ ８２.８±１.６０
Ｎｅｗｓ.ｓｅ ９２.０±０.００ ５３.０±０.００ ９２.６±０.８０ ９２.４±０.４９ ５５.６±１.９６ ５１.０±３.５８ ８８.２±１.３２ ９２.４±１.３６
Ｎｅｗｓ.ｓｍ ７２.４±１.３６ ５７.２±０.７５ ８３.２±１.７２ ８１.０±１.１０ ５２.６±４.９６ ５１.０±７.１６ ８０.９±２.８１ ８３.６±１.３６
Ｎｅｗｓ.ｓｒ ７７.４±０.８０ ５０.２±１.１７ ７９.８±２.５６ ７９.８±２.３２ ５１.４±２.８０ ５７.６±２.６５ ８０.７±１.１６ ８０.６±１.６２
Ｎｅｗｓ.ｓｓ ８２.２±０.４０ ５４.２±１.７２ ８７.２±１.１７ ８５.６±１.２０ ５０.２±２.７９ ５０.０±１.４１ ７８.８±１.７５ ８８.６±１.２０
Ｎｅｗｓ.ｔｐｇ ７７.２±１.１７ ５２.６±１.３６ ７７.８±１.１７ ８１.８±０.７５ ４４.０±４.７７ ５１.０±２.６１ ７５.４±２.９１ ８１.０±１.６７
Ｎｅｗｓ.ｔｐｍｄ ８３.０±１.７９ ６０.０±３.５８ ７９.０±０.６３ ８３.６±１.０２ ５５.６±２.９４ ５５.６±４.５９ ７６.７±２.２６ ８５.２±１.１７
Ｎｅｗｓ.ｔｐｍｃ ６６.２±３.８２ ６２.４±１.０２ ７５.８±１.４７ ７６.０±１.６７ ５３.６±４.０３ ５６.８±２.９９ ６５.５±１.７８ ７７.２±０.７５
Ｎｅｗｓ.ｔｒｍ ６１.６±１.０２ ５２.６±１.０２ ７５.０±１.１０ ７８.０±２.２８ ４７.２±３.８７ ５１.０±３.６３ ６６.４±２.２７ ７６.２±１.４７

表 ５　 网页推荐数据集的平均准确率
Ｔａｂｌｅ ５　 Ａｖｅｒａｇｅ ａｃｃｕｒａｃｙ ｏｎ Ｗｅｂ ｒｅｃｏｍｍｅｎｄａｔｉｏｎ ｄａｔａｓｅｔｓ

Ｄａｔａｓｅｔ Ｓｉｍｐｌｅ￣ＭＩ ＭＩＬＦＭ ｍｉＦＶ ｍｉＶＬＡＤ ＭＩＬＤＭ Ｓｔａｂｌｅ￣ＭＩ ＥＬＤＢ ＭＥＭＲ
Ｗｅｂ１ ８０.７±２.５３ ８１.６±０.８６ ８３.４±１.０６ ７９.６±１.０９ ８３.６±１.１５ ８３.０±１.２３ ８１.１±１.７２ ８４.０±１.３６
Ｗｅｂ２ ８２.３±２.３４ ８１.０±０.３６ ８３.０±０.９３ ８０.０±１.００ ８２.７±０.８１ ８２.７±１.００ ７４.２±２.３１ ８１.４±１.５６
Ｗｅｂ３ ８０.７±２.９０ ８１.９±１.６８ ８２.１±０.９３ ８１.２±１.８７ ８１.６±０.７３ ８１.４±１.２３ ７９.０±１.９９ ８２.０±１.４５
Ｗｅｂ４ ８０.９±１.００ ７９.８±２.２６ ８０.３±１.０９ ８３.８±０.３６ ７８.７±１.３６ ７７.６±０.４５ ７９.１±２.５９ ８５.６±１.５６
Ｗｅｂ５ ７８.１±１.５２ ７７.８±２.４１ ７８.１±１.１５ ８２.５±０.８９ ７９.０±１.４１ ７８.１±０.６１ ７４.１±２.８２ ８３.２±１.０９
Ｗｅｂ６ ７９.８±２.９０ ８２.０±１.３４ ７７.８±０.４５ ８４.９±０.９３ ８２.７±１.５２ ７６.５±０.６８ ７９.７±１.７７ ８６.７±１.８７
Ｗｅｂ７ ６４.１±０.７３ ６０.０±１.９９ ６８.０±２.０２ ７２.９±２.１８ ６１.８±４.５３ ６１.０±３.０６ ５２.６±３.４９ ７４.５±１.４１
Ｗｅｂ８ ６４.７±１.４５ ６１.６±２.６６ ７１.２±１.５９ ７６.３±２.７０ ５６.１±２.０２ ５９.０±３.１９ ４８.０±３.１６ ７８.９±２.１０
Ｗｅｂ９ ６８.０±２.５３ ５７.４±３.０１ ７４.０±４.０５ ７７.２±１.１５ ５６.７±２.３４ ５４.９±３.７３ ４６.５±２.９３ ８１.２±２.９７
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　 　 为了比较不同算法的整体性能ꎬ使用 Ｂｏｎｆｅｒｒｏｎｉ￣Ｄｕｎｎ 检验[３３] 比较各算法的平均排名ꎮ 平均排名表示

算法在每个数据集上准确率结果排名的平均值ꎬ如表 ６ 所示ꎮ ＭＥＭＲ 在图像检索、文本分类ꎬ及网页推荐数

据集上排名第一ꎬ在医学图像数据集上排名第二ꎬ并且具有最高整体平均排名ꎮ 这个结果表明ꎬＭＥＭＲ 可以

应用于大多数 ＭＩＬ 分类任务ꎬ并且具有较好的整体性能ꎮ 图 ５ 报告了在 ０.０５ 显著性水平下的临界差异

(ｃｒｉｔｉｃａｌ ｄｉｆｆｅｒｅｎｃｅꎬ ＣＤ) 图ꎮ 图中每个算法的平均排名沿轴标记ꎬ处于右侧的算法排名更高ꎮ 将与 ＭＥＭＲ
平均排名之差小于一个 ＣＤ 域 (ＣＤ ＝ １.６０) 的算法用粗线连接起来ꎮ 结果显示ꎬＭＥＭＲ 优于连接的 ｍｉＦＶ
和 ｍｉＶＬＡＤ 算法ꎬ并显著优于在 ＣＤ 域外的其他算法ꎮ

表 ６　 ８ 个算法在 ４ 类数据集上的平均排名
Ｔａｂｌｅ ６　 Ｍｅａｎ ｒａｎｋ ｏｆ ｅｉｇｈｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｆｏｕｒ ｃｌａｓｓｅｓ ｏｆ ｄａｔａｓｅｔｓ

Ｄａｔａｓｅｔｓ Ｓｉｍｐｌｅ￣ＭＩ ＭＩＬＦＭ ｍｉＦＶ ｍｉＶＬＡＤ ＭＩＬＤＭ Ｓｔａｂｌｅ￣ＭＩＬ ＥＬＤＢ ＭＥＭＲ
图像检索 ３.３３ ５.００ ３.３３ ２.３３ ６.６７ ７.３３ ７.００ １.００
医学图像 ５.００ ６.５０ １.００ ３.５０ ５.００ ６.５０ ６.５０ ２.００
文本分类 ４.４５ ６.４５ ２.５５ ２.２５ ７.２５ ７.３０ ４.２０ １.５５
网页推荐 ４.８９ ５.１１ ３.３３ ３.６７ ４.３３ ５.７８ ７.３３ １.５６
平均排名 ４.５０ ５.９７ ２.７４ ２.７１ ６.２９ ６.８５ ５.４１ １.５３

图 ５　 ＭＥＭＲ 与 ７ 种算法的 Ｂｏｎｆｅｒｒｏｎｉ￣Ｄｕｎｎ 检验
Ｆｉｇ.５　 Ｂｏｎｆｅｒｒｏｎｉ￣Ｄｕｎｎ Ｔｅｓｔ ｏｆ ＭＥＭＲ ａｎｄ ７ ａｌｇｏｒｉｔｈｍｓ

３.６　 效率分析

表 ７ 展示了 ＭＥＭＲ 与 ７ 种对比算法在 ５ 个数据集上的时间复杂度以及 ＣＰＵ 运行时间ꎮ ＭＥＭＲ 的时间

成本包括构建代表实例集与特征转换的时间消耗ꎮ 其中构建代表实例集包括选取初始代表实例集及强化代

表实例集关联性两个步骤ꎬ时间成本均为 Ｏ(ｄｎ)ꎮ 此外ꎬ特征转换的成本为 Ｏ(ｄＮ)ꎬ因此ꎬＭＥＭＲ 的时间复

杂度为 Ｏ(ｄｎ)ꎬ其中 ｄ 是实例维度ꎬｎ 是实例空间的大小ꎬＮ 是数据集的大小ꎮ ＣＰＵ 运行时间的平均排名显

示ꎬＭＥＭＲ 的速度仅次于 Ｓｉｍｐｌｅ￣ＭＩ 和 ｍｉＶＬＡＤꎬ这可能是因为 Ｓｉｍｐｌｅ￣ＭＩ 不需要计算实例间的距离ꎮ
ｍｉＶＬＡＤ通过时间复杂度较低的 ｋ￣ｍｅａｎｓ 算法选取代表实例ꎮ ＭＥＭＲ 的分类性能优于这 ２ 种算法ꎮ

表 ７　 ８ 个算法在 ５ 个数据集上一次 １０ＣＶ 的 ＣＰＵ 运行时间
Ｔａｂｌｅ ７　 Ｔｈｅ ＣＰＵ ｒｕｎｔｉｍｅ (ｓ) ｏｆ ｏｎｅ ｔｉｍｅ １０ＣＶ ｏｆ ｔｈｅ ｅｉｇｈｔ ａｌｇｏｒｉｔｈｍｓ ｏｎ ｔｈｅ ｆｉｖｅ ｄａｔａｓｅｔｓ ｓ

Ｄａｔａｓｅｔｓ(ｄ / ｎ / Ｎ) Ｓｉｍｐｌｅ￣ＭＩ ＭＩＬＦＭ ｍｉＦＶ ｍｉＶＬＡＤ ＭＩＬＤＭ Ｓｔａｂｌｅ￣ＭＩＬ ＥＬＤＢ ＭＥＭＲ
Ｔｉｍｅ Ｃｏｍｐｌｅｘｉｔｙ Ｏ(ｄＮ) Ｏ(ｄｎ２) Ｏ(ｄｎ) Ｏ(ｄｎ) Ｏ(ｄｎ２) Ｏ(ｄｎ２) Ｏ(ｄｎ２) Ｏ(ｄｎ)

Ｅｌｅｐｈａｎｔ (２３０ / １ ３２０ / ２００) ０.１４１ ３９.９７４ ５.５６１ １.０６２ ３４.１７９ １６.９６２ ２４.８５４ ５.２３４
Ｕｃｓｂ＿ｂｒｅａｓｔ (７０８ / ２ ００２ / ５８) ０.１２５ ８３.１４５ ８.５７６ １.３９０ ６５.９６９ １５２.２３０ ６３.８６０ ４.６２４
Ｎｅｗｓ.ａａ (２００ / ５ ４４３ / １００) ０.０７８ ４４６.７８０ ５.７１７ １.２５０ ３８２.２５４ ６６.８０６ ３４９.１２０ ３.９０５
Ｎｅｗｓ.ｓｍ (２００ / ３ ０９４ / １００) ０.０６３ １３０.２５３ ５.０３０ １.０９４ １２１.５３３ ４０.６６２ １１４.３８２ ３.４０６
Ｗｅｂ４ (６ ０５９ / ３ ４２３ / １１３) １.１０９ ５３３.８８１ ７１１.６９３ ９.７４８ ４５３.９４０ １ １６９.９５４ ７８５.４８４ ４４.２４１

Ｍｅａｎ ｒａｎｋ １.００ ７.４０ ４.００ ２.００ ６.４０ ６.２０ ６.００ ３.００

４　 总结与展望

本文提出多示例嵌入学习的实例关联性挖掘与强化算法ꎮ 通过利用正实例与负实例之间的差异性ꎬ得到

初始正、负代表实例集ꎻ进一步地ꎬ利用整个实例空间的特征信息ꎬ度量代表实例的整体关联性ꎬ对代表实例集

进行强化ꎮ 实验结果显示ꎬＭＥＭＲ 算法在近 ６２％的数据集上取得最好的实验结果ꎮ 同时ꎬＭＥＭＲ 的平均排名

为 １.５３ꎬ优于其余 ７ 种对比算法ꎬ尤其是在图像检索和网页推荐数据集上的排名分别达到 １.００ 和１.５６ꎮ 除此之
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外ꎬＭＥＭＲ 的效率优于大部分 ＭＩＬ 前沿算法ꎮ 以上实验结果证明 ＭＥＭＲ 具有优秀的分类性能ꎮ
ＭＥＭＲ 进一步的研究与改进方向包括:(１) 更全面的度量指标ꎮ 目前 ＭＥＭＲ 对初始代表实例集和最

终代表实例的选择仅基于关联性指标ꎬ未来还可以设计多角度的度量方式ꎻ(２) 更有效的强化技术ꎮ 目前基

于关联性排序实现强化过程ꎬ未来可以研究更灵活的增强方式ꎮ
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