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基于多策略结合的灰狼优化算法及应用

秦宏伍１ꎬ２ꎬ王立铮１∗ꎬ傅渝１ꎬ隋沐翾１ꎬ何秉高１ꎬ２

(１.长春大学电子信息工程学院ꎬ 吉林 长春 １３００００ꎻ ２.吉林省人体健康状态辨识与机能增强重点实验室(长春大学)ꎬ 吉林

长春 １３００２２)

摘要:标准灰狼优化(ｇｒｅｙ ｗｏｌｆ ｏｐｔｉｍｉｚｅｒꎬ ＧＷＯ)算法存在局部探索和全局开发难以平衡等问题ꎮ 针对此类问题ꎬ提出基于多

策略结合的灰狼优化算法(ｍｕｌｔｉ￣ｓｔｒａｔｅｇｙ ｇｒｅｙ ｗｏｌｆ ｏｐｔｉｍｉｚａｔｉｏｎꎬ ＭＳＧＷＯ)ꎮ 首先ꎬ灰狼算法引入非线性收敛因子和 Ｔｅｎｔ 映

射ꎻ然后ꎬ利用广泛学习、精英学习和协调学习三种策略ꎬ在 ＧＷＯ 优化过程中协调工作ꎻ最后ꎬ利用轮盘赌进行策略选择ꎬ以获

得更具多样性灰狼位置和更具全局代表性的个体ꎮ 通过标准基准函数测试ꎬ采用算法变体进行对比ꎮ 结果显示ꎬＭＳＧＷＯ 算

法拥有较好的全局搜索、局部开发的平衡能力以及更快的收敛速度ꎮ 在此基础上ꎬ利用 ＭＳＧＷＯ 算法优化回声状态网络

(ｅｃｈｏ ｓｔａｔｅ ｎｅｔｗｏｒｋｓꎬ ＥＳＮ)超参数进行回归预测ꎮ 实验表明平均绝对百分比误差为 ０.３８％ꎬ拟合程度达到 ０.９８ꎬ验证了

ＭＳＧＷＯ算法的优化性能ꎮ
关键词:灰狼优化算法ꎻ多策略ꎻ轮盘赌ꎻ收敛因子ꎻ回声状态网络
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０　 引言

在现代研究中ꎬ研究人员通过分析自然界中某些群体动物的捕食、迁徙等群体活动ꎬ受到启发所提出的
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群体智能优化算法被广泛应用到各个领域ꎮ 例如结构设计、经济调度、时序预测、最优潮流问题等ꎬ使群体智

能优化算法在复杂工程技术问题[１] 上得到快速地发展ꎮ 目前比较流行的群体智能算法有粒子群优化

(ＰＳＯ)算法[２￣３]、遗传(ＧＡ)算法[４]、人工蜂群(ＡＢＣ)算法[５]、萤火虫(ＧＳＯ)算法[６]、蜻蜓(ＤＡ)算法[７]、鲸鱼

算法[８]等ꎮ 研究发展表明ꎬ群体智能算法在多种应用上表现出良好的收敛性和多样性ꎬ对于解决复杂工程

问题具有较大的优势ꎮ
　 　 多策略结合思想应用到群体智能算法ꎬ可以有效提高算法性能ꎮ Ｇｏｎｇ 等[９] 提出一种改进的多策略自

适应差分进化算法ꎬ表明该算法能够提供更高质量的解决方案、更快的收敛速度和更高的成功率ꎮ Ｘｉｏｎｇ
等[１０]将生物地理学算法与多策略思想结合ꎬ提高开发和勘探方面的平衡能力和收敛性能ꎮ Ｗａｎｇ 等[１１]利用

多策略思想优化人工蜂群算法ꎬ改进人工蜂群算法在不同阶段的探索能力ꎮ Ｄｕ 等[１２] 采用动态优化的策略

结合思想增强了粒子群算法的收敛能力ꎬ提高粒子群算法的搜索范围以及搜索能力ꎬ避免陷入局部最优的情

况ꎬ同时在平衡开发能力和探索能力上可以更优秀ꎮ
研究人员将多策略思想应用到群体智能优化算法ꎬ用来提高算法性能ꎮ 结合多策略思想后ꎬ群体智能算

法往往具备更加优秀的精确度和稳定性ꎮ 同时在平衡开发能力和探索能力上可以得到进一步优化[１３]ꎮ 受

上述思想启发ꎬ本文将多策略思想与灰狼优化算法结合ꎬ同时将轮盘赌的随机性应用到策略选择中ꎬ提出一

种基于多策略结合的灰狼优化算法ꎮ

１　 灰狼优化算法

灰狼作为顶级捕食者ꎬ拥有严密的等级关系ꎮ 其强大的执行力和等级关系ꎬ使整个群体在捕猎过程中有

条不紊ꎮ 澳大利亚研究学者 Ｍｉｒｊａｌｉｌｉ 等[１４]于 ２０１４ 年从灰狼的狩猎过程中得到灵感ꎬ提出灰狼优化算法ꎮ
在标准 ＧＷＯ 中ꎬ灰狼捕猎需要靠近猎物ꎬ然后进行围堵猎物ꎬ最后则是攻击猎物ꎮ 灰狼会根据猎物移

动自身位置靠近猎物ꎮ 此时ꎬ由 α 狼、β 狼、δ 狼引导狼群移动ꎬ数学公式表示为

Ｄα ＝ ｜Ｃ１􀅰Ｘα－Ｘ ｜ ꎬ
Ｄβ ＝ ｜Ｃ２􀅰Ｘβ－Ｘ ｜ ꎬ
Ｄδ ＝ ｜Ｃ３􀅰Ｘδ－Ｘ ｜ ꎬ

ì

î

í

ï
ï

ïï

(１)

式中 Ｄα、Ｄβ、Ｄδ 代表 α 狼、β 狼、δ 狼与 ω 狼之间的距离向量ꎬω 狼为当代灰狼ꎻＸ 代表当代灰狼位置向量ꎬ
Ｃ１、Ｃ２、Ｃ３ 代表随机向量ꎬ对应 α 狼、β 狼、δ 狼ꎻＸα、Ｘβ、Ｘδ 代表当代 α 狼、β 狼、δ 狼位置向量ꎮ

另外根据 α 狼、β 狼、δ 狼的当前位置与 ω 狼之间的位置向量ꎬ得到新的方向向量ꎬ数学公式表示为

Ｘ１ ＝Ｘα－Ａ１􀅰(Ｄα)ꎬ
Ｘ２ ＝Ｘβ－Ａ２􀅰(Ｄβ)ꎬ
Ｘ３ ＝Ｘδ－Ａ３􀅰(Ｄδ)ꎬ

ì

î

í

ï
ï

ïï

(２)

式中 Ａ１、Ａ２、Ａ３ 为系数向量ꎬＸ１、Ｘ２、Ｘ３ 为 α 狼、β 狼、δ 狼与 ω 狼之间的方向向量ꎮ
同时ꎬα 狼、β 狼、δ 狼预测猎物位置ꎬ下代灰狼则随机更新在猎物周围的位置ꎮ 更新 ω 狼位置ꎬ数学公式

表示为

Ｘ( ｔ＋１)＝
Ｘ１＋Ｘ２＋Ｘ３

３
ꎬ (３)

式中 Ｘ( ｔ＋１)为下一代灰狼个体位置ꎬｔ 为当前迭代次数ꎮ
Ａ、Ｃ 分别表示为

Ａ＝ ２ａ􀅰ｒ１－ａꎬ (４)
Ｃ＝ ２􀅰ｒ２ꎬ (５)

式中 ａ 是一个从 ２ 递减至 ０ 的收敛因子ꎬｒ１、ｒ２ 是在[０ꎬ１]之间的两个随机向量ꎻＣ 是一个 ０~２ 的随机向量ꎬ
能够有效提高当代灰狼位置的随机性ꎬ避免局部最优ꎬＣ 值越大权重越大ꎮ 收敛因子表示为

ａ＝ ２ １－ ｔ
Ｔ

æ

è
ç

ö

ø
÷ ꎬ (６)

式中 Ｔ 为最大迭代次数ꎮ
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２　 多策略灰狼优化算法

灰狼优化算法其结构简单ꎬ应用更加方便ꎬ在智能算法中具备一定的竞争性ꎮ 然而标准 ＧＷＯ 算法具有

更强的局部搜索性能ꎬ会导致局部探索和全局开发难以均衡ꎬ即灰狼算法搜索机制受 ｜Ａ ｜影响ꎬ间接受到了 ａ
的影响ꎬ在线性收敛因子、搜索机制以及单一位置更新方式的影响下ꎬ导致此类问题出现ꎮ 针对此类问题ꎬ本
文提出基于多策略结合的灰狼优化算法ꎮ
２.１　 非线性收敛因子

群体智能优化算法中ꎬ早期群体分布情况对算法本身的收敛速度和精确度影响很大ꎮ 标准 ＧＷＯ 算法

采用随机初始化方式ꎬ使得初始种群分布不均ꎬ导致寻优速度降低ꎮ 针对此类问题ꎬ本文利用 Ｔｅｎｔ 映射处理

初始种群[１５]ꎬ不仅可以避免佳点集初始化种群的规律性问题ꎬ而且可以提高种群随机性ꎮ
另外ꎬ标准 ＧＷＯ 算法所采用的线性收敛因子也会导致种群多样性降低ꎬ影响算法精度和寻优能力ꎮ 本

文分别从收敛速度、收敛趋势、收敛前期以及后期等多个方面分析收敛因子对算法优化的影响ꎮ 最后ꎬ引用

非线性收敛因子ꎬ并改进初始化方式以改善群体的多样性ꎬ加强算法精度和寻优能力ꎮ 其数学公式表示为

ａ＝ ２－２ ｔ
Ｔ

æ

è
ç

ö

ø
÷

１
２

ꎬ (７)

式中 ａ 是一个从 ２ 递减至 ０ 的收敛因子ꎬＴ 为最大迭代次数ꎬｔ 为当前迭代次数ꎮ
尽管基于不同方式的改进ꎬ可能促进了局部最优的避免ꎮ 若仅仅从初始化种群以及收敛因子方面改进算

法ꎬ但是位置更新策略依旧单一ꎬ对于群体智能算法的探索和开发之间的平衡性问题依然不能有效的解决ꎮ
２.２　 互补协调策略

本文将多策略思想与灰狼优化算法结合ꎬ采用 ３ 个策略在不同的情况下对灰狼位置进行更新ꎮ 同时将

轮盘赌的随机性应用到策略选择中ꎬ提出多策略灰狼优化算法ꎮ 并引用 ＳＰ 作为判断、选择不同策略的参

数ꎬ即 ＳＰ＝ １ 时ꎬ选择策略 １ꎮ 多策略灰狼优化算法可以从种群多样性、收敛因子、寻优方式等多个方面动态

对算法进行优化ꎬ该方法能够有效地改善全局和局部搜索的均衡性ꎮ
策略 １ꎬ即 ＳＰ＝ １ꎮ 标准 ＧＷＯ 算法进行灰狼位置更新时ꎬ采用最优解的方式ꎮ 此方式局部搜索能力较

强是造成算法局部最优的重要原因ꎬ从而影响算法优化精度ꎮ 本文借鉴广泛学习策略的思路后ꎬ在标准

ＧＷＯ 算法的基础上ꎬ随机增加一匹灰狼 ηꎬ使其参与灰狼的位置更新ꎬ可以增强全局搜索能力ꎮ 使 ＭＳＧＷＯ
算法在初期具备一个良好的全局搜索能力ꎬ提高算法寻优性能ꎮ 其数学公式表示为

Ｘ( ｔ＋１)＝
Ｘ１＋Ｘ２＋Ｘ３＋Ｘ４

４
ꎬ (８)

式中 Ｘ( ｔ＋１)表示下一代灰狼位置ꎻＸ４ 表示 η 与 ω 狼之间的方向向量ꎬＸ１、Ｘ２、Ｘ３ 表示 α 狼、β 狼、δ 狼与 ω 狼

之间的方向向量ꎮ
策略 ２ꎬ即 ＳＰ＝ ２ꎮ 在加强全局搜索能力之后ꎬ策略 ２ 的战略重点放在 ＧＷＯ 算法的局部探测上ꎮ 精英

学习策略具有局部搜索能力较强的特点ꎬ其精英思想可应用于此ꎬ用来提高算法性能ꎮ 本文利用一个全新的

精英灰狼位置 Ｘｉꎬ使其与原始精英灰狼位置共同作为备选ꎬ并且将权重思想引入到算法之中ꎮ 得出位置更

新公式ꎬ由其计算得出下一代灰狼位置ꎮ 其数学公式表示为

Ｘ( ｔ＋１)＝
(ω１Ｘ１＋ω２Ｘ２＋ω３Ｘ３＋ω４Ｘｉ)

４
ꎬ (９)

Ｘｉ ＝
Ｘ１＋Ｘ２＋Ｘ３

３
ꎬ (１０)

式中 ω１、ω２、ω３、ω４ 数学公式表示为

ωｊ ＝
｜Ｘｊ ｜

｜Ｘ１ ｜ ＋ ｜Ｘ２ ｜ ＋ ｜Ｘ３ ｜ ＋ ｜Ｘｉ ｜
ꎬ (１１)

式中 Ｘ( ｔ＋１)表示下一代灰狼位置ꎻωｊ( ｊ＝ １ꎬ２ꎬ３ꎬ４)表示权重ꎻＸｊ( ｊ ＝ １ꎬ２ꎬ３ꎬｉ)表示方向向量ꎬＸ１、Ｘ２、Ｘ３ 表示

α 狼、β 狼、δ 狼与 ω 狼之间的方向向量ꎬＸｉ 表示全新精英灰狼方向向量ꎮ
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策略 ３ꎬ即 ＳＰ＝ ３ꎮ 全面优化算法ꎬ增强算法开发和探索的均衡配合ꎬ对上述两种策略进行补充ꎮ 采用协

调学习策略的方法增强并且平衡算法的局部和全局搜索能力ꎮ 同时ꎬ也有效解决因为 ｜ Ａ ｜值不同ꎬ产生的搜

索区域不同造成的影响ꎮ 首先ꎬ利用随机灰狼 ηꎬ计算距离向量ꎻ然后ꎬ当 ｜Ａ ｜ >１ 时ꎬ利用公式(２)计算当代灰

狼位置ꎮ 当 ｜Ａ ｜ <１ 时ꎬ利用全新灰狼位置公式计算当代灰狼位置ꎬ增加灰狼位置随机性ꎮ 最终根据位置更

新公式计算下一代位置ꎮ 全新灰狼位置公式、位置更新公式分别表示为

Ｘａ ＝ ｒａｎｄ􀅰(Ｘα－Ａ１􀅰(Ｘ４))ꎬ
Ｘｂ ＝ ｒａｎｄ􀅰(Ｘβ－Ａ２􀅰(Ｘ４))ꎬ
Ｘｃ ＝ ｒａｎｄ􀅰(Ｘδ－Ａ３􀅰(Ｘ４))ꎬ

ì

î

í

ï
ï

ïï

(１２)

Ｘ( ｔ＋１)＝
Ｘａ＋Ｘｂ＋Ｘｃ

３
ꎬ (１３)

式中 Ｘ( ｔ＋１)为下一代灰狼位置ꎻＡ１、Ａ２、Ａ３ 为系数向量ꎻＸａ、Ｘｂ、Ｘｃ 为 α 狼、 β 狼、δ 狼与 η 狼之间的方向向

量ꎬＸ４ 表示 η 与 ω 狼之间的方向向量ꎮ
２.３　 ＭＳＧＷＯ 算法流程

多策略灰狼优化算法一般步骤:
１) 利用 Ｔｅｎｔ 映射在规定范围内进行狼群位置初始化ꎮ
２) 计算每一头狼的适应度值ꎮ
３) 将最好的三个值赋值给 α 狼、β 狼、δ 狼ꎮ
４) 更新 ａ、Ａ、Ｃꎮ
５) 利用轮盘赌的方式选择下一代灰狼位置更新方案ꎮ
６) 迭代次数是否大于阈值ꎬ否ꎬ则跳转到 ２)ꎻ是ꎬ则下一步ꎮ
７) 输出 Ｘ( ｔ＋１)ꎮ
多策略灰狼优化算法流程图 １ꎮ

图 １　 ＭＳＧＷＯ 算法流程图
Ｆｉｇ.１　 ＭＳＧＷＯ ａｌｇｏｒｉｔｈｍ ｆｌｏｗｃｈａｒｔ

３　 结果验证分析

灰狼优化算法结构简单、调节参数少ꎬ但是其优化理论仍然缺乏完善ꎬ改进空间巨大ꎬ可以从多方面进行

算法改进[１６]ꎮ 目前主要的改进方式包括:种群初始化、收敛因子、位置更新策略以及搜索策略ꎮ 本文将多策
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略思想与灰狼算法结合ꎬ提出 ＭＳＧＷＯ 算法ꎻ为了检验 ＭＳＧＷＯ 算法的提升效果ꎬ利用标准基准函数对多策

略灰狼优化算法进行全面寻优测试ꎮ 标准基准函数如表 １、２ 所示ꎬ包括常用的 １２ 个标准基准函数ꎮ 表 １ 中

ｆ１—ｆ７ 是单峰标准基准函数ꎬ表 ２ 中 ｆ８—ｆ１２属于多模态标准基准函数ꎮ 利用标准函数从收敛速度、收敛精度

等方面全面测试多策略灰狼优化算法的优化性能ꎬ为 ＭＳＧＷＯ 算法的实际应用提供一定的指导作用ꎮ
表 １　 单峰标准基准函数

Ｔａｂｌｅ １　 Ｕｎｉｍｏｄａｌ ｓｔａｎｄａｒｄ ｒｅｆｅｒｅｎｃｅ ｆｕｎｃｔｉｏｎ
　 　 　 　 表达式 维度 搜索区间 最优值

ｆ１(ｘ)＝∑
ｎ

ｉ ＝１
ｘ２
ｉ ３０ [－１００ꎬ１００] ０

ｆ２(ｘ)＝∑
ｎ

ｉ ＝１
｜ ｘｉ ｜ ＋ ∏

ｎ

ｉ ＝１
｜ ｘｉ ｜ ３０ [－１０ꎬ１０] ０

ｆ３(ｘ)＝∑
ｎ

ｉ ＝１
(∑

ｉ

ｊ－１
ｘｊ) ２ ３０ [－１００ꎬ１００] ０

ｆ４(ｘ)＝ ｍａｘｉ{ ｜ ｘｉ ｜ ꎬ １≤ｉ≤ｎ} ３０ [－１００ꎬ１００] ０

ｆ５(ｘ)＝∑
ｎ－１

ｉ ＝１
[１００(ｘｉ＋１－ｘ２

ｉ ) ２＋(ｘｉ－１) ２] ３０ [－３０ꎬ３０] ０

ｆ６(ｘ)＝∑
ｎ

ｉ ＝１
([ｘｉ＋０.５]) ２ ３０ [－１００ꎬ１００] ０

ｆ７(ｘ)＝∑
ｎ

ｉ ＝１
ｉｘ４

ｉ ＋ｒａｎｄｏｍ[０ꎬ１) ３０ [－１.２８ꎬ１.２８] ０

表 ２　 多峰标准基准函数
Ｔａｂｌｅ ２　 Ｍｕｌｔｉｍｏｄａｌ ｓｔａｎｄａｒｄ ｒｅｆｅｒｅｎｃｅ ｆｕｎｃｔｉｏｎ

　 　 　 　 　 　 　 　 　 　 表达式 维度 搜索区间 最优值

ｆ８(ｘ)＝∑
ｎ

ｉ ＝１
－ｘｉ ｓｉｎ(

　 ｜ ｘｉ ｜ ) ３０ [－５００ꎬ５００] －２ ０９４.９

ｆ９(ｘ)＝∑
ｎ

ｉ ＝１
[ｘ２

ｉ －１０ ｃｏｓ(２πｘｉ)＋１０] ３０ [－５.１２ꎬ５.１２] ０

ｆ１０(ｘ)＝ －２０ ｅｘｐ ( －０.２
　

１ / ｎ∑
ｎ

ｉ ＝１
ｘ２
ｉ －ｅｘｐ ( １ / ｎ∑

ｎ

ｉ ＝１
ｃｏｓ(２πｘｉ) ) ) ＋２０＋ｅ ３０ [－３２ꎬ３２] ０

ｆ１１(ｘ)＝ １ / ４ ０００∑
ｎ

ｉ ＝１
ｘ２
ｉ － ∏

ｎ

ｉ ＝１
ｃｏｓ(ｘｉ /

　 ｉ )＋１ ３０ [－６００ꎬ６００] ０

ｆ１２(ｘ)＝ π / ｎ{１０ ｓｉｎ(πｙ１)＋∑
ｎ－１

ｉ ＝１
(ｙｉ－１) ２[１＋ｓｉｎ(πｙｉ＋１)]＋(ｙｎ－１) ２}

＋∑
ｎ

ｉ ＝１
ｕ(ｘｉꎬ１０ꎬ１００ꎬ４)ꎬ ｙｉ ＝ １＋

ｘｉ＋１
４

３０ [－５０ꎬ５０] ０

　 　 此外ꎬ本文还对 ＭＳＧＷＯ 算法进行了竞争力测试ꎮ 利用标准灰狼优化算法、粒子群优化算法以及两种

灰狼优化算法的变体与 ＭＳＧＷＯ 算法进行对比实验ꎬ 其中灰狼优化算法变体包括 ＭＩＧＷＯ[１７]、
ＭＡＧＷＯ[１８]ꎮ 为了达到验证目的ꎬ确保实验的公平性ꎮ 实验进行 ３０ 次独立测试ꎬ实验设置 ５００ 次迭代、３０
头灰狼进行全局搜索ꎮ 取 ３０ 次实验结果的平均值避免实验的随机性ꎬ确保实验结果真实有效ꎮ 同时ꎬ取 ３０
次实验结果的标准差表示实验的稳定性ꎬ验证其实验结果浮动较小ꎮ 实验结果对比如表 ３、４ 所示ꎮ

表 ３　 单峰函数实验数据对比
Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａ ｆｏｒ ｕｎｉｍｏｄａｌ ｆｕｎｃｔｉｏｎｓ

ＧＷＯ ＭＩＧＷＯ ＭＡＧＷＯ ＰＳＯ ＭＳＧＷＯ

ｆ１
平均值 ７.５０Ｅ￣２８ ２.７８Ｅ￣３６ ２.２２Ｅ＋０３ ３.８５Ｅ￣０４ ０.００Ｅ＋００
标准差 １.４６Ｅ￣２７ ４.０３Ｅ￣３６ ９.２５Ｅ＋０２ １.４０Ｅ￣０３ ０.００Ｅ＋００

ｆ２
平均值 １.１８Ｅ￣１６ ８.４７Ｅ￣２２ １.７１Ｅ＋０１ ３.９３Ｅ￣０２ ５.２５Ｅ￣２１９
标准差 １.２３Ｅ￣１６ １.１５Ｅ￣２１ ４.４２Ｅ＋００ ４.７６Ｅ￣０２ ０.００Ｅ＋００

ｆ３
平均值 ２.６３Ｅ￣０５ １.５６Ｅ￣０６ ４.４２Ｅ＋０４ ８.４４Ｅ＋０１ ０.００Ｅ＋００
标准差 ９.７３Ｅ￣０５ ４.８５Ｅ￣０６ ９.２８Ｅ＋０３ ２.３４Ｅ＋０１ ０.００Ｅ＋００

ｆ４
平均值 ５.０２Ｅ￣０７ ２.３２Ｅ￣０９ ８.５７Ｅ＋０１ １.１０Ｅ＋００ ７.８０Ｅ￣２９１
标准差 ５.０７Ｅ￣０７ ３.３４Ｅ￣０９ ４.８８Ｅ＋００ ２.０５Ｅ￣０１ ０.００Ｅ＋００
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续表

ＧＷＯ ＭＩＧＷＯ ＭＡＧＷＯ ＰＳＯ ＭＳＧＷＯ

ｆ５
平均值 ２.７１Ｅ＋０１ ２.６８Ｅ＋０１ ２.４７Ｅ＋０６ ９.９６Ｅ＋０１ ２.７９Ｅ＋０１
标准差 ６.７２Ｅ￣０１ ６.４０Ｅ￣０１ １.５８Ｅ＋０６ ６.５１Ｅ＋０１ ７.３７Ｅ￣０１

ｆ６
平均值 ８.５１Ｅ￣０１ ６.８６Ｅ￣０１ ２.７３Ｅ＋０３ １.４８Ｅ￣０４ １.８１Ｅ＋００
标准差 ４.４５Ｅ￣０１ ３.５５Ｅ￣０１ ８.６８Ｅ＋０２ １.３８Ｅ￣０４ ７.５６Ｅ￣０１

ｆ７
平均值 ２.００Ｅ￣０３ １.５０Ｅ￣０３ １.３３Ｅ＋００ １.８４Ｅ￣０１ ５.３０Ｅ￣０５
标准差 １.１０Ｅ￣０３ ６.９４Ｅ￣０４ ６.０６Ｅ￣０１ ６.８７Ｅ￣０２ ６.８４Ｅ￣０５

表 ４　 多峰函数实验数据对比
Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｄａｔａ ｏｎ ｍｕｌｔｉｍｏｄａｌ ｆｕｎｃｔｉｏｎｓ

ＧＷＯ ＭＩＧＷＯ ＭＡＧＷＯ ＰＳＯ ＭＳＧＷＯ

ｆ８
平均值 －６.０３Ｅ＋０３ －５.５５Ｅ＋０３ －４.４９Ｅ＋０３ －４.８９Ｅ＋０３ －５.８２Ｅ＋０３
标准差 ９.６５Ｅ＋０２ １.２３Ｅ＋０３ ２.８７Ｅ＋０２ １.２８Ｅ＋０３ １.４７Ｅ＋０３

ｆ９
平均值 ２.７４Ｅ＋００ １.８２Ｅ￣０１ ２.４４Ｅ＋０２ ５.９４Ｅ＋０１ ０.００Ｅ＋００
标准差 ３.４９Ｅ＋００ ９.９８Ｅ￣０１ ３.４２Ｅ＋０１ １.５６Ｅ＋０１ ０.００Ｅ＋００

ｆ１０
平均值 ９.６２Ｅ￣１４ ２.２９Ｅ￣１４ ２.００Ｅ＋０１ ２.７６Ｅ￣０１ ４.２０Ｅ￣１５
标准差 １.３７Ｅ￣１４ ４.７０Ｅ￣１５ ５.７０Ｅ￣０３ ５.５５Ｅ￣０１ ９.０１Ｅ￣１６

ｆ１１
平均值 ７.６５Ｅ￣０４ ８.５３Ｅ￣０４ ２.７３Ｅ＋０１ ７.６０Ｅ￣０３ ０.００Ｅ＋００
标准差 ２.９０Ｅ￣０３ ３.３０Ｅ￣０３ １.４２Ｅ＋０１ ８.７０Ｅ￣０３ ０.００Ｅ＋００

ｆ１２
平均值 ５.２７Ｅ￣０２ ３.５９Ｅ￣０２ ２.７５Ｅ＋０６ １.０４Ｅ￣０２ １.４６Ｅ￣０１
标准差 ２.９７Ｅ￣０２ １.５２Ｅ￣０２ ２.５８Ｅ＋０６ ４.１７Ｅ￣０２ ７.０６Ｅ￣０２

　 　 由表 ３、４ 综合分析可知ꎬＭＳＧＷＯ 在 ｆ１、 ｆ２、 ｆ３、 ｆ４、 ｆ７、 ｆ９、 ｆ１０、 ｆ１１函数上取得了最佳优化效果ꎬ所表现出的

结果与实际情况更为接近ꎮ ＰＳＯ 算法则在分别在 ｆ６、 ｆ１２函数上取得了最佳ꎮ ＭＩＧＷＯ 算法在函数 ｆ５ 上取得

了最佳ꎮ ＭＡＧＷＯ 算法在函数 ｆ８ 上取得了最佳ꎮ 在所有函数中ꎬ标准 ＧＷＯ 均未取得最佳效果ꎮ 对比

ＭＳＧＷＯ算法在 ｆ５、 ｆ６、 ｆ８、 ｆ１２函数上的表现ꎬＰＳＯ 算法在函数 ｆ６ 上略优于 ＭＳＧＷＯ 算法ꎬ其它函数上 ＭＳＧ￣
ＷＯ 算法的表现则与其它 ３ 种算法相差甚少ꎬ仍然具备竞争能力ꎮ 对整个实验对比结果分析ꎬＭＳＧＷＯ 算法

有着更明显的优化成绩ꎮ
实验过程中有意识地选取大量实验数据对其稳定性进行分析ꎬ对每次迭代后生成的最优值进行记录ꎮ

可以明显发现 ＭＳＧＷＯ 算法在所有函数上标准差最小ꎬ即 ＭＳＧＷＯ 算法具有极佳的稳定性ꎮ 同时ꎬ对 ３ 种

策略进行了单独以及两两组合验证其优化性能ꎬ充分考虑多种情况ꎬ实验表明 ＭＳＧＷＯ 算法最优ꎮ
算法收敛速度性能如图 ２ 所示ꎬ相比于其它标准算法以及算法变体ꎬ除 ｆ６ 优化结果不佳外ꎬＭＳＧＷＯ 在

处理标准基准函数时明显拥有更快的收敛速度ꎮ 多模态函数的收敛速度也要优于其它 ３ 种方法ꎮ 综合分

析ꎬ改进算法的搜索机制ꎬ初始化种群以及引入非线性收敛因子后ꎬＭＳＧＷＯ 算法收敛速度、精确度、准确度

以及平衡全局和局部搜索能力等方面具有更优异的表现ꎮ

４　 实际应用分析

４.１　 ＭＳＧＷＯ￣ＥＳＮ 模型

回声状态网络是由 Ｈ.Ｊｅａｇｅｒ 和 Ｈ.Ａｓｓ 在 ２００４ 年提出的一种新型递归神经网络ꎮ 回声状态网络使用储

备池来代替传统递归神经网络原有的隐含层ꎬ又称储备池计算( ｒｅｓｅｒｖｏｉｒ ｃｏｍｐｕｔｉｎｇꎬ ＲＣ)ꎮ 其随机产生大规

模稀疏连接的储备池ꎬ隐藏层权值矩阵ꎬ仅对输出层的权值矩阵进行训练ꎮ 基本思想是生成的储备池具有某

种良好的属性ꎬ往往能够保证仅采用线性方法训练储备池至输出层的权值即可获得优良的性能ꎮ 恰恰是因

为模型需要训练的参数较少ꎬ所以对其超参数的选择则至关重要ꎬ本文利用 ＭＳＧＷＯ 算法针对其储备池个

数、学习率以及正则化因子进行优化ꎮ 首先ꎬ储备池个数即其中神经元的个数 Ｎꎬ常规来讲 Ｎ 值越大ꎬ预测

的精度越高ꎬ但同时也会导致效率低下ꎬ容易过拟合ꎻ然后ꎬ学习率是模型所依赖的最重要的超参数ꎬ模型学

习速率的调整非常耗时ꎮ 因此ꎬ为了获得成功的模型ꎬ必须找到合适的方法设置适合所有学员的学习率ꎻ最
后ꎬ正则化因子是一种可以用来减轻过拟合现象的因素ꎬ它可以通过改变模型的参数ꎬ使得模型更加稳定ꎬ更
能适应不同情况的数据ꎮ
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图 ２　 函数 ｆ１—ｆ１２曲线收敛图
Ｆｉｇ.２　 Ｃｏｎｖｅｒｇｅｎｃｅ ｄｉａｇｒａｍ ｏｆ ｆｕｎｃｔｉｏｎ ｆ１—ｆ１２ ｃｕｒｖｅ

　 　 ＭＳＧＷＯ￣ＥＳＮ 预测模型基本步骤如下:
１) 规划数据集ꎬ划分训练集、测试集ꎮ
２) 利用 ＭＳＧＷＯ 优化超参数ꎬ得出恰当的储备池神经元个数、学习率以及正则化因子ꎮ
３) 缩放矩阵ꎬ使得谱半径<１ꎬ并且随机生成输入权值矩阵、储备池权值矩阵ꎮ
４) 样本数据一次输入输出ꎬ进行训练ꎬ确定输出权值矩阵ꎮ
５) 最终利用测试集进行测试模型效果并使用ꎮ

４.２　 数据描述

为本文提供真实数据的联合循环电厂主要由燃气轮机、蒸汽轮机和余热锅炉等设备组成ꎮ 本文所用数
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据是从 ＵＣＩ(Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｃａｌｉｆｏｒｎｉａꎬ Ｉｒｖｉｎｅ)数据库网站下载实验所用的联合循环电厂输出功率数据ꎮ 该数

据集为每小时采集一次的真实数据ꎬ共由 ９ ５６８ 个数据点组成ꎮ 该电厂被设置为满负荷运行ꎮ 为实现对发

电量高精度地预测ꎬ必须选择接近最大负荷系数的运行数据ꎬ故该数据集符合模型测试的数据对象ꎮ 数据集

给出了环境温度(ＡＴ)、环境压力(ＲＨ)、相对湿度(ＲＨ)、排气真空(Ｖ)、电能输出(ＰＥ)的基本统计特征ꎮ
４.３　 结果验证分析

为了确保实验环境的一致性ꎬ实验数据采用本文标准数据 ５００ 次迭代、３０ 头灰狼进行全局搜索ꎮ ＥＳＮ
模型对数据进行训练和预测ꎬ分别采用 ９ ５６８ 组数据ꎬ选取 ８０％作为训练数据ꎬ２０％作为预测数据ꎮ 对比

ＥＳＮ、ＬＳＴＭ、ＥＬＭ、ＧＷＯ￣ＥＳＮ、ＭＡＧＷＯ￣ＥＳＮ 等模型ꎬ全面验证 ＭＳＧＷＯ 对 ＥＳＮ 的优化效果ꎮ 最终选取平

均绝对误差(ＭＡＥ)、均方根误差(ＲＭＳＥＰ)、平均绝对百分比误差(ＭＡＰＥ)以及决定系数(Ｒ２)作为判定数

据ꎮ 均方误差(ＭＳＥ)是预测值与实际值之差的平方的期望值ꎬＭＳＥ 的值越小ꎬ说明预测模型具有更好的精

确度ꎬ实验结果如表 ５ꎮ
表 ５　 实验结果数据对比

Ｔａｂｌｅ ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ａｎｄ ｄａｔａ
ＭＡＥ ＭＡＰＥ ＲＭＳＥＰ Ｒ２

ＬＳＴＭ ３.７００ ４ ０.００８ １ ４.７０８ ６ ０.９４５ ０５
ＥＬＭ ３.２６２ ７ ０.００７ ２ ４.１８１ ９ ０.９３８ ５６
ＥＳＮ ３.５３２ ７ ０.００７ ８ ４.４５２ １ ０.９３０ ２５

ＧＷＯ￣ＥＳＮ １.９６７ １ ０.００４ ３ ２.５０６ ８ ０.９７７ ８８
ＭＡＧＷＯ￣ＥＳＮ １.９８６ ２ ０.００４ ４ ２.５２４ ６ ０.９７７ ５７
ＭＳＧＷＯ￣ＥＳＮ １.７２５ １ ０.００３ ８ ２.１９８ ８ ０.９８２ ９９

　 　 由表 ５ 可知ꎬ６ 种模型对测试数据均有较好的准确性ꎬＭＡＰＥ 皆低于 １％ꎮ 但是对比标准 ＥＳＮ 模型ꎬ
ＭＳＧＷＯ￣ＥＳＮ算法得到的 ＭＡＥ 提升 ５１.１％ꎻＭＳＧＷＯ￣ＥＳＮ 算法得到的 ＲＭＳＥＰ 提升 ５０.６％ꎻＭＳＧＷＯ￣ＥＳＮ
算法得到的 ＭＡＰＥ 提升 ５１.２％ꎮ 同时ꎬＭＳＧＷＯ￣ＥＳＮ 模型在 ＭＡＥ、ＭＳＥ、ＭＡＰＥ 以及 Ｒ２ 上的表现也要优于

其它模型ꎮ 除 ＬＳＴＭꎬＲ２ 皆在 ０.９ 以上ꎬＭＳＧＷＯ￣ＥＳＮ 最优ꎬ达到 ０.９８２ ９９ꎮ 另外ꎬ本文进行了 ＧＷＯ￣ＥＳＮ 对

比 ＭＳＧＷＯ￣ＥＳＮ 实验ꎬ在时间开销上ꎬＭＳＧＷＯ￣ＥＳＮ 时间更短ꎬ效果更优ꎮ
最后取 １００ 组实验结果数据进行数据对比ꎮ 如图 ３、４ 分别为预测结果对比图与预测结果误差图ꎮ 结合

误差图与对比图可以看出预测数据曲线与实际曲线基本吻合ꎬ且误差上下波动较小ꎮ 综合分析实验图表ꎬ本
研究提出的多策略灰狼算法优化的 ＥＳＮ 预测模型与其它模型预测的结果相比ꎬ预测模型更加精确ꎬ预测结

果更接近实际行走轨迹的总趋势ꎬ预测值与实际值的相对误差更小ꎮ 综合来看ꎬ模型内部构造以及储备池神

经元个数对模型预测精度具备一定的影响ꎬ同时模型的学习率以及正则化因子具备一定的修正误差的能力ꎬ
可以增加模型的预测精度ꎮ

图 ３　 预测结果对比图
Ｆｉｇ.３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ
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图 ４　 预测结果误差图
Ｆｉｇ.４　 Ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ ｅｒｒｏｒ ｃｈａｒｔ

　 　 灰狼优化算法属于元启发式算法ꎬ对于类似问题ꎬ皆可采用元启发式算法进行优化求解ꎮ 但是标准元启

发式算法优化效果有限ꎬ收敛速度以及精度较差ꎬ优化效果低于本文提出的 ＭＳＧＷＯ 算法ꎮ 实验也表明

ＭＳＧＷＯ 算法在此类问题上要优于其它智能算法ꎮ 但是ꎬ在面对其它复杂工程问题时ꎬ还需要根据实际具体

考证ꎬ进行优化和验证ꎮ

５　 结论

本文在经典灰狼优化算法的基础上ꎬ结合多策略思想ꎬ提出多策略结合的灰狼优化算法(ＭＳＧＷＯ)ꎮ 此

算法将 ３ 种策略结合应用于一体ꎬ增加了搜索过程中灰狼位置的多样性ꎬ并且使得每一头狼都具有相同的机

率成为最优狼ꎮ 该方法不仅增强了算法开发和探索的均衡配合ꎬ而且能有效提高算法的精度和收敛速度ꎮ
在 ＭＳＧＷＯ 中ꎬ引用混沌映射、收敛因子、轮盘赌策略结合多策略思维形成多策略灰狼优化算法ꎮ 将

ＭＳＧＷＯ 算法与其它灰狼算法变体进行对比ꎬＭＳＧＷＯ 在精确度、收敛速度、稳定性上的优化效果明显ꎮ 另

外ꎬ将 ＭＳＧＷＯ 应用到 ＥＳＮ 网络进行回归预测ꎬ建立了 ＭＳＧＷＯ￣ＥＳＮ 预测模型ꎬ对联合循环电厂输出功率

进行有效预测ꎮ 实验结果显示ꎬＭＡＰＥ 值最优为 ０.３８％ꎬＲ２ 最高达到 ０.９８ꎬ证明了 ＭＳＧＷＯ 算法的优越性能

和竞争力ꎬ表明多策略集成方法可以显著增强群体智能优化算法的性能ꎮ 同时ꎬ也说明智能优化算法结合神

经网络模型可有效提高时序预测的精确度ꎮ
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