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基于深度真值发现的胶质瘤基因状态预测方法

赵钰琳ꎬ梁峰宁ꎬ赵藤ꎬ曹亚茹ꎬ王淋ꎬ朱红∗

(徐州医科大学医学信息与工程学院ꎬ 江苏 徐州 ２２１００４)

摘要:针对目前基于磁共振成像(ｍａｇｎｅｔｉｃ ｒｅｓｏｎａｎｃｅ ｉｍａｇｉｎｇꎬ ＭＲＩ)的胶质瘤异柠檬酸脱氢酶 １( ｉｓｏｃｉｔｒａｔｅ ｄｅｈｙｄｒｏｇｅｎａｓｅ １ꎬ
ＩＤＨ１)基因状态预测的深度学习模型中存在的深度网络特征提取不全面、模型存在固有的不确定性等问题ꎬ提出基于改进的

残差网络( ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋꎬ ＲｅｓＮｅｔ)与真值发现的 ＴＤＡ￣ＲｅｓＮｅｔ( ｔｒｕｔｈ ｄｉｓｃｏｖｅｒｙ ｄｉｖｉｄｅｄ ａｔｔｅｎｔｉｏｎ￣ＲｅｓＮｅｔ)模型ꎮ 通过分散注意

力机制优化 ＲｅｓＮｅｔ 网络模型架构ꎬ提取胶质瘤影像局部与全局特征ꎬ对胶质瘤 ＩＤＨ１ 基因状态进行预测ꎻ同时在模型中融入

真值发现算法ꎬ对作为预测结果的深度特征向量进行不确定性校准ꎬ提高模型预测准确率ꎮ 实验数据收集自徐州医科大学附

属医院部分胶质瘤患者的 ＭＲ 影像及癌症影像档案( ｔｈｅ ｃａｎｃｅｒ ｉｍａｇｉｎｇ ａｒｃｈｉｖｅꎬ ＴＣＩＡ)公有数据集ꎮ ＴＤＡ￣ＲｅｓＮｅｔ 模型在徐州

医科大学附属医院胶质瘤 ＭＲ 影像数据集及 ＴＣＩＡ 数据集中的实验准确率分别为 ９５.７３％和 ９４.３％ꎮ 实验结果表明ꎬＴＤＡ￣
ＲｅｓＮｅｔ 模型可实现对脑胶质瘤 ＩＤＨ１ 基因状态无创预测及不确定性校准ꎬ其性能优于现有的 ＩＤＨ１ 基因状态深度学习预测模

型ꎬ对脑胶质瘤临床诊疗具有重要意义ꎮ
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０　 引言

脑胶质瘤(ｇｌｉｏｍａ)是中枢神经系统肿瘤ꎬ其发病率高达 ４０％ ~５０％ꎬ是最常见的颅内恶性肿瘤[１]ꎮ 近年



　 １４　　　 山　 东　 大　 学　 学　 报　 (理　 学　 版) 第 ６０ 卷　

来ꎬ在现有中枢神经系统肿瘤分类方法的基础上ꎬ２０２１ 年«世界卫生组织中枢神经系统肿瘤分类(第五版)»
依据 ＩＤＨ、１ｐ / １９ｑ、ＭＧＭＴ 甲基化等分子分型新定义了多种胶质瘤亚型[２]ꎬ其中异柠檬酸脱氢酶 １( ｉｓｏｃｉｔｒａｔｅ
ｄｅｈｙｄｒｏｇｅｎａｓｅ １ꎬ ＩＤＨ１)基因是脑胶质瘤中最重要的预后标志物之一ꎮ 有研究发现 ＩＤＨ１ 基因在判断肿瘤级

别及预后中发挥着重要作用[３]ꎮ 在低级别脑胶质瘤中ꎬＩＤＨ１ 突变型患者比 ＩＤＨ１ 野生型患者的化疗敏感性

和预后生存期更好ꎮ ＩＤＨ１ 是胶质瘤精准医疗的关键ꎬ因此在术前对 ＩＤＨ１ 基因状态进行准确预测具有重要

临床意义ꎮ
传统的胶质瘤 ＩＤＨ１ 基因检测采用免疫组化法或基因测序法ꎬ均需要通过有创的穿刺活检术或部分病

灶切除术进行病理检测获得结果ꎬ不仅给患者带来风险和不可逆的创伤ꎬ而且检测费用昂贵ꎬ等待时间较长ꎮ
近年来ꎬ深度学习在医学图像处理领域的发展为胶质瘤基因状态无创预测提供技术支持[４]ꎮ Ｌｉ 等[５]建立了

基于影像组学和深度卷积神经网络(ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ＤＣＮＮ)的对比预测模型ꎬ用于预测弥

漫性胶质瘤 ＩＤＨ１ 基因的分子亚型ꎮ Ｗｅｎｇ 等[６] 提出采用卷积神经网络 ( ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ
ＣＮＮ)模型预测 ＭＲＩ 脑胶质瘤 ＩＤＨ１ 基因状态并取得了 ９４.１０％的准确率ꎮ Ｘｕ 等[７] 提出基于 ＶｉＴ(Ｖｉｓｉｏｎ
Ｔｒａｎｓｆｏｍｅｒ)框架用于预测胶质瘤分子分型的基因状态ꎬ得到 ９３.７０％的预测准确率ꎮ 然而ꎬＣＮＮ 采用的卷积

操作只能获取数据的局部特征ꎻＶｉＴ 的自注意力机制在全局特征提取方面表现良好ꎬ但会忽略局部特征的提

取:二者均未能有效全面利用胶质瘤磁共振(ｍａｇｎｅｔｉｃ ｒｅｓｏｎａｎｃｅꎬ ＭＲ)深度影像特征ꎬ造成图像数据特征资

源浪费、胶质瘤基因状态预测效果欠佳ꎮ 此外ꎬ深度学习模型在预测过程中存在样本数据中固有的不确定

性、参数随机初始化带来的不确定性以及使用随机梯度下降算法产生的不确定性等多种因素扰动ꎬ使胶质瘤

模型预测准确率下降[８]ꎮ 目前常用标签平滑[９]、集成学习[１０] 和贝叶斯方法[１１] 对深度学习模型的不确定性

进行校准ꎬ但都存在对模型过度校准导致预测准确度下降的问题ꎮ 且现有的不确定性校准方法需要大量的

训练数据和计算资源ꎬ并不适用于具有小样本数据特点的医学图像处理领域ꎮ
综上ꎬ现有研究取得诸多进展ꎬ但是仍存在特征提取不全面、模型多种不确定性导致预测精度不佳等问

题ꎮ 因此ꎬ本文针对 ＭＲＩ 脑胶质瘤 ＩＤＨ１ 状态预测任务ꎬ做出以下创新工作:
１) 充分利用胶质瘤 ＭＲＩ 数据的丰富特征信息ꎬ提出在残差网络( ｒｅｓｉｄｕａｌ ｎｅｔｗｏｒｋꎬ ＲｅｓＮｅｔ)基础架构中

嵌入多通道分散注意力机制模块ꎬ优化特征提取过程的性能且兼顾局部与全局特征ꎻ
２) 采用真值发现算法对多种不确定性影响下产生的深度分类特征进行精度保持的迭代校准ꎬ优化脑胶

质瘤 ＩＤＨ１ 基因状态预测模型中存在的多种不确定性问题ꎻ
３) 提出 ＴＤＡ￣ＲｅｓＮｅｔ ( ｔｒｕｔｈ ｄｉｓｃｏｖｅｒｙ ｄｉｖｉｄｅｄ ａｔｔｅｎｔｉｏｎ￣ＲｅｓＮｅｔ)脑胶质瘤基因基因状态预测模型ꎬ实现了

胶质瘤 ＩＤＨ１ 基因状态无创精准预测ꎮ

１　 算法设计

１.１　 基于分散注意力机制改进残差网络结构

ＲｅｓＮｅｔ 是一种深度神经网络结构ꎬ通过引入跨层连接解决了深度网络中的梯度消失和梯度爆炸等问

题[１２]ꎮ 基本的残差网络通过多个有参层来学习输入输出之间的残差ꎬ即
Ｆ(ｘ)＝ Ｈ(ｘ)－ｘꎬ (１)

其中ꎬ Ｈ(ｘ)为网络的映射函数ꎬｘ 为网络输入ꎬＦ(ｘ)为输入与输出之间的残差ꎮ 由此ꎬ即使网络层数加深ꎬ
输入特征也可以顺利地由残差块直接传递到深层网络ꎬ使得梯度的信息不会被过早丢失ꎬ有利于网络的

训练ꎮ
尽管 ＲｅｓＮｅｔ 在图像分类任务中可以实现计算量和准确率的出色权衡ꎬ但是在医学图像处理领域中ꎬ对

模型有尤为复杂的特征学习需求ꎮ 胶质瘤 ＩＤＨ１ 基因状态的预测对于特征提取的准确性和敏感性的要求更

高ꎬ而 ＲｅｓＮｅｔ 由于全局信息提取受限和跨通道交互的缺乏ꎬ影响了模型对图像特征的全面学习[１３]ꎮ 为解决

此问题ꎬ本研究使用 ＲｅｓＮｅｔ 网络来构建模型的基础框架ꎬ并在此基础上添加了一个基于分散注意力机制

(ｄｉｖｉｄｅｄ￣ａｔｔｅｎｔｉｏｎꎬ ＤＡ)模块ꎬ设计了基于医学影像的胶质瘤 ＩＤＨ１ 基因状态分类模型 ＤＡ￣ＲｅｓＮｅｔꎬ用于胶质

瘤 ＩＤＨ１ 基因状态的预测ꎮ 具体而言ꎬＤＡ 模块可以保留原网络结构中的特征提取过程ꎬ同时捕获跨通道特
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征的相关性ꎬ并将输入的高维向量转换为低维的多个模块进行嵌入ꎬ由不同的卷积过滤器集变换ꎬ再通过模

块合并来捕捉全局信息ꎬ不仅提高了 ＲｅｓＮｅｔ 网络特征提取效率ꎬ还可以更好地适应医学影像处理任务的需

求ꎬ进而优化胶质瘤 ＩＤＨ１ 基因状态预测结果ꎮ
首先ꎬ将输入的脑胶质瘤 ＭＲ 数据拆分为多个组别的元素ꎬ然后将其相加实现分组间的组合ꎬ每组数据

都具有其自身组别的基数索引ꎮ 第 ｍ 个基数组 Ｕ ｍ可以表示为

Ｕ ｍ＝ ∑
Ｒ􀅰ｍ

ｉ ＝Ｒ(ｍ－１) ＋１
Ｕｉꎬ

Ｕ ｍ∈ＲＨ×Ｗ×Ｃ/ Ｍꎬ
ｍ＝ １ꎬ２ꎬ􀆺ꎬＭꎬ

(２)

其中ꎬＲ 表示基数组内的通道数ꎮ 因此特征组的总数为 Ｃ＝Ｍ×ＲꎬＵｉ 为通道中位数组ꎬ其中 ｉ ＝ １ꎬ２ꎬ􀆺ꎬＣꎬＨ、
Ｗ 为特征图的高度和宽度ꎬＣ 为通道内的特征图数量ꎮ ｓｍｃ 为全局通道数据ꎬ通过跨组别维度的全局池化进

行挖掘ꎬ其计算方法为

ｓｍｃ ＝
１

Ｈ×Ｗ ∑
Ｈ

ｉ ＝１
∑
Ｗ

ｊ ＝１
Ｕ ｍ

ｃ ( ｉꎬｊ)ꎬ (３)

其中ꎬｉ、 ｊ 为像素点的坐标ꎬ由每个特征映射通道使用加权组合产生ꎮ 基数组采用基于通道注意力的算法进

行合并ꎬ因此第 ｅ 个通道 Ｖ ｍ
ｅ 计算方法如下:

Ｖ ｍ
ｅ ＝ ∑

Ｒ

ｉ ＝１
ａｍ
ｉ (ｅ)ＵＲ(ｍ－１)＋ｉꎬ (４)

其中 ａｍ
ｉ 表示该通道的分配权重ꎮ Ｃｏｎｃａｔ 表示将划分好的基数分组沿多通道维度进行连接ꎬＶ 为总通道ꎬ其

计算方法表示为

Ｖ＝Ｃｏｎｃａｔ{Ｖ１ꎬＶ２ꎬ􀆺ꎬＶＭ}ꎮ (５)
与基础 ＲｅｓＮｅｔ 网络中标准残差块一致ꎬ如输入与输出的脑胶质瘤特征图尺寸相同ꎬ则使用快捷连接生

成分散注意力模块的最终输出 Ｙꎬ其计算方式为

Ｙ＝Ｖ＋Ｘꎮ (６)
由于通道中相同基数索引的组别相邻ꎬ因此将不同的组别采用拆分再求和方法ꎬ将特征图组进行融合ꎮ

通道注意力机制对每个单独的基数组进行全局池化并将其串联ꎮ 其中汇聚层用来预测每个通道的注意力权

重ꎮ 通过该方法ꎬ１ × １ 卷积层实现合并统至同层ꎬ再使用单个分组卷积最终将其转换为 ３ × ３ 卷积层ꎮ
ＤＡ￣ＲｅｓＮｅｔ网络结构见图 １ꎮ

图 １　 ＤＡ￣ＲｅｓＮｅｔ 网络结构
Ｆｉｇ.１　 ＤＡ￣ＲｅｓＮｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ
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１.２　 基于真值发现的胶质瘤 ＩＤＨ１ 基因状态分类模型 ＴＤＡ￣ＲｅｓＮｅｔ
深度学习中的不确定性[１４]通常来自于样本数据固有的不确定性、参数随机初始化造成的不确定性以及

使用随机梯度下降算法造成的不确定性等因素[１５]ꎮ 由于深度学习通过大量非线性变换提取医学影像深度

特征进行分类预测ꎬ并将预测结果的高维向量映射到高维空间[１６]ꎬ因此在多种不确定性因素影响下ꎬ作为预

测结果的高维向量同样具有很大的不确定性ꎬ影响医学影像分类的准确性[１７]ꎮ 为改善 ＤＡ￣ＲｅｓＮｅｔ 模型的不

确定性ꎬ本文采用基于迭代的真值发现算法[１８]设计 ＴＤＡ￣ＲｅｓＮｅｔꎬ有效地校准优化了胶质瘤 ＩＤＨ１ 基因状态

分类模型的预测准确率ꎮ
ＤＡ￣ＲｅｓＮｅｔ 网络输出结果来自于模型迭代训练学习做出的预测ꎬ其预测结果受多种不确定性因素影响ꎬ

因此在 ＴＤＡ￣ＲｅｓＮｅｔ 校准算法中ꎬ在多种不确定性因素影响下 ＤＡ￣ＲｅｓＮｅｔ 模型 Ｓ 次预测结果视为优化校准

时的 Ｓ 个样本ꎬ以样本预测分类的概率向量作为校准模型中的输入{ｚｓ} Ｓ
ｓ＝１ꎬ其中 ｚ＝ ｆ(θ)为概率向量ꎬｆ(θ)为

模型分类器函数ꎬθ 为分类器预测权重ꎬ其概率分布为 ｑ(θ)ꎮ Ｌ 为输入图像的类别数ꎬΔＬ 是 Ｌ 维空间中的概

率单纯形ꎬ即模型的预测结果符合其在 Ｌ 维空间中的分布如下:

∑
Ｌ

ｌ ＝１
ｚｌ ＝ １ꎬ　 ０ ≤ ｚｌ ≤ １ꎮ (７)

真值向量 ｘ ( ｌ)的集成化迭代结果 ｚｅ 由式(８) 得出

ｚｅ ＝ ∫ ｆθ(ｘ ( ｌ))ｑ(θ)ｄθꎮ (８)

由于深度学习模型只能处理有限数量的数据ꎬ因此在进行数值计算前需要对所有数据进行离散化处理ꎬ
离散化形式为

ｚｅ ＝
１
ｓ ∑

Ｓ

ｓ ＝１
ｆｑ(ｓ)(ｘ( ｌ))ꎮ (９)

由于ｚｅ ∈ΔＬꎬ因此 ｚｅ 也在概率单纯形上ꎮ 故使用真值发现算法来提取该样本的真实概率向量ｚ∗ ∈ΔＬꎮ 在此

基础上ꎬ使用目标函数来优化模型的置信度 ωｓꎬ并使得预测结果的不确定性收敛到局部最小ꎬ其目标函数如

下所示:

ｍｉｎ
ｚ∗ꎬ{ωｓ} Ｓｓ ＝１

∑
Ｓ

ｓ ＝１
ωｓ‖ｚ∗ － ｚｓ‖２ꎬ

ｓ.ｔ. ∑
Ｓ

ｓ ＝１
ｅ－ωｓ ＝ １ꎮ (１０)

令 ｖｓ ＝ ｅ－ωｓꎬ因此式(１０) 可以换算为

ｍｉｎ
ｚ∗ꎬ{ｖｓ} Ｓｓ ＝１

∑
Ｓ

ｓ ＝１
－

‖ｚ∗ － ｚｓ‖２

２
ｌｎ ｖｓꎬ

ｓ.ｔ. ∑
Ｓ

ｓ ＝１
ｖｓ ＝ １ꎮ (１１)

在上述过程中ꎬ算法寻找的是 ｖｓ 和 ‖ｚ － ｚｅ‖ / ２ 的交叉熵的最小化ꎬ其中 ‖ｚ － ｚｅ‖ / ２ 是 ｚｅ 与每个高

维分类向量之间的相似度ꎬ即预测结果与患者真实基因状态之间的误差ꎮ 误差越小则结果越可靠ꎮ 由于

模型中的不确定性来源未知ꎬ因此采用交替固定真值向量和置信度的方法ꎬ通过式(１２) 找到最优置信

度 ωｓꎬ

ωｓ ＝ ｌｎ
∑

Ｓ

ｉ ＝１
‖ｚ∗ － ｚｉ‖２

‖ｚ∗ － ｚｓ‖

æ

è

ç
ç

ö

ø

÷
÷
ꎮ (１２)

置信度确定后ꎬ使用∑
Ｓ

ｓ ＝１
ωｓｚｓ 更新真值向量ꎮ 更新后的向量仍然在 ΔＬ 上ꎮ 继续交替更新置信度 ωｓ 和不

确定性的真值向量 ｚ∗ꎬ在同一样本的 Ｓ 次迭代次数内不断降低结果的不确定性ꎬ最终真值向量趋于稳定ꎬ则
终止真值向量和置信度的迭代更新ꎬ获得置信度与真实概率趋于一致的真值向量 ｚ∗作为预测概率真值向

量ꎬ优化上一轮迭代产生的结果ꎮ 共计进行 Ｓ 次迭代校准ꎬ获得置信度更高的预测结果ꎬ从而提高 ＩＤＨ１ 基
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因状态预测精确度ꎮ 具体的算法如下所示ꎮ
算法: 基于真值发现的胶质瘤 ＩＤＨ１ 基因突变高精度校准方法

输入: 基于不确定条件下胶质瘤基因突变 Ｓ 个预测结果{ｚｓ} Ｓ
ｓ＝１

输出:确定性校正后的胶质瘤基因突变精准预测结果

　 　 １: 　 ｚ∗(０)←ｚｅꎻ
　 　 ２:　 在最大循环次数 Ｓ 次内迭代 ｆｏｒ ｉ←１ꎬ２ꎬ􀆺ꎬＳ ｄｏ
　 　 ３:　 　 　 收敛 ω( ｉ)

ｓ 使其最小化

　 　 ４:　 　 　 ｌｎ(∑
Ｓ

ｔ ＝１
‖ｚ∗( ｉ－１) －ｚｔ‖２ /‖ｚ∗( ｉ－１) －ｚｓ‖)ꎻ

　 　 ５: 　 迭代更新真值向量与置信度 ｚ∗( ｉ)← ∑
Ｓ

ｓ ＝１
ω( ｉ)

ｓ ｚｓꎻ

　 　 ６:　 真值向量变化趋于稳定 ｉｆ ‖ｚ∗( ｉ) －ｚ∗( ｉ－１)‖２ < ε ｔｈｅｎ
　 　 ７:　 　 ｒｅｔｕｒｎ ｚ∗( ｉ)

真值发现算法流程如图 ２ 所示ꎮ

图 ２　 胶质瘤基因状态校准算法 ＴＤＡ￣ＲｅｓＮｅｔ 流程图
Ｆｉｇ.２　 Ｆｌｏｗｃｈａｒｔ ｏｆ ｔｈｅ ｇｌｉｏｍａ ｇｅｎｅ ｓｔａｔｅ ｃａｌｉｂｒａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ＴＤＡ￣ＲｅｓＮｅｔ

２　 实验结果与分析

２.１　 数据集

本研究所使用的实验数据来自徐州医科大学附属医院临床数据集及癌症影像档案( ｔｈｅ ｃａｎｃｅｒ ｉｍａｇｉｎｇ
ａｒｃｈｉｖｅꎬ ＴＣＩＡ)公共数据集ꎮ 当地附属医院临床数据集包括 ２５５ 例(共 ４ ６６４ 张影像)已标注 ＩＤＨ１ 基因状

态患者的 ＭＲＩ 数据ꎮ 其中有 １６３ 例(共 ２ ８９８ 张影像)为 ＩＤＨ１ 野生型患者ꎬ其余 ９２ 例(共 １ ７６６ 张影像)为
ＩＤＨ１ 突变型患者ꎬ全部 ＩＤＨ１ 基因状态标签均根据免疫组化结果进行标注ꎮ 为平衡 ＩＤＨ１ 基因状态的类别ꎬ
对突变型患者 ＭＲＩ 数据进行扩增ꎮ 具体方法为:实验随机选取 ９２ 例突变型病例中的 ３ / ５ 进行数据扩增ꎬ２７
例患者图像进行旋了转操作ꎬ其余 ２７ 例患者图像进行了镜像操作ꎮ 最终 ＩＤＨ１ 突变型病例数量为 １４６ 例

(共 ２ ８４３ 张影像)ꎮ 与 １６３ 例 ＩＤＨ１ 野生型病例相比ꎬＩＤＨ１ 基因状态数据基本达到均衡ꎬ确保了实验的可靠

性ꎮ 图像均为术前使用 ３.０￣Ｔｅｓｌａ 仪器扫描的 Ｔ１ｃ 序列ꎬ其成像参数如下:重复时间为 ２ ６５２.９４ ｍｓꎬ回波时间

为 ２３.２８ ｍｓꎬ翻转角为 ９０°ꎬ分辨率为 ０.４６８ ８ ｍｍꎮ 此外ꎬ对比实验使用的脑胶质瘤患者的脑 ＭＲＩ 数据来自

公共数据集 ＴＣＩＡꎮ 共收集 ３４３ 例(共 ５ ６３４ 张影像)已标注 ＩＤＨ１ 基因状态患者的 ＭＲＩ 数据ꎬ其中 １５９ 例

(共 ２ ７１１ 张影像)为 ＩＤＨ１ 野生型患者ꎬ１８４ 例(共 ２ ９２３ 张影像)为 ＩＤＨ１ 突变型患者ꎮ 在本文的所有实验

中ꎬ均按照 ８ ∶１ ∶１的比例划分了训练集、测试集和验证集进行模型训练ꎮ
２.２　 评价指标

本文使用接受者操作特征曲线下面积(ａｒｅａ ｕｎｄｅｒ ｔｈｅ ｒｅｃｅｉｖｅｒ ｏｐｅｒａｔｉｎｇ ｃｈａｒａｃｔｅｒｉｓｔｉｃ ｃｕｒｖｅꎬ ＡＵＲＯＣ)、
准确率(Ａｃｃｕｒａｃｙ)、精确率(Ｐｒｅｃｉｓｉｏｎ)、召回率(Ｒｅｃａｌｌ)和 Ｆ１ 分数(Ｆ１￣Ｓｃｏｒｅ)５ 种评价指标ꎬ来定量地衡量所
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提出的方法在胶质瘤 ＩＤＨ１ 基因状态预测时的性能表现ꎮ 其计算公式如式(１３)—(１８)所示ꎬ其中ꎬ真阳性

( ｔｒｕｅ ｐｏｓｉｔｉｖｅꎬ ＴＰ)是被模型正确预测的突变样本ꎻ真阴性( ｔｒｕｅ ｎｅｇａｔｉｖｅꎬ ＴＮ)是被模型正确预测的未突变

样本ꎻ伪阳性( ｆａｌｓｅ ｐｏｓｉｔｉｖｅꎬ ＦＰ)是被模型错误预测为突变的未突变样本ꎻ伪阴性( ｆａｌｓｅ ｎｅｇａｔｉｖｅꎬ ＦＮ)是被

模型错误预测为未突变的突变样本ꎮ
ＡＵＲＯＣ 表示的是接受者操作特征( ｒｅｃｅｉｖｅｒ ｏｐｅｒａｔｉｎｇ ｃｈａｒａｃｔｅｒｉｓｔｉｃꎬ ＲＯＣ)曲线下面积ꎬ数值越接近 １ 代

表模型越好ꎮ ＲＯＣ 曲线由灵敏度(Ｓｅｎｓｉｔｉｖｉｔｙ)为纵轴ꎬ１￣特异度(１￣Ｓｐｅｃｉｆｉｃｉｔｙ)为横轴绘制而成ꎮ 灵敏度又

称为真阳性率( ｔｒｕｅ ｐｏｓｉｔｉｖｅ ｒａｔｅꎬ ＴＰＲ)ꎬ其计算公式为

ＴＰＲ＝ ＴＰ
ＴＰ＋ＦＮ

ꎻ (１３)

１￣特异度又称为假阳性率( ｆａｌｓｅ ｐｏｓｉｔｉｖｅ ｒａｔｅꎬ ＦＰＲ)ꎬ其计算公式为

ＦＰＲ＝ ＦＰ
ＦＰ＋ＴＮ

ꎻ (１４)

准确率是对于给定的测试数据集中正确分类的样本数与总样本数之比ꎬ其计算公式为

Ａｃｃｕｒａｃｙ＝ ＴＰ＋ＴＮ
ＴＰ＋ＴＮ＋ＦＰ＋ＦＮ

ꎻ (１５)

精确率又叫查准率ꎬ表示的是预测为突变的样本与真实突变样本数之比ꎬ其计算公式为

Ｐｒｅｃｉｓｉｏｎ＝ ＴＰ
ＴＰ＋ＦＰ

ꎻ (１６)

召回率又叫查全率ꎬ表示的是真实突变样本与预测为突变的样本之比ꎬ其计算公式为

Ｒｅｃａｌｌ＝ ＴＰ
ＴＰ＋ＦＮ

ꎻ (１７)

Ｆ１ 分数是精确率和召回率的调和均值ꎬ作用是对精确率和召回率进行调和ꎬ通常用来评价模型的分类效果ꎬ
其计算公式为

Ｆ１￣Ｓｃｏｒｅ＝
２ＴＰ

２ＴＰ＋ＦＰ＋ＦＮ
ꎮ (１８)

模型的计算复杂度是指进行推理或训练时所需的计算资源和时间ꎮ 为验证 ＴＤＡ￣ＲｅｓＮｅｔ 模型的计算复

杂度ꎬ本文使用时间复杂度( ｔｉｍｅ ｃｏｍｐｌｅｘｉｔｙ)、空间复杂度(ｓｐａｃｅ ｃｏｍｐｌｅｘｉｔｙ)２ 种指标进行评估ꎮ
原始 ＲｅｓＮｅｔ 模型的时间复杂度 Ｔ(ｎ)与空间复杂度 Ｓ(ｎ)计算公式分别为

Ｔ(ｎ)＝∑
ｎ

ｋ ＝１
ｋ２Ｃ ｉ

ｉｎＣｉ
ｏｕｔＦ２＋ＣｅｉｎＣｅｏｕｔꎬ (１９)

Ｓ(ｎ)＝ ∑
ｎ

ｋ ＝１
ｋ２Ｃｉ

ｉｎＣｉ
ｏｕｔ＋ＣｅｉｎＣｅｏｕｔꎬ (２０)

其中:ｎ 为网络层数ꎻｋ 为卷积核大小ꎻＣｉｎ为输入通道数ꎻＣｏｕｔ为输出通道数ꎻＦ 为输出特征图大小ꎻＣｅｉｎ为全连

接层输入ꎻＣｅｏｕｔ为全连接层输出ꎮ
ＤＡ￣ＲｅｓＮｅｔ 模型的时间复杂度 ＴＤＡ(ｎ)与空间复杂度 ＳＤＡ(ｎ)的计算公式分别为

ＴＤＡ(ｎ)＝ ∑
ｎ

ｉ ＝１
∑
ＣＤｉｎ

ｊ ＝１
ｋ２Ｃ ｊ

ＤｉｎＣ ｉ
ＤｏｕｔＦ２＋ＣｅｉｎＣｅｏｕｔꎬ (２１)

ＳＤＡ(ｎ)＝ ∑
ｎ

ｉ ＝１
∑
ＣＤｉｎ

ｊ ＝１
ｋ２Ｃ ｊ

ＤｉｎＣ ｉ
Ｄｏｕｔ＋ＣｅｉｎＣｅｏｕｔꎬ (２２)

其中ꎬＣＤｉｎ表示分散注意力的输入通道数ꎬＣＤｏｕｔ表示分散注意力的输出通道数ꎮ
ＴＤＡ￣ＲｅｓＮｅｔ 模型的时间复杂度 ＴＴＤＡ(ｎ)与空间复杂度 ＳＴＤＡ(ｎ)的计算公式分别为

ＴＴＤＡ(ｎ)＝ ∑
ｎ

ｉ ＝１
∑
ＣＤｉｎ

ｊ ＝１
ｋ２Ｃ ｊ

ＤｉｎＣ ｉ
ＤｏｕｔＦ２＋ＣｅｉｎＣｅｏｕｔ＋Ｇ∗Ｌ∗Ｓ∗Ｅꎬ (２３)

ＳＴＤＡ(ｎ)＝ ∑
ｎ

ｉ ＝１
∑
ＣＤｉｎ

ｊ ＝１
ｋ２Ｃ ｊ

ＤｉｎＣ ｉ
Ｄｏｕｔ＋ＣｅｉｎＣｅｏｕｔ＋Ｇ∗Ｌ∗Ｓ∗Ｅꎬ (２４)
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其中ꎬＧ 表示数据集大小ꎬＬ 表示类别数ꎬＳ 表示分类器数ꎬＥ 表示迭代次数ꎮ
２.３　 基于深度真值发现的胶质瘤 ＩＤＨ１ 基因状态预测

本研究在 ＲｅｓＮｅｔ 基础架构中加入分散注意力机制ꎬ并融入真值发现算法设计出模型 ＴＤＡ￣ＲｅｓＮｅｔꎬ可以

有效改善胶质瘤 ＩＤＨ１ 状态预测时的不确定性误差ꎬ寻优置信度较高的预测值ꎮ 网络训练如图 ３ 所示ꎮ

图 ３　 ＴＤＡ￣ＲｅｓＮｅｔ 训练过程
Ｆｉｇ.３　 ＴＤＡ￣ＲｅｓＮｅｔ ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ

　 　 ＤＡ￣ＲｅｓＮｅｔ 与 ＴＤＡ￣ＲｅｓＮｅｔ 模型从 ４ 个分类指标(准确度、召回率、精确度和 Ｆ１ 评分)评估的 ＩＤＨ１ 基因

基因状态的预测性能如表 １ 所示ꎮ 实验结果证明ꎬ用本实验提出的模型在所有指标上都能获得较好的结果ꎬ
其中 ＴＤＡ￣ＲｅｓＮｅｔ 模型的准确率、精确度、召回率及 Ｆ１ 得分分别为 ９５.７３％、９６.０９％、９２.４８％、９４.２５％ꎬＡＵＣ
得分为 ０.９８７ ７ꎮ ＴＤＡ￣ＲｅｓＮｅｔ 模型预测的 ＲＯＣ 曲线如图 ４ 所示ꎮ

表 １　 ＤＡ￣ＲｅｓＮｅｔ 与 ＴＤＡ￣ＲｅｓＮｅｔ 模型预测结果
Ｔａｂｌｅ １　 ＤＡ￣ＲｅｓＮｅｔ ａｎｄ ＴＤＡ￣ＲｅｓＮｅｔ ｍｏｄｅｌ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

模型 Ａｃｃｕｒａｃｙ / ％ Ｐｒｅｃｉｓｉｏｎ / ％ Ｒｅｃａｌｌ / ％ Ｆ１￣ｓｃｏｒｅ / ％ ＡＵＣ

ＤＡ￣ＲｅｓＮｅｔ ９２.５９ ９２.１１ ８６.０７ ０.８８９ ８ ０.９１０ ７

ＴＤＡ￣ＲｅｓＮｅｔ ９５.７３ ９６.０９ ９２.４８ ０.９４２ ５ ０.９８７ ７

图 ４　 ＴＤＡ￣ＲｅｓＮｅｔ 模型 ＲＯＣ 曲线图
Ｆｉｇ.４　 ＲＯＣ ｐｌｏｔ ｏｆ ｔｈｅ ＴＤＡ￣ＲｅｓＮｅｔ ｍｏｄｅｌ

　 　 为验证本文提出的 ＴＤＡ￣ＲｅｓＮｅｔ 模型对计算资源的需求量ꎬ对原始 ＲｅｓＮｅｔ 模型、ＤＡ￣ＲｅｓＮｅｔ 和改进后的

ＴＤＡ￣ＲｅｓＮｅｔ 模型的计算量与访存量进行计算ꎮ 其对比如表 ２ 所示ꎮ
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表 ２　 模型算法复杂度对比表
Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌ ａｌｇｏｒｉｔｈｍ ｃｏｍｐｌｅｘｉｔｙ

模型 计算量(ＦＬＯＰｓ) / Ｇ 访存量(ｂｙｔｅ) / Ｍ

ＲｅｓＮｅｔ ８.２６ ２３.５１

ＤＡ￣ＲｅｓＮｅｔ １０.８８ ２７.４８

ＴＤＡ￣ＲｅｓＮｅｔ １０.８９ ３８.９６

　 　 经对比ꎬ本文提出的 ＴＤＡ￣ＲｅｓＮｅｔ 模型在计算量和访存量上稍有增加ꎬ然而其准确率和 ＡＵＣ 得分均高

于原始 ＲｅｓＮｅｔ 模型和 ＤＡ￣ＲｅｓＮｅｔ 模型ꎮ 计算复杂度的轻度提升及准确性的提升证明了 ＴＤＡ￣ＲｅｓＮｅｔ 模型

在进行复杂的医学图像处理任务和提取 ＩＤＨ１ 特异性特征时具有更强的泛化能力ꎬ体现了 ＴＤＡ￣ＲｅｓＮｅｔ 模型

的优越性ꎮ
２.４　 对比实验

２.４.１　 多种注意力机制对比实验

为验证模型中采用的通道分散注意力机制的优越性ꎬ使用附属医院数据集将 ４ 种经典注意力机制嵌入

ＲｅｓＮｅｔ 中进行对比实验ꎬ其结果如表 ３ 所示ꎮ 本文的 ＤＡ￣ＲｅｓＮｅｔ 准确率为 ９２.５９％ꎬ明显高于其余模型ꎬ验
证了所提模型注意力机制的优越性ꎮ 表中加粗字体表示最优性能ꎮ

表 ３　 通道分散注意力机制与经典注意力机制比较
Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＤＡ￣ｍｅｃｈａｎｉｓｍ ｗｉｔｈ ｃｌａｓｓｉｃａｌ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍｓ

　 　 　 模型 Ａｃｃｕｒａｃｙ / ％ Ｐｒｅｃｉｓｉｏｎ / ％ Ｒｅｃａｌｌ / ％ Ｆ１￣ｓｃｏｒｅ / ％ ＡＵＣ
ＣＡ￣ＲｅｓＮｅｔ ８３.０７ ８４.５１ ７９.３５ ８１.８６ ０.８６６ ２
ＢＡＭ￣ＲｅｓＮｅｔ ８６.７５ ８４.３７ ８１.４３ ８２.８８ ０.８７２ ６
ＳＣＳＥ￣ＲｅｓＮｅｔ ８７.９７ ８１.７３ ８２.２１ ８１.９７ ０.８７１ ４
ＣＢＡＭ￣ＲｅｓＮｅｔ ８６.０７ ８５.３２ ８０.６５ ８１.９６ ０.８７１ ６
ＤＡ￣ＲｅｓＮｅｔ(本文模型) ９２.５９ ９２.１１ ８６.０７ ８８.９８ ０.９１０ ７

２.４.２　 现有模型对比

为验证 ＴＤＡ￣ＲｅｓＮｅｔ 在胶质瘤 ＩＤＨ１ 基因状态预测任务中的优越性ꎬ使用公共数据集 ＴＣＩＡ 设计实验将

ＴＤＡ￣ＲｅｓＮｅｔ 与现有胶质瘤 ＩＤＨ１ 基因状态预测研究进行对比ꎮ ＴＤＡ￣ＲｅｓＮｅｔ 的准确率达到了 ９４.３０％ꎬＡＵＣ
得分为 ０.９７８ ４ꎬ优于其他对比模型ꎮ 其对比结果如表 ４ 所示ꎮ

表 ４　 ＴＤＡ￣ＲｅｓＮｅｔ 与现有胶质瘤基因状态预测方法比较
Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＴＤＡ￣ＲｅｓＮｅｔ ｗｉｔｈ ｅｘｉｓｔｉｎｇ ｇｌｉｏｍａ ｇｅｎｅ ｓｔａｔｕｓ ｐｒｅｄｉｃｔｉｏｎ ｍｅｔｈｏｄｓ

　 　 模型 Ａｃｃｕｒａｃｙ / ％ Ｐｒｅｃｉｓｉｏｎ / ％ Ｒｅｃａｌｌ / ％ Ｆ１￣ｓｃｏｒｅ / ％ ＡＵＣ

Ｉｎｃｅｐｔｉｏｎ￣Ｖ３ ８８.７３ ６８.１９ ７１.３７ ６９.５９ ０.８３２ ９

ＭｏｂｉｌｅＮｅｔ￣Ｖ２ ７７.９３ ４６.５６ ４５.２５ ４５.８１ ０.５１３ ３

ＤｅｎｓｅＮｅｔ￣１２１ ８６.８５ ６４.２５ ６４.２５ ６４.２５ ０.８６６ ６

ＥｆｆｉｃｉｅｎｔＮｅｔ￣Ｂ０ ８９.６７ ４４.８４ ５０.００ ４７.２８ ０.５３０ ５

ＲｅｓＮｅｔ￣５０ ８９.２０ ４４.６０ ５０.００ ４７.１５ ０.５３５ ５

Ｃｈｏｉ ｅｔ ａｌ.[１９] ７８.８０ ０.８６０ ０

Ｔａｈａ ｅｔ ａｌ.[２０] ７５.００

Ｋａｗａｇｕｃｈｉ ｅｔ ａｌ.[２１] ０.８６７ ０

ＴＤＡ￣ＲｅｓＮｅｔ(本文模型) ９４.３０ ９２.２３ ８８.７９ ９０.４８ ０.９７８ ４

２.５　 消融实验

为验证本文提出的 ＴＤＡ￣ＲｅｓＮｅｔ 对于胶质瘤 ＩＤＨ１ 基因状态模型的预测准确性及校准的有效性ꎬ本文使

用徐州医科大学附属医院数据集设置了消融实验ꎬ旨在验证该模型在分类及校准任务中的鲁棒性和可靠性ꎮ
消融实验的模型预测准确率对比如表 ５ 所示ꎮ 实验中使用的模块在表中以打勾的形式展现ꎬ每去掉一个模

块则在对应表中以空白表示ꎮ 加粗字体展示了消融实验最优性能ꎮ 实验结果表明减少每个模块ꎬ准确率都

明显下降ꎬ可以得出结论:使用分散注意力机制、真值发现算法的 ＲｅｓＮｅｔ 具有最优的胶质瘤 ＩＤＨ１ 基因状态
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预测性能ꎬ仅使用 ＲｅｓＮｅｔ 的分类准确率为 ９０.０３％ꎬ使用分散注意力机制改进 ＲｅｓＮｅｔ 的分类准确率为

９２.５９％ꎬ使用基于真值发现算法的校准模型分类准确率为 ９５.７３％ꎬ本文认为预测准确率最高的模型能够最

精准地预测胶质瘤 ＩＤＨ１ 基因状态ꎮ
表 ５　 消融实验结果对比

Ｔａｂｌｅ ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ
ＲｅｓＮｅｔ 分散注意力机制 真值发现算法 Ａｃｃｕｒａｃｙ / ％

√ √ √ ９５.７３
√ √ ９２.５９
√ ９０.０３

３　 结论

本文提出基于深度真值发现与改进 ＲｅｓＮｅｔ 的 ＴＤＡ￣ＲｅｓＮｅｔ 模型用于胶质瘤影像 ＩＤＨ１ 基因状态智能预

测ꎮ 首先采用一种融合 ＲｅｓＮｅｔ 与分散注意力机制的模型同时提取胶质瘤 ＭＲ 影像的深度局部与全局特征ꎻ
其次采用真值发现算法对模型的深度高维分类向量进行不确定性校准ꎬ改善了原始预测结果的置信度ꎬ提高

了预测结果的准确率ꎮ 实验结果表明ꎬＴＤＡ￣ＲｅｓＮｅｔ 模型在附属医院数据集上对 ＩＤＨ１ 基因状态分类准确率

达到了 ９５.７３％ꎬ在公有数据集 ＴＣＩＡ 上对 ＩＤＨ１ 基因状态分类准确率达到了 ９４.３０％ꎬ优于传统经典深度学

习模型以及目前最新的基于深度学习的 ＩＤＨ１ 基因状态预测模型ꎮ ＴＤＡ￣ＲｅｓＮｅｔ 胶质瘤 ＩＤＨ１ 基因状态预测

模型可以术前依据影像影像无创精准预测 ＩＤＨ１ 基因状态ꎬ对减轻病人痛苦和经济负担、精准用药以及辅助

临床诊疗具有重要意义ꎮ
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