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基于混合策略的鹈鹕优化算法

刘魏岩ꎬ齐迹∗ꎬ梁红ꎬ林钰川
(齐齐哈尔大学通信与电子工程学院ꎬ 黑龙江 齐齐哈尔 １６１００６)

摘要:为了提高鹈鹕优化算法的优化性能与稳定性ꎬ提出一种基于混合策略的鹈鹕优化算法ꎮ 在鹈鹕算法备选解的生成机制

中使用偏好权重策略ꎬ引导备选解进行多样性的探索ꎮ 采用随机搜索策略更新部分目标函数值较差的备选解位置ꎬ使得备

选解能够跳出局部最优限制ꎮ 使用大范围的自适应搜索半径策略ꎬ增大各备选解发现更优解的可能ꎮ 在 １８ 个测试函数上

结合对比算法开展寻优实验ꎬ分析寻优结果并进行 Ｗｉｌｃｏｘｏｎ 秩和检验ꎬ验证了改进后的鹈鹕优化算法具有更好的寻优性

能与稳定性ꎮ
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０　 引言

智能优化算法具有寻优迅速且鲁棒性强的特点ꎬ能够很好的解决优化问题ꎬ目前被广泛应用于图像处

理[１￣２]、电力系统[３￣４]、信号检测[５￣６]、深度学习[７￣８]、教学管理[９￣１０] 等领域ꎮ 文献[１１]通过精英反向策略提升

初代种群质量ꎬ并使用混沌映射避免鲸鱼优化算法存在的局部最优问题ꎮ 文献[１２]在麻雀搜索算法基础上

引入莱维飞行机制ꎬ平衡算法的全局寻优与局部寻优能力ꎬ避免算法陷入局部最优ꎮ 文献[１３]在鲸鱼优化

算法中加入自适应惯性权重和反向学习策略ꎬ提高了算法种群的多样性和收敛精度ꎬ引入的参数非线性衰减

策略增强了鲸鱼优化算法在高维问题上的优化性能ꎮ 文献[１４]用透镜成像反向学习策略和精英池策略解



　 第 ９ 期 刘魏岩ꎬ等:基于混合策略的鹈鹕优化算法 ５３　　　 　

决了侏儒猫鼬优化算法收敛速度较慢、易陷入局部最优的问题ꎬ并平衡了全局搜索与局部搜索性能ꎮ 文献

[１５]将广泛学习、精英学习和协调学习等策略应用于灰狼优化算法ꎬ改善了算法的平衡能力以及收敛速度ꎮ
文献[１６]引入透镜成像学习和混沌映射提升了平衡优化器算法的寻优性能ꎮ 文献[１７]使用自适应高斯变

异策略使哈里斯鹰优化算法能够跳出局部最优ꎮ 文献[１８]在每次迭代中对单个备选解的位置进行差分变

异ꎬ增加了海鸥优化算法种群的多样性ꎮ 文献[１９]使用较优备选解引导群体中其他备选解开展搜索ꎬ保持

了种群的多样性ꎬ可使阿奎拉优化算法跳出局部最优ꎮ 文献[２０]在教与学优化算法基础上使用混沌搜索和

余弦函数分阶段扰动ꎬ增加了备选解的多样性ꎮ
鹈鹕优化算法[２１](ｐｅｌｉｃａｎ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍꎬ ＰＯＡ)通过模拟鹈鹕的行为与策略ꎬ对待优化问题进行

优化ꎮ 为了提高鹈鹕优化算法的寻优精度和稳定性ꎬ本文提出一种基于混合策略鹈鹕优化算法( ｈｙｂｒｉｄ
ｓｔｒａｔｅｇｙ ｐｅｌｉｃａｎ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍꎬ ＨＳＰＯＡ)ꎮ ＨＳＰＯＡ 使用偏好权重策略生成猎物位置引导备选解移

动ꎬ增强备选解移动方向的多样性ꎻ采用随机搜索策略使得备选解有机会跳出局部最优ꎻ通过自适应调整的

搜索半径扩大了各备选解的搜索范围ꎮ 实验验证表明ꎬＨＳＰＯＡ 在寻优精度、收敛速度和稳定性方面具有更

好的性能ꎮ

１　 鹈鹕优化算法

在鹈鹕优化算法中ꎬ种群内每只鹈鹕的位置代表解空间内备选解的位置ꎬ鹈鹕的行为包括 ２ 个阶段:负
责全局搜索的位置移动行为ꎬ即迭代时种群内的全体备选解随机向猎物移动的行为(Ｓ１)ꎻ负责局部搜索的

狩猎区捕猎行为ꎬ即备选解对各自位置周围区域的探索行为(Ｓ２)ꎮ
设 ＰＯＡ 备选解位置为 Ｘꎬ若种群个数为 Ｎ、待优化问题维数为 Ｄꎬ则第 ｉ 只鹈鹕在解空间第 ｊ 维的初代

位置 Ｘ ｉꎬｊ由式(１)产生:
Ｘ ｉꎬｊ ＝ ｌｊ＋ｋ(ｕｊ－ｌｊ)ꎬ (１)

其中ꎬｋ∈(０ꎬ１)ꎬ ｌｊ、 ｕｊ 是解空间第 ｊ 维的下界和上界ꎬｉ＝ １ꎬ２ꎬ􀆺ꎬＮꎬ ｊ＝ １ꎬ２ꎬ􀆺ꎬＤꎮ
１.１　 位置移动行为

在位置移动行为阶段ꎬ算法通过模拟鹈鹕的位置移动行为进行全局搜索ꎮ 确定初代备选解位置后ꎬ随机

选择备选解在解空间的位置作为猎物 Ｐꎬ种群内其他备选解按式(２)移动到新的位置

ＸＳ１
ｉ ＝

Ｘｉ＋ｋ(Ｐ－ＩＸｉ)ꎬ　 Ｆｐ<Ｆ ｉꎬ
Ｘｉ＋ｋ(Ｘｉ－Ｐ)ꎬ　 其他ꎬ{ (２)

其中ꎬＦｐ、Ｆ ｉ 为 Ｐ 与 Ｘｉ 的目标函数值ꎬＩ 是取值为 １ 或 ２ 的随机数ꎬ用于控制备选解的位移ꎮ
按式(３)确定是否接受 ＸＳ１

ｉ :

Ｘｉ ＝
ＸＳ１

ｉ ꎬ　 ＦＳ１
ｉ <Ｆ ｉꎬ

Ｘｉꎬ　 其他ꎬ{ (３)

即新位置 ＸＳ１
ｉ 的目标函数值 ＦＳ１

ｉ 更优则接受新位置ꎬ否则保持位置不变ꎮ
１.２　 区域捕猎行为

在区域捕猎行为阶段ꎬ算法通过模拟鹈鹕的捕食行为进行局部搜索ꎬ捕猎的区域在各备选解的周围ꎮ 第

ｉ 只鹈鹕在解空间第 ｊ 维的位置即各备选解按式(４)移动到新的位置

ＸＳ２
ｉꎬｊ ＝Ｘ ｉꎬｊ＋Ｒ １－ ｔ

Ｔ
æ

è
ç

ö

ø
÷ (２ｋ－１)Ｘ ｉꎬｊꎬ (４)

其中ꎬＲ＝ ０.２ꎬｔ 为当前迭代次数ꎬＴ 为所设定的最大迭代次数ꎮ 随着迭代的进行ꎬＲ １－ ｔ
Ｔ

æ

è
ç

ö

ø
÷ 将从 ０.２ 逐渐减

小ꎬ各备选解局部搜索的范围将逐渐缩小ꎮ
按式(５)确定是否接受 ＸＳ２

ｉ :

Ｘｉ ＝
ＸＳ２

ｉ ꎬ　 ＦＳ２
ｉ <Ｆ ｉꎬ

Ｘｉꎬ 其他ꎬ{ (５)
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即新位置 ＸＳ２
ｉ 的目标函数值 ＦＳ２

ｉ 更优则接受新位置ꎬ否则保持位置不变ꎮ
历次迭代均按 ＸＳ１

ｉ 和 ＸＳ２
ｉ 更新种群备选解的位置ꎬ直至算法迭代完毕并输出最优解ꎮ

２　 鹈鹕优化算法的改进

２.１　 偏好权重

为增强算法位置移动行为阶段产生备选解的多样性ꎬ提高算法的寻优性能ꎬＨＳＰＯＡ 在每次迭代开始后ꎬ
针对全体备选解ꎬ使用基于备选解目标函数值的偏好权重策略计算猎物 Ｐ 的位置ꎬ以此引导各备选解历次

迭代中的位置更新ꎮ
从 Ｎ 个备选解中选择目标函数值较好的 Ｇ 个组成 ＸＢｅｓｔ ＝ [Ｘｂｅｓｔ１ꎻＸｂｅｓｔ２ꎻ􀆺ꎻＸｂｅｓｔＧ]ꎮ ＸＢｅｓｔ对应的目标函数

值为 ＦＢｅｓｔ ＝[Ｆｂｅｓｔ１ꎬＦｂｅｓｔ２ꎬ􀆺ꎬＦｂｅｓｔＧ]
Ｔꎬ使用式(６)对 ＦＢｅｓｔ内的数值进行处理

λｇ ＝
Ｆｍｅａｎ

Ｂｅｓｔ －Ｆｂｅｓｔｇ

Ｆｍａｘ
Ｂｅｓｔ－Ｆｍｉｎ

Ｂｅｓｔ

ꎬ (６)

其中ꎬｇ＝ １ꎬ２ꎬ􀆺ꎬＧꎬ Ｆｍｅａｎ
Ｂｅｓｔ 、 Ｆｍａｘ

Ｂｅｓｔ、 Ｆｍｉｎ
Ｂｅｓｔ分别为 ＦＢｅｓｔ的均值、最大值和最小值ꎮ

猎物 Ｐ 的位置表示为

Ｐ＝λ１Ｘｂｅｓｔ１
＋λ

２
Ｘｂｅｓｔ２

＋􀆺＋λＧＸｂｅｓｔＧꎮ (７)
若式(６)中 Ｆｍａｘ

Ｂｅｓｔ－Ｆｍｉｎ
Ｂｅｓｔ ＝ ０ꎬ则 Ｐ 仍按原方式选择ꎻ若式(７)生成 Ｐ 的位置第 ｊ 维超出解空间上下界ꎬ则使

用式(１)对第 ｊ 维位置进行替换ꎮ
２.２　 随机搜索

在算法历次迭代寻优过程中会有部分备选解的目标函数值较差ꎮ 为了避免备选解陷入局部最优ꎬ参考

人工鱼(ａｒｔｉｆｉｃｉａｌ ｆｉｓｈꎬ ＡＦ)优化算法中的随机行为ꎬ模拟鹈鹕追逐逃跑的鱼类ꎬ在 ＨＳＰＯＡ 引入随机搜索

策略ꎮ
设种群内目标函数值较差的 Ｗ 个备选解位置为 ＸＷｏｒｓｔ ＝[Ｘｗｏｒｓｔ１ꎻ Ｘｗｏｒｓｔ２ꎻ 􀆺ꎻ ＸｗｏｒｓｔＷ]ꎬ其对应的目标函数

值为 ＦＷｏｒｓｔ ＝[Ｆｗｏｒｓｔ１ꎬＦｗｏｒｓｔ２ꎬ􀆺ꎬＦｗｏｒｓｔＷ]
Ｔꎬ使用式(８)进行随机搜索

Ｘｎｅｗ
Ｗｏｒｓｔ ＝ＸＷｏｒｓｔ＋ｋ(Ｘｍｅｄｉａｎ－ＸＷｏｒｓｔ)ꎬ (８)

其中ꎬＸｎｅｗ
Ｗｏｒｓｔ为 ＸＷｏｒｓｔ更新后的备选解位置ꎬＸｍｅｄｉａｎ为全体备选解位置的中位数ꎬ ｋ ＝ [ｋ１１ꎬｋ２１ꎬ􀆺ꎬｋＷ１] Ｔꎬ第 ｑ 行

第 １ 列的元素ｋｑ１∈(０ꎬ１)ꎮ
计算 Ｘｎｅｗ

Ｗｏｒｓｔ的目标函数值 Ｆｎｅｗ
Ｗｏｒｓｔꎬ按式(９)确定是否替换相应备选解:

Ｘｗｏｒｓｔｗ
＝

Ｘｎｅｗ
ｗｏｒｓｔｗꎬ　 　 　 　 　 　 　 　 　 Ｆｎｅｗ

ｗｏｒｓｔｗ<Ｆｗｏｒｓｔｗꎬ

Ｘｗｏｒｓｔｗ
＋ｋ(Ｘｍｅｄｉａｎ－Ｘｗｏｒｓｔｗ)ꎬ 其他ꎬ{ (９)

其中 ｗ＝ １ꎬ２ꎬ􀆺ꎬＷꎮ
２.３　 自适应搜索半径

原始鹈鹕优化算法在区域捕猎行为阶段中ꎬ使用 Ｒ １－ ｔ
Ｔ

æ

è
ç

ö

ø
÷ 控制局部搜索的范围ꎮ ＨＳＰＯＡ 采用式(１０)

替代 Ｒ １－ ｔ
Ｔ

æ

è
ç

ö

ø
÷ ꎬ扩大鹈鹕优化算法区域捕猎行为阶段的搜索范围ꎬ

Ｌ＝ ２ ｅ－ ｔ
Ｔ －ｅ－１( ) ꎮ (１０)

图 １ 比较了 ＨＳＰＯＡ、ＰＯＡ 在区域捕猎行为阶段中搜索范围与迭代次数的关系ꎬ迭代前期 ＨＳＰＯＡ 的搜

索范围更大ꎬ且随着迭代进行ꎬＬ 也会逐渐降低至 ０ꎮ
　 　 引入式(１０)后ꎬ将式(４)替换为

ＸＳ２
ｉꎬｊ ＝Ｘ ｉꎬｊ＋Ｌ(２ｋ－１)Ｘ ｉꎬｊꎮ (１１)

若式(１１)产生的备选解 ＸＳ２
ｉ 的第 ｊ 维超出解空间上下界ꎬ则使用式(１)进行修正ꎮ
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图 １　 搜索范围比较
Ｆｉｇ.１　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｆｏｒ ｔｈｅ ｓｅａｒｃｈ ｓｃｏｐｅ

２.４　 ＨＳＰＯＡ 步骤

(１) 初始化算法参数:设置算法最大迭代次数 Ｔ、备选解总数 Ｎ、待优化问题维数 Ｄ、Ｗ 和 Ｇ 值ꎮ 使用式

(１)产生初代备选解并计算对应的目标函数值ꎬ准备开始迭代寻优ꎮ
(２) 第 ｔ 次迭代时ꎬ对全体备选解使用式(６)、(７)计算猎物 Ｐ 的位置ꎮ 对各备选解使用式(２)、(３)完成

位置移动行为阶段的位置更新ꎮ
(３) 使用式(１１)、(５)完成区域捕猎行为阶段的位置更新ꎮ
(４) 选取种群内目标函数值较差的 Ｗ 个备选解位置ꎬ使用式(８)、式(９)进行随机搜索ꎮ
(５) 第 ｔ 次迭代完成ꎬ更新历次迭代寻找到的最优解位置ꎬ判断 ｔ 是否达到最大迭代次数 Ｔꎮ 若达到则

输出最优解位置及对应的目标函数值ꎬ否则返回步骤 ２ꎮ
ＨＳＰＯＡ 的流程图见图 ２ꎮ

图 ２　 ＨＳＰＯＡ 流程图
Ｆｉｇ.２　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ＨＳＰＯＡ

３　 测试函数优化结果与分析

为了验证 ＨＳＰＯＡ 性能ꎬ选取 １８ 个最小值均为 ０ 的测试函数进行对比实验ꎬ测试函数如表 １ 所示ꎮ 本文
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选择 ＡＦ 优化算法、 生物地理优化算法 ( ｂｉｏｇｅｏｇｒａｐｈｙ￣ｂａｓｅｄ ｏｐｔｉｍｉｚａｔｉｏｎꎬ ＢＢＯ)、 文化算法 ( ｃｕｌｔｕｒａｌ
ａｌｇｏｒｉｔｈｍꎬ ＣＡ)、白骨顶鸡优化算法(ｃｏｏｔ ｏｐｔｉｍｉｚａｔｉｏｎ ａｌｇｏｒｉｔｈｍ)和原始 ＰＯＡ 作为对比算法ꎮ 表 １ 中的测试

函数 ｆ１—ｆ８ 为单峰测试函数ꎬ用于检测优化算法的寻优精度ꎬｆ９—ｆ１８为多峰测试函数ꎬ用于检测优化算法跳出

局部最优的能力ꎮ 从寻优精度、收敛速度和稳定性等方面分析这 １８ 个测试函数的寻优结果ꎮ
表 １　 １８ 个测试函数

Ｔａｂｌｅ １　 １８ ｔｅｓｔ ｆｕｎｃｔｉｏｎｓ
函数式 维数 取值范围 单峰 /多峰

ｆ１(ｘ)＝ ｍａｘ( ｜ ｘｉ ｜ ) ３０ [－１００ꎬ１００] 单峰

ｆ２(ｘ)＝∑
ｎ

ｉ ＝１
(ｘｉ) ２ ３０ [－１００ꎬ１００] 单峰

ｆ３(ｘ)＝∑
ｎ

ｉ ＝１
( ｉｘｉ) ２ ３０ [－１０ꎬ１０] 单峰

ｆ４(ｘ)＝ ０.２６(ｘ２
１＋ｘ２

２)－０.４８ｘ１ｘ２ ２ [－１０ꎬ１０] 单峰

ｆ５(ｘ)＝∑
ｎ

ｉ ＝１
ｘ２
ｉ ＋ ( ∑

ｎ

ｉ ＝１
０.５ｉｘｉ )

２

＋ ( ∑
ｎ

ｉ ＝１
０.５ｉｘｉ )

４

１０ [－５ꎬ１０] 单峰

ｆ６(ｘ)＝ ∑
ｎ / ｋ

ｉ ＝１
(ｘ４ｉ－３＋１０ｘ４ｉ－２) ２＋５(ｘ４ｉ－１－ｘ４ｉ) ２＋(ｘ４ｉ－２－ｘ４ｉ－１) ４＋１０(ｘ４ｉ－３－ｘ４ｉ) ４ ２４ [－４ꎬ５] 单峰

ｆ７(ｘ)＝ ∑
ｎ

ｉ ＝１
｜ ｘｉ ｜ ＋ ∏

ｎ

ｉ ＝１
｜ ｘｉ ｜ ３０ [－１０ꎬ１０] 单峰

ｆ８(ｘ)＝ ∑
ｎ

ｉ ＝１
(∑

ｉ

ｊ ＝１
ｘｊ )

２

３０ [－１０ꎬ１０] 单峰

ｆ９(ｘ)＝ ｘ２
１＋２ｘ２

２－０.３ｃｏｓ(３πｘ１)－０.４ｃｏｓ(４πｘ２)＋０.７ ２ [－１００ꎬ１００] 多峰

ｆ１０(ｘ)＝ ∑
ｎ

ｉ ＝１
[ｘ２

ｉ －１０ ｃｏｓ (２πｘｉ)＋１０] ３０ [－５.１２ꎬ５.１２] 多峰

ｆ１１(ｘ)＝ ｘ２
１＋２ｘ２

２－０.３ ｃｏｓ(３πｘ１)(４πｘ２)＋０.３ ２ [－１００ꎬ１００] 多峰

ｆ１２(ｘ)＝ ｘ２
１＋２ｘ２

２－０.３ ｃｏｓ(３πｘ１＋４πｘ２)＋０.３ ２ [－１００ꎬ１００] 多峰

ｆ１３(ｘ)＝
１

４ ０００∑
ｎ

ｉ ＝１
ｘ２
ｉ － ∏

ｎ

ｉ ＝１
ｃｏｓ (

ｘｉ
ｉ

) ＋１ ３０ [－６００ꎬ６００] 多峰

ｆ１４(ｘ)＝ －２０ｅｘｐ ( －０.２ １
ｎ ∑

ｎ

ｉ ＝１
ｘ２
ｉ ) ＋２０－ｅｘｐ ( １

ｎ ∑
ｎ

ｉ ＝１
ｃｏｓ(２πｘ ｉ) ) ＋ｅ ３０ [－３２ꎬ３２] 多峰

ｆ１５(ｘ)＝ ｘ２
１＋ｘ２

２＋２５(ｓｉｎ２(ｘ１)＋ｓｉｎ２(ｘ２)) ２ [－５ꎬ５] 多峰

ｆ１６(ｘ)＝ ２ｘ２
１－１.０５ｘ４

１＋
ｘ６
１

６
＋ｘ１ｘ２＋ｘ２

２ ２ [－５ꎬ５] 多峰

ｆ１７(ｘ)＝∑
ｎ

ｉ ＝１
｜ ｘｉ ｓｉｎ(ｘｉ)＋０.１ｘｉ ｜ ３０ [－１０ꎬ１０] 多峰

ｆ１８(ｘ)＝∑
ｎ

ｉ ＝１
ｋｔ ｜ ｘｉ ｜ ｉꎬ其中ｋｔ∈(０ꎬ１) ３０ [－５ꎬ５] 多峰

　 　 为了统一测试条件ꎬ设置所有算法备选解个数 Ｎ＝ ３０ꎬ Ｔ＝ １００ꎮ ＡＦ 算法中参数 Ｖ＝ １０ꎬ Ｔ＝ ２０ꎬ Ｓ＝ ３ꎬ δ＝
０.２ꎻ ＢＢＯ 算法中参数 Ｋ ＝ ０.２ꎬ α ＝ ０.９ꎬ Ｍ ＝ ０.１ꎻ ＣＡ 算法中 Ａ ＝ ０.３５ꎬ α ＝ ０.３ꎬ β ＝ ０.５ꎬ ＨＳＰＯＡ 式(８)中

Ｗ＝ ３ꎬ Ｇ＝ ３ꎮ 将各算法单独运行 ３０ 次获得的寻优结果的平均值、最优值、最差值和标准差分别记录于表

２—５ 中ꎮ 其中ꎬ平均值、最优值和最差值描述了算法的精度ꎬ值越小说明算法的寻优精度越高ꎻ标准差反映

算法的稳定性ꎬ值越小则说明算法寻优的稳定性越高ꎮ
观察表 ２—５ 所记录数据ꎬＨＳＰＯＡ 在平均值和标准差的结果上ꎬ除在函数 ｆ９、 ｆ１１和 ｆ１２上与 ＰＯＡ 接近

外ꎬ其余均为最优ꎮ 这说明 ＨＳＰＯＡ 采用混合策略后ꎬ能够在保证寻优精度提高的同时ꎬ有效提升算法寻

优的稳定性ꎮ
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表 ２　 １８ 个测试函数的寻优结果的平均值
Ｔａｂｌｅ ２　 Ａｖｅｒａｇｅ ｖａｌｕｅ ｏｆ ｔｈｅ ｏｐｔｉｍｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ １８ ｔｅｓｔ ｆｕｎｃｔｉｏｎｓ

函数 ＡＦ ＢＢＯ ＣＡ ＣＯＯＴ ＰＯＡ ＨＳＰＯＡ
ｆ１ ３２.６１０ ９ ２２.１０５ １ ２７.４５８ ８ ０.０１２ １ ３.８５３ ７×１０－９ ２.４１１ １×１０－４０

ｆ２ ２.５２０ １×１０３ １９.２０１ ４ ２.４４３ ２×１０３ ９.７３０ ７×１０－４ ６.７８３ ６×１０－１６ ４.７７２ ２×１０－７９

ｆ３ ４０.６８７ ８ ３.６１０ ５ ３６２.０７６ ０ ５.６２６ ４×１０－４ ３.８０１ ０×１０－１７ ２.６０８ ８×１０－７９

ｆ４ １.２１６ ９×１０－６ ６.４１６１×１０－４ ３.８８５ ２×１０－５ ３.８６２ ０×１０－１４ ９.０９２ ４×１０－３１ １.７７５ ４×１０－９５

ｆ５ ０.１５０ ８ ２.６８６ ９ ２.４０６ ６ ７.３２４ ４×１０－６ １.４４３ ０×１０－１９ ２.６３２ ０×１０－８０

ｆ６ ６.７６８ ９ ５.９９９ ６ ８３.３３６ ６ ５.８２４ ８×１０－６ １.２７３ １×１０－１８ ６.６０２ ６×１０－８０

ｆ７ ９.０８８ ６ １.５７３ １ ５８.２１３ ６ ０.００３ ２ １.３７４ ８×１０－８ １.８８０ ７×１０－４０

ｆ８ ９.７５７ ７ １１５.８３４ ５ １８２.６４６ ７　 ３.３５８ ９×１０－５ ３.１８３ ０×１０－１７ １.１１３ ５×１０－７８

ｆ９ ０.００１ ４ ３.５２３ ９×１０－４ ０.４１８ ４ ４.１１０ ２×１０－１１ ０ ０
ｆ１０ １０１.５８７ ６　 ５７.９５５ ９　 ２８３.６６２ ３　 １０.５２０ ９ ２.２７９ ７×１０－１４ ０
ｆ１１ ０.００１ ４ ０.０７２ ８ ０.２７４ ７ １.１７９ ８×１０－１０ ０ ０
ｆ１２ ６.７６９ ０×１０－４ ０.０３１ ２ ０.１７７ ９ ２.５７５ ４×１０－１０ ０ ０
ｆ１３ ４７４.２５５ ９　 １.１６７ ８ ２２.７９３ １ ０.０１４ ２ ９.５４７ ９×１０－１６ ０
ｆ１４ ４.９６６ ５ ２.２１６ ５ １０.５６７ ５ ０.００３ ３ １.６１５ ６×１０－９ １.７４６ ８×１０－１５

ｆ１５ ０.００１ ２ ６.６２０ ２×１０－８ ０.００２ ４ １.０７３ ６×１０－１４ １.４０４ １×１０－２５ １.０１６ ４×１０－９５

ｆ１６ １.２３９ ３×１０－４ ０.０４９ ８ １.６５３ ８×１０－４ ４.３５１ ５×１０－１５ ３.０９７ ８×１０－２７ ８.３９１ ０×１０－９８

ｆ１７ ５.４７２ ６ ０.８０６ １ ３６.２５０ ６ ０.１４１ ３ ７.０１９ ７×１０－１０ ２.１５４ ５×１０－４１

ｆ１８ ０.０５０ ３ ５３.０６６ ５　 ４.２４８ ３×１０３ １.００８ ４×１０－４ １.０５９ ２×１０－９ １.２２３ ３×１０－１８

表 ３　 １８ 个测试函数的寻优结果的最优值
Ｔａｂｌｅ ３　 Ｏｐｔｉｍａｌ ｖａｌｕｅ ｏｆ ｔｈｅ ｏｐｔｉｍｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ １８ ｔｅｓｔ ｆｕｎｃｔｉｏｎｓ

函数 ＡＦ ＢＢＯ ＣＡ ＣＯＯＴ ＰＯＡ ＨＳＰＯＡ
ｆ１ １３.５６７ ９ １２.７１９ ５ ２１.８３５ ７ ９.３０４ ７×１０－６ ８.７１８ ９×１０－１２ ４.３６８ ７×１０－４２

ｆ２ ４７.７０９ ６ １２.９９９ １ １.６９１ ２×１０３ ５.４８０ ６×１０－１４ ２.５０８ ３×１０－２１ ９.５７１ ３×１０－８３

ｆ３ １９.１５３ ８ ２.１７９ ４ ２３２.４７８ １ ３.２７８ ４×１０－１０ １.１８４ ３×１０－２３ ４.９６２ ２×１０－８４

ｆ４ １.２５６ ５×１０－９ ３.０６７ ３×１０－８ ３.１０８ ４×１０－６ ７.９６８ ３×１０－２０ ９.９６４ ２×１０－４０ １.２９８ ８×１０－１０１

ｆ５ ０.０３６ １ ０.０７４ ８ １.０８２ ８ ５.４６８ ７×１０－１７ １.２８０ ３×１０－２６ ３.１７８ １×１０－８７

ｆ６ ２.９５１ ３ ０.４９３ ３ ５２.１２７ ３　 ４.２９６ ７×１０－１３ ３.６９４ ５×１０－２５ １.００２ ４×１０－８７

ｆ７ ５.８１３ ２ １.１０２ ６ ２０.５４３ ０　 ５.８９９ ４×１０－７ ２.０８７ ３×１０－１２ ２.２０５ ２×１０－４２

ｆ８ ４.６３７ ２ ３７.６１２ ５ １０５.６５９ ５　 １.０２３ ４×１０－１３ １.０１７ ４×１０－２５ ８.５６９ ４×１０－８５

ｆ９ １.４４２ ８×１０－４ ６.８８３ ４×１０－１５ ０.００２ １ ０ ０ ０
ｆ１０ ５８.９８６ ７ ３１.１２１ １ ２３０.９１９ ６　 １.０１７ ７×１０－８ ０ ０
ｆ１１ ７.７６９ ０×１０－５ １.５８５ ３×１０－１１ ０.０５１ ３ ０ ０ ０
ｆ１２ ６.９５２ ５×１０－５ １.２７０ ５×１０－６ ０.０２５ １ ０ ０ ０
ｆ１３ １７０.７２３ ５ １.０９９ ５ １５.８１４ ２　 ３.１５１ ６×１０－１０ ０ ０
ｆ１４ ３.６９６ ４ １.６０３ ２ ８.７８５ ０ ３.０８９ １×１０－６ ３.０９４ ９×１０－１２ ４.４４０ ９×１０－１６

ｆ１５ ７.０５０ ３×１０－５ ４.３８０ １×１０－１４ ４.０９７ ４×１０－７ ４.４２６ ２×１０－２３ ８.３５５ ２×１０－３５ ５.３８２ ５×１０－１０２

ｆ１６ １.７５０ ８×１０－６ ４.１０６ ７×１０－１６ ５.２１９ １×１０－６ ２.２０９ ４×１０－２４ ４.３１５ ２×１０－３６ ３.４４２ ０×１０－１０２

ｆ１７ １.６３５ ９ ０.２９１ ０ １９.８０９ ５ ３.７８３ ７×１０－６ １.８１７ ８×１０－１３ ９.４３６ ７×１０－４４

ｆ１８ ０.００１ ７ ０.００５ ５ ３.１８８ ３ ６.００３ ７×１０－９ ５.１０５ ６×１０－１３ ７.１８５ ７×１０－３１

表 ４　 １８ 个测试函数的寻优结果的最差值
Ｔａｂｌｅ ４　 Ｗｏｒｓｔ ｖａｌｕｅ ｏｆ ｔｈｅ ｏｐｔｉｍｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ １８ ｔｅｓｔ ｆｕｎｃｔｉｏｎｓ

函数 ＡＦ ＢＢＯ ＣＡ ＣＯＯＴ ＰＯＡ ＨＳＰＯＡ
ｆ１ ５０.８６３ ７ ３１.３８４ ０ ５１.５４３ ８ ０.１６０ １ ３.２６２ ３×１０－８ １.３３５ ７×１０－３９

ｆ２ １.２６２ ３×１０４ ２９.０７７ ６ ３.２３５ ４×１０３ ０.０２０ １ １.６６５ ４×１０－１４ ３.６１６ ６×１０－７８

ｆ３ ７０.０５４ ９ ７.２９７ ２ ４８４.５８７ ８ ０.０１６ ５ ４.７８４ ４×１０－１６ ６.６１１ ９×１０－７８

ｆ４ ４.２２９ ０×１０－６ ０.００４ ６ １.１１４ ７×１０－４ ５.４８７ ０×１０－１３ ２.６０７ ８×１０－２９ ３.９３４ ４×１０－９４

ｆ５ ０.３２２ ８ １１.２６２ ２ ３.８２３ ８ ２.０１３ ５×１０－４ １.５５２ ５×１０－１８ ６.４０８ ３×１０－７９

ｆ６ １５.５３７ ３ ２１.６７６ ８ ２３０.５９５ ０ ６.７１７ ４×１０－５ ２.２７０ ２×１０－１７ １.１１６ ７×１０－７８
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表 ４(续)
函数 ＡＦ ＢＢＯ ＣＡ ＣＯＯＴ ＰＯＡ ＨＳＰＯＡ
ｆ７ １３.０４９ ２ ４.７８４ ９ ３５５.９４３ ４ ０.０４５ １ ３.２５０ ５×１０－７ １.９０８ ７×１０－３９

ｆ８ １８.３６９ ４ ２２４.４８０ ０　 ２８６.１６７ ７ ９.５０８ ５×１０－４ ７.１０２ ４×１０－１６ ２.４１６ ０×１０－７７

ｆ９ ０.００５ ６ ０.００４ ９ ０.７８５ ９ ６.１００ ５×１０－１０ ０ ０
ｆ１０ １３６.７４０ ４　 １０３.０４１ ０　 ３８５.４５３ ９ １６５.９８８ ８　 ４.７０７ ３×１０－１３ ０
ｆ１１ ０.００６ ９ ０.２１８ ３ ０.５６５ ０ ３.２４５ ６×１０－９ ０ ０
ｆ１２ ０.００１ ９ ０.１４６ ６ ０.４０５ ９ ４.５８４ ５×１０－９ ０ ０
ｆ１３ ５９６.３４２ ９　 １.２３１ ２ ２６.７０９ ０ ０.２６９ ６ １.７５４ ２×１０－１４ ０
ｆ１４ ７.１９８ ９ ２.９８６ ６ １１.６６８ ３ ０.０５２ ５ １.５３９ ５×１０－８ ３.９９６ ８×１０－１５

ｆ１５ ０.００５ ６ １.２１７４×１０－６ ０.００５ ８ １.４６９ ８×１０－１３ ３.６２５ ０×１０－２４ １.５６９ ３×１０－９４

ｆ１６ ６.５７２ ２×１０－４ ０.２９８ ６ ５.６０９ ９×１０－４ １.１７７ ３×１０－１３ ９.２８５ ７×１０－２６ １.８８４ ２×１０－９６

ｆ１７ １１.４５５ ６ ２.１３４ ３ ５３.１７４ ３ １.４５９ ６ １.３６５ ５×１０－８ ６.１１８ ８×１０－４１

ｆ１８ ０.４０５ ０ ９９３.９７７ ５　 １.２０５ ７×１０５ ５.９７２ ４×１０－４ １.１１７ ２×１０－８ ３.６５６ ４×１０－１７

表 ５　 １８ 个测试函数的寻优结果的标准差
Ｔａｂｌｅ ５　 Ｔｈｅ ｓｔａｎｄａｒｄ ｄｅｖｉａｔｉｏｎ ｏｆ ｔｈｅ ｏｐｔｉｍｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ １８ ｔｅｓｔ ｆｕｎｃｔｉｏｎｓ

函数 ＡＦ ＢＢＯ ＣＡ ＣＯＯＴ ＰＯＡ ＨＳＰＯＡ
ｆ１ １２.９０４ ５　 ４.３４２ ３ ５.９４０ ７ ０.０３３ ５ ７.３２４ ３×１０－９ ３.５１４ ８×１０－４０

ｆ２ ３.２９４ １×１０３ ３.４６３ ７ ４４５.４６０ ０　 ０.００３ ７ ３.０３２ ０×１０－１５ ９.４７８ ６×１０－７９

ｆ３ １２.４０３ ０　 １.２３６ ４ ５３.７４９ ２　 ０.００３ ０ １.１２４ ４×１０－１６ １.２０５ ５×１０－７８

ｆ４ １.１１４ ２×１０－６ ０.００１ ２ ３.５２３ ９×１０－５ １.２７２ ２×１０－１３ ４.７５４ ９×１０－３０ ７.１４８７×１０－９５

ｆ５ ０.０６７ ３ ２.９３７ ７ ０.７２８ ５ ３.６６８ ９×１０－５ ３.９６１ ３×１０－１９ １.１８５ ３×１０－７９

ｆ６ ２.７８５ ０ ５.６３３ ８ ３４.４６４ ２　 １.５３０ ３×１０－５ ４.３３９ ８×１０－１８ ２.３５０ ３×１０－７９

ｆ７ １.８７２ ５ ０.６８４ ３ ７２.７５３ ３　 ０.００８ ２ ５.９１２ ９×１０－８ ３.６９５ ５×１０－４０

ｆ８ ３.３６７ ８ ４２.７１９ ９　 ４９.６４５ ９　 １.７３３ ３×１０－４ １.２９３ ９×１０－１６ ４.６４９ ５×１０－７８

ｆ９ ０.００１ ３ ０.００１ ２ ０.２２４ １ １.２４３ ０×１０－１０ ０ ０
ｆ１０ １９.５３２ ４　 １５.４２０ ８　 ３３.７７８ １　 ３４.４８９ ８　 ８.７７３ ０×１０－１４ ０
ｆ１１ ０.００１ ５ ０.１０４ ７ ０.１３８ ４ ５.９１８ ５×１０－１０ ０ ０
ｆ１２ ４.７３０ ９×１０－４ ０.０４０ ２ ０.０９４ ７ ８.７３４ ７×１０－１０ ０ ０
ｆ１３ １１６.６６２ １　 ０.０３３ ７ ３.０９５ ９ ０.０５４ ９ ３.３７２ ７×１０－１５ ０
ｆ１４ ０.８９９ ３ ０.２９９ ２ ０.５４６ ４ ０.００９ ８ ３.４２３ ４×１０－９ １.７４１ ３×１０－１５

ｆ１５ ０.００１ １ ２.２９４ ９×１０－７ ０.００１ ９ ３.３５２ ８×１０－１４ ６.６２２ ８×１０－２５ ３.２００ ３×１０－９５

ｆ１６ １.１９６ ９×１０－４ ０.１１３ ２ １.３８６ ７×１０－４ ２.１４６ ７×１０－１４ １.６９５ ３×１０－２６ ３.４４３ ３×１０－９７

ｆ１７ ２.２３３ ４ ０.４１６ １ ９.４９０ ７ ０.２９４ ３ ２.５１７ ３×１０－９ ２.０９２ ８×１０－４１

ｆ１８ ０.０７９ ５ １８１.５６３ ７　 ２.１９７ ５×１０４ １.６１２ ４×１０－４ ２.４９５ ９×１０－９ ６.６７４ ９×１０－１８

　 　 为了更加直观地对比 ＨＳＰＯＡ 与其他算法在收敛速度与寻优精度方面的优势ꎬ图 ３ 给出了 ６ 种优化算

法优化在 １８ 个测试函数上的寻优迭代曲线ꎮ 横轴为迭代次数ꎬ纵轴为算法历次迭代搜寻到的最优目标函数

值ꎮ 相较于其他对比算法ꎬＨＳＰＯＡ 目标函数值曲线随着迭代次数的增加迅速下降ꎬ说明寻优性能得到较大

提升ꎮ 虽然在表 ２—５ 中函数 ｆ９、 ｆ１１和 ｆ１２的 ＰＯＡ 与 ＨＳＰＯＡ 寻优结果一致ꎬ但是在图 ３( ｉ)、(ｋ)和( ｌ)中ꎬ
ＨＳＰＯＡ 的迭代曲线收敛速度明显快于 ＰＯＡꎬ说明 ＨＳＰＯＡ 的寻优效率更高ꎬ能更快找到最优解ꎮ
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图 ３　 １８ 个测试函数的寻优迭代曲线
Ｆｉｇ.３　 Ｏｐｔｉｍｉｚａｔｉｏｎ ｉｔｅｒａｔｉｖｅ ｃｕｒｖｅｓ ｆｏｒ １８ ｔｅｓｔ ｆｕｎｃｔｉｏｎｓ

　 　 利用 Ｗｉｌｃｏｘｏｎ 秩和检验分析 ＨＳＰＯＡ 与其他对比算法在 ３０ 次寻优结果上是否存在显著差异ꎮ 若 ｐ<
０.０５ꎬ则表示两组数据的分布存在显著差异ꎬ即 ＨＳＰＯＡ 性能提升显著ꎻ若 ｐ>０.０５ꎬ则两组数据没有表现出显

著差异ꎬ即 ＨＳＰＯＡ 优化结果与其他算法相比提升不明显ꎻ若两种对比算法优化结果接近ꎬ可能会导致检验
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结果无法计算ꎮ １８ 个测试函数的 Ｗｉｌｃｏｘｏｎ 秩和检验结果记入表 ６ꎮ 表中 ＨＳＰＯＡ 优化结果的秩和检验在大

多数测试函数上要优于对比算法ꎬ其中函数 ｆ９、 ｆ１１和 ｆ１２的 ３０ 次寻优结果与 ＰＯＡ 接近ꎬ但结合图 ３ 迭代寻优

曲线ꎬＨＳＰＯＡ 的寻优效率更高ꎬ在能够在相同迭代次数下更快地发现最优解ꎮ 函数 ｆ１０和 ｆ１３优化结果的差异

程度与 ＰＯＡ 相比具有一定显著性ꎬ但弱于其他测试函数优化结果ꎬ结合表 ２ 和表 ５ 中 ｆ１０和 ｆ１３寻优结果平均

值和标准差分析可得ꎬＨＳＰＯＡ 的寻优精度和稳定性更好ꎮ
表 ６　 １８ 个测试函数的 Ｗｉｌｃｏｘｏｎ 秩和检验结果

Ｔａｂｌｅ ６　 Ｒｅｓｕｌｔｓ ｏｆ Ｗｉｌｃｏｘｏｎ ｒａｎｋ ｓｕｍ ｔｅｓｔ ｆｏｒ １８ ｔｅｓｔ ｆｕｎｃｔｉｏｎｓ
函数 ＡＦ ＢＢＯ ＣＡ ＣＯＯＴ ＰＯＡ
ｆ１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１

ｆ２ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１

ｆ３ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１

ｆ４ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１

ｆ５ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１

ｆ６ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１

ｆ７ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１

ｆ８ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１

ｆ９ １.２１１ ８×１０－１２ １.２１１ ８×１０－１２ １.２１１ ８×１０－１２ １.７０１ ６×１０－８ —
ｆ１０ １.２１１ ８×１０－１２ １.２１１ ８×１０－１２ １.２１１ ８×１０－１２ １.２１１ ８×１０－１２ ０.０２１ ５７７
ｆ１１ １.２１１ ８×１０－１２ １.２１１ ８×１０－１２ １.２１１ ８×１０－１２ ５.７７２ ０×１０－１１ —
ｆ１２ １.２１１ ８×１０－１２ １.２１１ ８×１０－１２ １.２１１ ８×１０－１２ １.６５６ ０×１０－１１ —
ｆ１３ １.２１１ ８×１０－１２ １.２１１ ８×１０－１２ １.２１１ ８×１０－１２ １.２１１ ８×１０－１２ ０.００５ ５８４
ｆ１４ １.２４５ ５×１０－１１ １.２４５ ５×１０－１１ １.２４５ ５×１０－１１ １.２４５ ５×１０－１１ １.２４５ ５×１０－１１

ｆ１５ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１

ｆ１６ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１

ｆ１７ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１

ｆ１８ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１ ３.０１９ ９×１０－１１

　 　 注:“—”表示该项无法计算ꎮ

　 　 表 ２—６ 与图 ３ 表明 ＨＳＰＯＡ 优于对比算法ꎮ ＨＳＰＯＡ 由偏好权重策略生成猎物位置并引导备选解移动ꎬ
提升了备选解位置更新的多样性ꎬ增强了算法的全局寻优性能ꎮ 而随着迭代ꎬ自适应减小的搜索半径策略扩

大了 ＨＳＰＯＡ 的搜索范围ꎬ在一定程度上平衡了全局寻优与局部寻优ꎮ ＨＳＰＯＡ 采用的随机搜索策略ꎬ使得

算法备选解能够有效跳出局部最优限制ꎬ有更多机会找到最优解ꎮ 综上分析ꎬＨＳＰＯＡ 引入混合策略后ꎬ能够

在扩大鹈鹕算法备选解搜索范围的同时更加有效地进行寻优ꎬ进而提高算法的寻优精度ꎮ

４　 结论

本文在原始鹈鹕优化算法基础上进行改进ꎬ提出了基于混合策略的鹈鹕优化算法ꎮ 改进算法使用偏好

权重计算位置移动行为阶段的猎物位置ꎬ以此引导备选解移动路径的同时ꎬ提高备选解移动方向多样性ꎮ 采

用随机搜索策略更新寻优较差的备选解ꎬ帮助算法跳出局部最优ꎮ 采用搜索范围更大的自适应搜索半径策

略ꎬ使算法在区域捕猎行阶段能更加广泛地探索解空间ꎮ 对 １８ 个测试函数进行对照实验ꎬ通过分析实验结

果验证了基于混合策略的鹈鹕优化算法的有效性ꎮ
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