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０　 引言

医学影像分割是医学领域的研究重点ꎬ为医生

提供更准确和可靠的诊断工具ꎬ也为研究人员理解

疾病发展机制提供更深入的手段[１]ꎮ 本研究以脊

柱图像和结构相对复杂的脑胶质瘤图像为例ꎬ研究

医学图像分割问题ꎮ
Ｘ 光片、计算机断层扫描(ｃｏｍｐｕｔｅｄ ｔｏｍｏｇｒａｐｈｙꎬ

ＣＴ) 和磁共振成像 (ｍａｇｎｅｔｉｃ ｒｅｓｏｎａｎｃｅ ｉｍａｇｉｎｇꎬ
ＭＲＩ)等脊柱影像在脊柱疾病诊断中不可或缺ꎬ医生

根据脊柱影像识别、定位脊柱畸形、椎间盘突出等异

常情况[２]ꎮ
脑胶质瘤起源于大脑和脊髓中的胶质细胞癌

变[３]ꎬ分为低级别胶质瘤( ｌｏｗ ｇｒａｄｅ ｇｌｉｏｍａꎬ ＬＧＧ)
和高级别胶质瘤 ( ｈｉｇｈ ｇｒａｄｅ ｇｌｉｏｍａꎬ ＨＧＧ) [４]ꎮ
ＨＧＧ 具有强烈的浸润性和侵袭性ꎬ患者生存期较

短ꎻＬＧＧ 生长缓慢ꎬ患者通常具有较长的生存期ꎮ
精准分割脑胶质瘤病灶图像有助于临床医生准确

诊断肿瘤类别ꎬ提升患者生存期ꎮ
基 于 卷 积 神 经 网 络 ( ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ

ｎｅｔｗｏｒｋｓꎬ ＣＮＮ)的 Ｕ 型架构利用跳跃连接[５]ꎬ将解

码器子网络的边缘特征和语义特征与来自编码器

子网络的多尺度特征相结合ꎬ对恢复图像细节方面

非常有效ꎮ Ｕ 型架构在医学图像分割中取得了成

功ꎬ但仍有提升空间ꎮ 由于 ＣＮＮ 感受野有限ꎬ卷积

核只能关注图像中的局部区域ꎬ不利于建立特征间

远程依赖关系ꎬ无法捕获全局上下文信息[６]ꎮ 文献

[７]尝试使用注意力机制进行远程依赖性建模ꎬ但
在图像分割时仍存在较大的局限性ꎮ Ｕ￣Ｎｅｔ 的跳跃

连接和多尺度特征融合方法对于小尺度目标分割

效果有限ꎮ 研究人员利用基于 ＣＮＮ 的双解码器提

高图像分割质量:文献[８]提出双解码网络ꎬ在编码

器的最后一层引入 Ｔｒａｎｓｆｏｒｍｅｒ 的自注意力机制ꎬ以
便捕获全局上下文信息ꎬ采用双解码结构进一步解

析语义特征ꎬ实现对新冠肺炎病灶的精准分割ꎻ文
献[９]提出一种双解码 Ｕ 型卷积神经网络ꎬ将低级

空间信息和高级语义信息融合ꎬ提高分割网络对特

征信息的有效利用ꎻ文献[１０]提出一种基于双解码

器的脑肿瘤图像分割模型ꎬ通过上下文语义解码路

径对图像进行初步语义信息分割ꎬ利用空间解码路

径将粗粒度的语义分割图与空间信息相结合ꎬ提取

更丰富的信息ꎬ提高分割的准确度ꎻ文献[１１]提出

一种双解码器神经网络用于遥感图像特征提取ꎬ采
用双解码器逐层融合语义特征ꎬ用于弥补传统 ＵＮｅｔ

上采样信息丢失过多的问题ꎮ
视觉 Ｔｒａｎｓｆｏｒｍｅｒ(ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒꎬ ＶｉＴ)是第

一个纯粹基于 Ｔｒａｎｓｆｏｒｍｅｒ 的图像识别模型ꎬ性能与

基于卷积的优秀方法相当[１２￣１３]ꎮ 可变形 Ｔｒａｎｓｆｏｒｍｅｒ
(ｄｅｆｏｒｍａｂｌｅ Ｔｒａｎｓｆｏｒｍｅｒꎬ ＤＥＴＲ)是基于 Ｔｒａｎｓｆｏｒｍｅｒ
构建的第一个完全端到端的对象检测模型[１４]ꎬ利用

Ｔｒａｎｓｆｏｒｍｅｒ 的 多 头 自 注 意 力 ( ｍｕｌｔｉ￣ｈｅａｄ ｓｅｌｆ￣
ａｔｔｅｎｔｉｏｎꎬ ＭＳＡ)机制分析特征图序列之间的相关性ꎬ
提取图像全局特征信息ꎮ 微软研究院提出 Ｓｗｉｍ
Ｔｒａｎｓｆｏｒｍｅｒ 算法[１５]ꎬ基于移位窗口的多头自注意

力 ( ｓｈｉｆｔｅｄ ｗｉｎｄｏｗ ｍｕｌｔｉ￣ｈｅａｄ ｓｅｌｆ￣ａｔｔｅｎｔｉｏｎꎬ ＳＷ￣
ＭＳＡ)机制提取图像上下文信息ꎬ实现层级式多尺

度特征提取ꎬ在图像检测任务中取得了显著的突

破ꎬ超越了以往最先进的方法ꎮ Ｔｒａｎｓｆｏｒｍｅｒ 模型也

应用在医学图像分割研究中:文献[１６]利用 ＣＮＮ
提取图像特征ꎬ基于 Ｔｒａｎｓｆｏｒｍｅｒ 构建特征间的远程

依赖关系ꎻ文献[１７]基于 Ｔｒａｎｓｆｏｒｍｅｒ 和 ＣＮＮ 图像

特征提取优势ꎬ提出一种图像特征融合方法ꎬ提高

模 型 的 分 割 性 能ꎻ 医 学 Ｔｒａｎｓｆｏｒｍｅｒ ( ｍｅｄｉｃａｌ
Ｔｒａｎｓｆｏｒｍｅｒꎬ ＭｅｄＴ)方法探索了小规模数据集情况

下应用 Ｔｒａｎｓｆｏｒｍｅｒ 的可行性[６]ꎻ Ｓｗｉｎ￣ＵＮｅｔ 基于

Ｔｒａｎｓｆｏｒｍｅｒ 构建 Ｕ 型编解码结构ꎬ取得了良好的性

能[１８]ꎮ 上述方法的图像分割结果表明 Ｔｒａｎｓｆｏｒｍｅｒ
在医学图像分割中存在巨大潜力ꎮ

ＣＮＮ 的归纳偏置特性使之适于小数据集ꎬ且在

捕获局部信息方面能力较强ꎮ 相较于 ＣＮＮꎬＳｗｉｎ
Ｔｒａｎｓｆｏｒｍｅｒ 在捕获全局特征和上下文信息方面能

力较强ꎬ只是需要的训练样本特别多[１９]ꎮ 鉴于有标

注的医学图像样本相对较少ꎬ本研究将具有全局和

远程语义特征提取优势的 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 与具有

局部特征提取优势的 ＣＮＮ 相结合ꎬ基于 Ｕ 型架构

提出一种基于双解码器的医学图像分割模型(ｄｕａｌ￣
ｄｅｃｏｄｉｎｇ Ｓｗｉｍ￣ＵＮｅｔꎬ ＤＤＳ￣ＵＮｅｔ)ꎮ ＤＤＳ￣ＵＮｅｔ 的

编码器利用 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模块提取图像多尺度

特征ꎻ解码器 １ 基于 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 恢复空间特

征ꎬ解码器 ２ 基于 ＣＮＮ 恢复空间特征ꎻ特征融合模

块在分解编码器深层语义特征基础上ꎬ协同融合 ２
个解码器输出的多尺度特征ꎬ恢复医学图像细节信

息ꎬ实现医学图像分割ꎮ 在脊柱数据集 ＶｅｒＳｅ[２０￣２１]

和脑胶质瘤数据集 ＢｒａＴｓ[２２] 上的分割结果表明ꎬ
ＤＤＳ￣ＵＮｅｔ 算法的语义分割性能优于 ＵＮｅｔ 和 Ｓｗｉｎ￣
ＵＮｅｔ 算法ꎮ

１　 医学图像分割算法 ＤＤＳ￣ＵＮｅｔ

本研究基于 Ｕ 型架构提出一种双解码器的端
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到端医学图像分割模型 ＤＤＳ￣ＵＮｅｔꎮ 鉴于有标注医

学图像样本相对较少ꎬ本研究提出分别利用具有全

局和远程语义特征提取优势的 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 和
训练样本需要较少且具有局部特征提取优势的

ＣＮＮ 构建 ２ 个解码器ꎬ通过多尺度特征融合模块

(ｍｕｌｔｉ￣ｓｃａｌｅ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｏｄｕｌｅꎬＭＦＦＭ)协同 ２ 个

解码器实现多尺度特征融合ꎮ
双解码 ＤＤＳ￣ＵＮｅｔ 模型如图 １ 所示ꎬ编码器基

于 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模块提取分辨率为 １ / ４、１ / ８、
１ / １６和 １ / ３２ 的 ４ 个尺度特征图ꎮ

图 １　 双解码 ＤＤＳ￣ＵＮｅｔ 模型
Ｆｉｇ.１　 Ｄｏｕｂｌｅ ｄｅｃｏｄｉｎｇ ＤＤＳ￣ＵＮｅｔ ｍｏｄｅｌ

　 　 解码器 １ 利用 Ｐａｔｃｈ Ｅｘｐａｎｄｉｎｇ 模块和 Ｓｗｉｎ
Ｔｒａｎｓｆｏｒｍｅｒ 模块逐层恢复图像空间特征信息ꎻ解码

器 ２ 利用 Ｕｐｓａｍｐｌｉｎｇ 和卷积模块逐层恢复空间图

像特征信息ꎻ２ 个解码器通过跳跃连接分别与 ３ 个

编码器层相接ꎬ减少因编码器下采样导致的空间信

息损失ꎮ ＭＦＦＭ 模块协同解码器 １ 和解码器 ２ꎬ基
于编码器输出的分辨率为 １ / ３２ 深层语义特征图ꎬ逐
层融合 ２ 个解码器输出多尺度特征图ꎬ预测头通过

线性映射层完成医学图像分割ꎮ
图 １ 以脊柱 ＣＴ 图像分割为例ꎬ展示了 ＤＤＳ￣

ＵＮｅｔ 模型的医学图像分割流程:医学图像横断面的

切片图像输入 ＤＤＳ￣ＵＮｅｔ 模型ꎻ编码器提取脊柱切

片图像 ４ 个尺度特征图ꎻ解码器 １ 和解码器 ２ 分别

基于 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 和 ＣＮＮ 恢复切片图像空间

特征信息ꎻＭＦＦＭ 模块融合编码器和 ２ 个解码器输

出特征信息ꎻ预测头利用线性映射层分割脊柱切片

图像ꎻ依次整合分割好的脊柱切片图像ꎬ生成完整

的三维分割图ꎮ
１.１　 编码器模块

与 ＣＮＮ 处 理 图 像 的 思 路 不 同[２３]ꎬ Ｓｗｉｎ
Ｔｒａｎｓｆｏｒｍｅｒ 利用移动窗口自注意力获取上下文特

征信息ꎬ能更好地关注医学图像关键区域的特征ꎮ
对于维度为 Ｈ×Ｗ×Ｃ 的医学图像ꎬ编码器经 ４

次下采样分别提取 ４ 个尺度特征图ꎬ其中ꎬＨ 为图像

像素的行数ꎬＷ 为图像像素的列数ꎬＣ 为图像的通

道数ꎮ 利用 Ｐａｔｃｈ Ｐａｒｔｉｔｉｏｎ 模块和 Ｌｉｎｅａｒ Ｅｍｅｂｅｄｉｎｇ
模块作下采样[１５]ꎬ由 Ｓｗｉｎ Ｔｒａｎｓｆｏｍｒｅｒ 模块提取图

像浅 层 特 征ꎻ 由 Ｐａｔｃｈ Ｍｅｒｇｉｎｇ 模 块 和 Ｓｗｉｎ
Ｔｒａｎｓｆｏｍｒｅｒ 模块提取 ３ 个深层特征图ꎮ

以维度为 ３２０ × ３２０ × ３ 的 图 像 为 例ꎬ Ｐａｔｃｈ
Ｐａｒｔｉｔｉｏｎ 模块将图像以 ４×４ 区域分块ꎬＲ、Ｇ、Ｂ 通道

数据展平后是 ４８ 个通道ꎬ得到的数据结构为 ８０×
８０×４８ꎮ Ｌｉｎｅａｒ Ｅｍｂｅｄｉｎｇ 模块通过线性层将通道数

据映射到 Ｓｗｉｎ Ｔｒａｎｓｆｏｍｒｅｒ 模块嵌入特征(维度为

９６)ꎬ得到数据结构为 ８０×８０×９６ꎮ
所有 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模块结构相同ꎬ包括窗

口多头自注意力(ｗｉｎｄｏｗｓ ｍｕｌｔｉ￣ｈｅａｄ ｓｅｌｆ￣ａｔｔｅｎｔｉｏｎꎬ
Ｗ￣ＭＳＡ)层、ＳＷ￣ＭＳＡ 层、多层感知机(ｍｕｌｔｉ￣ｌａｙｅｒ
ｐｅｒｃｅｐｔｒｏｎꎬ ＭＬＰ)和层归一化( ｌａｙｅｒ ｎｏｒｍａｌｉｚａｔｉｏｎꎬ
ＬＮ)ꎬ如图 ２ 所示[１５]ꎮ

Ｗ￣ＭＳＡ 层将图像块或特征块划分为互不重叠

的局部区域ꎬ计算每个区域内自注意力ꎬ同时做跳

跃连接:
ｚ^ ｌ ＝Ｗ￣ＭＳＡ ＬＮ ｚｌ－１( )( ) ＋ｚｌ－１ꎬ (１)

式中:Ｗ￣ＭＳＡ()为计算窗口数据的自注意力函数ꎻ
ｚｌ－１为第 ｌ－１ 块 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模块输出ꎻＬＮ()为
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层归一化函数ꎬ对输入数据进行标准化ꎮ

图 ２　 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模块对结构图
Ｆｉｇ.２　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ ｂｌｏｃｋ

　 　 自注意力

Ａｔｔｅｎｔｉｏｎ ＱꎬＫꎬＶ( ) ＝Ｓｏｆｔｍａｘ
ＱＫＴ

ｄ
æ

è
ç

ö

ø
÷Ｖꎬ (２)

式中ꎬＱꎬＫꎬＶ∈ＲＭ２×ｄ分别为查询矩阵、键矩阵和值

矩阵ꎬｄ 为查询或键的维数ꎮ
ＬＮ 层 输出数据经过展平后送入 ＭＬＰ 层ꎮ

ＭＬＰ()为多层感知机ꎬ包括 ２ 个全连接层ꎬ全连接

层激活函数为 ＧＥＬＵꎮ ＭＬＰ 层的输出

ｚｌ ＝ＭＬＰ ＬＮ( ｚ^ ｌ)( ) ＋ｚ^ ｌꎮ (３)
ＳＷ￣ＭＳＡ 层通过窗口移动计算不同窗口之间

的信息交互ꎬ获取上下文语义特征ꎬ同时做跳跃

连接:
ｚ^ ｌ＋１ ＝ＳＷ￣ＭＳＡ ＬＮ ｚｌ( )( ) ＋ｚｌꎬ (４)

式中 ＳＷ￣ＭＳＡ()为计算移动窗口数据的自注意力ꎮ
ｚ^ ｌ＋１经 ＭＬＰ 层和跳跃连接ꎬ得到第 ｌ＋１ 块 Ｓｗｉｎ

Ｔｒａｎｓｆｏｒｍｅｒ 模块输出

ｚｌ＋１ ＝ＭＬＰ ＬＮ ｚ^ ｌ＋１( )( ) ＋ｚ^ ｌ＋１ꎮ (５)
编码器通过 ４ 次下采样降低特征空间维度ꎬ利

用 Ｓｗｉｎ Ｔｒａｎｓｆｏｍｒｅｒ 模块先后提取 ４ 个尺度特征

图ꎮ Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模 块 的 Ｗ￣ＭＳＡ 层 和

ＳＷ￣ＭＳＡ层组对完成对图像或特征的注意力分析ꎮ
Ｗ￣ＭＳＡ 和 ＳＷ￣ＭＳＡ 相互配合ꎬ实现窗口内部和窗

口之间块信息的传递和交互ꎬ提高模型提取图像全

局特征信息的能力ꎮ
１.２　 双解码模块

Ｓｗｉｎ￣ＵＮｅｔ 采用跳跃连接将编码器提取的特征

与解码器解析的特征在通道方向合并、融合ꎬ提升

分割网络的性能[１８]ꎮ 但是ꎬＳｗｉｎ￣ＵＮｅｔ 对处理小尺

寸目标分割任务的提升效果有限ꎮ 同时ꎬ深层语义

特征在上采样过程中与低级特征融合时ꎬ特征之间

跨度较大ꎬ导致低级特征信息丢失[２４]ꎮ 另外ꎬ基于

Ｔｒａｎｓｆｏｒｍｅｒ 的 Ｓｗｉｎ￣ＵＮｅｔ 算法对训练样本的需要

量较大ꎮ 因此ꎬ在医学图像的小尺度目标分割中ꎬ
Ｓｗｉｎ￣ＵＮｅｔ 的表现不佳[２５]ꎮ

针对上述问题ꎬ本研究提出基于双解码器的

ＤＤＳ￣ＵＮｅｔ 模 型ꎮ 利 用 Ｐａｔｃｈ Ｅｘｐａｎｄｉｎｇ 模 块 和

Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模块构建 ＤＤＳ￣ＵＮｅｔ 模型的解码

器 １ꎬ旨在利用 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 全局上下文建模优

势ꎬ捕获更丰富的全局特征信息ꎮ 基于上采样和卷

积模块构建解码器 ２ꎬ旨在利用卷积模块的局部感

知性和参数共享优势ꎬ在提取更丰富局部细节信息

的同时ꎬ提升模型效率和泛化能力ꎮ
如图 １ 所示ꎬ解码器 ２ 通过卷积模块和双线性

插值逐层解析来自编码器 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模块提

取的语义特征ꎮ 解码器 ２ 利用卷积模块的局部感知

性ꎬ恢复出比解码器 １ 更多的医学图像局部细节和

边缘特征ꎮ 解码器 １ 第 ｉ 层输出特征图

Ｆｄｅｃｏｄｅｒ１
ｉ ＝Ｓｗｉｎ￣Ｔ Ｃａｔ Ｆｃｏｄｅｒ

ｉ ꎬＰｅ(Ｆｄｅｃｏｄｅｒ１
ｉ－１ )( )( ) ꎬ ｉ＝ １ꎬ２ꎬ３ꎬ

(６)
式中ꎬＦｃｏｄｅｒ

ｉ 为编码器第 ｉ 层输出特征图ꎬＰｅ ( ) 为

Ｐａｔｃｈ Ｅｘｐａｎｄｉｎｇ 上采样操作ꎬＣａｔ( )为将特征图沿

通道方向合并ꎬＳｗｉｎ￣Ｔ()为 ＳｗｉｍＴｒａｎｓｆｏｒｍｅｒ 模块ꎮ
解码器 ２ 第 ｉ 层输出特征图

Ｆｄｅｃｏｄｅｒ２
ｉ ＝Ｃｏｎｖ Ｃａｔ (Ｆｃｏｄｅｒ

ｉ ꎬＵｐ(Ｆｄｅｃｏｄｅｒ２
ｉ－１ )( )( ) ꎬ ｉ＝１ꎬ２ꎬ３ꎬ

(７)
式中ꎬＵｐ()为上采样操作ꎬＣｏｎｖ()为卷积操作ꎮ 双

解码的初始特征图均来自编码器的深层特征图ꎬ即:
Ｆｄｅｃｏｄｅｒ２

０ ＝Ｆｄｅｃｏｄｅｒ１
０ ＝Ｆｃｏｄｅｒ

４ ꎬ (８)
式中 Ｆｃｏｄｅｒ

４ 为编码器输出的最后一层特征图ꎮ
ＤＤＳ￣ＵＮｅｔ 算法的 ２ 个解码器功能互补ꎬ利用

Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模块和卷积模块在上采样过程中

分别恢复图像空间特征信息ꎮ 一方面ꎬ每层解码模

块将上采样模块得到高级特征信息与跳跃连接引

入编码器提取的低级特征信息融合ꎻ另一方面ꎬ２ 个

解码器输出特征图维度相同ꎬ便于特征融合时实现二

者之 间 协 同 工 作ꎮ 这 种 设 计 既 能 利 用 Ｓｗｉｎ
Ｔｒａｎｓｆｏｒｍｅｒ 建立全局的特征关联和上下文信息的交

互ꎬ也能采用 ＣＮＮ 捕捉图像的局部细节和边缘特征ꎮ
１.３　 ＭＦＦＭ 模块

针对双解码器学习到的特征图语义特性差异ꎬ
本研究基于特征金字塔架构[２６] 设计一种新多尺度

特征融合模块 ＭＦＦＭꎬ如图 ３ 所示ꎮ ＭＦＦＭ 模块基
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于编码器的第 ４ 层特征图逐级接收、融合双解码器

的 ３ 层特征图ꎮ

图 ３　 多尺度特征融合模块
Ｆｉｇ.３　 Ｍｕｌｔｉ￣ｓｃａｌｅ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｏｄｕｌｅ

　 　 ＭＦＦＭ 模块将多级空洞卷积应用于具有丰富

语义特征信息的编码器最后一层特征图ꎬ自适应地

学习多尺度目标的语义特征ꎬ提取医学图像的全局

先验表征信息ꎬ并融合多尺度特征信息ꎮ
对于维度 Ｈ×Ｗ×Ｃ 的医学图像ꎬ编码器输出 ４

个尺度的特征图ꎬ其中ꎬ最后一层特征图隐含丰富

的深层语义特征信息ꎮ 如图 ３ 所示ꎬＭＦＦＭ 模块用

膨胀率为 １、３、５ 和 ７ 的 ４ 个空洞卷积从最后一层特

征图提取多尺度语义特征ꎬ扩大卷积核的感受野ꎬ
以提高特征解析质量ꎬ保持分辨率不受损失ꎮ Ｋ０ 为

该特征图ꎬＫ１、Ｋ２、Ｋ３ 和 Ｋ４ 分别为 ４ 种空洞卷积结

果ꎮ 将 Ｋ１、Ｋ２、Ｋ３、Ｋ４ 和 Ｋ０ 这 ５ 个特征图沿通道方

向合并ꎬ使用 ３×３ 卷积和层归一化操作将通道数统

一为 Ｄꎮ 上述过程可表述为:
Ｋｉ ＝Ｃｏｎｖｋｉ Ｆｃｏｄｅｒ

４( ) ＋ｂꎬ ｉ＝ １ꎬ２ꎬ３ꎬ４ꎬ (９)
Ｆ１ ＝ＬＮ Ｃｏｎｖ３×３ Ｃａｔ(Ｋ０ꎬＫ１ꎬＫ２ꎬＫ３ꎬＫ４)( )( ) ꎬ (１０)

式中ꎬｋｉ 为空洞卷积膨胀率ꎬＣｏｎｖｋｉ( )为空洞卷积ꎬ
Ｋｉ 为空洞卷积产生的特征图ꎬＦ１ 为 ＭＦＦＭ 模块的

第 １ 层特征图ꎮ
双解码器输出 ３ 层特征图的维度如图 ３ 所示ꎬ

利用 １×１ 卷积将 ３ 层特征图的通道数统一为 Ｄꎮ 解

码器 １ 输出第 ｉ 层的特征层 Ｆｄｅｃｏｄｅｒ１
ｉ 和解码器 ２ 输出

第 ｉ 层的特征层 Ｆｄｅｃｏｄｅｒ２
ｉ 分别为:

Ｆｄｅｃｏｄｅｒ１
ｉ ＝ＬＮ Ｃｏｎｖ１×１(Ｆｄｅｃｏｄｅ１

ｉ )( ) ꎬ ｉ＝ １ꎬ２ꎬ３ꎬ
(１１)

　 Ｆｄｅｃｏｄｅｒ２
ｉ ＝ＢＮ Ｃｏｎｖ１×１(Ｆｄｅｃｏｄｅ２

ｉ )( ) ꎬ ｉ＝ １ꎬ２ꎬ３ꎬ (１２)
式中 ＢＮ()为批量归一化操作ꎮ

ＭＦＦＭ 模块通过与双解码器输出特征图相加ꎬ
让解码器 １ 和解码器 ２ 协同工作ꎮ ＭＦＦＭ 模块以特

征图 Ｆ１ 为基础ꎬ逐层融合双解码器输出的特征图ꎬ
获取整体和局部信息ꎮ ＭＦＦＭ 模块第 ｊ 层生成的特

征图

Ｆｊ ＝Ｃｏｎｖ(Ｆｊ－１＋Ｆｄｅｃｏｄｅｒ１
ｊ ＋Ｆｄｅｃｏｄｅｒ２

ｊ )ꎬ ｊ＝ ２ꎬ３ꎬ４ꎮ (１３)
　 　 ＭＦＦＭ 模块对编码器输出的第 ４ 层深层语义

特征进行多膨胀率的空洞卷积ꎬ捕获多级粗、细粒

度特征信息ꎬ避免单一卷积核因匹配度过低造成的

细节缺失ꎻ通过协同解码器 １ 和解码器 ２ꎬ逐层融合

２ 个解码器输出多尺度语义特征ꎬ由线性映射层实

现医学图像分割ꎮ

２　 试验及分析

为客观验证本研究提出的 ＤＤＳ￣ＵＮｅｔ 医学图像

分割算法性能ꎬ将 Ｕ￣Ｎｅｔ[５]、Ｓｗｉｎ￣ＵＮｅｔ[１８]、ＦＣＮ[２７]、
Ｄｅｅｐｌａｂｖ３[２８]和 ＤＤＳ￣ＵＮｅｔ 等 ５ 种图像分割算法分

别在内容相对简单的脊柱 ＣＴ 图像和内容相对复杂

的脑胶质瘤 ＭＲＩ 图像上进行分割试验对比ꎮ 为确

保试验对比的公平ꎬ４ 种对比算法均使用作者公开

的原始代码ꎬ５ 种分割算法均在相同的脊柱和脑胶

质瘤图像训练集和测试集中进行五折交叉校验ꎮ
所有试验均基于深度学习框架 ＰｙＴｏｒｃｈ１.７ 实

现ꎮ 试验操作环境为运行在 Ｕｂｕｎｔｕ １８.０４ 版本的深

度学习服务器ꎬ服务器配备 Ｉｎｔｅｌ Ｘｅｏｎ Ｐｌａｔｉｎｕｍ
８２６８ ＣＰＵꎬ拥有 ３２ ＧＢ 内存ꎬ搭载 ＮＶＩＤＩＡ Ｔｅｓｌａ
Ｖ１００ ３２ ＧＢ 显卡作为 ＧＰＵ 加速设备ꎮ
２.１　 试验数据

本研究使用的数据集为国际顶级人工智能医

学影像学术会议 ＭＩＣＣＡＩ 提供的 ＶｅｒＳｅ１９、ＶｅｒＳｅ２０
脊柱数据集[２０￣２１]和 ＢｒａＴｓ２０１８ 脑胶质瘤数据集[２２]ꎮ
脊柱数据集 ＶｅｒＳｅ 包含 ３５５ 例脊柱 ＣＴ 和人工标注

标签ꎬ图像分辨率为 ５１２×５１２×Ｌꎬ矢状面切片数Ｌ∈
[１２１ꎬ５２５]ꎮ 剔除不含有标注的切片ꎬ以包含脊柱

标注的切片作为试验数据ꎮ 最终ꎬ本研究试验数据

集由 １０ ４６０ 张脊柱 ＣＴ 切片图像构成ꎮ
ＢｒａＴｓ２０１８ 脑胶质瘤数据集由 １９ 个机构采用

不同的核磁共振扫描仪获得ꎬ为了确保数据的一致

性ꎬ统一对数据集进行初步预处理ꎮ 数据集包括 ７５
例 ＬＧＧ 患者和 ２１０ 例 ＨＧＧ 患者病例ꎬ每个病例包
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含 Ｔ１ 加权(Ｔ１)、Ｔ１ 序列(Ｔ１ｃｅ)、Ｔ２ 加权(Ｔ２)和液

体衰减反转序列(ＦＬＡＩＲ)模态的 ＭＲＩ 图像ꎬ分辨率

为 ２４０×２４０×１５５ꎮ 图像数据由专家手动标注ꎬ标签值

与区域的对应关系为:０ 对应背景ꎬ１ 对应坏死和非

增强肿瘤核心( ｎｅｃｒｏｔｉｃ ａｎｄ ｎｏｎ￣ｅｎｈａｎｃｉｎｇ ｔｕｍｏｒꎬ
ＮＣＲ / ＮＥＴ)ꎬ２ 对应水肿区域( ｅｄｅｍａꎬ ＥＤ)ꎬ４ 对

应增强肿瘤核心( ｅｎｈａｎｃｉｎｇ ｔｕｍｏｒꎬ ＥＴ)ꎮ 脑肿瘤

ＭＲＩ 图像及专家标注如图 ４ 所示ꎬ其中图 ４( ａ) ~

(ｄ)为患者 Ｂｒａｔｓ１８＿ＣＢＩＣＡ＿ＡＳＷ＿１＿８５ 的脑肿瘤

ＭＲＩ 图像ꎬ图 ４(ｅ)中伪彩图对应专家标注ꎬ３ 个不

同颜色区域表示 ３ 个类别ꎮ 为评估分割算法的客

观性ꎬ本试验将每个病例的 ４ 种模态叠加ꎬ对叠加

后的数据进行分割试验ꎮ 本研究试验数据集由

１０ ６２４张脑胶质瘤 ＭＲＩ 切片 图 像 构 成ꎮ ＤＤＳ￣
ＵＮｅｔ 医学图像分割算法的实现细节和源代码见文

献[２９]ꎮ

图 ４　 脑肿瘤 ＭＲＩ 图像及专家标注
Ｆｉｇ.４　 Ｂｒａｉｎ ｔｕｍｏｒ ＭＲＩ ｉｍａｇｅｓ ａｎｄ ｅｘｐｅｒｔ ａｎｎｏｔａｔｉｏｎ

２.２　 图像分割评价指标

为验证所提医学图像分割算法性能ꎬ本研究采

用在语义分割和影像分割算法性能评价中常用的

骰子系数 Ｄｉｃｅ、交并比 ＭＩｏＵ和准确率 ＭＡＣＣ指标对脊

柱图像和脑胶质瘤图像分割效果进行定量分析ꎬ具
体公式如下:

Ｄｉｃｅ(ＡꎬＢ)＝
２Ｓ Ａ∩Ｂ( )

Ｓ Ａ( ) ＋Ｓ Ｂ( )
ꎬ (１４)

ＭＩｏＵ ＝Ｓ Ａ∩Ｂ( )

Ｓ Ａ∪Ｂ( )
ꎬ (１５)

ＭＡＣＣ ＝
ＴＰ＋ＴＮ

ＴＰ＋ＦＮ＋ＦＰ＋ＴＮ
ꎬ (１６)

式中ꎬＡ 为图像分类算法分割区域ꎬＢ 为专家标注区

域ꎬＳ()为面积ꎬＴＰ为预测为正类样本中实际属于正

类的数量ꎬＦＰ为预测为正类样本中实际属于负类的

数量ꎬＦＮ为预测为负类样本中实际属于正类的数

量ꎬＴＮ为预测为负类样本中实际属于负类的数量ꎮ
２.３　 脊柱图像分割试验结果及分析

将 Ｕ￣Ｎｅｔ、Ｓｗｉｎ￣ＵＮｅｔ、ＦＣＮ、Ｄｅｅｐｌａｂｖ３ 和 ＤＤＳ￣
ＵＮｅｔ 算法在 ＶｅｒＳｅ１９ 和 ＶｅｒＳｅ２０ 组成的训练集上

进行图像分割训练ꎮ ５ 种图像分割算法在测试集上

的脊柱分割检测试验结果如表 １ 所示ꎮ 由表 １ 可

知ꎬ本研究提出的 ＤＤＳ￣ＵＮｅｔ 算法在 Ｄｉｃｅ、ＭＩｏＵ 和

ＭＡＣＣ指标上均取得了最优的分割结果ꎮ 相较于

Ｕ￣Ｎｅｔ算法ꎬＤＤＳ￣ＵＮｅｔ 的 Ｄｉｃｅ、ＭＩｏＵ和 ＭＡＣＣ分别提

高了 ０.８９ 百分点、５.９６ 百分点和 １.８７ 百分点ꎻＤＤＳ￣

ＵＮｅｔ 算法更优于 ＦＣＮ 和 Ｄｅｅｐｌａｂｖ３ 算法的分割结

果ꎬ表明 ＤＤＳ￣ＵＮｅｔ 算法比这 ３ 个算法提取到更全

面的全局上下文信息和局部信息ꎮ
表 １　 ５ 种算法在 ＶｅｒＳｅ 测试集上的分割结果

Ｔａｂｌｅ １　 Ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｔｈｅ ｆｉｖｅ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ
ａｌｇｏｒｉｔｈｍｓ ｏｎ ＶｅｒＳｅ ｔｅｓｔｓｅｔｓ 单位:％

　 算法 Ｄｉｃｅ ＭＩｏＵ ＭＡＣＣ

Ｕ￣Ｎｅｔ ９０.２８±１.２５ ８６.２７±０.８３ ８８.７５±１.３４
Ｓｗｉｎ￣ＵＮｅｔ ８６.１２±０.３７ ８４.８６±０.７７ ８５.６６±０.８３
ＦＣＮ ８４.４８±１.５６ ８３.５６±１.１７ ８６.４９±１.３２
Ｄｅｅｐｌａｂｖ３ ８９.６７±１.４２ ８５.１３±１.３４ ８８.４７±１.５４
ＤＤＳ￣ＵＮｅｔ ９１.１７±０.５３ ９２.２３±０.３７ ９０.６２±０.７４

　 　 相较于 Ｓｗｉｎ￣ＵＮｅｔ 算法ꎬＤＤＳ￣ＵＮｅｔ 算法的

Ｄｉｃｅ、ＭＩｏＵ和 ＭＡＣＣ 提升效果更为显著ꎬ分别提升了

５.０５百分点、７.３７百分点和 ４.９６ 百分点ꎬ表明 ＤＤＳ￣
ＵＮｅｔ 算法既利用了解码器 ２ 中卷积模块的局部信

息提取优势ꎬ也通过 ＭＦＦＭ 模块有效聚合了双解码

器传递的语义特征ꎮ 试验结果表明ꎬ本研究算法能

有效提升脊柱图像分割精度ꎬ可以辅助临床医生进

一步提升脊柱疾病诊断效率和准确率ꎮ
Ｕ￣Ｎｅｔ、Ｓｗｉｎ￣ＵＮｅｔ 和 ＤＤＳ￣ＵＮｅｔ 图像分割算法

对 ＶｅｒＳｅ 数据集脊柱不同位置切片图像的分割效果

对比如图 ５ 所示ꎬ其中红框区域为误分割和漏分割

情况ꎮ 图 ５ (ａ)( ｆ)(ｋ)(ｐ)是 ４ 幅脊柱切片原图ꎬ图
５(ｂ)(ｇ) ( ｌ) (ｑ)是专业标注的真实标签ꎬ图 ５( ｃ)
(ｈ)(ｍ)( ｒ)是 Ｕ￣Ｎｅｔ 算法分割效果图ꎬ图 ５(ｄ)( ｉ)
(ｎ)(ｓ)是 Ｓｗｉｎ￣ＵＮｅｔ 算法分割效果图ꎬ图 ５(ｅ)( ｊ)
(ｏ)( ｔ)是 ＤＤＳ￣ＵＮｅｔ 算法分割效果结果图ꎮ
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图 ５　 脊柱图像分割结果
Ｆｉｇ.５　 Ｓｐｉｎａｌ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ

　 　 在图 ５(ａ)脊柱切片图像中ꎬ脊柱与周围身体组

织对比度低ꎮ 由图 ５(ｃ) ~ (ｅ)可知:Ｕ￣Ｎｅｔ 和 Ｓｗｉｎ￣
ＵＮｅｔ 算法有明显的误分割和漏分割情况ꎬＤＤＳ￣ＵＮｅｔ
算法能够捕获更多的空间细节特征ꎬ在定位脊柱位置

方面表现出较好的性能ꎬ分割结果更接近真实标签ꎮ
图 ５(ｆ)中脊柱切片图像受噪声干扰严重ꎬ背景灰度

与待分割的脊柱几乎一致ꎮ 由图 ５(ｈ) ~ ( ｊ)可知:
Ｕ￣Ｎｅｔ和 Ｓｗｉｎ￣ＵＮｅｔ 算法出现误分割的情况ꎬ而 ＤＤＳ￣
ＵＮｅｔ 算法在整体和细节方面与真实标签吻合度更

高ꎬ脊柱边界能平滑过度ꎮ 图 ５(ｋ)中脊柱切片图像

同时受到噪声和伪影的双重干扰ꎮ 由图 ５(ｍ) ~(ｏ)
可知:Ｕ￣Ｎｅｔ 和 Ｓｗｉｎ￣ＵＮｅｔ 算法抑制背景噪声干扰能

力较差ꎬ分割结果存在漏分割和误分割现象ꎬ而 ＤＤＳ￣
ＵＮｅｔ 算法仍能较好定位脊柱边界ꎮ 图 ５(ｐ)中脊柱切

片图像受干扰相较少ꎬ３ 种算法分割效果判别不大ꎮ
由图 ５ 中 ３ 种图像分割算法的脊柱图像分割效

果可知ꎬＤＤＳ￣ＵＮｅｔ 算法能构建脊柱图像的全局与

局部联系ꎬ细化边缘特征ꎬ较好定位脊柱整体和细

节ꎮ ＤＤＳ￣ＵＮｅｔ 算法的特征提取和边界处理能力使

其即便在图像受严重干扰的情况下也能精准定位

脊柱ꎬ减少误分割和漏分割ꎮ 分割效果对比进一步

说明 ＤＤＳ￣ＵＮｅｔ 算法的优越性ꎮ
２.４　 脑胶质瘤图像分割试验结果及分析

将 Ｕ￣Ｎｅｔ、Ｓｗｉｎ￣ＵＮｅｔ、ＦＣＮ、Ｄｅｅｐｌａｂｖ３ 和 ＤＤＳ￣
ＵＮｅｔ 算法在 ＢｒａＴｓ 训练集训练ꎬ损失函数选择四分

类交叉熵ꎮ
５ 种图像分割算法在测试集上的脑胶质瘤分割

检测结果如表 ２ 所示ꎮ
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表 ２　 ５ 种图像分割算法在 ＢｒａＴｓ 测试集上的分割结果
Ｔａｂｌｅ ２　 Ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｆｉｖｅ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ

ａｌｇｏｒｉｔｈｍｓ ｏｎ ＢｒａＴｓ ｔｅｓｔｓｅｔ
单位:％

　 算法 Ｄｉｃｅ ＭＩｏＵ ＭＡＣＣ

Ｕ￣Ｎｅｔ ８９.２８±１.３６ ８４.６６±０.４３ ８９.７５±１.４８
Ｓｗｉｎ￣ＵＮｅｔ ８５.６１±０.４８ ８３.４６±０.６７ ８６.７３±０.７６
ＦＣＮ ８１.８１±２.６３ ７９.４１±１.７６ ８１.１３±１.９６
Ｄｅｅｐｌａｂｖ３ ８６.２７±１.７２ ８４.１３±１.８２ ８７.５４±１.３３
ＤＤＳ￣ＵＮｅｔ ９２.３７±０.３９ ９１.４３±０.７７ ９２.５７±０.６３

　 　 由表 ２ 可知ꎬ本研究所提 ＤＤＳ￣ＵＮｅｔ 算法在

Ｄｉｃｅ、ＭＩｏＵ和 ＭＡＣＣ３ 项指标上均取得了最优的分割结

果ꎮ 对比 Ｕ￣Ｎｅｔ 算法ꎬＤＤＳ￣ＵＮｅｔ 的 Ｄｉｃｅ、ＭＩｏＵ 和

ＭＡＣＣ分别提高了 ３.０９ 百分点、６.７７ 百分点和 ２.８２
百分 点ꎻ 同 样ꎬ ＤＤＳ￣ＵＮｅｔ 算 法 也 优 于 ＦＣＮ 和

Ｄｅｅｐｌａｂｖ３ 算法分割结果ꎬ进一步表明 ＤＤＳ￣ＵＮｅｔ 算
法基于 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模块和 ＭＦＦＭ 模块基于卷

积模块能比 ３ 种算法提取到更丰富的全局上下文信

息和局部信息ꎮ 相较于 Ｓｗｉｎ￣ＵＮｅｔ 算法ꎬＤＤＳ￣ＵＮｅｔ
算法的 Ｄｉｃｅ、ＭＩｏＵ 和 ＭＡＣＣ 有更大提升ꎬ分别提升了

６.７６百分点、７.９７ 百分点和 ５.８４ 百分点ꎬ表明 ＤＤＳ￣
ＵＮｅｔ 算法既利用了双解码器中卷积模块的局部信

息提取优势ꎬ也通过 ＭＦＦＭ 模块使双解码器协同工

作ꎬ有效聚合了双解码器送来的特征信息ꎮ 脑胶质

瘤分割试验结果表明ꎬ本研究算法同样能有效提升

脑胶质瘤图像分割精度ꎬ可以辅助临床医生进一步

提升脑胶质瘤诊断效率和准确率ꎮ
本研究选择 ３ 个患者病例ꎬ其脑肿瘤的大小、形

状和位置有较大差异ꎮ 图 ６ 将分割结果叠加在对应

的 ＦＬＡＩＲ 切片上展示ꎬ图 ６ ( ａ) ( ｆ) ( ｋ) 分别为

ＦＬＡＩＲ 轴向切片图像ꎬ图 ６(ｂ) (ｇ) ( ｌ)为真实标注

标签ꎬ图 ６(ｃ)(ｈ)(ｍ)为 Ｕ￣Ｎｅｔ 算法的分割结果ꎬ图
６(ｄ)( ｉ) (ｎ) 为 Ｓｗｉｎ￣ＵＮｅｔ 算法的分割结果ꎬ图 ６
(ｅ)( ｊ)(ｏ)为 ＤＤＳ￣ＵＮｅｔ 算法的分割结果ꎮ 由图 ６
可知ꎬ相比于 Ｕ￣Ｎｅｔ 和 Ｓｗｉｎ￣ＵＮｅｔ 算法ꎬＤＤＳ￣ＵＮｅｔ
分割效果更好ꎬ即使对于较难分割的 ＮＣＲ / ＮＥＴ 区

域(浅红色)与 ＥＴ 区域(黄色)ꎬ仍能较为完整地保

留特征信息ꎮ 对于病例 １(图 ６(ａ) ~ (ｅ))ꎬＵ￣Ｎｅｔ 和
Ｓｗｉｎ￣ＵＮｅｔ 算法的 ＥＤ 区域和 ＮＣＲ / ＮＥＴ 区域误分

割较多(红框区域)ꎬ而本研究算法极大改善了这一

问题ꎻ对于病例 ２(图 ６( ｆ) ~ ( ｊ))ꎬＵ￣Ｎｅｔ 和 Ｓｗｉｎ￣
ＵＮｅｔ 算法的 ＥＴ 区域、ＥＤ 区域和 ＮＣＲ / ＮＥＴ 区域

误分割较多ꎬ将很多 ＥＤ 区域分割为 ＥＴ 区域ꎬＤＤＳ￣
ＵＮｅｔ 较准确地分割出了整个肿瘤区域ꎻＤＤＳ￣ＵＮｅｔ
分割效果优于其他 ２ 种算法ꎬ分割的 ＥＤ 区域几乎

与真实标签重合ꎮ 总体来说ꎬＤＤＳ￣ＵＮｅｔ 比 Ｕ￣Ｎｅｔ
和 Ｓｗｉｎ￣ＵＮｅｔ 算法分割更精细ꎬ预测结果更接近真

实标签ꎮ

图 ６　 脑肿瘤图像分割结果
Ｆｉｇ.６　 Ｂｒａｉｎ ｔｕｍｏｒ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ
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　 　 比较 ５ 种图像分割算法在 ＶｅｒＳｅ 和 ＢｒａＴｓ 测试

集上的分割结果ꎬ擅长分割自然图像的 Ｓｗｉｎ￣ＵＮｅｔ
算法却在 ２ 个医学图像分割上表现欠佳ꎮ 这是因为

Ｓｗｉｎ￣ＵＮｅｔ 算法需要海量的图像训练样本才能达到

需要的分割性能ꎮ
２.５　 消融试验

为验证所提双解码器和 ＭＦＦＭ 模块对医学图

像分割算法的作用ꎬ本研究使用控制变量方法在

ＶｅｒＳｅ 和 ＢｒａＴｓ 测试集上进行消融试验ꎮ 定量消融

试验结果如表 ３ 所示ꎬ“Ｓｗｉｎ￣Ｔ＋解码器 １”表示 Ｕ

型架构下以 Ｓｗｉｎ￣Ｔ 为编码器骨干网ꎬ以 ＤＤＳ￣ＵＮｅｔ
模型的解码器 １ 为解码器ꎬ即 Ｓｗｉｎ￣ＵＮｅｔ 模型ꎻ
“Ｓｗｉｎ￣Ｔ＋解码器 １＋解码器 ２”表示 Ｕ 型架构下以

Ｓｗｉｎ￣Ｔ 为编码器骨干网ꎬ以 ＤＤＳ￣ＵＮｅｔ 模型的双解

码器为解码器ꎻ “ Ｓｗｉｎ￣Ｔ ＋解码器 １ ＋解码器 ２ ＋
ＭＦＦＭ”表示 Ｕ 型架构下以 Ｓｗｉｎ￣Ｔ 为编码器骨干

网ꎬＤＤＳ￣ＵＮｅｔ 模型的双解码器为解码器ꎬ 并用

ＭＦＦＭ 模块进行特征融合ꎬ即 ＤＤＳ￣ＵＮｅｔ 模型ꎮ 对

于 ＢｒａＴｓ 数据ꎬ将编码器的骨干网 Ｓｗｉｎ￣Ｔ 换为

Ｓｗｉｎ￣Ｂꎮ

表 ３　 ＶｅｒＳｅ 和 ＢｒａＴｓ 数据集上的消融试验结果
Ｔａｂｌｅ ３　 Ｒｅｓｕｌｔｓ ｏｆ ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ ＶｅｒＳｅ ａｎｄ ＢｒａＴｓ ｄａｔａｓｅｔｓ 单位:％

数据集 Ｓｗｉｎ￣Ｔ＋解码器 １ 解码器 ２ ＭＦＦＭ Ｄｉｃｅ ＭＩｏＵ ＭＡＣＣ

ＶｅｒＳｅ

√ × × ８６.１２±０.３７ ８４.８６±０.７７ ８５.６６±０.８３

√ √ × ８８.４７±０.６７ ８７.１３±０.２６ ８７.４１±０.５７

√ √ √ ９１.１７±０.５３ ９２.２３±０.３７ ９０.６２±０.７４

ＢｒａＴｓ

√ × × ８５.６１±０.４８ ８３.４６±０.６７ ８６.７３±０.７６

√ √ × ８９.２１±０.８６ ８７.４９±０.４３ ８８.３９±０.２４

√ √ √ ９２.３７±０.３９ ９１.４３±０.７７ ９２.５７±０.６３

　 　 表 ３ 展示了解码器 ２ 模块和 ＭＦＦＭ 模块对医

学图像分割精度的影响ꎮ 对于脊柱图像数据ꎬＳｗｉｎ￣
ＵＮｅｔ 在添加解码器 ２ 模块后ꎬＤｉｃｅ、ＭＩｏＵ和ＭＡＣＣ分别

提高了 ２.３５ 百分点、２.２７ 百分点和 １.７５ 百分点ꎬ表
明解码器 ２ 模块能构建局部与全局的联系ꎬ进一步

细化边缘信息ꎮ 在双解码器模块加持 ＭＦＦＭ 模块

后ꎬＤｉｃｅ、ＭＩｏＵ 和 ＭＡＣＣ 又分别提高了 ２. ７０ 百分点、
５.１０百分点和 ３.２１ 百分点ꎬ表明 ＭＦＦＭ 模块能够协

同 ２ 个解码器的多尺度语义特征ꎬ融合上下文信息ꎬ
增强特征的表示能力ꎮ

对于脑胶质瘤图像数据ꎬＳｗｉｎ￣ＵＮｅｔ 在添加解

码器 １ 和 ＭＦＦＭ ２ 个模块后ꎬＤｉｃｅ、ＭＩｏＵ和 ＭＡＣＣ同样

得到提升ꎮ 消融试验证明ꎬＤＤＳ￣ＵＮｅｔ 提出的双解

码器在 ＭＦＦＭ 调控下协同工作ꎬ可有效提取图像数

据的局部和全局信息ꎬ建立图像信息间远程依赖关

系ꎻ同时也验证了 ＭＦＦＭ 模块能有效融合、学习多

尺度语义特征信息ꎬ对于边缘模糊或形状不规则区

域的分割具有一定的优化效果ꎬ可进一步提高算法

的分割性能ꎮ

３　 结论

从脊柱和脑胶质瘤图像的分割结果及消融试

验结果可知ꎬＤＤＳ￣ＵＮｅｔ 模型在医学图像目标区域

尺度不一时ꎬ特征金字塔结构保证其可以接收不同

尺度 目 标 的 特 征 信 息ꎮ 一 方 面ꎬ 层 级 式 Ｓｗｉｎ
Ｔｒａｎｓｆｏｒｍｅｒ 能够提取到不同尺度目标的关键信息ꎻ
另一方面ꎬ基于 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 和卷积模块的双

解码器在上采样过程从不同角度聚合了丰富的多

尺度语义信息ꎮ ＭＦＦＭ 基于编码器输出的深层语

义特征ꎬ协同融合双解码器的多尺度语义信息ꎬ进
一步提升了多尺度目标分割能力ꎮ

图像分割结果表明ꎬ本研究所提双解码器模块和

ＭＦＦＭ 模块有效提高了图像分割算法的泛化性能和

分割精准度ꎮ 同时ꎬ解码器 ２ 和 ＭＦＦＭ 模块的引入

使基于 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ 模块的图像分割模型在没

有海量训练样本的情况下得到较好的分割效果ꎮ
整合 ＤＤＳ￣ＵＮｅｔ 模型得到的所有切片分割图

像ꎬ生成脊柱和脑胶质瘤三维分割图像ꎮ 这种三维

分割图像为临床医生提供直观准确的病灶立体场

景ꎬ能有效辅助临床医生诊断脊柱和脑胶质瘤疾

病ꎬ提升诊断效率ꎮ
综上ꎬＤＤＳ￣ＵＮｅｔ 模型既能满足医学图像分割

的精准性需求ꎬ也为临床医生提供一种可选择的辅

助诊断工具ꎮ 但 ＤＤＳ￣ＵＮｅｔ 模型仍有提升空间ꎮ 未

来将研究通过无监督学习提升编码器特征提取性

能ꎬ以期在有限医学图像样本情况下提高模型分

割性能ꎮ
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ｌｅｓｉｏｎｓ ｓｅｇｍｅｎｔａｔｉｏｎ [ Ｊ ] . Ｃｏｍｐｕｔｅｒｓ ｉｎ Ｂｉｏｌｏｇｙ ａｎｄ
Ｍｅｄｉｃｉｎｅꎬ ２０２２ꎬ １５１: １０６３０６.

[９] 毕秀丽ꎬ 陆猛ꎬ 肖斌ꎬ 等. 基于双解码 Ｕ 型卷积神经网

络的 胰 腺 分 割 [ Ｊ ] . 软 件 学 报ꎬ ２０２２ꎬ ３３ ( ５ ):
１９４７￣１９５８.
ＢＩ Ｘｉｕｌｉꎬ ＬＵ Ｍｅｎｇꎬ ＸＩＡＯ Ｂｉｎꎬ ｅｔ ａｌ. Ｐａｎｃｒｅａｓ
ｓｅｇｍｅｎｔａｔｉｏｎ ｂａｓｅｄ ｏｎ ｄｕａｌ￣ｄｅｃｏｄｉｎｇ Ｕ￣Ｎｅｔ[ Ｊ] . Ｊｏｕｒｎａｌ
ｏｆ Ｓｏｆｔｗａｒｅꎬ ２０２２ꎬ ３３(５): １９４７￣１９５８.

[１０] 苏赋ꎬ 方东ꎬ 王龙业ꎬ 等. 基于双解码路径 ＤＤ￣ＵＮｅｔ
的脑肿瘤图像分割算法[ Ｊ] . 光电子激光ꎬ ２０２３(３):
３２８￣３３６.
ＳＵ Ｆｕꎬ ＦＡＮＧ Ｄｏｎｇꎬ ＷＡＮＧ Ｌｏｎｇｙｅꎬ ｅｔ ａｌ. Ｂｒａｉｎ
ｔｕｍｏｒ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｄｕａｌ
ｄｅｃｏｄｉｎｇ ｐａｔｈ ＤＤ￣ＵＮｅｔ[ Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｏｐｔｏｅｌｅｃｔｒｏｎｉｃｓ

Ｌａｓｅｒꎬ ２０２３(３): ３２８￣３３６.
[１１] 侯月武ꎬ 刘兆英ꎬ 张婷ꎬ 等. 基于改进的 ＤＵＮｅｔ 遥感

图像道路提取[Ｊ] . 山东大学学报(工学版)ꎬ ２０２２ꎬ ５２
(４): ２９￣３７.
ＨＯＵ Ｙｕｅｗｕꎬ ＬＩＵ Ｚｈａｏｙｉｎｇꎬ ＺＨＡＮＧ Ｔｉｎｇꎬ ｅｔ ａｌ.
Ｒｏａｄ ｅｘｔｒａｃｔｉｏｎ ｆｒｏｍ ｒｅｍｏｔｅ ｓｅｎｓｉｎｇ ｉｍａｇｅｓ ｂａｓｅｄ ｏｎ
ｉｍｐｒｏｖｅｄ ＤＵＮｅｔ [ Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｓｈａｎｄｏｎｇ Ｕｎｉｖｅｒｓｉｔｙ
(Ｅｎｇｉｎｅｅｒｉｎｇ Ｓｃｉｅｎｃｅ)ꎬ ２０２２ꎬ ５２(４): ２９￣３７.

[１２] ＶＡＳＷＡＮＩ Ａꎬ ＳＨＡＺＥＥＲ Ｎꎬ ＰＡＲＭＡＲ Ｎꎬ ｅｔ ａｌ.
Ａｔｔｅｎｔｉｏｎ ｉｓ ａｌｌ ｙｏｕ ｎｅｅｄ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３１ｓｔ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ
Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓ. Ｌｏｎｇ Ｂｅａｃｈꎬ ＵＳＡ: ＮＩＰＳꎬ ２０１７:
６０００￣６０１０.

[１３] ＤＯＳＯＶＩＴＳＫＩＹ Ａꎬ ＢＥＹＥＲ Ｌꎬ ＫＯＬＥＳＮＩＫＯＶ Ａꎬ
ｅｔ ａｌ. Ａｎ ｉｍａｇｅ ｉｓ ｗｏｒｔｈ １６× １６ ｗｏｒｄｓ: Ｔｒａｎｓｆｏｒｍｅｒｓ
ｆｏｒ ｉｍａｇｅ ｒｅｃｏｇｎｉｔｉｏｎ ａｔ ｓｃａｌｅ[ＥＢ / ＯＬ] . (２０２１￣０６￣０３)
[２０２３￣０７￣０８] . ｈｔｔｐｓ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / ２０１０.１１９２９.

[１４] ＺＨＵ Ｘꎬ ＳＵ Ｗꎬ ＬＵ Ｌꎬ ｅｔ ａｌ. Ｄｅｆｏｒｍａｂｌｅ ＤＥＴＲ:
ｄｅｆｏｒｍａｂｌｅ Ｔｒａｎｓｆｏｒｍｅｒｓ ｆｏｒ ｅｎｄ￣ｔｏ￣ｅｎｄ ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ
[ＥＢ / ＯＬ ] . ( ２０２１￣０５￣１８ ) [ ２０２３￣０７￣０８ ] . ｈｔｔｐｓ: / /
ａｒｘｉｖ.ｏｒｇ / ａｂｓ / ２０１０.０４１５９.

[１５] ＬＩＵ Ｚꎬ ＬＩＮ Ｙꎬ ＣＡＯ Ｙꎬ ｅｔ ａｌ. Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ:
ｈｉｅｒａｒｃｈｉｃａｌ ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒ ｕｓｉｎｇ ｓｈｉｆｔｅｄ ｗｉｎｄｏｗｓ
[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０２１ ＩＥＥＥ / ＣＶＦ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ. Ｍｏｎｔｒｅａｌꎬ Ｃａｎａｄａ:
ＩＥＥＥꎬ ２０２１: １００１２￣１００２２.

[１６] ＣＨＥＮ Ｊꎬ ＬＵ Ｙꎬ ＹＵ Ｑꎬ ｅｔ ａｌ. ＴｒａｎｓＵＮｅｔ: Ｔｒａｎｓｆｏｒｍｅｒｓ
ｍａｋｅ ｓｔｒｏｎｇ ｅｎｃｏｄｅｒｓ ｆｏｒ ｍｅｄｉｃａｌ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ
[ＥＢ / ＯＬ] . (２０２１￣０２￣０８) [２０２３￣０７￣０８] . ｈｔｔｐｓ: / / ａｒｘｉｖ.
ｏｒｇ / ａｂｓ / ２１０２.０４３０６.

[１７] ＺＨＡＮＧ Ｙꎬ ＬＩＵ Ｈꎬ ＨＵ Ｑ. ＴｒａｎｓＦｕｓｅ: ｆｕｓｉｎｇ
ｔｒａｎｓｆｏｒｍｅｒｓ ａｎｄ ＣＮＮｓ ｆｏｒ ｍｅｄｉｃａｌ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ
[ Ｃ ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２４ｔｈ Ｍｅｄｉｃａｌ Ｉｍａｇｅ
Ｃｏｍｐｕｔｉｎｇ ａｎｄ Ｃｏｍｐｕｔｅｒ Ａｓｓｉｓｔｅｄ Ｉｎｔｅｒｖｅｎｔｉｏｎ.
Ｓｔｒａｓｂｏｕｒｇꎬ Ｆｒａｎｃｅ: ＭＩＣＣＡＩꎬ ２０２１: １４￣２４.

[１８] ＣＡＯ Ｈꎬ ＷＡＮＧ Ｙꎬ ＣＨＥＮ Ｊꎬ ｅｔ ａｌ. Ｓｗｉｎ￣Ｕｎｅｔ: Ｕｎｅｔ￣
ｌｉｋｅ ｐｕｒｅ Ｔｒａｎｓｆｏｒｍｅｒ ｆｏｒ ｍｅｄｉｃａｌ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ
[Ｃ] / / Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ. Ｔｅｌ
Ａｖｉｖꎬ Ｉｓｒａｅｌ: Ｓｐｒｉｎｇｅｒꎬ ２０２２: ２０５￣２１８.

[１９] Ｄ′ＡＳＣＯＬＩ Ｓꎬ ＴＯＵＶＲＯＮ Ｈꎬ ＬＥＡＶＩＴＴ Ｍ Ｌꎬ ｅｔ ａｌ.
ＣｏｎＶｉＴ: ｉｍｐｒｏｖｉｎｇ ｖｉｓｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒｓ ｗｉｔｈ ｓｏｆｔ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｉｎｄｕｃｔｉｖｅ ｂｉａｓｅｓ [Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
３８ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ.
[Ｓ.ｌ.]: ＰＭＬＲꎬ ２０２１: ２２８６￣２２９６.

[２０] ＬＯＦＦＬＥＲ Ｍꎬ ＳＥＫＵＢＯＹＩＮＡ Ａꎬ ＪＡＫＯＢ Ａꎬ ｅｔ ａｌ. Ａ
ｖｅｒｔｅｂｒａｌ ｓｅｇｍｅｎｔａｔｉｏｎ ｄａｔａｓｅｔ ｗｉｔｈ ｆｒａｃｔｕｒｅ ｇｒａｄｉｎｇ[ Ｊ] .
Ｒａｄｉｏｌｏｇｙ: Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅꎬ ２０２０ꎬ ２(４): ｅ１９０１３８.
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[２１] ＳＥＫＵＢＯＹＩＮＡ Ａꎬ ＨＵＳＳＥＩＮＩ Ｍꎬ ＢＡＹＡＴ Ａꎬ ｅｔ ａｌ.
ＶｅｒＳｅ: ａ ｖｅｒｔｅｂｒａｅ ｌａｂｅｌｌｉｎｇ ａｎｄ ｓｅｇｍｅｎｔａｔｉｏｎ ｂｅｎｃｈｍａｒｋ
ｆｏｒ ｍｕｌｔｉ￣ｄｅｔｅｃｔｏｒ ＣＴ ｉｍａｇｅｓ[Ｊ] . Ｍｅｄｉｃａｌ Ｉｍａｇｅ
Ａｎａｌｙｓｉｓꎬ ２０２１ꎬ ７３: １０２１６６.

[２２] ＢＡＫＡＳ Ｓꎬ ＲＥＹＥＳ Ｍꎬ ＪＡＫＡＢ Ａꎬ ｅｔ ａｌ. Ｉｄｅｎｔｉｆｙｉｎｇ ｔｈｅ
ｂｅｓｔ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ａｌｇｏｒｉｔｈｍｓ ｆｏｒ ｂｒａｉｎ ｔｕｍｏｒ
ｓｅｇｍｅｎｔａｔｉｏｎꎬ ｐｒｏｇｒｅｓｓｉｏｎ ａｓｓｅｓｓｍｅｎｔꎬ ａｎｄ ｏｖｅｒａｌｌ
ｓｕｒｖｉｖａｌ ｐｒｅｄｉｃｔｉｏｎ ｉｎ ｔｈｅ ＢＲＡＴＳ ｃｈａｌｌｅｎｇｅ [ＥＢ / ＯＬ] .
(２０２１￣０４￣２３) [ ２０２３￣０７￣０８ ] . ｈｔｔｐｓ: / / ａｒｘｉｖ. ｏｒｇ / ａｂｓ /
１８１１.０２６２９.

[２３] 刘方旭ꎬ 王建ꎬ 魏本征. 基于多空间注意力的小儿肺

炎辅助诊断算法[Ｊ] . 山东大学学报(工学版)ꎬ ２０２３ꎬ
５３(２): １３５￣１４２.
ＬＩＵ Ｆａｎｇｘｕꎬ ＷＡＮＧ Ｊｉａｎꎬ ＷＥＩ Ｂｅｎｚｈｅｎｇ. Ａｕｘｉｌｉａｒｙ
ｄｉａｇｎｏｓｉｓ ａｌｇｏｒｉｔｈｍ ｆｏｒ ｐｅｄｉａｔｒｉｃ ｐｎｅｕｍｏｎｉａ ｂａｓｅｄ ｏｎ
ｍｕｌｔｉ￣ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｓｈａｎｄｏｎｇ Ｕｎｉｖｅｒｓｉｔｙ
(Ｅｎｇｉｎｅｅｒｉｎｇ Ｓｃｉｅｎｃｅ)ꎬ ２０２３ꎬ ５３(２): １３５￣１４２.

[２４] 陆猛. 基于全卷积神经网络的医学图像分割[Ｄ] . 重

庆: 重庆邮电大学ꎬ ２０２１.
ＬＵ Ｍｅｎｇ. Ｍｅｄｉｃａｌ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ ｂａｓｅｄ ｏｎ ｆｕｌｌ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ[Ｄ] . Ｃｈｏｎｇｑｉｎｇ: Ｃｈｏｎｇｑｉｎｇ
Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｐｏｓｔｓ ａｎｄ Ｔｅｌｅｃｏｍｍｕｎｉｃａｔｉｏｎｓꎬ ２０２１.

[２５] ＨＥ Ｘꎬ ＺＨＯＵ Ｙꎬ ＺＨＡＯ Ｊꎬ ｅｔ ａｌ. Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ
ｅｍｂｅｄｄｉｎｇ ＵＮｅｔ ｆｏｒ ｒｅｍｏｔｅ ｓｅｎｓｉｎｇ ｉｍａｇｅ ｓｅｍａｎｔｉｃ
ｓｅｇｍｅｎｔａｔｉｏｎ[Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｇｅｏｓｃｉｅｎｃｅ ａｎｄ
Ｒｅｍｏｔｅ Ｓｅｎｓｉｎｇꎬ ２０２２ꎬ ６０: １￣１５.

[２６] ＬＩＮ Ｔꎬ ＤＯＬＬＡＲ Ｐꎬ ＧＩＲＳＨＩＣＫ Ｒꎬ ｅｔ ａｌ. Ｆｅａｔｕｒｅ
ｐｙｒａｍｉｄ ｎｅｔｗｏｒｋｓ ｆｏｒ ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆ ｔｈｅ ２０１７ ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ
Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. Ｈｏｎｏｌｕｌｕꎬ ＵＳＡ: ＩＥＥＥꎬ ２０１７:
２１１７￣２１２５.

[２７] ＬＯＮＧ Ｊꎬ ＳＨＥＬＨＡＭＥＲ Ｅꎬ ＤＡＲＲＥＬＬ Ｔ. Ｆｕｌｌｙ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｓｅｍａｎｔｉｃ ｓｅｇｍｅｎｔａｔｉｏｎ[Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１５ ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ
Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. Ｂｏｓｔｏｎꎬ ＵＳＡ: ＩＥＥＥꎬ
２０１５: ３４３１￣３４４０.

[２８] ＣＨＥＮ Ｌꎬ ＰＡＰＡＮＤＲＥＯＵ Ｇꎬ ＳＣＨＲＯＦＦ Ｆꎬ ｅｔ ａｌ.
Ｒｅｔｈｉｎｋｉｎｇ ａｔｒｏｕｓ ｃｏｎｖｏｌｕｔｉｏｎ ｆｏｒ ｓｅｍａｎｔｉｃ ｉｍａｇｅ
ｓｅｇｍｅｎｔａｔｉｏｎ[ＥＢ / ＯＬ] . (２０１７￣１２￣０５) [２０２３￣１１￣０８] .
ｈｔｔｐｓ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / １７０６.０５５８７.

[２９] ＤＤＳ￣ＵＮｅｔ 医学图像分割算法源代码 [ ＥＢ / ＯＬ] .
( ２０２３￣０７￣２０ ) [ ２０２３￣１１￣０８ ] . ｈｔｔｐｓ: / / ｇｉｔｈｕｂ. ｃｏｍ /
ＤｅｅｐＰｉｃＥＩ / ＤＤＳ￣ＵＮｅｔ.

(编辑:孙亚彤)

(上接第 ７ 页)
[３４] ＷＩＥＨＭＡＮ Ｓꎬ ＫＲＯＯＮ Ｓꎬ ＤＥ ＶＩＬＬＩＥＲＳ Ｈ.

Ｕｎｓｕｐｅｒｖｉｓｅｄ ｐｒｅ￣ｔｒａｉｎｉｎｇ ｆｏｒ ｆｕｌｌｙ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１６ Ｐａｔｔｅｒｎ
Ｒｅｃｏｇｎｉｔｉｏｎ Ａｓｓｏｃｉａｔｉｏｎ ｏｆ Ｓｏｕｔｈ Ａｆｒｉｃａ ａｎｄ Ｒｏｂｏｔｉｃｓ ａｎｄ
Ｍｅｃｈａｔｒｏｎｉｃｓ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ. Ｓｔｅｌｌｅｎｂｏｓｃｈꎬ
Ｓｏｕｔｈ Ａｆｒｉｃａ: ＩＥＥＥꎬ ２０１６: １￣６.

[３５] ＳＵＮ Ｘꎬ ＹＡＮＧ Ｚꎬ ＺＨＡＮＧ Ｃꎬ ｅｔ ａｌ. Ｃｏｎｄｉｔｉｏｎａｌ
ｇａｕｓｓｉａｎ ｄｉｓｔｒｉｂｕｔｉｏｎ ｌｅａｒｎｉｎｇ ｆｏｒ ｏｐｅｎ ｓｅｔ ｒｅｃｏｇｎｉｔｉｏｎ
[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０２０ ＩＥＥＥ / ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ
ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. Ｓｅａｔｔｌｅꎬ
ＵＳＡ: ＩＥＥＥꎬ ２０２０: １３４８０￣１３４８９.

[３６] ＣＨＯＵＤＨＵＲＩ Ｎꎬ ＧＨＯＳＡＬ Ｓꎬ ＲＯＹ Ａ. Ｎｏｎｐａｒａｍｅｔｒｉｃ
ｂｉｎａｒｙ ｒｅｇｒｅｓｓｉｏｎ ｕｓｉｎｇ ａ Ｇａｕｓｓｉａｎ ｐｒｏｃｅｓｓ ｐｒｉｏｒ [ Ｊ] .

Ｓｔａｔｉｓｔｉｃａｌ Ｍｅｔｈｏｄｏｌｏｇｙꎬ ２００７ꎬ ４(２): ２２７￣２４３.
[３７] ＳＯＮＧ Ｈꎬ ＴＨＩＡＧＡＲＡＪＡＮ Ｊ Ｊꎬ ＳＡＴＴＩＧＥＲＩ Ｐꎬ ｅｔ ａｌ.

Ｏｐｔｉｍｉｚｉｎｇ ｋｅｒｎｅｌ ｍａｃｈｉｎｅｓ ｕｓｉｎｇ ｄｅｅｐ ｌｅａｒｎｉｎｇ [ Ｊ ] .
ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ ａｎｄ Ｌｅａｒｎｉｎｇ
Ｓｙｓｔｅｍｓꎬ ２０１８ꎬ ２９(１１): ５５２８￣５５４０.

[３８] ＭＡＭＡＴ Ｎꎬ ＯＴＨＭＡＮ Ｍ Ｆꎬ ＡＢＤＵＬＧＨＡＦＯＲ Ｒꎬ
ｅｔ ａｌ. Ｅｎｈａｎｃｉｎｇ ｉｍａｇｅ ａｎｎｏｔａｔｉｏｎ ｔｅｃｈｎｉｑｕｅ ｏｆ ｆｒｕｉｔ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｕｓｉｎｇ ａ ｄｅｅｐ ｌｅａｒｎｉｎｇ ａｐｐｒｏａｃｈ [ Ｊ ] .
Ｓｕｓｔａｉｎａｂｉｌｉｔｙꎬ ２０２３ꎬ １５(２): １￣１９.

[３９] ＳＡＭＢＡＴＵＲＵ Ｂꎬ ＧＵＰＴＡ Ａꎬ ＪＡＷＡＨＡＲ Ｃ Ｖꎬ ｅｔ ａｌ.
ＳｃｒｉｂｂｌｅＮｅｔ: ｅｆｆｉｃｉｅｎｔ ｉｎｔｅｒａｃｔｉｖｅ ａｎｎｏｔａｔｉｏｎ ｏｆ ｕｒｂａｎ ｃｉｔｙ
ｓｃｅｎｅｓ ｆｏｒ ｓｅｍａｎｔｉｃ ｓｅｇｍｅｎｔａｔｉｏｎ [ Ｊ] . Ｐａｔｔｅｒｎ Ｒｅｃｏｇ￣
ｎｉｔｉｏｎꎬ ２０２３ꎬ １３３: １０９０１１.
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