
　 第 ５４ 卷　 第 ５ 期

Ｖｏｌ.５４　 Ｎｏ.５
　 　

山　 东　 大　 学　 学　 报　 (工　 学　 版)
ＪＯＵＲＮＡＬ ＯＦ ＳＨＡＮＤＯＮＧ ＵＮＩＶＥＲＳＩＴＹ (ＥＮＧＩＮＥＥＲＩＮＧ ＳＣＩＥＮＣＥ)

　 　
２０２４ 年 １０ 月　
Ｏｃｔ. ２０２４　

收稿日期:２０２３￣１１￣０７
基金项目:国网山东省电力公司科技资助项目(５２０６２６２２００１８)
第一作者简介:刘冬兰(１９８７— )ꎬ女ꎬ云南宣威人ꎬ高级工程师ꎬ硕士ꎬ主要研究方向为网络安全、数据安全、隐私计算、区块链等ꎮ

Ｅ￣ｍａｉｌ:ｌｉｕｄｏｎｇｌａｎ２００６＠ １２６.ｃｏｍ

　 文章编号:１６７２￣３９６１(２０２４)０５￣０１０１￣１０　 　 ＤＯＩ:１０.６０４０ / ｊ.ｉｓｓｎ.１６７２￣３９６１.０.２０２３.２７１

基于分解式 Ｔｒａｎｓｆｏｒｍｅｒ 的联邦长期时间序列
预测算法

刘冬兰１ꎬ４∗ꎬ刘新１ꎬ４ꎬ刘家乐２ꎬ赵鹏３ꎬ常英贤３ꎬ王睿１ꎬ４ꎬ姚洪磊１ꎬ４ꎬ罗昕２

(１.国网山东省电力公司电力科学研究院ꎬ 山东 济南 ２５０００３ꎻ ２.山东大学软件学院ꎬ 山东 济南 ２５０１０１ꎻ ３.国网山东省电力

公司ꎬ 山东 济南 ２５０００１ꎻ ４.山东省智能电网技术创新中心ꎬ 山东 济南 ２５０００３)

摘要:为解决基于 Ｔｒａｎｓｆｏｒｍｅｒ 的方法存在计算成本高和无法捕捉时间序列总体趋势的问题ꎬ将 Ｔｒａｎｓｆｏｒｍｅｒ 与季节性趋势分

解法相结合ꎬ提出基于分解式 Ｔｒａｎｓｆｏｒｍｅｒ 的联邦长期时间序列预测算法ꎬ其中分解方法用于捕捉时间序列的全局概况ꎮ 在实

际场景中ꎬ时间序列数据来自多个不同客户端ꎮ 考虑数据隐私问题ꎬ利用联邦学习从多个客户端获得整体最优预测模型ꎬ采
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０　 引言

在能源、电力、交通运输和天气等各种应用

中[１￣３]ꎬ长期时间序列预测是一个持续性挑战ꎬ迫切

需要将预测时间延长到遥远的未来ꎬ这对长期预测

具有重要意义ꎮ 由于自注意力机制的存在[４]ꎬ
Ｔｒａｎｓｆｏｒｍｅｒ 在对序列数据的长期依赖关系建模方

面具有显著优势[５] ꎮ 由于 Ｔｒａｎｓｆｏｒｍｅｒ 对各时间步

长的预测是孤立的ꎬ预测模型可能无法保持时间

序列的整体趋势和特征ꎮ 为解决这个问题ꎬ本研

究整合季节性趋势分解法[６￣９] ꎬ将时间序列分析中

广泛使用的方法转化为基于 Ｔｒａｎｓｆｏｒｍｅｒ 的方法ꎬ
有效使预测分布与真实分布一致ꎮ 除了考虑长期

时间序列预测性能外ꎬ还需要注意与时间序列数

据相关的隐私问题ꎮ 当时间序列数据分布在不同

的客户端时ꎬ需要在客户端之间不传输数据的情

形下聚合客户端模型ꎬ得到一个性能良好的全局

预测模型ꎮ 为保护数据隐私ꎬ使用联邦学习( ｆｅｄ￣
ｅｒａｔｅｄ ｌｅａｒｎｉｎｇꎬ ＦＬ)从多个客户端获得整体最优

预测模型[１０] ꎮ 在 ＦＬ 中ꎬ过度拟合每个客户端的

本地训练数据会降低全局模型的性能ꎮ 鉴于此ꎬ
在存在分布偏移问题的情况下ꎬ提高全局模型的

泛化性是当务之急ꎮ 提高全局模型的泛化性可以

使本地模型的预测性能更接近全局模型的预测性

能ꎮ 近几年ꎬ研究人员开发了一种高效算法ꎬ称为

锐度感知最小化 ( ｓｈａｒｐｎｅｓｓ￣ａｗａｒｅ ｍｉｎｉｍｉｚａｔｉｏｎꎬ
ＳＡＭ)算法[１１￣１２] ꎬ利用线性逼近提高模型的收敛效

率ꎮ 将 ＳＡＭ 算法应用于 ＦＬ 中ꎬ其中每个本地客户

端使用相同的扰动训练各自的本地模型ꎬ使聚合后

的全局模型具有良好的泛化能力ꎮ

１　 相关工作

１.１　 时间序列模型

传统的时间序列预测方法主要是利用基于序

列特征的预测技术预测未来趋势ꎮ 例如ꎬ循环神经

网络( ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ＲＮＮ) [１３￣１４]、长短期

记忆网络( ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙꎬ ＬＳＴＭ) [１５] 和门

控循环单元(ｇａｔｅｄ ｒｅｃｕｒｒｅｎｔ ｕｎｉｔꎬ ＧＲＵ) [１６] 广泛用

于预测时间序列ꎮ ＬＳＴＭ 以 ＲＮＮ 为基础ꎬ包含 ３ 个

门结构:遗忘门、输入门和输出门ꎮ 尽管 ＬＳＴＭ 在

硬件性能方面要求很高ꎬ但在长期时间序列数据上

的预测准确率很高ꎮ 与 ＬＳＴＭ 相比ꎬＧＲＵ 优化了 ３
个门函数ꎬ减少了参数ꎬ降低了硬件要求ꎬ加快了模

型收敛速度ꎬ并获得相似的准确度ꎮ ＧＲＵ 和 ＬＳＴＭ
模型都属于特殊的 ＲＮＮ 序列ꎮ 差分整合移动平均

自回归 ( ａｕｔｏｒｅｇｒｅｓｓｉｖｅ ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ ａｖｅｒａｇｅꎬ
ＡＲＩＭＡ)模型在预测时间序列数据方面具有很高的

准确性[１７]ꎬ但需要手动确定多个参数ꎬ给批量训练

带来挑战ꎮ Ｐｒｏｐｈｅｔ 模型也是一种代表性方法ꎬ以简

单著称ꎬ但往往准确率较低[１８]ꎮ 其他一些传统的时

间序列预测方法是基于回归的预测方法ꎮ
近几年ꎬ利用自注意力机制的 Ｔｒａｎｓｆｏｒｍｅｒ 在处

理自然语言[４ꎬ１９]、音频[２０]和计算机视觉[２１￣２２]等不同

领域的序列数据方面表现出显著能力ꎮ 对数稀疏

Ｔｒａｎｓｆｏｒｍｅｒ 模型( ｌｏｇｓｐａｒｓｅ Ｔｒａｎｓｆｏｒｍｅｒꎬ ＬｏｇＴｒａｎｓ)
将局部卷积集成到 Ｔｒａｎｓｆｏｒｍｅｒ 中ꎬ引入 ＬｏｇＳｐａｒｓｅ
注意力ꎬ选择间隔呈指数增长的时间步长[２３]ꎮ 基于

Ｔｒａｎｓｆｏｒｍｅｒ 的 长 序 列 时 间 序 列 预 测 模 型

(Ｔｒａｎｓｆｏｒｍｅｒ￣ｂａｓｅｄ ｍｏｄｅｌ ｆｏｒ ｌｏｎｇ ｓｅｑｕｅｎｃｅ ｔｉｍｅ￣ｓｅ￣
ｒｉｅｓ ｆｏｒｅｃａｓｔｉｎｇꎬ Ｉｎｆｏｒｍｅｒ)扩展 Ｔｒａｎｓｆｏｒｍｅｒꎬ加入基

于 Ｋｕｌｌｂａｃｋ￣Ｌｅｉｂｌｅｒ (ＫＬ) 散度的 ＰｒｏｂＳｐａｒｓｅ 注意

力[２４]ꎮ 基于自相关分解 Ｔｒａｎｓｆｏｒｍｅｒ 的长期序列预

测模型(ｄｅｃｏｍｐｏｓｉｔｉｏｎ Ｔｒａｎｓｆｏｒｍｅｒｓ ｗｉｔｈ ａｕｔｏ￣ｃｏｒｒｅ￣
ｌａｔｉｏｎ ｆｏｒ ｌｏｎｇ￣ｔｅｒｍ ｓｅｒｉｅｓ ｆｏｒｅｃａｓｔｉｎｇꎬ Ａｕｔｏｆｏｒｍｅｒ)
用自相关块代替规范注意力ꎬ实现子序列级别的注

意力[６]ꎮ
１.２　 联邦学习

联邦学习是一种支持众多客户端的分布式训

练框架ꎬ客户端可以是移动设备、基站或其他本地

信息源[２５￣２６]ꎮ 针对保护隐私的数据分散问题ꎬ联邦

学习可以在不与数据交互的情况下提高本地客户

端的训练效果ꎮ 最经典的联邦学习方法联邦平均

( ｆｅｄｅｒａｔｅｄ ａｖｅｒａｇｉｎｇꎬ ＦｅｄＡｖｇ)接收客户端上传到服

务器上的模型参数ꎬ简单地对参数取平均ꎬ将平均

参数返回给每个客户端ꎬ忽略了客户端之间的异构

性[１０]ꎮ 异构网络中的联邦优化方法( ｆｅｄｅｒａｔｅｄ ｏｐｔｉ￣
ｍｉｚａｔｉｏｎ ｉｎ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｎｅｔｗｏｒｋｓꎬ ＦｅｄＰｒｏｘ) 在服

务器端增加了一个近端项ꎬ以改善不同客户端之间

结构异构造成的工作性能不一致问题ꎬ但对分布偏

移问题影响不大[２７]ꎮ 基于知识蒸馏技术ꎬ 面向异

构联邦学习的无数据知识蒸馏方法 ( ｄａｔａ￣ｆｒｅｅ
ｋｎｏｗｌｅｄｇｅ ｄｉｓｔｉｌｌａｔｉｏｎ ｆｏｒ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｆｅｄｅｒａｔｅｄ
ｌｅａｒｎｉｎｇꎬ ＦｅｄＧｅｎ)聚合本地计算的输出构建全局模

型ꎬ有助于消除每个本地模型对结构一致性的要

求[２８]ꎮ 联邦跨模态检索方法( ｆｅｄｅｒａｔｅｄ ｃｒｏｓｓ￣ｍｏｄａｌ
ｒｅｔｒｉｅｖａｌꎬ ＦｅｄＣＭＲ)在客户端分别学习多个模态的

公共空间ꎬ在服务器端联合学习客户端上传的多个

公共子空间ꎬ客户端根据服务器端聚合的公共子空
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间更新本地空间[２９]ꎬ该方法仅将联邦学习应用于检

索领域ꎬ对分布偏移问题没有太大改善ꎮ 模型对比

联邦学习方法(ｍｏｄｅｌ￣ｃｏｎｔｒａｓｔｉｖｅ ｆｅｄｅｒａｔｅｄ ｌｅａｒｎｉｎｇꎬ
ＭＯＯＮ)在模型层面引入对比学习ꎬ关键思想是利

用模型表征之间的相似性纠正个体的本地训练[３０]ꎮ
基于动态正则化的联邦学习方法( ｆｅｄｅｒａｔｅｄ ｌｅａｒｎｉｎｇ
ｂａｓｅｄ ｏｎ ｄｙｎａｍｉｃ ｒｅｇｕｌａｒｉｚａｔｉｏｎꎬ ＦｅｄＤｙｎ)以精确最

小化为基础ꎬ在每轮中每个参与设备动态更新其正

则化器ꎬ使正则化损失的最优模型与全局经验损失

一致[３１]ꎮ 异构联邦学习中的局部与全局知识蒸馏

方法( ｌｏｃａｌ￣ｇｌｏｂａｌ ｋｎｏｗｌｅｄｇｅ ｄｉｓｔｉｌｌａｔｉｏｎ ｉｎ ｈｅｔｅｒｏｇｅ￣
ｎｅｏｕｓ ｆｅｄｅｒａｔｅｄ ｌｅａｒｎｉｎｇꎬ ＦｅｄＧＫＤ)是一种新的全局

知识蒸馏方法ꎬ利用从过去的全局模型中学习到的

知识减轻客户端漂移问题[３２]ꎮ ＦｅｄＧＫＤ 得益于集

成和知识蒸馏机制ꎬ以产生更准确的模型ꎮ 动量联

邦学习是解决分布偏移问题的一种有效方法ꎬ通过

将全局信息直接纳入本地训练加快收敛速度ꎮ 动

量可以在服务器端、客户端甚至 ２ 个层面上实

现[３３￣３６]ꎮ 这些算法虽然加快了收敛速度ꎬ但可能会

导致全局模型收敛在一个急剧的低谷中ꎬ导致过拟

合[３７￣３９]ꎬ最终的全局模型可能无法有效满足所有客

户端的需求ꎬ导致显著偏差ꎮ 因此ꎬ本研究针对每

个本地客户端使用相同的扰动训练各自的本地模

型ꎬ使全局模型具有良好的泛化能力ꎮ

２　 本研究方法

２.１　 符号和问题定义

假设有 Ｚ 个客户端ꎬ其中第 Ｚ 个客户端的数据集

为 ＸＺꎬ整个分布式数据集定义为 Ｄ ＝Ｘ１∪Ｘ２∪􀆺∪
ＸＺꎮ 如果第 Ｚ 个客户端在 ｔ 时刻有 ｍ 个时间序列

ＸＺ(ｔ)＝ {ＸＺ
１(ｔ)ꎬ􀆺ꎬＸＺ

ｍ(ｔ)}ꎬ以第 Ｚ 个客户端为例ꎬ本
研究将 ＸＺ(ｔ)简写为 Ｘ(ｔ)＝ {Ｘ１(ｔ)ꎬ􀆺ꎬＸｍ(ｔ)}ꎮ

通过对每个时间序列应用傅里叶变换ꎬ将每个

Ｘｉ( ｔ)变换成向量 ａｉ ＝ (ａｉꎬ１ 　 􀆺　 ａｉꎬｄ) Ｔ∈Ｒｄꎮ 将所

有傅里叶变换后的向量组合成时间序列矩阵 Ａ ＝
(ａ１ 　 􀆺　 ａｍ) Ｔ∈Ｒｍ×ｄꎬ其中每一行对应不同的时间

序列ꎬ每一列对应一个不同的傅里叶分量ꎮ 虽然使

用所有傅里叶分量可以有效保存时间序列中的历

史信息ꎬ但可能会导致对历史数据过拟合ꎬ进而导

致对将来信号的预测不够准确ꎮ 鉴于此ꎬ选择傅里

叶分量的一个子集非常重要ꎬ该子集应当足够小ꎬ
以避免过拟合ꎬ同时可以保留大部分历史信息ꎮ 以

均匀随机的方式从 ｄ 个傅里叶分量中选择 ｓ 个分

量ꎬ作为傅里叶变换后时间序列矩阵 Ａ 进行奇异值

分解后的对角矩阵的行数ꎬ其中 ｓ<ｄꎮ 定义 ｉ１< ｉ２<
􀆺<ｉｓ 为随机选取的分量ꎬ构造一个矩阵 Ｓ∈{０ꎬ
１} ｓ×ｄꎬ其中 ｉ＝ ｉｋ 时ꎬ矩阵 Ｓ 中的元素 Ｓ ｉꎬｋ ＝ １ꎬ否则

Ｓ ｉꎬｋ ＝ ０ꎬ得到多元时间序列 Ａ′ ＝ ＡＳＴ∈Ｒｍ×ｓꎮ 将时

间序列矩阵 Ａ 的每个列向量投影到由优化后的 Ａ′
中的列向量构成的子空间中ꎮ 此时ꎬ投影后的矩

阵 ＰＡ′( Ａ) 与原矩阵 Ａ 之间的误差极小ꎬ其中

ＰＡ′(􀅰)为投影运算符ꎮ 这说明ꎬ即使傅里叶分量

是随机选择的ꎬ在适宜条件下ꎬＡ′仍然可以有效保

留 Ａ 的大部分信息ꎮ
长时间序列预测可以看作一个序列对序列的

问题ꎬ本研究将输入序列的长度表示为 Ｉꎬ输出序列

的长度表示为 Ｏꎬ序列的隐藏状态表示为 Ｄꎬ编码器

的输入是一个维度为 Ｉ×Ｄ 的矩阵ꎬ解码器的输入是

一个维度为( Ｉ / ２＋Ｏ)×Ｄ 的矩阵ꎮ
２.２　 总体结构

受季节性趋势分解法的启发ꎬ本研究将 Ｔｒａｎｓ￣
ｆｏｒｍｅｒ 更改为一个包含混合专家分解模块的深度分

解结构ꎮ
编码器采用多层结构 Ｘｌ

ｅｎ ＝ Ｅｎｃｏｄｅｒ (Ｘｌ－１
ｅｎ )ꎬ其

中ꎬｌ 为编码层数ꎬｌ∈{１ꎬ􀆺ꎬＮ}ꎻＥｎｃｏｄｅｒ (􀅰)计算公

式为:
Ｓｌꎬ１

ｅｎ ＝ＭＥＤ(Ｘｌ－１
ｅｎ )ꎬ

Ｓｌꎬ２
ｅｎ ＝ＭＥＤ(ＦｅｅｄＦｏｒｗａｒｄ(Ｓｌꎬ１

ｅｎ )＋Ｓｌꎬ１
ｅｎ )ꎬ

Ｘｌ
ｅｎ ＝Ｓｌꎬ２

ｅｎ ꎬ

ì

î

í

ï
ï

ïï

(１)

式中ꎬＳｌꎬｉ
ｅｎ( ｉ∈{１ꎬ２})为第 ｌ 层第 ｉ 个分解块后的季

节项ꎬＭＥＤ 为混合专家分解模块ꎬＦｅｅｄＦｏｒｗａｒｄ 为前

馈神经网络ꎮ 初始输入为Ｘ０
ｅｎ∈ＲＩ×Ｄꎬ表示嵌入的历

史序列ꎮ 解码器采用多层结构 Ｘｇ
ｄｅ ＝Ｄｅｃｏｄｅｒ(Ｘｇ－１

ｄｅ ꎬ
Ｔｇ－１

ｄｅ )ꎬＴｇ
ｄｅ ＝Ｄｅｃｏｄｅｒ(Ｘｇ－１

ｄｅ ꎬＴｇ－１
ｄｅ )ꎬ其中ꎬｇ 为解码层

数ꎬｇ∈{１ꎬ􀆺ꎬＭ}ꎻＤｅｃｏｄｅｒ(􀅰)计算公式为:
Ｓｇꎬ１

ｄｅ ＝ＭＥＤ(Ｘｇ－１
ｄｅ )

Ｔｇꎬ１
ｄｅ ＝ＭＥＤ(Ｘｇ－１

ｄｅ )

Ｓｇꎬ２
ｄｅ ＝ＭＥＤ(Ｓｇꎬ１

ｄｅ )

Ｔｇꎬ２
ｄｅ ＝ＭＥＤ(Ｓｇꎬ１

ｄｅ )

Ｓｇꎬ３
ｄｅ ＝ＭＥＤ(ＦｅｅｄＦｏｒｗａｒｄ(Ｓｇꎬ２

ｄｅ )＋Ｓｇꎬ２
ｄｅ )

Ｔｇꎬ３
ｄｅ ＝ＭＥＤ(ＦｅｅｄＦｏｒｗａｒｄ(Ｓｇꎬ２

ｄｅ )＋Ｓｇꎬ２
ｄｅ )

Ｘｇ
ｄｅ ＝Ｓｇꎬ３

ｄｅ

Ｔｇ
ｄｅ ＝Ｔｇ－１

ｄｅ ＋Ｗｇꎬ１Ｔｇꎬ１
ｄｅ ＋Ｗｇꎬ２Ｔｇꎬ２

ｄｅ ＋Ｗｇꎬ３Ｔｇꎬ３
ｄｅ

ì

î

í

ï
ï
ï
ï
ï
ïï

ï
ï
ï
ï
ï
ï

ꎬ (２)

式中ꎬＳｇꎬｉ
ｄｅ 、Ｔｇꎬｉ

ｄｅ ( ｉ∈{１ꎬ２ꎬ３})分别为第 ｇ 层第 ｉ 个分

解块后的季节项和趋势项ꎬＷｇꎬｉ( ｉ∈{１ꎬ２ꎬ３})为所

提取的第 ｉ 个趋势项 Ｔｇꎬｉ
ｄｅ 的投影ꎮ 最终的预测是 ２

个经过精细分解的分量之和ꎬ即 ＷＳＸＭ
ｄｅ ＋ＴＭ

ｄｅꎬ其中
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ＷＳ 为深度转换后的季节项 ＸＭ
ｄｅ 在目标维度上的

投影ꎮ
令 Ｈｉ(ω)＝ Ｌｉ(ωꎬＸｉ)为第 ｉ 个客户端的损失函

数ꎬ其中ω为全局模型ꎬＸｉ 为第 ｉ 个客户端的本地数据

集ꎮ 经典的联邦学习问题 ＦｅｄＡｖｇ 是通过在每个客户

端 解 决 经 验 风 险 最 小 化 问 题 ( ｅｍｐｉｒｉｃａｌ ｒｉｓｋ

ｍｉｎｉｍｉｚａｔｉｏｎꎬ ＥＲＭ)ｍｉｎ
ω

{Ｈ(ω)＝ １
Ｚ∑ｉ∈[Ｚ]

Ｈｉ(ω)}[４０]ꎬ将

最佳全局模型 ω 拟合到所有样本ꎬ其中ꎬＨ(ω)为全

局模型的损失函数ꎮ 在联邦学习研究中ꎬ处理不同

客户端之间异构的本地训练数据集是一个关键挑

战ꎬ理解联邦学习中本地数据集的非独立同分布

( ｎｏｎ￣ｉｎｄｅｐｅｎｄｅｎｔ ａｎｄ ｉｄｅｎｔｉｃａｌｌｙ ｄｉｓｔｒｉｂｕｔｅｄꎬ Ｎｏｎ￣
ＩＩＤ)特性是基础ꎮ 现有研究通常假设来自每个客户

端的数据样本从常见未知的混合分布转变为局部

分布[４１￣４３]ꎮ
目前联邦学习中常用的方法是通过随机梯度

下降最小化经验风险进行训练ꎬ即寻找损失最小的

ω 有效拟合分布ꎮ 这可能导致损失曲面收敛于局部

最小值[４０]ꎬ得到的全局模型 ω 可能会对特定的客

户端数据产生偏差ꎬ阻碍所有客户端的最优泛化和

整体性能ꎮ 为解决此问题ꎬ创建一个更泛化的全局

模型ꎬ同时考虑平均值和偏差ꎬ惠及所有客户端ꎮ
目前 ＳＡＭ 算法的目标是通过向模型添加一个

小的扰动 δ 寻找一个具有低损失的区域ꎬ不是寻找

像 ＥＲＭ 这样的单点ꎮ 由于 ＦｅｄＡｖｇ 中 ＦＬ 优化方法

的线性特性ꎬ通过 ＳＡＭ 对每个客户端进行扰动损

耗训练ꎬ可以有效缓解分布偏移的影响ꎬ增强全局

模型的泛化能力ꎮ 在局部扰动损失函数 Ｈｉ(ω＋δ ｉ)
中ꎬ对于控制扰动半径一个预定义的常数 ρꎬ在 ω 附

近使用一阶泰勒展开式ꎬ得到线性约束优化

δ ｉ ＝ ａｒｇｍａｘ
‖δ ｉ‖≤ρ

Ｈｉ(ω＋δ ｉ)≈

ａｒｇｍａｘ Ｈｉ(ω)＋δＴ
ｉ ÑＨｉ(ω)＋Ｏ(ρ２)＝

ρｓｉｇｎ(ÑＨｉ(ω))
ÑＨｉ(ω)

‖ÑＨｉ(ω)‖
ꎬ (３)

式中ꎬｓｉｇｎ(􀅰)为元素方向的符号函数ꎬＯ( ρ２)为一

阶泰勒展开式的佩亚诺余项ꎮ 鉴于此ꎬ第 ｉ 个客户

端的本地优化目标变为ｍｉｎ
ω

Ｈｉ(ω)＝ ｍｉｎ
􀭾ω

ｆｉ( 􀭾ω)ꎬ其

中 􀭾ω 为邻域内损失最大的扰动模型ꎬ 􀭾ω ＝ ω ＋

ρ
ÑＨｉ(ω)

‖ÑＨｉ(ω)‖
ꎮ 本地 ＳＡＭ 优化器通过迭代 ｋ ＝

０ꎬ􀆺ꎬＫ－１中的每一轮并进行以下 ２ 步过程解决压

制优化目标中表现最突出的成分问题:

􀭾ωｒ
ｉꎬｋ ＝ωｒ

ｉꎬｋ＋ρ
ÑＨｉ(ωｒ

ｉꎬｋꎬＸｒ
ｉ )

ÑＨｉ(ωｒ
ｉꎬｋꎬＸｒ

ｉ )
ꎬ (４)

ωｒ
ｉꎬｋ＋１ ＝ωｒ

ｉꎬｋ－η ÑＨｉ(􀭾ωｒ
ｉꎬｋꎬＸｒ

ｉ )ꎬ (５)
式中 η 为每个客户端本地模型的学习率ꎮ 从式(４)
可以看出ꎬ每个客户端的本地训练通过梯度上升近

似估计具有固定扰动半径的区域内ꎬ在 ωｒ
ｉꎬｋ附近局

部损失最大的点为 ωｒ
ｉꎬｋ ＋δ ｒ

ｉ ꎬ根据 ωｒ
ｉꎬｋ ＋δ ｒ

ｉ 处的梯度

计算在 ωｒ
ｉꎬｋ处的梯度下降程度ꎮ 根据式(５)可以得

到迭代的下一轮中模型的参数值ꎮ
２.３　 季节性趋势分解的混合专家分解模块

在真实数据中ꎬ复杂的季节项通常与趋势项

相互耦合ꎬ使用固定窗口平均池提取趋势项可能

具有挑战性ꎮ 为解决这一问题ꎬ本研究使用一个

混合专家分解模块(ｍｉｘｔｕｒｅ ｏｆ ｅｘｐｅｒｔｓ ｄｅｃｏｍｐｏｓｉ￣
ｔｉｏｎꎬ ＭＥＤ)ꎬ包括各种不同大小的均值滤波器ꎬ能
够从输入信号中提取多个趋势分量ꎮ 利用一组依

赖于数据的权重组合这些组件并生成最终的季节

性趋势

Ｘｔｒｅｎｄ ＝Ｓｏｆｔｍａｘ(Ｌ(ｘ))􀅰(Ｆ(ｘ))ꎬ (６)
式中ꎬ Ｓｏｆｔｍａｘ ( Ｌ ( ｘ)) 为混合提取的趋势权重ꎬ
Ｆ(􀅰)为一组均值滤波器ꎮ

３　 试验

３.１　 数据集

本研究在 ４ 个数据集(５ 个案例)上进行广泛试

验ꎬ涵盖 ３ 个主流时间序列预测应用ꎬ即能源、交通

和天气ꎮ
变压器温度(ｅｌｅｃｔｒｉｃｉｔｙ ｔｒａｎｓｆｏｒｍｅｒ ｔｅｍｐｅｒａｔｕｒｅꎬ

ＥＴＴ)数据集是电力长调度中的重要指标[５]ꎬ包含 ２
个子数据集 ＥＴＴ１ 和 ＥＴＴ２ꎬ收集于 ２０１６ 年 ７ 月—
２０１８ 年 ７ 月 ２ 个站点的 ２ 个电力变压器ꎬ可以将数

据集分割为 １５ ｍｉｎ 级别的ＥＴＴｍ１、ＥＴＴｍ２ 和１ ｈ级
别的ＥＴＴｈ１、ＥＴＴｈ２ꎮ ＥＴＴ 由 １ 个变压器油温目标值

和 ６ 个负载组成ꎮ
用电负荷( ｅｌｅｃｔｒｉｃｉｔｙ ｃｏｎｓｕｍｉｎｇ ｌｏａｄꎬＥＣＬ)数

据集包含 ３２１ 个客户端在 ２０１２—２０１４ 年每小时的

用电量ꎬ每一列对应一个客户端[５]ꎮ
Ｔｒａｆｆｉｃ 数据集每小时收集一次来自加利福尼亚

州运输部的数据[２３]ꎬ这些数据是旧金山湾区高速公

路上不同传感器测量的占用率ꎮ
Ｗｅａｔｈｅｒ 数据集收集于 ２０２０ 年ꎬ每 １０ ｍｉｎ 记录

一次ꎬ包含气温、湿度等 ２１ 个气象指标[６]ꎮ
上述数据集的特征细节如表 １ 所示ꎮ
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表 １　 ４ 个数据集(５ 种情况)的特征细节
Ｔａｂｌｅ １　 Ｆｅａｔｕｒｅ ｄｅｔａｉｌｓ ｏｆ ｆｏｕｒ ｄａｔａｓｅｔｓ ( ｆｉｖｅ ｃａｓｅｓ)
数据集 序列长度 维度 周期 / ｍｉｎ

ＥＴＴｍ２ ６９ ６８０ ８ １５
ＥＴＴｈ２ １７ ４２０ ８ ６０
ＥＣＬ ２６ ３０４ ３２２ ６０
Ｔｒａｆｆｉｃ １７ ５４４ ８６３ ６０
Ｗｅａｔｈｅｒ ５２ ６９６ ２２ １０

３.２　 方法比较

为验证本研究方法的有效性ꎬ将其与几种基线方

法(ＦｅｄＰｒｏｘ[２７]、ＭＯＯＮ[３０]、ＦｅｄＤｙｎ[３１]、ＦｅｄＧＫＤ[３２] )
进行比较ꎮ ＦｅｄＰｒｏｘ 提出一个优化框架ꎬ可以处理联

邦网络中固有的系统和异构数据ꎬ允许跨设备在

本地执行不同数量的工作ꎬ并依赖于一个近端项

帮助稳定方法ꎬ可以改善现实异构网络中联邦学习

的收敛状态ꎮ ＭＯＯＮ 在模型层次引入对比学习ꎬ核
心思想是利用模型表示之间的相似性ꎬ修正个体的本

地训练ꎮ ＦｅｄＤｙｎ 基于精确最小化ꎬ在每一轮中ꎬ每个

参与设备动态更新其正则化器ꎬ使正则化损失的最优

模型与全局经验损失一致ꎮ ＦｅｄＧＫＤ 是一种新的全

局知识提取方法ꎬ利用从过去的全局模型中学习到的

知识缓解客户端漂移问题ꎮ ＦｅｄＧＫＤ 利用集成和知

识蒸馏机制生成更精确的模型ꎮ
３.３　 评估指标和试验细节

在试验中ꎬ使用 ２ 个评估指标:均方误差 ＥＭＳ

和平均绝对误差 ＥＭＡꎬＥＭＳ ＝ １
ｎ∑

ｎ

ｉ ＝１
(ｙ－ｙ^) ２ꎬ ＥＭＡ ＝

１
ｎ∑

ｎ

ｉ ＝１
｜ ｙ－ｙ^ ｜ ꎬ 其中 ｙ 为模型的预测值ꎬｙ^ 为输入样本

的真实标签ꎮ 本研究模拟 ５ 个客户端ꎬ将序列数据

平均分配到每个客户端ꎮ 试验中使用自适应矩估

计(ａｄａｐｔｉｖｅ ｍｏｍｅｎｔ ｅｓｔｉｍａｔｉｏｎꎬ ＡＤＡＭ)优化器训

练模型[４４] ꎬ批量大小为 ３２ꎬ所有试验设置的学习

率为 ０.０００ １ꎬ预定义常数 ρ 设置为 ０.０５ꎮ 遵循用

于长期序列预测的频率增强分解 Ｔｒａｎｓｆｏｒｍｅｒ( ｆｒｅ￣
ｑｕｅｎｃｙ ｅｎｈａｎｃｅｄ ｄｅｃｏｍｐｏｓｅｄ Ｔｒａｎｓｆｏｒｍｅｒ ｆｏｒ ｌｏｎｇ￣
ｔｅｒｍ ｓｅｒｉｅｓ ｆｏｒｅｃａｓｔｉｎｇꎬ ＦｅｄＦｏｒｍｅｒ)试验设置[１２]ꎬ输
入长度设置为 ９６ꎬ预测长度分别为 ９６、１９２、３３６、
７２０ꎮ 本研究分别对单变量时间序列预测和多元时间

序列预测任务进行试验ꎮ 单变量时间序列预测任务

主要解决的是输入单变量时间序列ꎬ预测单变量未来

序列的问题ꎻ多元时间序列预测任务则是输入多变量

时间序列ꎬ预测多变量未来序列ꎬ多变量的序列之间

存在一定的相互影响关系ꎮ 相比单变量时间预测ꎬ多
元时间序列预测更应该考虑建模时间关系的同时对

不同变量空间关系进行建模ꎮ
３.４　 多元时间序列预测结果

经过联邦学习ꎬ多元序列预测结果如表 ２ 所示ꎬ
ＥＭＳ、ＥＭＡ越低ꎬ表示性能越好ꎬ最佳结果以粗体突出

显示ꎮ 本研究还提供“集中式”的结果ꎬ即在一台服

务器上将学习到的所有数据进行累加的结果ꎬ是联

邦学习算法的性能上界ꎮ 当预测长度为 １９２ 时ꎬ
ＥＴＴｍ２、ＥＴＴｈ２、ＥＣＬ、Ｔｒａｆｆｉｃ 和 Ｗｅａｔｈｅｒ 的 ＥＭＳ损失

分别减小 １.５％、０.９％、５.６％、１.２％和 ４.５％ꎮ 随着预

测长度增加到 ３３６ꎬ ＥＴＴｍ２ 的 ＥＭＳ损失减小 １.２％ꎬ
ＥＣＬ、Ｔｒａｆｆｉｃ 和 Ｗｅａｔｈｅｒ 的 ＥＭＳ损失分别减少 １.４％、
１.４％和 ４.３％ꎮ 结果表明ꎬＳＡＭ 方法有效缓解不同

客户端的分布漂移ꎬ增强全局模型的泛化能力ꎬ提
高预测性能ꎮ 随着预测长度增加ꎬ本研究方法始终

可以取得最佳结果ꎬ说明本研究优化策略适用于长

时间序列ꎮ

表 ２　 联邦环境下 ４ 个数据集(５ 种情况)的多变量长时间序列预测结果
Ｔａｂｌｅ ２　 Ｍｕｌｔｉｖａｒｉａｔｅ ｌｏｎｇ￣ｔｅｒｍ ｔｉｍｅ ｓｅｒｉｅｓ ｆｏｒｅｃａｓｔｉｎｇ ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｆｅｄｅｒａｔｅｄ ｓｅｔｔｉｎｇｓ ｏｎ ｆｏｕｒ ｄａｔａｓｅｔｓ ( ｆｉｖｅ ｃａｓｅｓ)

数据
集

预测
长度

集中式

ＥＭＳ ＥＭＡ

本研究方法

ＥＭＳ ＥＭＡ

ＦｅｄＧＫＤ
ＥＭＳ ＥＭＡ

ＦｅｄＤｙｎ
ＥＭＳ ＥＭＡ

ＭＯＯＮ
ＥＭＳ ＥＭＡ

ＦｅｄＰｒｏｘ
ＥＭＳ ＥＭＡ

ＥＴＴｍ２

９６ ０.１１１ ０.２３１ ０.１０７ ０.２２４ ０.１０８ ０.２２５ ０.１１６ ０.２３２ ０.１０８ ０.２２５ ０.１２３ ０.２４２
１９２ ０.１３４ ０.２５１ ０.１３１ ０.２４７ ０.１３３ ０.２４８ ０.１４０ ０.２５７ ０.１３３ ０.２４８ ０.１４５ ０.２６２
３３６ ０.１６６ ０.２７９ ０.１６６ ０.２７４ ０.１６８ ０.２７６ ０.１６８ ０.２７８ ０.１６８ ０.２７６ ０.１７５ ０.２８６
７２０ ０.２１８ ０.３２０ ０.２２４ ０.３１９ ０.２２４ ０.３２０ ０.２２４ ０.３２３ ０.２２５ ０.３２０ ０.２２７ ０.３２５

ＥＴＴｈ２

９６ ０.１９１ ０.３０２ ０.１８５ ０.２９３ ０.１８７ ０.２９３ ０.１９２ ０.２９８ ０.１８７ ０.２９３ ０.１８７ ０.２９４
１９２ ０.２２３ ０.３３０ ０.２１５ ０.３１７ ０.２１７ ０.３１８ ０.２２３ ０.３２３ ０.２１７ ０.３１７ ０.２１８ ０.３１９
３３６ ０.２４２ ０.３４９ ０.２３０ ０.３３２ ０.２３２ ０.３３１ ０.２３９ ０.３３８ ０.２３２ ０.３３２ ０.２３６ ０.３３６
７２０ ０.２９２ ０.３８５ ０.２８９ ０.３７３ ０.２９１ ０.３７３ ０.２９６ ０.３７５ ０.２９１ ０.３７４ ０.２９２ ０.３７６

ＥＣＬ

９６ ０.１８０ ０.２９４ ０.１８３ ０.２９６ ０.１８５ ０.２９９ ０.２９２ ０.３９２ ０.１８５ ０.３００ ０.２２８ ０.３３８
１９２ ０.１９１ ０.３０５ ０.１９８ ０.３１０ ０.２０９ ０.３２１ ０.３２１ ０.４１０ ０.２０９ ０.３２１ ０.２８７ ０.３８０
３３６ ０.２０８ ０.３２４ ０.２０７ ０.３２０ ０.２１０ ０.３２３ ０.２９３ ０.３８８ ０.２１３ ０.３２７ ０.２６７ ０.３７１
７２０ ０.２３８ ０.３４７ ０.２５２ ０.３０９ ０.２５６ ０.３６２ ０.３７２ ０.４４７ ０.２５６ ０.３６２ ０.３２４ ０.４０６
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表 ２(续)
数据
集

预测
长度

集中式

ＥＭＳ ＥＭＡ

本研究方法

ＥＭＳ ＥＭＡ

ＦｅｄＧＫＤ
ＥＭＳ ＥＭＡ

ＦｅｄＤｙｎ
ＥＭＳ ＥＭＡ

ＭＯＯＮ
ＥＭＳ ＥＭＡ

ＦｅｄＰｒｏｘ
ＥＭＳ ＥＭＡ

Ｔｒａｆｆｉｃ

９６ ０.３８３ ０.３２８ ０.４０２ ０.３３７ ０.４１２ ０.３４１ ０.５０６ ０.４２２ ０.４１２ ０.３４１ ０.４６４ ０.３９０

１９２ ０.４０１ ０.３３５ ０.４１０ ０.３３９ ０.４１５ ０.３４４ ０.５３１ ０.４３７ ０.４１５ ０.３４３ ０.５５７ ０.４３８

３３６ ０.４１５ ０.３４７ ０.４２０ ０.３４３ ０.４２６ ０.３５１ ０.５５２ ０.４４１ ０.４２６ ０.３５１ ０.４９２ ０.４０９

７２０ ０.４３７ ０.３６０ ０.４３７ ０.３５８ ０.４３９ ０.３６２ ０.６０１ ０.４７４ ０.４３８ ０.３６２ ０.５４０ ０.４３６

Ｗｅａｔｈｅｒ

９６ ０.１８８ ０.２６８ ０.１９８ ０.２７３ ０.２９４ ０.２７９ ０.２２６ ０.２９６ ０.２０４ ０.２７９ ０.１９９ ０.２７４

１９２ ０.２５４ ０.３２４ ０.２４４ ０.３０４ ０.２５８ ０.３３１ ０.２７３ ０.３２８ ０.２５５ ０.３３１ ０.２７２ ０.３２４

３３６ ０.３１８ ０.３６６ ０.３０３ ０.３４４ ０.３２８ ０.３７５ ０.３２３ ０.３５５ ０.３２７ ０.３７５ ０.３１６ ０.３５３

７２０ ０.３８７ ０.４０５ ０.３８５ ０.３９１ ０.３９１ ０.３９９ ０.４００ ０.４０２ ０.３９２ ０.３９８ ０.３９３ ０.３９８

３.５　 单变量时间序列预测结果

当预测任务由多变量变为单变量时ꎬ再次进行

试验ꎬ结果如表 ３ 所示ꎬ最佳结果以粗体突出显示ꎮ
对于单变量任务ꎬ本研究的 ＳＡＭ 方法在多个数据

集上均实现最佳性能ꎮ 对于 Ｗｅａｔｈｅｒ 数据集ꎬ可以

观察到几乎所有方法都执行得非常好ꎬ可能是由于

天气数据集的固有特征ꎬ其中序列的不同部分描述

一致的序列信息ꎮ

表 ３　 联邦环境下 ４ 个数据集(５ 种情况)的单变量长期时间序列预测结果
Ｔａｂｌｅ ３　 Ｕｎｉｖａｒｉａｔｅ ｌｏｎｇ￣ｔｅｒｍ ｔｉｍｅ ｓｅｒｉｅｓ ｆｏｒｅｃａｓｔｉｎｇ ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｆｅｄｅｒａｔｅｄ ｓｅｔｔｉｎｇｓ ｏｎ ｆｏｕｒ ｄａｔａｓｅｔｓ ( ｆｉｖｅ ｃａｓｅｓ)

数据
集

预测
长度

集中式

ＥＭＳ ＥＭＡ

本研究方法

ＥＭＳ ＥＭＡ

ＦｅｄＧＫＤ
ＥＭＳ ＥＭＡ

ＦｅｄＤｙｎ
ＥＭＳ ＥＭＡ

ＭＯＯＮ
ＥＭＳ ＥＭＡ

ＦｅｄＰｒｏｘ
ＥＭＳ ＥＭＡ

ＥＴＴｍ２

９６ ０.１００ ０.２２５ ０.１００ ０.２２２ ０.１００ ０.２２２ ０.１１７ ０.２５１ ０.１０２ ０.２２８ ０.１５０ ０.２９２

１９２ ０.１６１ ０.２９７ ０.１５７ ０.２８８ ０.１５９ ０.２９１ ０.１８４ ０.３２１ ０.１６３ ０.２９７ ０.２１１ ０.３４７

３３６ ０.２３４ ０.３６０ ０.２３１ ０.３５５ ０.２３１ ０.３５５ ０.２４９ ０.３７４ ０.２３５ ０.３５８ ０.２７７ ０.３９７

７２０ ０.３２２ ０.４３６ ０.３１９ ０.４３３ ０.３２０ ０.４３３ ０.３４７ ０.４５５ ０.３２２ ０.４３６ ０.３５１ ０.４５９

ＥＴＴｈ２

９６ ０.２３８ ０.３７６ ０.２４０ ０.３７５ ０.２４３ ０.３７５ ０.２７４ ０.４０４ ０.２４５ ０.３７７ ０.２６７ ０.４００

１９２ ０.２８０ ０.４１５ ０.２７４ ０.４０９ ０.２７４ ０.４０９ ０.２９９ ０.４２８ ０.２７８ ０.４１１ ０.２９２ ０.４２５
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１９２ ０.００５ ０.０５５ ０.００２ ０.０３８ ０.００２ ０.０３２ ０.００２ ０.０３９ ０.００２ ０.０３３ ０.００２ ０.０３６
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３.６　 季节性趋势分解模块效果试验

为验证季节性趋势分解模块和傅里叶变换的

有效性ꎬ进行进一步的对比试验ꎬ结果如表 ４ 所示ꎮ
Ｒｅｆｏｒｍｅｒ 使用局部敏感哈希ꎬ替换原始点乘方式的

注意力机制ꎬ 与 Ｔｒａｎｓｆｏｒｍｅｒ 相比速度更快[４５]ꎮ

Ｉｎｆｏｒｍｅｒ扩展了 Ｔｒａｎｓｆｏｒｍｅｒꎬ加入基于 ＫＬ 散度的

ＰｒｏｂＳｐａｒｓｅ 注意力[２４]ꎮ Ａｕｔｏｆｏｒｍｅｒ 采用一种不同的

方法ꎬ用自相关块代替规范注意力ꎬ实现子序列级

别的注意力[６] ꎮ 由表 ４ 可以明显看出ꎬ在相同的

联邦学习条件下ꎬ本研究方法始终能够获得更好
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的性能ꎮ 在 ＥＴＴｈ２ 数据集上ꎬ短时间序列和长时

间序列的 ＥＭＳ损失在３.８％ ~ ５.４％之间下降ꎮ 对于

Ｔｒａｆｆｉｃ 数据集ꎬＥＭＳ损失在短时间序列和长时间序

列上在５.０％ ~ ８.６％之间下降ꎮ 在 ＥＣＬ 数据集上ꎬ

短时间序列和长时间序列 ＥＭＳ损失显著降低ꎬ分别

为 ２６.８％和２４.１％ꎮ 本研究方法的大幅改进主要

归功于季节性趋势分解模块能够更好地将预测分

布与真实分布进行对齐ꎮ

表 ４　 不同预测方法的多变量时间序列预测结果
Ｔａｂｌｅ ４　 Ｍｕｌｔｉｖａｒｉａｔｅ ｔｉｍｅ ｓｅｒｉｅｓ ｆｏｒｅｃａｓｔｉｎｇ ｒｅｓｕｌｔｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｆｏｒｅｃａｓｔｉｎｇ ｍｅｔｈｏｄｓ

数据集
预测
长度

本研究方法

ＥＭＳ ＥＭＡ

Ａｕｔｏｆｏｒｍｅｒ
ＥＭＳ ＥＭＡ

Ｉｎｆｏｒｍｅｒ
ＥＭＳ ＥＭＡ

Ｒｅｆｏｒｍｅｒ
ＥＭＳ ＥＭＡ

ＥＴＴｈ２

９６ ０.１８５ ０.２９３ ０.１９５ ０.３０１ ０.３４７ ０.４５３ ０.４６４ ０.５２３

１９２ ０.２１５ ０.３１７ ０.２２５ ０.３２６ ０.４３９ ０.５０７ ０.６８３ ０.６４２

３３６ ０.２３０ ０.３３２ ０.２３９ ０.３３８ ０.５９１ ０.５７３ ０.９２８ ０.７６１

７２０ ０.２８９ ０.３７３ ０.３０５ ０.３８１ ０.７５６ ０.６６１ １.１１７ ０.８２６

ＥＣＬ

９６ ０.１８３ ０.２９６ ０.２５０ ０.３５４ ０.３４４ ０.４２９ ０.３０９ ０.３９３

１９２ ０.１９８ ０.３１０ ０.２６２ ０.３６５ ０.３４３ ０.４２８ ０.３５２ ０.４２１

３３６ ０.２０７ ０.３２０ ０.２８３ ０.３８２ ０.３７９ ０.４４８ ０.３９５ ０.４５２

７２０ ０.２５２ ０.３０９ ０.３３２ ０.４１８ ０.３８１ ０.４４６ ０.４７３ ０.５０６
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３.７　 消融试验

在保证模型结构不变的情况下ꎬ本研究通过试

验分析联邦学习中的优化策略ꎬ结果如表 ５ 所示ꎬ其
中“ｏｕｒｓ ｗ / ｏ ＳＡＭ”及“ｏｕｒｓ ｗ / ｏ ＭＥＤ”表示本研究

方法的变体ꎬ即分别从模型的学习策略中省略 ＳＡＭ
方法及 ＭＥＤ 模块ꎮ 由表 ５ 可以看出ꎬ在不同的预

测长度下ꎬ性能出现不同程度的下降ꎮ 这一现象表

明ꎬＳＡＭ 方法对减少来自不同客户端序列数据之间

的特征漂移有显著作用ꎬ进而验证所提出的 ＳＡＭ
方法的有效性ꎮ 在省略 ＭＥＤ 模块后ꎬ性能大大下

降ꎬ充分表明季节性趋势分解模块在预测中的重

要性ꎮ
表 ５　 联邦学习环境下的消融试验

Ｔａｂｌｅ ５　 Ａｂｌａｔｉｏｎ ｓｔｕｄｙ ｉｎ ｔｈｅ ｓｅｔｔｉｎｇ ｏｆｆｅｄｅｒａｔｅｄ ｌｅａｒｎｉｎｇ

数据集 预测长度
Ｏｕｒｓ ｗ / ｏ ＳＡＭ

ＥＭＳ ＥＭＡ

Ｏｕｒｓ ｗ / ｏ ＭＥＤ
ＥＭＳ ＥＭＡ

本研究方法
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７２０ ０.２９１ ０.３７３ ０.７５６ ０.６６１ ０.２８９ ０.３７３
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７２０ ０.２５５ ０.３６２ ０.３８１ ０.４４６ ０.２５２ ０.３０９

Ｔｒａｆｆｉｃ
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１９２ ０.４１６ ０.３４３ ０.５１１ ０.３８６ ０.４１０ ０.３３９
３３６ ０.４２６ ０.３５１ ０.５６８ ０.４１７ ０.４２０ ０.３４３
７２０ ０.４３８ ０.３６１ ０.６５２ ０.４６９ ０.４３７ ０.３５８

３.８　 超参数优化

对不同选择的 ρ 进行试验ꎬρ 用于控制扰动损

失函数中的扰动半径ꎮ 适当的 ρ 允许全局模型定位

整个数据集损失最小的区域ꎬ优化全局模型的整体

性能ꎮ 本研究针对不同数据集下超参数 ρ 的选择进

行试验ꎬ具体试验结果如图 １~３ 所示ꎮ 从图 １~３ 可

以看出ꎬ当 ρ＝ ０.０５时ꎬ模型的性能最优ꎬ整体模型的

泛化效果最好ꎮ
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图 １　 在 ＥＣＬ 数据集上微调超参数 ρ 的 ＥＭＳ损失变化
Ｆｉｇ.１　 Ｆｉｎｅｔｕｎｉｎｇ ｔｈｅ ｈｙｐｅｒｐａｒａｍｅｔｅｒ ρ ｏｎ ＥＣＬ ｌｅａｄｓ ｔｏ

ｃｈａｎｇｅｓ ｉｎ ＥＭＳ ｌｏｓｓ

　 　
图 ２　 在 Ｔｒａｆｆｉｃ 数据集上微调超参数 ρ 的 ＥＭＳ损失变化
Ｆｉｇ.２　 Ｆｉｎｅｔｕｎｉｎｇ ｔｈｅ ｈｙｐｅｒｐａｒａｍｅｔｅｒ ρ ｏｎ Ｔｒａｆｆｉｃ ｌｅａｄｓ ｔｏ

ｃｈａｎｇｅｓ ｉｎ ＥＭＳ ｌｏｓｓ

图 ３　 在 ＥＴＴｈ２ 数据集上微调超参数 ρ 的 ＥＭＳ损失变化
Ｆｉｇ.３　 Ｆｉｎｅｔｕｎｉｎｇ ｔｈｅ ｈｙｐｅｒｐａｒａｍｅｔｅｒ ρ ｏｎ ＥＴＴｈ２ ｌｅａｄｓ ｔｏ

ｃｈａｎｇｅｓ ｉｎ ＥＭＳ ｌｏｓｓ

４　 结论

本研究关注时间序列的长预测问题ꎬ在能源消

耗规划和极端天气预报等多种情景下都具有重要

意义ꎮ 为更好地提高预测性能并捕获时间序列的

整体趋势ꎬ本研究将 Ｔｒａｎｓｆｏｒｍｅｒ 与季节性趋势分解

法相结合ꎬ利用季节性趋势分解法捕获时间序列的

全局概况ꎮ 考虑数据隐私问题ꎬ本研究利用联邦学

习从多个客户端获得一个整体最优预测模型ꎮ 本

研究采用一个基于本地锐度感知的最小化优化器

提高全局模型的泛化ꎮ 与先进的方法相比ꎬ本研究

方法在 ４ 个基准数据集上展示了多变量和单变量时

间序列预测任务的改进ꎮ
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[ Ｊ] . Ｓｈａｎｄｏｎｇ Ｅｌｅｃｔｒｉｃ Ｐｏｗｅｒ Ｔｅｃｈｎｏｌｏｇｙꎬ ２０２３ꎬ ５０
(４): １３￣２１.

[４] ＶＡＳＷＡＮＩ Ａꎬ ＳＨＡＺＥＥＲ Ｎꎬ ＰＡＲＭＡＲ Ｎꎬ ｅｔ ａｌ. Ａｔｔｅｎ￣
ｔｉｏｎ ｉｓ ａｌｌ ｙｏｕ ｎｅｅｄ[Ｊ] . Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ
Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓꎬ ２０１７ꎬ ３０: ５９９８￣６００８.

[５] ＺＨＯＵ Ｈꎬ ＺＨＡＮＧ Ｓꎬ ＰＥＮＧ Ｊꎬ ｅｔ ａｌ. Ｉｎｆｏｒｍｅｒ:ｂｅｙｏｎｄ
ｅｆｆｉｃｉｅｎｔ ｔｒａｎｓｆｏｒｍｅｒ ｆｏｒ ｌｏｎｇ ｓｅｑｕｅｎｃｅ ｔｉｍｅ￣ｓｅｒｉｅｓ ｆｏｒｅｃａｓ￣
ｔｉｎｇ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＡＡＡＩ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉ￣
ｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. Ｐａｌｏ Ａｌｔｏꎬ ＵＳＡ: ＡＡＡＩꎬ ２０２１:
１１１０６￣１１１１５.

[６] ＷＵ Ｈꎬ ＸＵ Ｊꎬ ＷＡＮＧ Ｊꎬ ｅｔ ａｌ. Ａｕｔｏｆｏｒｍｅｒ:ｄｅｃｏｍｐｏｓｉｔｉｏｎ
Ｔｒａｎｓｆｏｒｍｅｒｓ ｗｉｔｈ ａｕｔｏ￣ｃｏｒｒｅｌａｔｉｏｎ ｆｏｒ ｌｏｎｇ￣ｔｅｒｍ ｓｅｒｉｅｓ
ｆｏｒｅｃａｓｔｉｎｇ[Ｊ] . Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ
Ｓｙｓｔｅｍｓꎬ ２０２１ꎬ ３４: ２２４１９￣２２４３０.

[７] ＣＬＥＶＥＬＡＮＤ Ｒ Ｂꎬ ＣＬＥＶＥＬＡＮＤ Ｗ Ｓꎬ ＭＣＲＡＥ Ｊ Ｅꎬ
ｅｔ ａｌ. ＳＴＬ: ａ ｓｅａｓｏｎａｌ￣ｔｒｅｎｄ ｄｅｃｏｍｐｏｓｉｔｉｏｎ[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ
Ｏｆｆｉｃｉａｌ Ｓｔａｔｉｓｔｉｃｓꎬ １９９０ꎬ ６(１): ３￣７３.

[８] ＷＥＮ Ｑꎬ ＧＡＯ Ｊꎬ ＳＯＮＧ Ｘꎬ ｅｔ ａｌ. ＲｏｂｕｓｔＳＴＬ:ａ ｒｏｂｕｓｔ
ｓｅａｓｏｎａｌ￣ｔｒｅｎｄ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｆｏｒ ｌｏｎｇ ｔｉｍｅ
ｓｅｒｉｅｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＡＡＡＩ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉ￣
ｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. Ｈｏｎｏｌｕｌｕꎬ ＵＳＡ: ＡＡＡＩꎬ ２０１９:
５４０９￣５４１６.

[９] ＯＲＥＳＨＫＩＮ Ｂ Ｎꎬ ＣＡＲＰＯＶ Ｄꎬ ＣＨＡＰＡＤＯＳ Ｎꎬ ｅｔ ａｌ.
Ｎ￣ＢＥＡＴＳ: ｎｅｕｒａｌ ｂａｓｉｓ ｅｘｐａｎｓｉｏｎ ａｎａｌｙｓｉｓ ｆｏｒ
ｉｎｔｅｒｐｒｅｔａｂｌｅ ｔｉｍｅ ｓｅｒｉｅｓ ｆｏｒｅｃａｓｔｉｎｇ [ Ｃ ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ
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Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｌｅａｒｎｉｎｇ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ. Ｎｅｗ Ｏｒｌｅａｎｓꎬ
ＵＳＡ: ＩＣＬＲꎬ ２０１９: １￣３１.

[１０] ＭＣＭＡＨＡＮ Ｂꎬ ＭＯＯＲＥ Ｅꎬ ＲＡＭＡＧＥ Ｄꎬ ｅｔ ａｌ. Ｃｏｍ￣
ｍｕｎｉｃａｔｉｏｎ￣ｅｆｆｉｃｉｅｎｔ ｌｅａｒｎｉｎｇ ｏｆ ｄｅｅｐ ｎｅｔｗｏｒｋｓ ｆｒｏｍ ｄｅ￣
ｃｅｎｔｒａｌｉｚｅｄ ｄａｔａ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０ｔｈ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ ａｎｄ Ｓｔａ￣
ｔｉｓｔｉｃｓ (ＡＩＳＴＡＴＳ) . Ｆｏｒｔ Ｌａｕｄｅｒｄａｌｅꎬ Ｆｌｏｒｄｉａꎬ ＵＳＡ: ＪＭ￣
ＬＲꎬ ２０１７: １２７３￣１２８２.

[１１] ＦＯＲＥＴ Ｐꎬ ＫＬＥＩＮＥＲ Ａꎬ ＭＯＢＡＨＩ Ｈꎬ ｅｔ ａｌ. Ｓｈａｒｐｎｅｓｓ￣
ａｗａｒｅｍｉｎｉｍｉｚａｔｉｏｎ ｆｏｒ ｅｆｆｉｃｉｅｎｔｌｙ ｉｍｐｒｏｖｉｎｇ ｇｅｎｅｒａｌｉｚａｔｉｏｎ
[ Ｃ ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｌｅａｒｎｉｎｇ Ｒｅｐ￣
ｒｅｓｅｎｔａｔｉｏｎｓ. Ａｄｄｉｓ Ａｂａｂａꎬ Ｅｔｈｉｏｐｉａ: ＩＣＬＲꎬ ２０２０: １￣１９.

[１２] ＺＨＯＵ Ｔꎬ ＭＡ Ｚꎬ ＷＥＮ Ｑꎬ ｅｔ ａｌ. ＦＥＤｆｏｒｍｅｒ:ｆｒｅｑｕｅｎｃｙ
ｅｎｈａｎｃｅｄ ｄｅｃｏｍｐｏｓｅｄ Ｔｒａｎｓｆｏｒｍｅｒ ｆｏｒ ｌｏｎｇ￣ｔｅｒｍ ｓｅｒｉｅｓ
ｆｏｒｅｃａｓｔｉｎｇ [ Ｃ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍａｃｈｉｎｅ
Ｌｅａｒｎｉｎｇ. Ｂａｌｔｉｍｏｒｅꎬ ＵＳＡ: ＰＭＬＲꎬ ２０２２:
２７２６８￣２７２８６.

[１３] ＲＡＮＧＡＰＵＲＡＭ Ｓ Ｓꎬ ＳＥＥＧＥＲ Ｍ Ｗꎬ ＧＡＳＴＨＡＵＳ Ｊꎬ
ｅｔ ａｌ. Ｄｅｅｐ ｓｔａｔｅ ｓｐａｃｅ ｍｏｄｅｌｓ ｆｏｒ ｔｉｍｅ ｓｅｒｉｅｓ ｆｏｒｅｃａｓｔｉｎｇ
[ Ｊ ] . Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ
Ｓｙｓｔｅｍｓꎬ ２０１８ꎬ ３１: ７７８５￣７７９４.

[１４] ＳＡＬＩＮＡＳ Ｄꎬ ＦＬＵＮＫＥＲＴ Ｖꎬ ＧＡＳＴＨＡＵＳ Ｊꎬ ｅｔ ａｌ. Ｄｅｅ￣
ｐＡＲ:ｐｒｏｂａｂｉｌｉｓｔｉｃ ｆｏｒｅｃａｓｔｉｎｇ ｗｉｔｈ ａｕｔｏｒｅｇｒｅｓｓｉｖｅ ｒｅｃｕｒｒｅｎｔ
ｎｅｔｗｏｒｋｓ[Ｊ] . Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｕｒｎａｌ ｏｆ Ｆｏｒｅｃａｓｔｉｎｇꎬ ２０２０ꎬ
３６(３): １１８１￣１１９１.

[１５] ＳＵＴＳＫＥＶＥＲ Ｉꎬ ＶＩＮＹＡＬＳ Ｏꎬ ＬＥ Ｑ Ｖ. Ｓｅｑｕｅｎｃｅ ｔｏ
ｓｅｑｕｅｎｃｅ ｌｅａｒｎｉｎｇ ｗｉｔｈ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ[Ｊ] . Ａｄｖａｎｃｅｓ ｉｎ
Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓꎬ ２０１４ꎬ ２７:
３１０４￣３１１２.

[１６] ＣＨＯ Ｋꎬ ＶＡＮ ＭＥＲＲＩËＮＢＯＥＲ Ｂꎬ ＧＵＬＣＥＨＲＥ Ｃꎬ
ｅｔ ａｌ. Ｌｅａｒｎｉｎｇ ｐｈｒａｓｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｕｓｉｎｇ ＲＮＮ
ｅｎｃｏｄｅｒ￣ｄｅｃｏｄｅｒ ｆｏｒ ｓｔａｔｉｓｔｉｃａｌ ｍａｃｈｉｎｅ ｔｒａｎｓｌａｔｉｏｎ[ＥＢ /
ＯＬ] . (２０１４￣０９￣０３) [２０２３￣１１￣０７] . ｈｔｔｐｓ: / / ａｒｘｉｖ. ｏｒｇ /
ａｂｓ / １４０６.１０７８.

[１７] ＡＲＩＹＯ Ａ Ａꎬ ＡＥＤＷＵＭＩ Ａ Ｏꎬ ＡＹＯ Ｃ Ｋ. Ｓｔｏｃｋ ｐｒｉｃｅ
ｐｒｅｄｉｃｔｉｏｎ ｕｓｉｎｇ ｔｈｅ ＡＲＩＭＡ ｍｏｄｅｌ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
ｔｈｅ ２０１４ ＵＫＳｉｍ￣ＡＭＳＳ １６ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｍｏｄｅｌｌｉｎｇ ａｎｄ Ｓｉｍｕｌａｔｉｏｎ. Ｃａｍｂｒｉｄｇｅꎬ ＵＫ:
ＩＥＥＥꎬ ２０１４: １０６￣１１２.

[１８] ＴＡＹＬＯＲ Ｓ Ｊꎬ ＬＥＴＨＡＭ Ｂ. Ｆｏｒｅｃａｓｔｉｎｇ ａｔ ｓｃａｌｅ [ Ｊ] .
Ｔｈｅ Ａｍｅｒｉｃａｎ Ｓｔａｔｉｓｔｉｃｉａｎꎬ ２０１８ꎬ ７２(１): ３７￣４５.

[１９] ＤＥＶＬＩＮ Ｊꎬ ＣＨＡＮＧ Ｍ Ｗꎬ ＬＥＥ Ｋꎬ ｅｔ ａｌ. ＢＥＲＴ:ｐｒｅ￣
ｔｒａｉｎｉｎｇ ｏｆ ｄｅｅｐ ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｔｒａｎｓｆｏｒｍｅｒｓ ｆｏｒ ｌａｎｇｕａｇｅ
ｕｎｄｅｒｓｔａｎｄｉｎｇ[ＥＢ / ＯＬ] . (２０１９￣０５￣２４) [２０２３￣１１￣０７] .
ｈｔｔｐｓ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / １８１０.０４８０５.

[２０] ＨＵＡＮＧ Ｃ Ｚ Ａꎬ ＶＡＳＷＡＮＩ Ａꎬ ＵＳＺＫＯＲＥＩＴ Ｊꎬ ｅｔ ａｌ.
Ｍｕｓｉｃ Ｔｒａｎｓｆｏｒｍｅｒ: ｇｅｎｅｒａｔｉｎｇ ｍｕｓｉｃ ｗｉｔｈ ｌｏｎｇ￣ｔｅｒｍ
ｓｔｒｕｃｔｕｒｅ [ Ｃ ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｌｅａｒｎｉｎｇ
Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ. Ｎｅｗ Ｏｒｌｅａｎｓꎬ ＵＳＡ: ＩＣＬＲꎬ ２０１９:
１￣１５.

[２１] ＤＯＳＯＶＩＴＳＫＩＹ Ａꎬ ＢＥＹＥＲ Ｌꎬ ＫＯＬＥＳＮＩＫＯＶ Ａꎬ
ｅｔ ａｌ. Ａｎｉｍａｇｅ ｉｓ ｗｏｒｔｈ １６×１６ ｗｏｒｄｓ: Ｔｒａｎｓｆｏｒｍｅｒｓ ｆｏｒ
ｉｍａｇｅ ｒｅｃｏｇｎｉｔｉｏｎ ａｔ ｓｃａｌｅ[Ｃ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎ￣
ｆｅｒｅｎｃｅ ｏｎ Ｌｅａｒｎｉｎｇ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ. [ Ｓ. ｌ.]: ＩＣＬＲꎬ
２０２１: １￣２１.

[２２] ＲＡＯ Ｙꎬ ＺＨＡＯ Ｗꎬ ＺＨＵ Ｚꎬ ｅｔ ａｌ. Ｇｌｏｂａｌ ｆｉｌｔｅｒ
ｎｅｔｗｏｒｋｓ ｆｏｒ ｉｍａｇｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ[Ｊ] . Ａｄｖａｎｃｅｓ ｉｎ
Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓꎬ ２０２１ꎬ ３４:
９８０￣９９３.

[２３] ＬＩ Ｓꎬ ＪＩＮ Ｘꎬ ＸＵＡＮ Ｙꎬ ｅｔ ａｌ. Ｅｎｈａｎｃｉｎｇ ｔｈｅ ｌｏｃａｌｉｔｙ
ａｎｄ ｂｒｅａｋｉｎｇ ｔｈｅ ｍｅｍｏｒｙ ｂｏｔｔｌｅｎｅｃｋ ｏｆ Ｔｒａｎｓｆｏｒｍｅｒ ｏｎ
ｔｉｍｅ ｓｅｒｉｅｓ ｆｏｒｅｃａｓｔｉｎｇ[Ｊ] . Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａ￣
ｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓꎬ ２０１９ꎬ ３２: ５２４３￣５２５３.

[２４] ＷＡＮＧ Ｓꎬ ＬＩ Ｂ Ｚꎬ ＫＨＡＢＳＡ Ｍꎬ ｅｔ ａｌ. Ｌｉｎｆｏｒｍｅｒ:ｓｅｌｆ￣
ａｔｔｅｎｔｉｏｎ ｗｉｔｈ ｌｉｎｅａｒ ｃｏｍｐｌｅｘｉｔｙ [ ＥＢ / ＯＬ] . ( ２０２０￣０６￣
１４) [２０２３￣１１￣０７] . ｈｔｔｐｓ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / ２００６.０４７６８.

[２５] ＫＡＩＲＯＵＺ Ｐꎬ ＭＣＭＡＨＡＮ Ｈ Ｂꎬ ＡＶＥＮＴ Ｂꎬ ｅｔ ａｌ. Ａｄ￣
ｖａｎｃｅｓ ａｎｄ ｏｐｅｎ ｐｒｏｂｌｅｍｓ ｉｎ ｆｅｄｅｒａｔｅｄ ｌｅａｒｎｉｎｇ [ Ｊ ] .
Ｆｏｕｎｄａｔｉｏｎｓ ａｎｄ Ｔｒｅｎｄｓ ｉｎ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇꎬ ２０２１ꎬ １４
(１ / ２): １￣２１０.

[２６] ＭＯＨＲＩ Ｍꎬ ＳＩＶＥＫ Ｇꎬ ＳＵＲＥＳＨ Ａ Ｔ. Ａｇｎｏｓｔｉｃ
ｆｅｄｅｒａｔｅｄ ｌｅａｒｎｉｎｇ[Ｃ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍａ￣
ｃｈｉｎｅ Ｌｅａｒｎｉｎｇ. Ｃａｌｉｆｏｒｎｉａꎬ ＵＳＡ: ＰＭＬＲꎬ ２０１９:
４６１５￣４６２５.

[２７] ＬＩ Ｔꎬ ＳＡＨＵ Ａ Ｋꎬ ＺＡＨＥＥＲ Ｍꎬ ｅｔ ａｌ. Ｆｅｄｅｒａｔｅｄ ｏｐｔｉ￣
ｍｉｚａｔｉｏｎ ｉｎ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｎｅｔｗｏｒｋｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ ａｎｄ Ｓｙｓｔｅｍｓ. Ａｕｓｔｉｎꎬ ＵＳＡ: ＭＬＳｙｓꎬ
２０２０: ４２９￣４５０.

[２８] ＶＥＮＫＡＴＥＳＷＡＲＡＮ Ｐꎬ ＩＳＡＨＡＧＩＡＮ Ｖꎬ ＭＵＴＨＵＳ￣
ＡＭＹ Ｖꎬ ｅｔ ａｌ. ＦｅｄＧｅｎ: ｇｅｎｅｒａｌｉｚａｂｌｅ ｆｅｄｅｒａｔｅｄ ｌｅａｒｎｉｎｇ
ｆｏｒ ｓｅｑｕｅｎｔｉａｌ ｄａｔａ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０２３ ＩＥＥＥ
１６ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｌｏｕｄ Ｃｏｍｐｕｔｉｎｇ
(ＣＬＯＵＤ) . Ｃｈｉｃａｇｏꎬ ＵＳＡ: ＩＥＥＥꎬ ２０２３: ３０８￣３１８.

[２９] ＺＯＮＧ Ｌꎬ ＸＩＥ Ｑꎬ ＺＨＯＵ Ｊꎬ ｅｔ ａｌ. ＦｅｄＣＭＲ:ｆｅｄｅｒａｔｅｄ
ｃｒｏｓｓ￣ｍｏｄａｌ ｒｅｔｒｉｅｖａｌ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ４４ｔｈ Ｉｎｔｅｒ￣
ｎａｔｉｏｎａｌ ＡＣＭ ＳＩＧＩＲ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｓｅａｒｃｈ ａｎｄ Ｄｅｖｅｌ￣
ｏｐｍｅｎｔ ｉｎ Ｉｎｆｏｒｍａｔｉｏｎ Ｒｅｔｒｉｅｖａｌ. Ｎｅｗ Ｙｏｒｋꎬ ＵＳＡ:
ＡＣＭꎬ ２０２１: １６７２￣１６７６.

[３０] ＬＩ Ｑꎬ ＨＥ Ｂꎬ ＳＯＮＧ Ｄ. Ｍｏｄｅｌ￣ｃｏｎｔｒａｓｔｉｖｅ ｆｅｄｅｒａｔｅｄ
ｌｅａｒｎｉｎｇ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０２１ ＩＥＥＥ / ＣＶＦ Ｃｏｎ￣
ｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ.
Ｎａｓｈｖｉｌｌｅꎬ ＵＳＡ: ＩＥＥＥꎬ ２０２１: １０７１３￣１０７２２.

[３１] ＤＵＲＭＵＳ Ａ Ｅꎬ ＹＵＥ Ｚꎬ ＲＡＭＯＮ Ｍꎬ ｅｔ ａｌ. Ｆｅｄｅｒａｔｅｄ
ｌｅａｒｎｉｎｇ ｂａｓｅｄ ｏｎ ｄｙｎａｍｉｃ ｒｅｇｕｌａｒｉｚａｔｉｏｎ[Ｃ] / / Ｉｎｔｅｒｎａ￣
ｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｌｅａｒｎｉｎｇ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ. [Ｓ. ｌ.]:
ＩＣＬＲꎬ ２０２１: １￣３６.

[３２] ＹＡＯ Ｄꎬ ＰＡＮ Ｗꎬ ＤＡＩ Ｙꎬ ｅｔ ａｌ. Ｌｏｃａｌ￣ｇｌｏｂａｌ
ｋｎｏｗｌｅｄｇｅ ｄｉｓｔｉｌｌａｔｉｏｎ ｉｎ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｆｅｄｅｒａｔｅｄ ｌｅａｒｎｉｎｇ
ｗｉｔｈ ｎｏｎ￣ＩＩＤ ｄａｔａ[ＥＢ / ＯＬ] . (２０２１￣０９￣１３) [２０２３￣１１￣
０７] . ｈｔｔｐｓ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / ２１０７.０００５１.
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[３３] ＷＡＮＧ Ｊꎬ ＴＡＮＴＩＡ Ｖꎬ ＢＡＬＬＡＳ Ｎꎬ ｅｔ ａｌ. ＳｌｏｗＭｏ:ｉｍ￣
ｐｒｏｖｉｎｇ ｃｏｍｍｕｎｉｃａｔｉｏｎ￣ｅｆｆｉｃｉｅｎｔ ｄｉｓｔｒｉｂｕｔｅｄ ＳＧＤ ｗｉｔｈ
ｓｌｏｗ ｍｏｍｅｎｔｕｍ[Ｃ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｌｅａｒｎｉｎｇ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ. Ａｄｄｉｓ Ａｂａｂａꎬ Ｅｔｈｉｏｐｉａ:
ＩＣＬＲꎬ ２０２０: １￣２７.

[３４] ＲＥＤＤＩ Ｓ Ｊꎬ ＣＨＡＲＬＥＳ Ｚꎬ ＺＡＨＥＥＲ Ｍꎬ ｅｔ ａｌ. Ａｄａｐ￣
ｔｉｖｅｆｅｄｅｒａｔｅｄ ｏｐｔｉｍｉｚａｔｉｏｎ [ Ｃ ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎ￣
ｆｅｒｅｎｃｅ ｏｎ Ｌｅａｒｎｉｎｇ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ. [ Ｓ. ｌ.]: ＩＣＬＲꎬ
２０２１: １￣３８.

[３５] ＫＡＲＩＭＩＲＥＤＤＹ Ｓ Ｐꎬ ＪＡＧＧＩ Ｍꎬ ＫＡＬＥ Ｓꎬ ｅｔ ａｌ.
Ｂｒｅａｋｉｎｇ ｔｈｅ ｃｅｎｔｒａｌｉｚｅｄ ｂａｒｒｉｅｒ ｆｏｒ ｃｒｏｓｓ￣ｄｅｖｉｃｅ ｆｅｄｅｒａｔｅｄ
ｌｅａｒｎｉｎｇ[Ｊ] . Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ
Ｓｙｓｔｅｍｓꎬ ２０２１ꎬ ３４: ２８６６３￣２８６７６.

[３６] ＫＨＡＮＤＵＲＩ Ｐꎬ ＳＨＡＲＭＡ Ｐꎬ ＹＡＮＧ Ｈꎬ ｅｔ ａｌ. ＳＴＥＭ:ａ
ｓｔｏｃｈａｓｔｉｃ ｔｗｏ￣ｓｉｄｅｄ ｍｏｍｅｎｔｕｍ ａｌｇｏｒｉｔｈｍ ａｃｈｉｅｖｉｎｇ
ｎｅａｒ￣ｏｐｔｉｍａｌ ｓａｍｐｌｅ ａｎｄ ｃｏｍｍｕｎｉｃａｔｉｏｎ ｃｏｍｐｌｅｘｉｔｉｅｓ ｆｏｒ
ｆｅｄｅｒａｔｅｄ ｌｅａｒｎｉｎｇ[ Ｊ] . Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ
Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓꎬ ２０２１ꎬ ３４: ６０５０￣６０６１.

[３７] ＬＡＫＳＨＭＩＮＡＲＡＹＡＮＡＮ Ｂꎬ ＰＲＩＴＺＥＬ Ａꎬ ＢＬＵＮＤＥＬＬ
Ｃ. Ｓｉｍｐｌｅ ａｎｄ ｓｃａｌａｂｌｅ ｐｒｅｄｉｃｔｉｖｅ ｕｎｃｅｒｔａｉｎｔｙ ｅｓｔｉｍａｔｉｏｎ ｕ￣
ｓｉｎｇ ｄｅｅｐ ｅｎｓｅｍｂｌｅｓ[Ｊ] . Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ
Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓꎬ ２０１７ꎬ ３０: ６４０２￣６４１３.

[３８] ＷＯＯＤＷＯＲＴＨ Ｂꎬ ＧＵＮＡＳＥＫＡＲ Ｓꎬ ＬＥＥ Ｊ Ｄꎬ ｅｔ ａｌ.
Ｋｅｒｎｅｌ ａｎｄ ｒｉｃｈ ｒｅｇｉｍｅｓ ｉｎ ｏｖｅｒｐａｒａｍｅｔｒｉｚｅｄ ｍｏｄｅｌｓ
[Ｃ] / / Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｌｅａｒｎｉｎｇ Ｔｈｅｏｒｙ. Ｔｅｘａｓꎬ ＵＳＡ:
ＰＭＬＲꎬ ２０２０: ３６３５￣３６７３.

[３９] ＱＵ Ｚꎬ ＬＩ Ｘꎬ ＤＵＡＮ Ｒꎬ ｅｔ ａｌ. Ｇｅｎｅｒａｌｉｚｅｄ ｆｅｄｅｒａｔｅｄ

ｌｅａｒｎｉｎｇ ｖｉａ ｓｈａｒｐｎｅｓｓ ａｗａｒｅ ｍｉｎｉｍｉｚａｔｉｏｎ[Ｃ] / / Ｉｎｔｅｒｎａ￣
ｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ. Ｂａｌｔｉｍｏｒｅꎬ
ＵＳＡ: ＰＭＬＲꎬ ２０２２: １８２５０￣１８２８０.

[４０] ＣＨＡＵＤＨＡＲＩ Ｐꎬ ＣＨＯＲＯＭＡＮＳＫＡ Ａꎬ ＳＯＡＴＴＯ Ｓꎬ ｅｔ
ａｌ. Ｅｎｔｒｏｐｙ￣ＳＧＤ:ｂｉａｓｉｎｇ ｇｒａｄｉｅｎｔ ｄｅｓｃｅｎｔ ｉｎｔｏ ｗｉｄｅ ｖａｌ￣
ｌｅｙｓ[ Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｓｔａｔｉｓｔｉｃａｌ Ｍｅｃｈａｎｉｃｓ: Ｔｈｅｏｒｙ ａｎｄ
Ｅｘｐｅｒｉｍｅｎｔꎬ ２０１９ꎬ ２０１９(１２): １２４０１８.

[４１] ＫＡＲＩＭＩＲＥＤＤＹ Ｓ Ｐꎬ ＫＡＬＥ Ｓꎬ ＭＯＨＲＩ Ｍꎬ ｅｔ ａｌ.
ＳＣＡＦＦＯＬＤ: ｓｔｏｃｈａｓｔｉｃ ｃｏｎｔｒｏｌｌｅｄ ａｖｅｒａｇｉｎｇ ｆｏｒ
ｆｅｄｅｒａｔｅｄ ｌｅａｒｎｉｎｇ[Ｃ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍａ￣
ｃｈｉｎｅ Ｌｅａｒｎｉｎｇ. Ｔｅｘａｓꎬ ＵＳＡ: ＰＭＬＲꎬ ２０２０: ５１３２￣５１４３.

[４２] ＬＩ Ｔꎬ ＳＡＮＪＡＢＩ Ｍꎬ ＢＥＩＲＡＭＩ Ａꎬ ｅｔ ａｌ. Ｆａｉｒｒｅｓｏｕｒｃｅ ａｌ￣
ｌｏｃａｔｉｏｎ ｉｎ ｆｅｄｅｒａｔｅｄ ｌｅａｒｎｉｎｇ[Ｃ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒ￣
ｅｎｃｅ ｏｎ Ｌｅａｒｎｉｎｇ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ. Ａｄｄｉｓ Ａｂａｂａꎬ
Ｅｔｈｉｏｐｉａ: ＩＣＬＲꎬ ２０２０: １￣２７.

[４３] ＲＥＩＳＩＺＡＤＥＨ Ａꎬ ＦＡＲＮＩＡ Ｆꎬ ＰＥＤＡＲＳＡＮＩ Ｒꎬ ｅｔ ａｌ.
Ｒｏｂｕｓｔ ｆｅｄｅｒａｔｅｄ ｌｅａｒｎｉｎｇ:ｔｈｅ ｃａｓｅ ｏｆ ａｆｆｉｎｅ ｄｉｓｔｒｉｂｕｔｉｏｎ
ｓｈｉｆｔｓ[ Ｊ] . Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ
Ｓｙｓｔｅｍｓꎬ ２０２０ꎬ ３３: ２１５５４￣２１５６５.

[４４] ＫＩＮＧＭＡ Ｄ Ｐꎬ ＢＡ Ｊ. Ａｄａｍ: ａ ｍｅｔｈｏｄ ｆｏｒ ｓｔｏｃｈａｓｔｉｃ
ｏｐｔｉｍｉｚａｔｉｏｎ [ ＥＢ / ＯＬ] . ( ２０１７￣０１￣３０) [ ２０２３￣１１￣０７] .
ｈｔｔｐｓ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / １４１２.６９８０.

[４５] ＫＩＴＡＥＶ Ｎꎬ ＫＡＩＳＥＲ Ｌꎬ ＬＥＶＳＫＡＹＡ Ａ. Ｒｅｆｏｒｍｅｒ:ｔｈｅ
ｅｆｆｉｃｉｅｎｔ ｔｒａｎｓｆｏｒｍｅｒ [ Ｃ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｌｅａｒｎｉｎｇ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ. Ａｄｄｉｓ Ａｂａｂａꎬ Ｅｔｈｉｏｐｉａ:
ＩＣＬＲꎬ ２０２０: １￣１２.

(编辑:孙亚彤)

(上接第 １００ 页)
[１９] ＷＡＮＧ Ｓꎬ ＤＯＵ Ｚꎬ ＺＨＵ Ｙ. Ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｇｒａｐｈ￣ｂａｓｅｄ

ｃｏｎｔｅｘｔ￣ａｗａｒｅ ｄｏｃｕｍｅｎｔ ｒａｎｋｉｎｇ [ Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
ｔｈｅ Ｓｉｘｔｅｅｎｔｈ ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｗｅｂ
Ｓｅａｒｃｈ ａｎｄ Ｄａｔａ Ｍｉｎｉｎｇ. Ｓｉｎｇａｐｏｒｅ: ＡＣＭꎬ ２０２３:
７２４￣７３２.

[２０] ＳＵＮ Ｌꎬ ＹＥ Ｊꎬ ＰＥＮＧ Ｈꎬ ｅｔ ａｌ. Ａ ｓｅｌｆ￣ｓｕｐｅｒｖｉｓｅｄ Ｒｉｅ￣
ｍａｎｎｉａｎ ＧＮＮ ｗｉｔｈ ｔｉｍｅ ｖａｒｙｉｎｇ ｃｕｒｖａｔｕｒｅ ｆｏｒ ｔｅｍｐｏｒａｌ
ｇｒａｐｈ ｌｅａｒｎｉｎｇ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３１ｓｔ ＡＣＭ Ｉｎｔｅｒ￣
ｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｉｎｆｏｒｍａｔｉｏｎ ＆ Ｋｎｏｗｌｅｄｇｅ Ｍａｎ￣
ａｇｅｍｅｎｔ. Ａｔｌａｎｔａꎬ ＵＳＡ: ＡＣＭꎬ ２０２２: １８２７￣１８３６.
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