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摘要:针对目前交通标志检测方法受光照影响较大ꎬ模型精度低等问题ꎬ提出一种更快基于区域卷积神经网络( ｆａｓｔｅｒ ｒｅｇｉｏｎ￣
ｂａｓｅｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ Ｆａｓｔｅｒ Ｒ￣ＣＮＮ)的交通标志检测算法ꎮ 针对图像中天空与非天空区域的光照不均匀现象ꎬ
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在网络中引入特征金字塔网络以检测不同尺寸目标ꎬ增强网络对不同尺寸交通标志的感知能力ꎬ解决交通标志尺寸差异问
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０　 引言

近年来ꎬ随着人工智能技术的快速发展ꎬ智能

驾驶正逐渐变为现实ꎮ 为实现可靠的智能驾驶ꎬ系

统需要具备准确感知和理解道路环境的能力ꎮ 交

通标志作为传达交通规则、指引行驶方向和提供交

通信息的重要元素ꎬ对驾驶人员起到重要的引导作

用ꎮ 在这一背景下ꎬ交通标志检测成为智能驾驶系

统感知道路环境的关键组成部分ꎮ 通过计算机视
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觉和人工智能技术可以实现道路交通标志自动检

测ꎬ为智能驾驶提供决策数据ꎮ
根据特征设计方法ꎬ交通标志检测方法分为传

统检测方法和基于深度学习的检测方法ꎮ 传统检

测方法主要通过各种手工提取的特征构建ꎬ例如

通 过 颜 色 阈 值 分 割[１￣２] 、 极 大 最 稳 定 区 域

(ｍａｘｉｍａｌｌｙ ｓｔａｂｌｅ ｅｘｔｒｅｍａｌ ｒｅｇｉｏｎｓꎬ ＭＳＥＲ) [３]等特

征获得感兴趣区域( ｒｅｇｉｏｎ ｏｆ ｉｎｔｅｒｅｓｔꎬ ＲＯＩ)ꎬ使用

支持向量机( ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅꎬ ＳＶＭ)或卷积

神经网络( ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ＣＮＮ)等

方法实现对 ＲＯＩ 中交通标志的分类ꎮ 但手工设计

特征容易受光照不均、遮挡及运动模糊等因素的

干扰ꎬ鲁棒性差ꎬ阈值需要人工先验知识的设计及

调整ꎬ复杂度较高ꎮ 基于深度学习的检测方法无

需手工设计特征ꎬ可分为单阶段方法和两阶段方

法ꎮ 单阶段交通标志检测方法主要以 ＹＯＬＯ( ｙｏｕ
ｏｎｌｙ ｌｏｏｋ ｏｎｃｅ)系列为主[４￣５] ꎬ速度比两阶段方法

快ꎬ但精度比两阶段方法低ꎮ 两阶段交通标志检

测方法主要以基于区域卷积神经网络 ( ｒｅｇｉｏｎ￣
ｂａｓｅｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ Ｒ￣ＣＮＮ) 系列

为主[６] ꎮ
光照不均匀现象是影响目标检测性能的一个

重要因素ꎬ针对不均匀光照的处理显得尤为重要ꎮ
文献[７]在进行刨花板表面缺陷检测时ꎬ引入结合

伽马射线变换与图像差分处理方法ꎬ使图像中不均

匀光照问题得到良好解决ꎻ文献[８]提出一种自适

应图像增强算法ꎬ提高了模型在复杂光照条件下的

检测性能ꎻ文献[９]对钢轨表面缺陷检测时ꎬ为解决

图像光照较差的问题ꎬ将自适应伽马校正与限制对

比度自适应直方图均衡化方法进行融合ꎬ实现对钢

轨表面缺陷细节的突出ꎮ
在目标检测任务中ꎬ由于目标尺寸不一致ꎬ单

一特征图对不同尺寸目标进行检测会影响检测精

度ꎮ 文献[１０]提出一种多区域生成网络( ｒｅｇｉｏｎ
ｐｒｏｐｏｓａｌ ｎｅｔｗｏｒｋꎬ ＲＰＮ)的更快基于区域卷积神经

网 络 ( ｆａｓｔｅｒ ｒｅｇｉｏｎ￣ｂａｓｅｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋꎬ Ｆａｓｔｅｒ Ｒ￣ＣＮＮ)方法进行车辆检测ꎬ通过

抽取特征提取网络中不同的特征图输入 ＲＰＮ 层生

成候选框ꎬ提高模型对不同尺寸车辆的检测能力ꎮ
在实际场景中ꎬ光照不均匀现象及交通标志尺

寸不一致是影响交通标志检测准确性的 ２ 个主要问

题ꎬ对模型的准确性和鲁棒性产生了较大影响ꎮ 本

研究在 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ[１１]基础上进行改进ꎬ提高交通

标志检测模型的准确性和鲁棒性ꎮ 通过伽马变换

弥补光照不均匀带来的信息缺失问题ꎻ解决网络深

度退化问题并提高浅层网络的特征获取能力ꎬ提出

基于卷积注意力模块的高效网络 ( ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｂｌｏｃｋ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ￣ｂａｓｅｄ ａｎ ｅｆｆｉｃｉｅｎｔ ｎｅｔｗｏｒｋꎬ
ＣＢＡＭ￣ＥｆｆｉｃｉｅｎｔＮｅｔ)ꎻ提高模型对图像中不同尺寸

交通标志的检测能力ꎬ引入特征金字塔网络( ｆｅａｔｕｒｅ
ｐｙｒａｍｉｄ ｎｅｔｗｏｒｋꎬ ＦＰＮ) [１２]ꎮ

１　 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ 介绍

Ｆａｓｔｅｒ Ｒ￣ＣＮＮ 是对 Ｒ￣ＣＮＮ[１３]和 Ｆａｓｔ Ｒ￣ＣＮＮ[１４]

算法的改进和扩展ꎬ结构如图 １ 所示ꎮ 相较于 Ｒ￣
ＣＮＮ 和 Ｆａｓｔ Ｒ￣ＣＮＮꎬＦａｓｔｅｒ Ｒ￣ＣＮＮ 引入了 ＲＰＮꎬ用
于自动生成图像中的候选区域ꎮ Ｆａｓｔｅｒ Ｒ￣ＣＮＮ 的

主要思想是将目标检测任务分解为 ２ 个子任务:候
选区域生成、目标分类及边界框回归ꎮ

图 １　 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ 模型结构
Ｆｉｇ.１　 Ｓｔｒｕｃｔｕｒｅ ｏｆ Ｆａｓｔｅｒ Ｒ￣ＣＮＮ ｍｏｄｅｌ

　 　 ＲＰＮ 模型结构如图 ２ 所示ꎬＲＰＮ 负责生成候选

区域ꎬ以特征提取网络提取的特征图作为输入ꎬ在
特征图的每个位点生成 ３ 个不同尺度的锚框ꎮ 对于

每个锚框ꎬＲＰＮ 预测 ２ 个值:第一是锚框中是否包

含目标物体ꎬ第二是对应目标物体的边界框回归值ꎮ
　 　 根据 ＲＰＮ 的输出中预测存在物体的概率ꎬ选择

概率较高的一组锚框作为候选区域ꎬ将这些候选区

域输入后续的 ＲＯＩ 池化层中ꎮ ＲＯＩ 池化层的主要

功能是将不同大小的候选区域映射到固定大小的

特征图ꎬ保持输入特征尺寸的一致性ꎮ 这种固定大

小的特征图可以输入后续的全连接层ꎬ进行目标分

类和精确定位ꎮ
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图 ２　 ＲＰＮ 模型结构
Ｆｉｇ.２　 ＲＰＮ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

２　 改进的 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ 网络

本研究在 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ 的基础上进行改进ꎬ提
升目标检测性能ꎮ 在图像输入模型时进行伽马变

换ꎬ将特征提取网络更换为 ＣＢＡＭ￣ＥｆｆｉｃｉｅｎｔＮｅｔꎬ引
入 ＦＰＮ 将不同尺度的特征图信息进行融合ꎮ 改进

后的 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ 模型结构如图 ３ 所示ꎬ其中 Ｃ 为

特征提取网络的特征图ꎬＰ 为 ＦＰＮ 中的特征图ꎬＨ
为原始图像的高度ꎬＷ 为原始图像的宽度ꎮ

图 ３　 改进后的 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ 模型结构
Ｆｉｇ.３　 Ｔｈｅ ｉｍｐｒｏｖｅｄ ｓｔｒｕｃｔｕｒｅ ｏｆ Ｆａｓｔｅｒ Ｒ￣ＣＮＮ ｍｏｄｅｌ

２.１　 图像增强

在汽车行驶过程中采集的图像ꎬ天空区域非常

明亮ꎬ非天空区域则相对暗淡ꎮ 为解决这种光照不

均匀问题ꎬ本研究尝试多种不同的图像增强方法ꎬ
例如在亮度通道进行直方图均衡、分段伽马变换、
ｌｏｇ 变换等ꎬ通过对比后发现ꎬ伽马变换方法在增强

交通标志特征表达能力方面拥有最出色的效果ꎮ
将图像变换到 ＹＵＶ 空间(Ｙ 为亮度通道ꎬ可以看作

灰度图像ꎬ仅表示亮度而不包含颜色信息ꎻＵ、Ｖ 为

色度通道ꎬ表示颜色差异)ꎬ在 Ｙ 通道进行伽马变

换ꎬ将变换后的 Ｙ 通道与 ＵＶ 通道合并ꎬ变换为

ＲＧＢ 空间ꎮ 这种处理有效增强了交通标志的特征

表达能力ꎬ改善了模型检测性能ꎮ 伽马变换前后对

比如图 ４ 所示ꎮ

图 ４　 伽马变换对比
Ｆｉｇ.４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｇａｍｍａ ｔｒａｎｓｆｏｒｍ

　 　 将图像转换为 ＹＵＶ 空间可以将亮度空间和颜

色空间分隔开ꎬ在亮度空间进行操作时不会影响图

像的色彩信息ꎮ
伽马变换是一种非线性变换ꎬ通过调整图像颜

色通道的像素增强图像的对比度ꎮ 经过伽马变换

后的灰度输出

Ｓ＝ ｃｒγꎬ (１)
式中:ｒ 为像素点的输入ꎬ取值范围为[０ꎬ１]ꎻｃ 为灰

度缩放系数ꎬ通常取 １ꎻγ 为伽马变换参数ꎬ用于控制

灰度的调整程度ꎬ经过对比试验后设定 γ ＝ ０.４ꎮ 较

小的 γ(γ<１)经过伽马变换后增强低亮度部分ꎬ使
图像更明亮ꎻ较大的 γ(γ>１)经过伽马变换后增强

高亮度部分ꎬ使图像更暗ꎮ γ 越接近 １ꎬ变换后的图

像亮度变化越小ꎬ越接近线性变换ꎮ
２.２　 特征提取网络

２.２.１　 ＥｆｆｉｃｉｅｎｔＮｅｔＶ２
高效网络 ( ｅｆｆｉｃｉｅｎｔ ｎｅｔｗｏｒｋꎬ ＥｆｆｉｃｉｅｎｔＮｅｔ) 是

一种高效而强大的卷积神经网络架构[１５] ꎬ通过神

经网络搜索( ｎｅｕｒａｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｓｅａｒｃｈꎬ ＮＡＳ)技术

同时优化模型深度、宽度和图像分辨率ꎬ实现高效

的模型缩放ꎬ在相对较小的参数量下能够达到较

高的准确性ꎬ节约了计算资源和存储空间的消耗ꎮ
ＥｆｆｉｃｉｅｎｔＮｅｔ 中移动翻转瓶颈卷积(ｍｏｂｉｌｅ ｉｎｖｅｒｔｅｄ
ｂｏｔｔｌｅｎｅｃｋ ｃｏｎｖｏｌｕｔｉｏｎꎬ ＭＢ Ｃｏｎｖ)模块使用深度卷

积 ( ｄｅｐｔｈｗｉｓｅ ｃｏｎｖｏｌｕｔｉｏｎꎬ Ｄｅｐｔｈｗｉｓｅ Ｃｏｎｖ )ꎬ
Ｄｅｐｔｈｗｉｓｅ Ｃｏｎｖ 通 常 比 普 通 卷 积 ( ｃｏｎｖｏｌｕｔｉｏｎꎬ
Ｃｏｎｖ)参数量少ꎬ在现有的硬件条件下ꎬＤｅｐｔｈｗｉｓｅ
Ｃｏｎｖ 的加速效果较差ꎬ导致 ＥｆｆｉｃｉｅｎｔＮｅｔ 训练速度

较慢ꎮ
ＥｆｆｉｃｉｅｎｔＮｅｔＶ２ 是在 ＥｆｆｉｃｉｅｎｔＮｅｔ 的基础上进行

改进的模型ꎬ主要解决 ＥｆｆｉｃｉｅｎｔＮｅｔ 训练速度较为缓

慢 的 问 题[１６]ꎮ ＥｆｆｉｃｉｅｎｔＮｅｔＶ２ 的 模 型 结 构 和

ＭＢ Ｃｏｎｖ、融合移动翻转瓶颈卷积 ( ｆｕｓｅｄ ｍｏｂｉｌｅ
ｉｎｖｅｒｔｅｄ ｂｏｔｔｌｅｎｅｃｋ ｃｏｎｖｏｌｕｔｉｏｎꎬ Ｆｕｓｅｄ￣ＭＢ Ｃｏｎｖ)模



　 第 ５ 期 薛健ꎬ等:改进 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ 的交通标志检测算法 ３７　　　 　

块如图 ５ 所示ꎮ ＥｆｆｉｃｉｅｎｔＮｅｔＶ２ 中ꎬＦｕｓｅｄ￣ＭＢ Ｃｏｎｖ
模块将ＭＢ Ｃｏｎｖ模块中的 Ｃｏｎｖ １×１ 和 Ｄｅｐｔｈｗｉｓｅ
Ｃｏｎｖ ３ × ３ 融合成 Ｃｏｎｖ ３ × ３ꎬ通道注意力机制

(ＳＥＮｅｔ)模块不变ꎬ经过 ＮＡＳ 技术确定将前 ３ 个

ＭＢ Ｃｏｎｖ模块替换为 Ｆｕｓｅｄ￣ＭＢ Ｃｏｎｖ 模块效果最

佳ꎮ 图像经过ＭＢ Ｃｏｎｖ及 Ｆｕｓｅｄ￣ＭＢ Ｃｏｎｖ 特征提取

模块后ꎬ池化(Ｐｏｏｌｉｎｇ)及全连接( ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄꎬ
ＦＣ)输出结果ꎮ

图 ５　 ＥｆｆｉｃｉｅｎｔＮｅｔＶ２ 模型结构
Ｆｉｇ.５　 ＥｆｆｉｃｉｅｎｔＮｅｔＶ２ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

２.２.２　 卷积注意力模块

卷积注意力模块( ｃｏｎｖｏｌｕｔｉｏｎａｌ ｂｌｏｃｋ ａｔｔｅｎｔｉｏｎ
ｍｏｄｕｌｅꎬ ＣＢＡＭ)通过引入通道注意力和空间注意

力ꎬ使网络能更好地聚焦于交通标志区域特征ꎬ抑
制非交通标志区域特征[１７]ꎮ ＣＢＡＭ 模块结构如图

６ 所示ꎮ ＣＢＡＭ 包括 ２ 个独立的子模块:通道注意

力模块和空间注意力模块ꎮ 特征图由卷积神经网

络构建ꎬ在 ＣＢＡＭ 中先计算通道注意力权重ꎬ再计

算空间注意力权重ꎮ 将权重图与特征图相乘ꎬ实现

对图像中重要信息的关注ꎮ 在交通标志检测任务

中引入 ＣＢＡＭ 模块ꎬ可提高形状及颜色等特征的表

示能力ꎬ提高网络的泛化能力ꎬ抑制背景带来的干

扰ꎬ强化对交通标志区域的关注能力ꎮ

图 ６　 ＣＢＡＭ 模块结构
Ｆｉｇ.６　 ＣＢＡＭ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

２.２.３　 ＣＢＡＭ￣ＥｆｆｉｃｉｅｎｔＮｅｔ
为提升模型在交通标志检测任务中的性能ꎬ本

研究对 ＥｆｆｉｃｉｅｎｔＮｅｔＶ２ 网络进行优化ꎬ提出 ＣＢＡＭ￣

ＥｆｆｉｃｉｅｎｔＮｅｔ 网络ꎬ如图 ７ 所示ꎮ 将 ＥｆｆｉｃｉｅｎｔＮｅｔＶ２
网络尾部的 １５ 层 ＭＢＣｏｎｖ６ 模块及相应的 Ｃｏｎｖ、
Ｐｏｏｌｉｎｇ 和 ＦＣ 替换为 ＣＢＡＭ 模块ꎮ ＣＢＡＭ 模块为

网络引入通道注意力和空间注意力ꎬ使网络能够更

加聚焦于交通标志关键特征的学习和表示ꎬ增强模

型的感知能力ꎬ更准确地捕捉交通标志的重要信息ꎮ

图 ７　 ＣＢＡＭ￣ＥｆｆｉｃｉｅｎｔＮｅｔ 网络结构
Ｆｉｇ.７　 ＣＢＡＭ￣ＥｆｆｉｃｉｅｎｔＮｅｔ ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ

　 　 本优化方法在保证模型检测对交通标志检测

准确率的同时ꎬ降低了网络深度ꎬ减少了参数量ꎬ对
于计算资源有限的环境具有重要意义ꎮ
２.３　 特征金字塔网络

受拍摄距离、角度等因素的影响ꎬ不同图像中

交通标志的尺寸不一致ꎬ单层特征图的感受野有

限ꎬ影响不同尺度交通标志的检测能力ꎮ 为增强对

不同尺度交通标志的感知能力ꎬ本研究引入 ＦＰＮ 作

为模型的一部分ꎮ
ＦＰＮ 是一种用于处理不同尺度特征的卷积神

经网络ꎮ 传统的卷积神经网络中ꎬ浅层网络提取的

特征具有较大的尺寸、丰富的几何信息和较弱的语

义信息ꎬ适合目标定位ꎻ深层网络提取的特征具有

较小的尺寸、较少的几何信息和丰富的语义信息ꎬ
适合目标分类ꎬ但不适合目标检测ꎬ尤其是对小目

标的检测ꎮ
ＦＰＮ 结构如图 ８ 所示ꎮ 图 ８ 左侧自下而上的路

径通过卷积操作在较浅的特征图上进行特征提取ꎬ
获得更丰富的语义信息ꎮ 该路径生成的特征图 Ｃ２、
Ｃ３、Ｃ４ 的下采样率分别为 ４、８、１６ 倍ꎮ 为方便后续

融合处理ꎬ对特征图进行 １×１ 的卷积操作ꎬ将通道
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数统一缩放到 ２５６ꎮ 图 ８ 右侧自上而下的路径进行

上采样操作ꎬ将上采样后的深层特征图与浅层特征

图相加ꎬ实现特征融合处理ꎮ 这种融合处理有助于

将来自不同尺度的特征信息相互补充ꎬ提高目标检

测的性能ꎮ 将融合后的特征图 Ｐ２、Ｐ３、Ｐ４ 输入后续

的 ＲＰＮ 中进行处理ꎮ

图 ８　 特征金字塔结构
Ｆｉｇ.８　 ＦＰＮ ｓｔｒｕｃｔｕｒｅ

３　 试验与结果分析

３.１　 试验数据集

德国交通标志检测数据集(Ｇｅｒｍａｎ ｔｒａｆｆｉｃ ｓｉｇｎ
ｄｅｔｅｃｔｉｏｎ ｂｅｎｃｈｍａｒｋꎬ ＧＴＳＤＢ)收集了德国 ６０ 多个

城市的道路场景ꎬ共包含 ９００ 个不同时刻及天气状

况的交通场景图像ꎬ其中训练集图像 ６００ 张ꎬ验证集

图像 ３００ 张ꎬ图像大小为 １ ３６０ 像素×８００ 像素[１８]ꎮ
交通标志分为 ４ 类:禁止、危险、强制和其他ꎮ 整个

数据库中有 １ ２１３ 个交通标志ꎬ每张图像中有 ０ ~ ６
个交通标志ꎬ每个交通标志的尺寸最小为 １６ 像素×
１６ 像素ꎬ最大为 １２８ 像素×１２８ 像素ꎮ 为增加数据

集的多样性ꎬ通过随机裁剪、水平翻转、亮度变化等

操作ꎬ将训练数据集扩充至 ６ ９００ 幅图像ꎮ
ＣＣＴＳＤＢ２０２１ 是长沙理工大学于 ２０２２ 年发布

的中国交通标志检测基准[１９]ꎬ包含 １７ ８５６ 张不同

天气及场景下的交通场景图像ꎬ交通标志分为禁

止、警告和强制 ３ 类ꎮ 训练集包含 １６ ３５６ 张图像ꎬ
包括 １３ ８７６ 个禁止标志、４ ５９８ 个警告标志和 ８ ３６３

个强制标志ꎻ测试集由 １ ５００ 张图像组成ꎬ有 ３ ２２８
个交通标志ꎮ
３.２　 试验设置

试验采用深度学习框架 ＰｙｔｏｒｃｈꎬＰｙｔｈｏｎ 版本

３.９ꎬＣＵＤＡ 版本 １０. ２ꎬ ＧＰＵ 为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ
ＲＴＸ ２０８０ Ｔｉꎬ显卡内存１１ ＧＢꎮ

模型参数:试验中所有网络均使用 Ｐｙｔｏｒｃｈ 官

方的预训练权重ꎻ随机梯度下降优化器ꎬ动量为 ０.９ꎬ
权重衰减为 ０.０００ １ꎻ初始学习率设置为 ０.０１ꎬ每 ３
个迭代轮次将学习率调整为上一次的 ０.３３ 倍ꎻ批量

大小设置为 ６ꎬ迭代次数设置为 ５０ꎮ
３.３　 试验评价指标

为综合评价检测算法的性能ꎬ本研究选择目标

检测任务中常用的评价指标平均准确率均值 ＰｍＡ作

为检测精度的衡量指标ꎮ ＰｍＡ是通过计算所有类别

平均准确率 ＰＡ 的均值得出ꎮ 准确率 Ｐ 代表预测为

真的标志中有多少实际为真ꎬ召回率 Ｒ 代表实际为

真的例子中有多少被预测出来ꎮ Ｐ、Ｒ、ＰＡ、ＰｍＡ的计

算式分别为:

Ｐ＝
ＴＰ

ＴＰ＋ＦＰ
ꎬ (２)

Ｒ＝
ＴＰ

ＴＰ＋ＦＮ
ꎬ (３)

ＰＡ ＝ ∫１
０
Ｐ(Ｒ)ｄＲꎬ (４)

ＰｍＡ ＝ １
Ｃ∑

Ｃ

ｉ ＝１
ＰＡｉꎬ (５)

式中:ＴＰ 为正例被正确预测为正例的个数ꎻＦＰ 为负例

被错误预测为正例的个数ꎻＦＮ 为正例被错误预测为

负例的个数ꎻＣ 为交通标志的类别数ꎬ本研究中 Ｃ＝４ꎮ
３.４　 ＧＴＳＤＢ 数据集试验结果

３.４.１　 消融试验

本试验比较了图像增强、特征提取网络、ＦＰＮ
模块对检测精度的影响ꎬ试验结果如表 １ 所示ꎮ

表 １　 不同模块在 ＧＴＳＤＢ 数据集上的消融试验
Ｔａｂｌｅ １　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｕｌｅｓ ｏｎ ｔｈｅ ＧＴＳＤＢ ｄａｔａｓｅｔ

　 　 特征提取网络 图像增强 ＦＰＮ ＰｍＡ / ％ 参数量 推理速度 / (帧􀅰ｓ－１)
Ｖｇｇ１６ × × ８９.４４ ２９.４５×１０６ １５
Ｖｇｇ１６ 􀳫 × ９０.７５ ２９.４５×１０６ １５
Ｖｇｇ１６ × 􀳫 ９６.６７ ３１.３３×１０６ １２
Ｖｇｇ１６ 􀳫 􀳫 ９７.７１ ３１.３３×１０６ １２
ＥｆｆｉｃｉｅｎｔＮｅｔＶ２ × 􀳫 ９９.５５ ３７.４５×１０６ １３
ＥｆｆｉｃｉｅｎｔＮｅｔＶ２ 􀳫 􀳫 ９９.７８ ３７.４５×１０６ １３
ＣＢＡＭ￣ＥｆｆｉｃｉｅｎｔＮｅｔ 􀳫 􀳫 ９９.７９ ２１.６４×１０６ ２０

　 　 注:􀳫代表模型包含该模块ꎬ×代表未包含该模块ꎮ

　 　 在基础 ＦａｓｔｅｒＲ￣ＣＮＮ 模型中分别引入图像增强

及 ＦＰＮ 模块后ꎬＰｍＡ分别提高了 １.３１、７.２３ 百分点ꎬ
同时增加图像增强和 ＦＰＮ 模块后ꎬＰｍＡ提高了８.２７
百分点ꎮ 当特征提取网络更换为 ＥｆｆｉｃｉｅｎｔＮｅｔＶ２ 并
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增加图像增强和 ＦＰＮ 模块后ꎬ比 Ｖｇｇ１６ 同样模块下

的 ＰｍＡ提高 ２.０７ 百分点ꎮ 当特征提取网络更换为

ＣＢＡＭ￣ＥｆｆｉｃｉｅｎｔＮｅｔ 时ꎬＰｍＡ相比 Ｖｇｇ１６ 同样模块下

提高 ２.０８ 百分点ꎬ参数量减少了 ３１％ꎬ推理速度提

升了 ６６％ꎮ 上述消融试验证明了模型的有效性ꎬ模
型在提升准确率和 ＦＰＳ 的同时减少了参数量ꎮ
３.４.２　 对比试验

为全面比较本研究提出的方法与其他研究方

法的性能ꎬ将本研究提出的方法与 ＧＴＳＤＢ 数据上

的其 他 方 法 ( 包 括 改 进 掩 码 Ｒ￣ＣＮＮ[２０] 、 改 进

ＹＯＬＯｖ３[２１] 、改 进 单 次 多 框 检 测 ( ｓｉｎｇｌｅ ｓｈｏｔ
ｍｕｌｔｉｂｏｘ ｄｅｔｅｃｔｏｒꎬ ＳＳＤ) [２２] 、改进 ＹＯＬＯ[２３] 、改进

Ｆａｓｔｅｒ Ｒ￣ＣＮＮ[２４] 、 伪 样 本 正 则 化 Ｆａｓｔｅｒ Ｒ￣
ＣＮＮ[２５])进行对比ꎬ试验结果如表 ２ 所示ꎮ 由表 ２
可以看出ꎬ相较于其他 ６ 种方法ꎬ本研究方法在

ＧＴＳＤＢ 数据集上取得更好的检测结果ꎮ 综上可

知ꎬ本研究提出的方法可有效提升交通标志检测

的精度ꎮ
表 ２　 不同研究方法在 ＧＴＳＤＢ 数据集上的性能对比
Ｔａｂｌｅ ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｒｅｓｅａｒｃｈ

ｍｅｔｈｏｄｓ ｏｎ ｔｈｅ ＧＴＳＤＢ ｄａｔａｓｅｔ
　 　 　 模型 特征提取网络 ＰｍＡ / ％

改进掩码 Ｒ￣ＣＮＮ[２０] ＲｅｓＮｅｔ１０１ ９６.１６

改进 ＹＯＬＯｖ３[２１] ＤａｒｋＮｅｔ５３ ９７.００

改进 ＳＳＤ[２２] Ｖｇｇ１６ ９９.６６

改进 ＹＯＬＯ[２３] ＲｅｓＮｅｔ５０ ９７.２１

改进 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ[２４] Ｖｇｇ１６ ９３.５９

伪样本正则化 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ[２５] Ｖｇｇ１６ ９９.６８

本研究提出方法 ＣＢＡＭ￣ＥｆｆｉｃｉｅｎｔＮｅｔ ９９.７９

３.５　 ＣＣＴＳＤＢ２０２１ 数据集试验结果

为进一步证明模型的泛化能力及鲁棒性ꎬ将本

研究提出的方法在 ＣＣＴＳＤＢ２０２１ 数据集上进行试

验ꎬ并与其他方法进行对比ꎬ结果如表 ３ 所示ꎮ 由表

３ 可以看出ꎬ本研究提出的方法在 ＣＣＴＳＤＢ２０２１ 数

据集上同样具有较好的性能ꎮ
表 ３　 不同研究方法在 ＣＣＴＳＤＢ２０２１ 数据集上的性能对比

Ｔａｂｌｅ ３　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｒｅｓｅａｒｃｈ
ｍｅｔｈｏｄｓ ｏｎ ｔｈｅ ＣＣＴＳＤＢ２０２１ ｄａｔａｓｅｔ

　 　 　 　 模型 ＰｍＡ / ％

　 　 Ｆａｓｔｅｒ Ｒ￣ＣＮＮ[１９] ５６.５８

　 　 ＹＯＬＯｖ３[１９] ５０.４８

　 　 ＳＳＤ[１９] ４９.２０

　 　 ＹＯＬＯｖ５[１９] ７６.３０

　 　 改进 ＹＯＬＯｖ５[２６] ７８.４０

　 　 改进 ＹＯＬＯｖ５ｓ[２７] ８２.００

　 　 本研究提出方法 ８７.６２

３.６　 试验结果可视化

为更加直观地呈现模型性能的提升ꎬ在 ＧＴＳＤＢ
数据集上模型改进前后的对比结果如图 ９、１０ 所示ꎮ
图 ９(ａ) (ｂ)可以清晰地观察到未改进模型在光照

不足区域漏检交通标志ꎬ改进后的模型不仅能够检

测到交通标志的存在ꎬ同时提高了原始模型检测结

果的置信度ꎮ 图 ９(ｃ) ~ ( ｆ)中改进后的模型对目标

的置信度有较大提升ꎮ 这些可视化检测结果充分

证明了模型改进的显著效果ꎮ 图 １０ 为图 ９ 中 ３ 组

图像的局部细节ꎬ这些细节通常难以被人眼观察

到ꎬ通过本研究提出的模型能够将其准确地检测出

来ꎬ进一步证明了模型的出色性能ꎮ

图 ９　 不同模型的检测结果图像
Ｆｉｇ.９　 Ｉｍａｇｅｓ ｏｆ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

图 １０　 不同模型检测结果的局部图像
Ｆｉｇ.１０　 Ｌｏｃａｌ ｉｍａｇｅｓ ｏｆ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ
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４　 结论

本研究提出一种改进 ＦａｓｔｅｒＲ￣ＣＮＮ 的交通标志

检测方法ꎮ 为减少图像中光照不均匀问题ꎬ在图像

输入模型时对图像进行增强ꎬ增加交通标志区域的

特征表达能力ꎮ 提出 ＣＢＡＭ￣ＥｆｆｉｃｉｅｎｔＮｅｔ 作为特征

提取网络ꎬ改善模型的特征提取能力ꎬ降低模型的

参数量ꎮ 针对不同角度、距离拍摄图像中交通标志

尺寸不一致问题ꎬ引入特征金字塔网络ꎬ将浅层网

络提取的丰富几何信息特征与深层网络提取的丰

富语义信息特征融合ꎬ增强对不同尺寸交通标志的

感知能力ꎬ提升模型的检测能力ꎮ
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