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基于贝叶斯优化的强化学习广义不动点解逼近

陈兴国１ꎬ２ꎬ吕咏洲１ꎬ巩宇１ꎬ陈耀雄３

(１.南京邮电大学大数据安全与智能处理重点实验室ꎬ 江苏 南京 ２１００２３ꎻ ２.南京大学计算机软件新技术国家重点试验室ꎬ
江苏 南京 ２１００４６ꎻ ３.淮阴工学院电子信息工程学院ꎬ 江苏 淮安 ２２３００３)

摘要:针对强化学习不动点的解更优这一问题ꎬ提出广义不动点解模型设计ꎬ该设计使用 ｎ 步自举法的不动点解扩展和基于

线性插值法的不动点解构造方法ꎮ 将该设计应用于成熟的 ＣＢＭＰＩ 算法框架上ꎬ提出基于广义不动点的 ＣＢＭＰＩ(ｎꎬβ)算法ꎮ
针对如何表达并逼近最优解这一问题ꎬ提出基于贝叶斯优化的广义不动点解的参数优化和基于集成学习的更高质量的解ꎮ
在经典的 １０×１０ 规模的 Ｔｅｔｒｉｓ 游戏环境中验证算法提出的有效性ꎮ 试验结果证明了基于线性插值法的广义不动点构造能比

ｎ 步传统不动点效果好ꎬ其效果与其超参数步长 ｎ 和插值参数 β 有很大关联ꎮ 在 １００ 局的 Ｔｅｔｒｉｓ 游戏中ꎬ平均分达到 ４ ３８８.３ꎬ
表明贝叶斯优化技术可以找到多组表现优异的策略ꎮ 对表现优异的四组广义不动点的策略参数(贝叶斯优化技术的结果)进

行策略集成和值函数集成ꎬ得到更高质量的解ꎮ 平均分可以分别达到 ４ ５２６.２９ 和 ４ ５７９.７４ꎬ试验结果表明基于广义不动点的

策略集成和基于广义不动点的值函数集成的分数相较于广义不动点的分数有小幅度提高ꎬ证实了可以通过集成学习寻找更

高质量的解ꎮ
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０　 引言

在当代强化学习研究中ꎬ往往存在着维度灾难问题ꎬ具有较大或无限状态空间ꎮ 在这种情况下ꎬ值函数

不能精确计算ꎬ必须采用远小于状态、动作个数的参数对值函数进行近似估计[１￣２]ꎮ
若目标值函数 Ｖπ 是已知的ꎬ只需将 Ｖπ 投影到基函数张成的空间上ꎬ即可得到的最优近似解ꎮ 其等价

于 ｍｉｎθ‖ Ｖ^ － Ｖπ ‖ρꎬ其中每个状态的误差根据 ρ 分布进行加权ꎮ 最优解为 Ｖ^ ＝ ΠρＶπꎬ其中ꎬΠρ ＝
Φ(ΦＴＤρΦ) －１ΦＴＤρꎬΠρ 是投影矩阵ꎬＤρ 是对角矩阵ꎬＤρ( ｉꎬｉ)＝ ρ( ｉ) [１]ꎮ

大多数情况目标值函数 Ｖπ 难以得知ꎮ 如何准确近似评估值函数是一个至关重要的问题ꎮ 线性方法是

一种常用的值函数近似方法[３]ꎮ 不动点的视角为这一方法提供了一种切入点ꎮ 目前存在 ＴＤ 不动点、ＢＲ 不

动点、ＴＤ(λ)不动点、斜影不动点等等ꎮ
文献[４]提出时序差分算法 ｔｅｍｐｏｒａｌ ｄｉｆｆｅｒｅｎｃｅ ｌｅａｒｎｉｎｇꎬ ＴＤ)ꎮ 文献[５]采用最小二乘的方法ꎬ提出了

最小二乘时序差分算法( ｌｅａｓｔ ｓｑｕａｒｅｓ ｔｅｍｐｏｒａｌ ｄｉｆｆｅｒｅｎｃｅ ｌｅａｒｎｉｎｇꎬ ＬＳＴＤ)ꎮ 文献[５]采用递归最小二乘的方

法ꎬ提出递归最小二乘时序差分算法( ｒｅｃｕｒｓｉｖｅ ｌｅａｓｔ ｓｑｕａｒｅｓ ｔｅｍｐｏｒａｌ ｄｉｆｆｅｒｅｎｃｅ ｌｅａｒｎｉｎｇꎬ ＲＬＳＴＤ)ꎮ 文献[６]
采用贪心选择方式更新误差最显著的特征项对应的参数ꎬ提出了增量最小二乘时序差分算法( ｉｎｃｒｅｍｅｎｔａｌ
ｌｅａｓｔ ｓｑｕａｒｅｓ ｔｅｍｐｏｒａｌ ｄｉｆｆｅｒｅｎｃｅ ｌｅａｒｎｉｎｇꎬ ｉＬＳＴＤ)ꎮ 这些算法在同策略(ｏｎ￣ｐｏｌｉｃｙ)的设置中都被证明收敛到

ＴＤ 不动点ꎮ 在异策略的设置中ꎬ文献[７]提出了拟合 Ｑ 迭代算法( ｆｉｔｔｅｄ ｑ ｉｔｅｒａｔｉｏｎꎬ ＦＱＩ)ꎬ使用线性估算器

并运用最小二乘算法时ꎬ证明了 ＦＱＩ 算法收敛于 ＴＤ 不动点ꎬ不保证稳定收敛[２]ꎮ 文献[８￣９]提出了基于梯

度的时序差分算法(ｇｒａｄｉｅｎｔ ｔｅｍｐｏｒａｌ ｄｉｆｆｅｒｅｎｃｅꎬ ＧＴＤ)ꎮ 文献[１０￣１１]提出了基于梯度的时序差分算法 ２
(ＧＴＤ２)和带梯度修正的线性时序差分算法( ｌｉｎｅａｒＴＤｗｉｔｈ ｇｒａｄｉｅｎｔ ｃｏｒｒｅｃｔｉｏｎꎬ ＴＤＣ)ꎮ 这些算法也都被证明

收敛到 ＴＤ 不动点ꎮ ＴＤ 不动点写成期望的形式为 Ｅ[δϕ] ＝ ０ꎮ 异策略 ＴＤ 算法有发散的风险ꎮ
Ｂｅｌｌｍａｎ 残差方法(Ｂｅｌｌｍａｎ ｒｅｓｉｄｕａｌꎬ ＢＲ)是另一类线性近似评估值函数的方法ꎮ 文献[１２]提出了基于

Ｂｅｌｌｍａｎ 误差的残差梯度算法( ｒｅｓｉｄｕａｌ ｇｒａｄｉｅｎｔꎬ ＲＧ)ꎬ文献[１３]指出该残差法收敛到 ＢＲ 不动点ꎮ ＢＲ 不动

点写成期望的形式为 Ｅ[δ(ϕ－γϕ′)] ＝ ０ꎮ 无论是在同策略还是异策略的情况下ꎬＢｅｌｌｍａｎ 残差法均有严谨的

收敛性保证ꎬ通常收敛的解不是最优解ꎮ
文献[４]提出了 ＴＤ(λ)算法ꎬ文献[１４]证明该算法以概率 １ 收敛到 ＴＤ(λ)不动点ꎬ其期望形式为

Ｅ[δｅ] ＝ ０ 的解ꎬ其中ꎬｅ 是资格迹ꎮ 文献[１５]提出了 ｉＬＳＴＤ 的改进 ｉＬＳＴＤ(λ)算法ꎮ 文献[１６]提出了异策

略 ＧＱ(λ)算法ꎮ 这些算法也都被证明收敛到 ＴＤ(λ)不动点ꎮ
文献[１７]提出了混合最小二乘算法( ｈｙｂｒｉｄ ｌｅａｓｔ￣ｓｑｕａｒｅｓｔｅｍｐｏｒａｌ ｄｉｆｆｅｒｅｎｃｅ ｌｅａｒｎｉｎｇꎬ ＨＬＳＴＤ)ꎬ文献

[１８]提出了一般化斜投影的异策略算法( ｒｅｓｉｄｕａｌ ｔｅｍｐｏｒａｌ ｄｉｆｆｅｒｅｎｃｅ ｌｅａｒｎｉｎｇꎬ ＲＴＤ)ꎬ二者都收敛到一般化

斜投影 Ｂｅｌｌｍａｎ 不动点解ꎬ写成期望的形式为 Ｅ[δ(ϕ－ｗγϕ′)] ＝ ０ꎬ其中ꎬｗ 是超参数ꎬ但由于选取权值 ｗ 的

方式是通过人为设定的[１８]ꎬ存在无法表达并逼近最优解的问题ꎻ只考虑到单步ꎬ存在着误差ꎮ
上述不动点的解都不是最优的[２]ꎮ 什么样的强化学习不动点的解更优、如何表达并逼近最优解是强化

学习发展至今不得不直面的两个主要问题ꎬ也是本研究拟解决的问题ꎮ

１　 相关背景

１.１　 强化学习基本概念

强化学习所能解决的问题需要满足马尔科夫属性ꎬ即强化学习问题可以使用马尔科夫决策过程
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(ｍａｒｋｏｖ ｄｅｃｉｓｉｏｎ ｐｒｏｃｅｓｓｅｓꎬ ＭＤＰｓ)来建模[３]ꎮ
马尔科夫决策过程由一个四元组‹ＳꎬＡꎬＰꎬＲ›组成ꎬ其中 Ｓ 表示状态空间ꎬＡ 表示动作空间ꎬＰ:Ｓ×Ａ×Ｓ→

[０ꎬ１]是状态转移函数ꎬＲ:Ｓ×Ａ→Ｒ 是奖赏函数ꎮ 策略 π是一个映射:Ｓ×Ａ→[０ꎬ１]ꎬ它表示在状态 ｓ 处选择

动作 ａ 的概率ꎮ 给定一个 ＭＤＰꎬ强化学习智能体的目标是找到一个最优策略元 π∗来最大化一个长期的奖

赏总和 Ｒπꎬ定义如下[１９]:
π∗ ＝ ａｒｇ ｍａｘ

π
Ｒπꎬ (１)

长期的累计奖赏和定义如下:

Ｒπ ＝Ｅπ [ ∑
∞

ｔ ＝０
γｔｒｔ ]ꎬ (２)

式中ꎬγ 是折扣因子ꎬｒｔ 是在时间步 ｔ 的奖赏ꎬＥπ[􀅰]是策略 π下的期望ꎮ
在强化学习方法中ꎬ值函数是极其重要的基本概念和学习方法ꎬ用来描述智能体处在状态 ｓ 的好坏或者

在状态 ｓ 采取动作 ａ 的优劣ꎬ评价标准则是通过未来所获得期望奖赏值ꎮ 给定的稳定策略 πꎬ定义状态值函

数如下[１９]:

Ｖπ(ｓ)＝ Ｅπ ∑
∞

ｔ ＝０
γｔｒｔ ｜ ｓ０ ＝ ｓ[ ] ꎬ (３)

式中 Ｅπ[􀅰｜ ｓ]表示初始状态为 ｓ 的期望ꎮ
Ｂｅｌｌｍａｎ 方程是求解 ＭＤＰ 问题的核心ꎬ可以被看作是一个函数的不动点方程ꎮ 它可以表示为当前状态

和下一状态之间的递归关系[２０]:

Ｖπ(ｓ) ＝ ∑
ａ
π(ａ ｜ ｓ)∑

ｓ′
Ｐ(ｓꎬａꎬｓ′)[Ｒ(ｓꎬａ) ＋ γＶπ(ｓ′)]ꎬ (４)

式中ꎬπ(ａ ｜ ｓ)表示状态 ｓ 选择动作 ａ 的概率ꎬＰ( ｓꎬａꎬｓ′)表示状态 ｓ 下选择动作 ａ 转移到状态 ｓ′的概率ꎬ
Ｒ(ｓꎬａ)表示状态 ｓ 选择动作 ａ 获得的奖励ꎮ

根据巴拿赫不动点定理ꎬＢｅｌｌｍａｎ 算子是有限空间上的压缩映射ꎬ Ｂｅｌｌｍａｎ 方程的解就是值函数的不动

点ꎬ当价值函数达到某个状态时ꎬ它们不再发生变化ꎮ Ｂｅｌｌｍａｎ 方程用于迭代求解状态值函数ꎬ通过迭代逼

近算法求解ꎮ 其中ꎬ策略迭代就是一种基于 Ｂｅｌｌｍａｎ 方程的迭代逼近算法ꎮ 在策略迭代算法中ꎬ通过

Ｂｅｌｌｍａｎ 方程的迭代逼近ꎬ得到一个值函数的不动点ꎬ即最优值函数[２０]ꎮ
１.２　 基于不动点视角的强化学习

如何准确近似评估值函数是一个至关重要的问题ꎮ 线性方法是一种常用的值函数近似方法ꎮ 不动点

的视角为这一方法提供了一种切入点ꎮ
线性方法由一组特征向量和参数线性求和而成ꎮ 定义如下[１９]:

图 １　 将 ＴＶθ 投影到特征空间
Ｆｉｇ.１　 Ｐｒｏｊｅｃｔ ｔｈｅ ＴＶθ ｏｎｔｏ ｔｈｅ ｆｅａｔｕｒｅ ｓｐａｃｅ

Ｖθ ＝Φθꎬ (５)
式中ꎬΦ 是特征向量ꎬθ 是待学习的与 Φ 同维的权重

向量ꎮ
利用 Ｂｅｌｌｍａｎ 方程的思想ꎬ采用迭代法进行求解

Ｖθꎬ即 Ｖｎ＋１
θ ＝ＴＶｎ

θꎮ 奖赏函数 Ｒ 由 ＭＤＰ 环境定义的[１]ꎬ
不受特征 Φ空间约束[１３]ꎬ导致 ＴＶθ ＝Ｒ＋γＰＶθ 不在特征

空间中ꎬ带近似估计的算子 Ｔ 不满足压缩映射ꎬ即

Ｖθ≠ＴＶθꎮ 采用一个投影算子 Ｆ 将 ＴＶθ 投影回特征空

间[１９]ꎬ如图 １ 所示ꎮ
　 　 Ｂｅｌｌｍａｎ 算子作用于 Φ 平面上的价值函数ꎬ得到一

个平面外的价值函数ꎬ接着被投影算子 Ｆ 投影回来 Φ
平面上ꎮ 如果投影算子 Ｆ 合适的话ꎬ不断迭代地重复该

过程ꎬ会在 Φ 平面上收敛于投影不动点解ꎬ即Ｖｎ＋１
θ ＝

ＦＴＶｎ
θꎮ 整个迭代过程如图 ２ 所示ꎮ
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图 ２　 Ｖθ 收敛于不动点
Ｆｉｇ.２　 Ｖθ ｃｏｎｖｅｒｇｅｓ ａｔ ｔｈｅ ｆｉｘｅｄ ｐｏｉｎｔ

　 　 从不动点视角出发ꎬ如何准确近似评估值函数问题

的关键是构造合适的值函数投影不动点的解ꎮ
ＴＤ 不动点等价于[２１]:ｍｉｎθ‖Ｖθ －ΠＴＶθ‖２

Ｄꎬ其中ꎬ
ΠＴＶθ 是用正交投影 Π 将 ＴＶθ 投影回到 Φ 平面上的映

射点ꎬΠ＝Φ (ΦＴＤΦ) －１ΦＴＤꎮ 利用最小二乘的方法对其

进行求解ꎬ得到 ＴＤ 不动点的解:
θＴＤ ＝(ＡＴＤꎬＤρ

) －１ｂＴＤꎬＤρ
＝[ΦＴ(Φ－γΦ′)] －１ΦＴＲꎬ

ＡＴＤꎬＤρ
＝ΦＴＤρ(Ｉ－γＰ)Φꎬ

ｂＴＤꎬＤρ
＝ΦＴＤρＲꎬ

式中 Ｄρ 表示状态分布ꎮ
ＢＲ 不动点[１１] 是另一类不动点ꎮ 其通过最小化

Ｂｅｌｌｍａｎ 残差来进行求解ꎬ即ꎬ
ｍｉｎθ‖ＴπＶ^－Ｖ^‖ꎬ

作为 ＢＲ 不动点的典型代表ꎬＲＧ 算法通过梯度下降直接

最小化加权 Ｂｅｌｌｍａｎ 误差ꎬ迭代为:
θｎ＋１ ＝(Ｉ＋αＡＢＲꎬＤρ

)θｎ＋αｂＢＲꎬＤρ
ꎬ

式中ꎬ
ＡＢＲꎬＤρ

＝ΦＴ(Ｉ－γＰ) ＴＤρ(Ｉ－γＰ)Φꎬ ｂＢＲꎬＤρ
＝ΦＴ(Ｉ－γＰ) ＴＤρＲꎮ

如果 ＡＢＲꎬＤρ
可逆ꎬ则迭代式存在唯一的极限ꎬ则可以直接通过最小二乘方法的方式求解 θꎮ 所得到的

解为

θＢＲꎬＤρ
＝(ＡＢＲꎬＤρ

) －１ｂＢＲꎬＤρ
＝(ΦＴ(Ｉ－γＰ) ＴＤρ(Ｉ－γＰ)Φ) －１ΦＴ(Ｉ－γＰ) ＴＤρＲꎮ

ＢＲ 不动点可以写成 Ｖθ ＝ΠＢＲＴπＶθꎬ ΠＢＲ ＝Φ ((Φ－γΦ′) ＴＤΦ) －１(Φ－γΦ′) ＴＤꎮ
１.３　 强化学习中的 ｎ 步自举法

在基于蒙特卡洛的更新中ꎬｖπ(Ｓｔ)的估计值会沿着完整回报的方向进行更新ꎬ即
Ｇｔ≐Ｒｔ＋１＋γＲｔ＋２＋γ２Ｒｔ＋３＋􀆺＋γＴ－ｔ－１ＲＴꎬ (６)

式中:Ｔ 是终止状态的时刻ꎻＧｔ 是累积收益ꎬ也即回报ꎮ
不同于蒙特卡洛更新中的目标 Ｇｔꎬ在单步时序差分更新中的目标是即时收益加上后继状态的价值函数

估计值乘以折扣系数ꎬ称之为单步回报ꎬ即
Ｇｔ:ｔ＋１≐Ｒｔ＋１＋γＶｔ(Ｓｔ＋１)ꎬ (７)

式中Ｖｔ:Ｓ→Ｒ 是在 ｔ 时刻 ｖπ 的估计值ꎮ Ｇｔ:ｔ＋１的下标表示这是一种截断回报ꎬ它由当前时刻 ｔ 到时刻 ｔ＋１ 的

累积收益和折后回报 γＶｔ(Ｓｔ＋１)组成ꎬ其中 γＶｔ(Ｓｔ＋１)替代了完整回报中的 γＲｔ＋２＋γ２Ｒｔ＋３＋􀆺＋γＴ－ｔ－１ＲＴꎮ
这种想法也能扩展到 ｎ 步的情况ꎮ 更新的目标是 ｎ 步回报[１９]:

Ｇｔ:ｔ＋ｎ≐Ｒｔ＋１＋γＲｔ＋２＋􀆺＋γｎ－１Ｒｔ＋ｎ＋γｎＶｔ＋ｎ－１(Ｓｔ＋ｎ)ꎬ (８)
式中ꎬｎ≥１ꎬ０≤ｔ<Ｔ－ｎꎮ

在最坏的情况下ꎬ采用 ｎ 步回报的期望值作为对 ｖπ的估计可以保证比 Ｖｔ＋ｎ－１更好ꎮ 根据这个误差减少性

质ꎬ可以证明所有的 ｎ 步时序差分方法在合适的条件下都能收敛到正确的预测ꎮ ｎ 步时序差分方法也存在

着另一个优秀的性质ꎬ它是对单步时序差分法的拓展和衍生ꎬ单步时序差分方法和蒙特卡洛方法是 ｎ 步时序

差分方法两个极端特例ꎮ
１.４　 ＣＢＭＰＩ 算法

２０１５ 年ꎬＳｃｈｅｒｒｅｒ 猜想ꎬ好的策略比相应的价值函数能让智能体表现得更好ꎬ也更容易学习ꎮ 因此ꎬ
Ｓｃｈｅｒｒｅｒ 认为应该在策略空间中搜索 ＡＤＰ 算法ꎬ而不是在值函数空间中搜索更传统的 ＡＤＰ 算法ꎮ Ｓｃｈｅｒｒｅｒ
提出了基于分类的改进策略迭代算法(ｃｌａｓｓｉｆｉｃａｔｉｏｎ￣ｂａｓｅｄ ｍｏｄｉｆｉｅｄ ｐｏｌｉｃｙ ｉｔｅｒａｔｉｏｎꎬ ＣＢＭＰＩ) [２２]ꎮ

ＣＢＭＰＩ 算法是一种计算马尔可夫决策过程最优策略和最优值函数的迭代算法ꎮ 算法的核心是回归器
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和分类器ꎮ
回归器是指对值函数使用线性函数逼近ꎬ即 ｖ^ｋ( ｓ( ｉ) )＝ ϕ( ｓ( ｉ) )θꎬ其中 ϕ(􀅰)和 θ 为特征向量和权重向

量ꎬ将经验误差Ｌ^ Ｆ
ｋ ( μ^ꎻｖ)＝

１
Ｎ ∑

Ｎ

ｉ ＝０
( ｖ^ｋ( ｓ( ｉ) ) －ｖ( ｓ( ｉ) )) ２作为最小化目标ꎬ采用标准最小二乘法获得表现良好

的 θꎮ
分类器训练集大小为 Ｎꎬ输入为 ｓ( ｉ) ∈Ｄ′ｋꎬ输出(ｍａｘａＱ^ｋ( ｓ( ｉ)ꎬａ) － Ｑ^ｋ( ｓ( ｉ)ꎬａ１)ꎬ􀆺ꎬｍａｘａＱ^ｋ( ｓ( ｉ)ꎬａ) －

Ｑ^ｋ(ｓ( ｉ)ꎬａ ｜Ａ ｜ ))ꎮ ＣＢＭＰＩ 算法使用 πｗ(ｓ)＝ ａｒｇｍａｘａψ(ｓꎬａ) Ｔｗ 这种形式的策略ꎬ其中 ψ 是策略特征向量(可

能不同于值函数的特征向量 ϕ)ꎬｗ∈Ｂ 是策略参数向量ꎮ 通过最小化经验误差Ｌ^ Π
ｋ ( μ^ꎻπｗ)ꎬ采用协方差矩

阵自适应进化策略(ＣＭＡ￣ＥＳ)算法ꎮ
１.５　 最优解逼近技术

贝叶斯优化是最优解逼近技术ꎬ是一种十分有效的全局优化算法ꎬ目标是找到全局最优解ꎮ 贝叶斯优

化方法在设计类问题上广泛应用ꎮ 通过设计恰当的概率代理模型和采集函数ꎬ贝叶斯优化框架只需经过少

数次目标函数评估即可获得理想解ꎬ非常适用于求解目标函数表达式未知、非凸、多峰和评估代价高昂的复

杂优化问题[２３]ꎮ

定理 １　 贝叶斯定理 ｐ( ｆ ｜ Ｄ１:ｔ)＝
ｐ(Ｄ１:ｔ ｜ ｆ)ｐ( ｆ)

ｐ(Ｄ１:ｔ)
ꎬ式中:ｆ 为黑箱函数ꎻＤ１:ｔ为已观测点的集合用ꎬＤ１:ｔ ＝

{(ｘ１ꎬｙ１)(ｘ２ꎬｙ２)􀆺(ｘｔꎬｙｔ)}ꎻｙｔ为观测值ꎬｙｔ ＝ ｆ(ｘｔ) ＋εｔꎬ其中ｘｔ为决策向量ꎬεｔ为观测误差ꎻｙ 的似然估计为

ｐ(Ｄ１:ｔ ｜ ｆ)ꎬ在观测的过程中必然会存在着无法避免的误差ꎬ将此误差命名为“噪声”ꎻｐ( ｆ)为对黑箱函数状态

的假设ꎻｐ(Ｄ１:ｔ)为边际化 ｆ 的边际似然分布或者“证据”ꎻｐ( ｆ ｜Ｄ１:ｔ)表示 ｆ 的后验概率分布ꎮ 贝叶斯优化框

架主要包含概率代理模型和采集函数两个核心部分ꎮ
集成学习是一种机器学习技术[２４]ꎬ基本思想是通过组合多个不同的学习算法来构建一个更加强大和稳

健的分类器或回归器ꎬ提高预测准确性和鲁棒性ꎬ用于解决各种机器学习问题ꎬ例如分类、回归、聚类等ꎮ 集

成学习中学习算法可以是同质的(如同种类型的决策树)或异质的(如不同类型的分类器)ꎮ 最常用的集成

学习方法包括 Ｂａｇｇｉｎｇ、Ｂｏｏｓｔｉｎｇ 和 Ｓｔａｃｋｉｎｇ 等ꎮ
Ｂａｇｇｉｎｇ(ｂｏｏｔｓｔｒａｐ ａｇｇｒｅｇａｔｉｎｇ)是一种基于 Ｂｏｏｔｓｔｒａｐ 采样技术的集成学习方法ꎮ 在 Ｂａｇｇｉｎｇ 中ꎬ从训练

数据集中随机有放回地抽取 ｎ 条样本ꎬ组成一个新的训练数据集ꎮ 用这个新的训练数据集训练多个基础模

型ꎬ将预测结果进行投票或平均得到最终的预测结果ꎮ Ｂａｇｇｉｎｇ 算法能提高模型准确率和稳定性ꎬ降低结果

的方差避免过拟合发生ꎻ减少噪音ꎬ体现样本真实的分布情况ꎮ

２　 广义不动点的构造与逼近

现存的不动点解都不是最优的ꎬ什么样的强化学习不动点解更优ꎬ如何表达并逼近最优解是强化学习

发展至今不得不直面的两个问题ꎮ
为解决上述问题ꎬ提出广义不动点解的构造ꎬ使用贝叶斯优化技术进行搜索和优化以逼近最优解ꎬ使用

集成学习寻找更高质量的解ꎮ
２.１　 广义不动点解的构造

广义不动点解的模型设计包括两个方面:从准确性角度出发ꎬ提出基于 ｎ 步自举法的不动点解扩展ꎻ从
投影角度出发ꎬ提出了基于线性插值法的不动点解构造ꎮ

ＴＤ 不动点和 ＢＲ 不动点都是基于单步回报ꎮ 单步方法只考虑当前状态下的最优动作ꎬ忽略了未来状态

和行动对当前状态下的影响ꎬ这使得一定程度上会存在着误差问题ꎬ容易对未来的预测不准确和受到随机

性的影响ꎬ对于随机环境中的强化学习任务ꎬ可能会产生偏差ꎮ 基于上述原因ꎬ广义不动点的模型设计的第

一步是考虑使用强化学习中的 ｎ 步自举法对 ＴＤ 不动点和 ＢＲ 不动点进行优化ꎬ将 ＴＤ 不动点和 ＢＲ 不动点

从单步扩展到多步ꎮ
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　 　 从统一的投影角度来理解 ＴＤ 不动点和 ＢＲ 不动点ꎮ ＴＤ 不动点是用正交投影 ΠＴＤ将 ＴＶθ 投影到 Φ 空

间ꎬ而 ＢＲ 不动点则是用投影 ΠＢＲ将 ＴＶθ 投影到 Φ空间ꎮ ΠＴＤ和 ΠＢＲ都满足斜投影的通项公式ꎬ可以看作是

特殊的斜投影ꎮ 从投影角度出发ꎬ广义不动点的模型设计的第二步考虑用线性插值的方式对 ＴＤ 不动点和

ＢＲ 不动点进行加权求和ꎬ将投影的方向一般化ꎬ使新的方向更接近最优投影方向ꎮ 除了这一动机ꎬ还考虑

另一个原因ꎮ ＴＤ 不动点算法倾向于产生比 ＢＲ 不动点算法更好的策略ꎮ 这一特性的获得是以牺牲算法的

稳定性为代价的ꎬ即无法稳定收敛ꎮ ＢＲ 不动点算法可以保证收敛到 ＢＲ 不动点ꎬ不如 ＴＤ 不动点算法预测

准确ꎬ这二者都不是最优解ꎮ
基于上述原因ꎬ提出了广义不动点解的构造ꎮ
广义不动点通过线性插值的方法结合了 ＴＤ 不动点、ＢＲ 不动点和 ｎ 步方法ꎬ即

ＡＧ ＝βＡｎ
ＢＲ＋(１－β)Ａｎ

ＴＤꎬ (９)
ｂＧ ＝βｂｎ

ＴＤ＋(１－β)ｂｎ
ＴＤꎬ (１０)

整理一下ꎬ得
ＡＧ ＝ΦＴ(Ｉ－βγＰｎ) ＴＤρ(Ｉ－γＰｎ)Φꎬ (１１)

ｂＧ ＝ΦＴ(Ｉ－βγＰｎ) ＴＤρＲｎꎬ (１２)
式中 Ｒｎ ＝Ｒ１＋γＲ２＋􀆺＋γｎ－１Ｒｎꎮ

广义不动点的最小二乘解为

θＧ ＝(ＡＧ)
－１ｂＧ ＝(ΦＴ(Ｉ－βγＰｎ) ＴＤρ(Ｉ－γＰｎ)Φ) －１ΦＴ(Ｉ－βγＰｎ) ＴＤρＲｎꎮ (１３)

　 　 写成期望的形式ꎬ广义不动点的解与 Ｅπ[δ(ϕ－βγϕｎ) Ｔ] ＝ ０ 等价ꎬ其中ꎬδ ＝ ｒ１＋γｒ２＋􀆺＋γｎ－１ ｒｎ＋γｎｖ( ｓｎ) －
ｖ(ｓ)ꎮ 通过定义可知ꎬ当 β＝ １ 的时候ꎬ广义不动点的解就退化成 ＢＲ 不动点的解ꎬ而当 β ＝ ０ 的时候ꎬ广义不

动点的解就退化成 ＴＤ 不动点的解ꎮ 在独立同分布问题中并且满足一些基本假设条件下ꎬ广义不动点的解

以 １ 的概率收敛到一般斜投影的 Ｂｅｌｌｍａｎ 不动点解[１８]ꎮ
接下来证明这一等式ꎮ Ｖθ ＝Φθꎬ将 Ｅπ[δ(ϕ－βγϕｎ) Ｔ] ＝ ０ 写成矩阵的形式ꎬ可以得到

(Φ－βγΦｎ) ＴＤ(Ｒｎ＋γΦｎθ－Φθ)＝ ０ꎬ (１４)
将含 θ 的项进行合并ꎬ整理得:

(Φ－βγΦｎ) ＴＤρ(Φ－γΦｎ)θ＝(Φ－βγΦｎ) ＴＤρＲｎꎬ
θ＝((Φ－βγΦｎ) ＴＤρ(Φ－γΦｎ)) －１(Φ－βγΦｎ) ＴＤρＲｎꎬ (１５)

式(１５)与广义不动点的最小二乘解形式一致ꎮ
说明 Ｅπ[δ(ϕ－βγϕｎ) Ｔ] ＝ ０ 称之为不动点解的原因ꎮ 根据定义ꎬＥπ[δ(ϕ－βγϕｎ) Ｔ] ＝ ０ 可以进行如下等

价变换:
０＝Ｅπ[δ(ϕ－βγϕｎ) Ｔ] ＝Ｅπ[(ｒ１＋ｒ２＋􀆺＋γｎ－１ｒｎ＋γθＴＥπ[ϕｎ]－θＴϕ)(ϕ－βγϕｎ) Ｔ]ꎬ (１６)

该式等价于:

０＝∑
ｓ
ｄｓ[(ｒ１＋ｒ２＋􀆺＋γｎ－１ｒｎ＋γｖθ(ｓｎ)－ｖθ(ｓ))(ϕ(ｓ)－βγϕ(ｓｎ)) Ｔ]ꎬ (１７)

式中 ｒ１＋ｒ２＋􀆺＋γｎ－１ｒｎ＋γｖθ(ｓｎ)等价于用 ｎ 步算子 Ｔπꎬｎ作用于 Ｖθꎮ 写成向量的形式:
０＝(Φ－βγΦｎ) ＴＤ(ＴπꎬｎＶθ－Ｖθ)ꎬ (１８)

该式等价于

(Φ－βγΦｎ) ＴＤＴπꎬｎＶθ ＝(Φ－βγΦｎ) ＴＤＶθ ＝(Φ－βγΦｎ) ＴＤΦθꎬ (１９)
得到

θ＝((Φ－βγΦｎ) ＴＤΦ) －１(Φ－βγΦｎ) ＴＤＴπꎬｎＶθꎬ (２０)
对等式两边同时左边点乘 Φꎬ可得

Ｖθ ＝Φθ＝Φ((Φ－βγΦｎ) ＴＤΦ) －１(Φ－βγΦｎ) ＴＤＴπꎬｎＶθꎬ (２１)
式中 Φ((Φ－ βγΦｎ ) ＴＤΦ) －１ (Φ－ βγΦｎ ) ＴＤ 与投影的一般形式 ΠＸ ＝ Φ(ＸＴΦ) －１ ＸＴ 一致ꎬ将 Φ((Φ －
βγΦｎ) ＴＤΦ) －１(Φ－βγΦｎ) ＴＤ 记作 ΠＧꎬ故ꎬ

Ｖθ ＝Φθ＝ΠＧＴπꎬｎＶθꎬ (２２)
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Ｅπ[δ(ϕ－βγϕｎ) Ｔ] ＝ ０ 满足不动点解的定义ꎬ可以称其为广义不动点解ꎮ
２.２　 基于广义不动点的 ＣＢＭＰＩ(ｎꎬβ)算法

为了更好将广义不动点应用于实践ꎬ将广义不动点解与 ＣＢＭＰＩ 算法进行结合ꎬ提出了基于广义不动点

的 ＣＢＭＰＩ(ｎꎬβ)算法ꎮ
ＣＢＭＰＩ 算法在训练回归器时ꎬ从一个任意的初始策略π１∈Π 和ｖ０∈Ｆ 开始ꎮ 在每次迭代 ｋ 中ꎬ建立一

个新的 ｖｋꎬ作为 ｎ 步 Ｂｅｌｌｍａｎ 算子(Ｔπｋ)
ｎｖｋ－１在 Ｆ 中的最佳逼近ꎮ 为得到 ｖｋꎬ建立目标函数为(Ｔπｋ)

ｎｖｋ－１的回

归问题ꎮ
通过对 Ｎ 个状态进行独立同分布抽样ꎬ从分布 μ２ 建立一个轨迹集 Ｄｋꎮ 对于任意的ｓ( ｉ)∈Ｄｋꎬ生成一条

长为 ｎ 的轨迹集(ｓ( ｉ)ꎬａ( ｉ)
０ ꎬｒ( ｉ)０ ꎬｓ( ｉ)１ ꎬ􀆺ꎬａ( ｉ)

ｎ－１ꎬｒ( ｉ)ｎ－１ꎬｓ( ｉ)ｎ )ꎬ其中 ａ( ｉ)
ｎ ＝πｋ(ｓ( ｉ)ｎ )ꎬ且 ｒ( ｉ)ｎ 和 ｓ( ｉ)ｎ＋１是由这种行为选择引

起的奖赏和下一个状态ꎮ 计算出[(Ｔπｋ)
ｎｖｋ－１](ｓ( ｉ))的无偏估计 ｖ^ｋ(ｓ( ｉ))ꎬ形式如下:

ｖ^ｋ(ｓ( ｉ))＝ ∑
ｎ－１

ｔ ＝０
γｔｒ( ｉ)ｔ ＋γｎｖｋ－１ｓ( ｉ)ｎ ꎬ (２３)

使用这个无偏估计来建立一个训练集{( ｓ( ｉ)ꎬ ｖ^ｋ( ｓ( ｉ) ))} ｎ
ｉ＝１ꎮ 回归器使用该训练集计算(Ｔπｋ)

ｎｖｋ－１ 的估计

值ꎮ 即

θ＝ ａｒｇｍｉｎ １
Ｎ ∑

Ｎ

ｉ ＝０
( ｖ^ｋ(ｓ( ｉ))－ｖ(ｓ( ｉ))) ２ꎮ (２４)

　 　 ＣＢＭＰＩ 算法通过线性近似方法对值函数进行估计ꎬ使用回归器逼近真实值函数ꎬ形式上等价于 ＦＱＩ 算
法ꎮ 在 ＦＱＩ 算法中ꎬ使用线性估算器并运用最小二乘算法时ꎬθ 收敛于 ＴＤ 不动点ꎮ ＣＢＭＰＩ 算法回归器逼近

的值函数收敛于 ＴＤ 不动点ꎮ
将 ＴＤ 不动点替换成广义不动点ꎮ 本研究提出了基于广义不动点的 ＣＢＭＰＩ(ｎꎬβ)算法ꎬ如算法 １ 所示ꎮ
算法 １　 基于广义不动点的 ＣＢＭＰＩ(ｎꎬβ)算法

输入　 插值参数 βꎬ值函数空间 Ｆꎬ策略空间 Ｈꎬ状态分布 μꎻ
初始化　 π１∈Π 是任意一种策略ꎬｖ０∈Ｆ 是任意值函数ꎻ
ｆｏｒ ｋ＝ １ꎬ２ꎬ􀆺ꎬｄｏ
　 构建一个轨迹样本集合( ｒｏｌｌｏｕｔ ｓｅｔ)Ｄｋ ＝{ｓ( ｉ)} Ｎ

ｉ＝１

　 ｆｏｒ ａｌｌ ｓ( ｉ)∈Ｄｋ ｄｏ

　 　 演绎新的轨迹并且返回 Ｖ^ｋ(ｓ( ｉ))
ｅｎｄ ｆｏｒ
构建一个轨迹样本集合( ｒｏｌｌｏｕｔ ｓｅｔ) Ｄ′ｋ ＝{ｓ( ｉ)} Ｎ′

ｉ＝１

　 　 ｆｏｒ ａｌｌ ｓ( ｉ)∈Ｄ′ｋ和动作 ａ∈Ａ ｄｏ
　 　 　 ｆｏｒ ｊ＝ １ꎬ２ꎬ􀆺ꎬＭ ｄｏ
　 　 　 　 演绎新的轨迹并且返回 Ｒｊ

ｋ(ｓ( ｉ)ꎬａ)
ｅｎｄ ｆｏｒ

　 　 　 Ｑ^ｋ(ｓ( ｉ)ꎬａ)＝
１
Ｍ ∑

Ｍ

ｊ ＝１
Ｒｊ

ｋ(ｓ( ｉ)ꎬａ)

ｅｎｄ ｆｏｒ
　 用回归的方法近似值函数Ｖｋ∈ａｒｇｍｉｎ Ｌ^Ｇ

ｋ ＝‖ΠＸβ
(Ｔπｋ)

ｎＶｋ－１－Ｖ‖２
２ꎬμ

　 用分类的方法近似贪心策略πｋ＋１∈ａｒｇｍｉｎ Ｌ^ｋ

　 ｅｎｄ ｆｏｒ
　 从算法 １ 中可以发现ꎬ在回归器训练中ꎬ值函数 Ｖ 的权重向量 θ 收敛于广义不动点的解:

Ｖｋ∈ａｒｇｍｉｎ Ｌ^Ｇ
ｋ ＝‖ΠＸβ

(Ｔπｋ)
ｎＶｋ－１－Ｖ‖２

２ꎬμꎮ (２５)
对 Ｎ 个初始状态进行独立同分布抽样ꎬ从分布 μ２ 建立一个轨迹集 Ｄｋꎮ 对任意的ｓ( ｉ)∈Ｄｋꎬ进行特征化

处理ꎬ得到 Φ( ｉ)ꎮ 对任意的ｓ( ｉ) ∈Ｄｋ生成一条长为 ｎ 的轨迹集( ｓ( ｉ)ꎬａ( ｉ)
０ ꎬｒ( ｉ)０ ꎬｓ( ｉ)１ ꎬ􀆺ꎬｓ( ｉ)ｔ ꎬａ( ｉ)

ｔ ꎬｒ( ｉ)ｔ ꎬ􀆺ꎬａ( ｉ)
ｎ－１ꎬ

ｒ( ｉ)ｎ－１ꎬｓ( ｉ)ｎ )ꎬ式中ꎬａ( ｉ)
ｔ ＝πｋ(ｓ( ｉ)ｔ )ꎬπｋ 由策略参数 ｗｋ 产生ꎬｒ( ｉ)ｔ 是由 ａ( ｉ)

ｔ 引起的奖赏ꎮ 对任意一条轨迹ꎬ Ｔｅｔｒｉｓ
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游戏中ꎬγ＝ １ꎬ得到 ｒ( ｉ)＝ ｒ( ｉ)０ ＋ｒ( ｉ)１ ＋􀆺＋ｒ( ｉ)ｎ－１ꎮ 将 Ｎ 条 Φ( ｉ) 拼接ꎬ得到(Ｎꎬｘ)的矩阵 Φ＝ (Φ(１) Φ(２) 􀆺 Φ(Ｎ) ) Ｔꎮ
其中 ｘ 是特征的数量ꎮ 将 Ｎ 条 Φ( ｉꎬｎ)拼接ꎬ得到(Ｎꎬｘ)的矩阵 Φｎ ＝ (Φ(１ꎬｎ) Φ(２ꎬｎ)􀆺 Φ(Ｎꎬｎ) ) Ｔꎮ 将 Ｎ 条 ｒ( ｉ)拼
接ꎬ得到(Ｎꎬ１)的向量 Φｎ ＝(ｒ(１) ｒ(２)􀆺 ｒ(Ｎ)) Ｔꎮ

根据 ２.１ 节的推导ꎬ基于广义不动点解的值函数权重向量 θ 的最小二乘形式为:
θＧ ＝((ΦＴ－βΦｎ) Ｔ(ΦＴ－Φｎ)) －１(ΦＴ－βΦｎ) ＴＲｎꎬ (２６)

ＣＢＭＰＩ(ｎꎬβ)算法分类器训练和 ＣＢＭＰＩ 算法类似ꎬ不再赘述ꎮ
２.３　 逼近最优解

由 ２.１ 节可知ꎬ为了解决偏差问题和减少误差ꎬ综合 ＴＤ 不动点、ＢＲ 不动点、ｎ 步方法各自的优点ꎬ构造

了广义不动点的解以逼近真实值函数ꎮ
基于广义不动点解的一般表达式ꎬ需要优化参数(ｎꎬβ)ꎮ 不同的(ｎꎬβ)对应的解各不相同ꎬ表现出效果

也会不同ꎮ 针对特定问题进行搜索和优化以逼近最优解ꎬ找到更好次优解ꎬ是接下来面临的重要问题ꎮ
网格搜索法会增加计算开销ꎬ效率不高ꎮ 若想减小时间成本ꎬ需要增大步长ꎬ这又会使得算法效果无法

得到保证ꎬ可能会有所“遗漏”ꎮ 网格搜索法不适用于广义不动点解参数优化这一问题ꎮ
参数优化问题的第二种常见解决办法为梯度下降法ꎮ 广义不动点参数优化问题经过建模ꎬ需要优化目

标函数ꎬ无法写出具体的解析式ꎮ 广义不动点嵌套于 ＣＢＭＰＩ 算法中ꎬ给定输入(ｎꎬβ)ꎬ将产生一个环境反馈

的最终得分作为输出ꎬ其它信息未知ꎬ这种优化问题被称为黑盒函数优化问题ꎮ 常见的优化方法ꎬ例如牛顿

法、拟牛顿法、共轭梯度法ꎬ都不适用于广义不动点解参数优化问题ꎬ这些方法都需要可知、可求导的目标

函数ꎮ
进化算法是一类可以解决黑盒函数优化问题的参数优化算法ꎮ 广义不动点解参数优化的优化目标函

数具有以下特点:给定输入(ｎꎬβ)ꎬ不能立即产生一个输出ꎬ经过一定的等待时间才产生输出ꎬ这是由强化学

习和 ＣＢＭＰＩ 算法框架的特性决定的ꎮ 从输入到输出非常耗时ꎮ 在学术上ꎬ人们称具有这种性质的目标函

数为昂贵函数ꎮ 对于这种黑盒昂贵函数参数优化问题ꎬ研究人员无法知道最终的结果与待优化参数之间的

直接联系ꎮ 进化算法一般是基于种群的搜索方法ꎬ有时候为了得到目标函数的极值ꎬ需要进行上千次的评

价推演ꎮ 广义不动点解参数优化的优化目标函数是昂贵的ꎬ时间成本较大ꎮ 进化算法效率低下ꎬ仍然不适

用于解决该问题ꎮ
贝叶斯优化算法能解决黑盒昂贵函数优化问题ꎬ利用数据驱动优化的思想ꎬ在迭代优化过程中利用已

评价过的解的信息ꎬ构建出一个代理模型ꎬ利用该代理模型逼近真实的目标函数ꎮ 代理模型可以每次迭代

过程中预测哪些解是潜在最优解ꎬ用真实的目标函数去评价这些潜在最优解ꎬ减少目标函数的评价次数ꎬ大
大提高了效率ꎮ 贝叶斯优化算法进行搜索和优化ꎬ寻找表现良好的(ｎꎬβ)以逼近最优解ꎮ 贝叶斯优化寻找

(ｎꎬβ)的算法如算法 ２ 所示ꎮ
算法 ２　 贝叶斯优化寻找 β 算法

输入　 初始化点个数 ｎ０ꎬ最大迭代次数 Ｎꎬ代理模型 ｇ(β)ꎬ采集函数 α(ｘ ｜Ｄ)ꎻ
输出　 最优候选评估点:{β∗ꎬｙ∗}ꎻ
ｆｏｒ ｔ＝ １ꎬ２ꎬ􀆺ꎬｄｏ
　 最大化采集函数ꎬ得到下一个评估点:βｔ ＝ ａｒｇｍａｘβ∈χα(β ｜Ｄ１:ｔ－１)
　 ｆ(βｔ)＝ 基于广义不动点的 ＣＢＭＰＩ(ｎｔꎬβｔ)的测试得分函数

　 评估目标函数值 ｙｔ ＝ ｆ(βｔ)＋εｔꎮ
　 将新的观测数据{βｔꎬｙｔ}加入到 Ｄｔ 集合当中ꎬ更新概率代理模型ꎮ
ｅｎｄ ｆｏｒ

２.４　 更高质量的解

不同的(ｎꎬβ)对应的解各不相同ꎬ表现出的效果也不同ꎮ 针对特定问题找到更高质量的解以逼近最优

解ꎬ是接下来亟待解决的问题ꎮ
贝叶斯优化可以搜寻到表现优异的多组(ｎꎬβ)ꎬ每组(ｎｉꎬβｉ)的模型对应一组策略参数 θｉꎮ 考虑对表现

最好的前 ｍ 组 θｉ 进行集成学习ꎬ找到更高质量的解ꎮ
用集成学习算法寻找更高质量的解分成两种方案ꎬ分别为策略集成和值函数集成ꎮ 其中ꎬ策略集成是

对不同 θｉ 生成的不同策略 πｉ 进行集成ꎮ 值函数集成是对不同 θｉ生成的 θｉ表进行集成ꎮ 策略集成算法如图
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３ 所示ꎮ

图 ３　 策略集成示意图
Ｆｉｇ.３　 Ｐｏｌｉｃｙ ｉｎｔｅｇｒａｔｉｏｎ ｄｉａｇｒａｍ

　 　 每组 θｉ 都能产生一张 Ｑｉ 表ꎬＱｉ 表是一个二维数组ꎬ其中行表示智能体所处的状态ꎬ列表示智能体可以

采取的行动ꎮ 在每个状态 ｓ 下ꎬＱｉ 表存储了每个行动的 Ｑｉ( ｓꎬａｊ)ꎬ即智能体采取该行动可以获得的预期回

报ꎬＱｉ(ｓꎬａｊ)＝ ϕ(ｓꎬａｊ)θｉｉꎬ式中ꎬａｊ 是状态 ｓ 的一个可用动作ꎬϕ(ｓꎬａｊ)是状态 ｓ 和动作 ａｊ 的特征向量ꎮ 根据

Ｑｉ 表得到当状态为 ｓ 的策略ꎬ即 ａｉ ＝ ａｒｇｍａｘａＱｉ(ｓꎬａ)ꎮ ｍ 组 θｉ 对应 ｍ 组策略 ａｉꎬ对 ｍ 组 ａｉ 做集成ꎬ集成方

式基于投票决定ꎬ根据少数服从多数原则ꎬ选择出现次数最多的动作作为 ａｅｎｓｅｍｂｌｅꎮ
　 　 算法 ３　 分类 Ｂａｇｇｉｎｇ 算法逼近最优解

输入　 贝叶斯优化逼近最优解算法中表现最好的 ｍ 个 βꎬ状态 ｓ∈Ｓꎻ
输出　 集成策略 ａｅｎｓｅｍｂｌｅꎻ
ｆｏｒ ｔ＝ １ꎬ２ꎬ􀆺ꎬｄｏ
　 Ｑｉ ＝基于广义不动点的 ＣＢＭＰＩ(β)的 Ｑ
　 根据 Ｑｉ 表得到策略 πｉꎬａｉ ＝πｉ(ａ ｜ ｓ)
ｅｎｄ ｆｏｒ
对于 ｍ 个回归模型 Ｃ１ꎬＣ２ꎬ􀆺ꎬＣｍꎬ每一个模型投票决定ꎬ少数服从多数原则ꎬ选择出现次数最多的动作

作为 ａｅｎｓｅｍｂｌｅꎮ 值函数集成如图 ４ 所示ꎮ

图 ４　 值函数集成示意图
Ｆｉｇ.４　 Ｖａｌｕｅ ｆｕｎｃｔｉｏｎ ｉｎｔｅｇｒａｔｉｏｎ ｄｉａｇｒａｍ

　 　 ｍ 组 θｉ 对应 ｍ 张 Ｑｉ(ｓꎬａ)表ꎬ对 ｍ 张 Ｑｉ(ｓꎬａ)表做集成ꎬ即将 ｍ 张 Ｑｉ(ｓꎬａ)表的同一位置做平均ꎬ得到

Ｑｅｎｓｅｍｂｌｅ(ｓꎬａ)表ꎬ根据 Ｑｅｎｓｅｍｂｌｅ(ｓꎬａ)表得到策略ꎬ即:ａ＝ ａｒｇｍａｘａＱｅｎｓｅｍｂｌｅ(ｓꎬａ)ꎮ 值函数集成算法如下所示:
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算法 ４　 回归 Ｂａｇｇｉｎｇ 算法逼近最优解

输入　 贝叶斯优化逼近最优解算法中表现最好的 ｍ 个 β:状态 ｓ∈Ｓꎻ
输出　 集成值函数 Ｑｅｎｓｅｍｂｌｅ和集成策略 ａｅｎｓｅｍｂｌｅꎻ
ｆｏｒ ｔ＝ １ꎬ２ꎬ􀆺ꎬｄｏ
　 Ｑｉ ＝基于广义不动点的 ＣＢＭＰＩ(β)的 Ｑ
ｅｎｄ ｆｏｒ
Ｑｅｎｓｅｍｂｌｅ ＝ ａｖｅｒａｇｅ(Ｑ１ꎬＱ２ꎬ􀆺ꎬＱｍ)
根据 Ｑｅｎｓｅｍｂｌｅ表得到策略 πꎬ ａ＝πｉ(ａ ｜ ｓ)

３　 试验验证与结果分析

通过试验证明多步 ＴＤ 不动点的解和多步 ＢＲ 不动点的解不是值函数的最优近似解ꎮ 证明提出的广义

不动点的解比上述两种解更优ꎮ
１０×１０ 的 Ｔｅｔｒｉｓ 游戏相对于 １０×２０ 的 Ｔｅｔｒｉｓ 游戏具有更少状态空间ꎬ更快地训练出稳定的策略ꎬ更加紧

凑ꎬ可以更容易地观察和调试每一个状态和行为ꎬ本研究采用 １０×１０ 规模的 Ｔｅｔｒｉｓ 游戏作为试验环境ꎮ
Ｔｅｔｒｉｓ 是一个测试不同强化学习算法的理想环境ꎮ Ｔｅｔｒｉｓ 有一个明确的目标:消除方块以获得高分ꎮ 这使得

强化学习的目标明确ꎬ使得智能体在游戏中获得积极反馈ꎮ Ｔｅｔｒｉｓ 游戏的状态动作空间较小ꎬ复杂性很高ꎬ
使得智能体需要学习采取不同决策来达到最佳得分ꎮ

目前有多种算法应用于 １０×１０ 的 Ｔｅｔｒｉｓ 游戏环境ꎬ表现优异ꎮ 典型代表为 １.４ 节介绍的 ＣＢＭＰＩ 算法ꎬ
其回归器值函数收敛于 ＴＤ 不动点ꎬ能够得到 ４ ２００ 分ꎮ 笔者在复现原论文的时候ꎬ无法得到如此高的分数ꎬ
只能得到 ３ ４８４.７６ 分ꎬ故在后续对比试验中ꎬ采取 ３ ４８４.７６ 分作为 ＣＢＭＰＩ 的实际结果ꎬ以作对比ꎮ 文献

[２５]提出的 Ｍ￣ｌｅａｒｎｉｎｇ 算法ꎬ能达到 ８ ０００ 分ꎮ 该算法具体分为值函数评估和策略改进两步ꎮ 在值函数评

估模块ꎬ采用多步截断回报作为近似目标ꎬ在策略改进模块ꎬ采用多分类回归的方法得到优秀的策略ꎮ 笔者

在阅读该论文源代码时ꎬ发现该论文的试验环境并非传统意义上的 Ｔｅｔｒｉｓ 游戏环境ꎬ而是新式 Ｔｅｔｒｉｓ 游戏环

境ꎬ即下落棋子并非传统意义上的随机产生ꎬ是有“组”的概念ꎬ每组方块由 ７ 个随机选择的方块组成ꎬ按照

固定的顺序下落ꎬ每组之间的方块类型各不相同ꎮ 当采用传统的 Ｔｅｔｒｉｓ 游戏作为试验环境后ꎬＭ￣ｌｅａｒｎｉｎｇ 算

法只能得到 ２ ３００ 分左右ꎮ
３.１　 Ｔｅｔｒｉｓ 游戏介绍

Ｔｅｔｒｉｓ 游戏[２６]———“俄罗斯方块”游戏ꎬ是一款著名的电脑游戏ꎬ最初由俄罗斯数学家阿列克谢􀅰帕基

特诺夫(Ａｌｅｘｅｙ Ｐａｊｉｔｎｏｖ)编写ꎬ随后在几乎所有电脑和游戏平台上发布ꎮ 棋盘大小通常有 １０×１０ 和 １０×２０
两种规模ꎬ试验中ꎬ选取了 １０×１０ 的规模ꎮ

在 Ｔｅｔｒｉｓ 游戏中有 ７ 种棋子分别被标记为“Ｏ”、“Ｊ”、“Ｌ”、“Ｚ”、“Ｓ”和“Ｔ”ꎮ 游戏规则如下:玩家控制从

棋盘顶部落到底部的棋子的方向和水平位置ꎬ通过消除完整的水平线的方式来得分ꎬ这些线被移出游戏ꎬ使
位于更高位置的棋子向下移动ꎮ 倘若玩家在放置一个棋子ꎬ棋子落下之后所在的高度已经超过了棋盘的高

度ꎬ那么此时游戏结束ꎮ
为了完成 Ｔｅｔｒｉｓ 游戏的试验框架ꎬ需要具体化第 １ 章中提到的马尔可夫决策过程中的元素ꎬ方便后续工

作的展开ꎮ 通过对元组‹ＳꎬΦꎬＶꎬＱꎬＡꎬπꎬＲꎬＰꎬγ›的解释来简单说明这一过程ꎮ
状态 Ｓ 指棋盘局面ꎮ 值得注意的是状态 Ｓ 包含了下落棋子的信息ꎮ 由于每个方格只有两种状态 ０ 或者

１ꎬ二进制数据本身信息量不大ꎬ需要将 Ｓ 转换为更能表示环境状态的特征 Φꎮ
特征 Φ是对游戏中出现的与游戏得分密切相关的棋盘形状的统称ꎬ通过特征函数ꎬ可以对游戏棋盘的

一些有意义的特征进行数值计算ꎮ 常见特征集如下:
(１) Ｄｅｌｌａｃｈｅｒｉｅ￣ ｔｈｉｅｒｙ (Ｄ￣Ｔ) Ｆｅａｔｕｒｅｓ:该集合包含了 Ｄｅｌｌａｃｈｅｒｉ 的 ６ 个特征与 Ｔｈｉｅｒｙ 在 ２００９ 年提出的

３ 个特征[２７￣２８]ꎮ 值得注意的是ꎬ这是最常见的俄罗斯方块的特征集ꎬ具体见表 １ꎮ
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表 １　 Ｄ￣Ｔ 的特征
Ｔａｂｌｅ １　 Ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ ｏｆ Ｄ￣Ｔ

特征 　 　 　 　 　 　 　 描述

Ｌａｎｄｉｎｇ ｈｅｉｇｈｔ 一个方块被消除后ꎬ棋盘重心距离底部的距离

ＥｒｏｄｅｄＰｉｅｃｅＣｅｌｌｓ 下落一个方块之前ꎬ每一列中已经有多少个方块被填充

ＲｏｗＴｒａｎｓｉｔｉｏｎｓ 相邻行的状态转换数(从空到满或从满到空)
Ｃｏｌｕｍｎｔｒａｎｓｉｔｉｏｎｓ 相邻列的状态转换数(从空到满或从满到空)

Ｈｏｌｅｓ 孔的数量(至少被一个满格盖住的空白方格)
ＢｏａｒｄＷｅｌｌｓ 井的深度连加和(左右两边均不空的列为井)
ＨｏｌｅＤｅｐｔｈ 所有孔的高度之和

ＲｏｗｓＷｉｔｈＨｏｌｅｓ 含有孔的列数之和

Ｄｉｖｅｒｓｉｔｙ 各列形状的差异值

　 　 (２) ＲＢＦ 高度特征:这 ５ 个新特征定义为:ｅｘｐ [( － ｜ ｃ－ｉｈ / ４ ｜ ２) / (２(ｈ / ５) ２)]ꎬ其中 ｃ 是列的平均高度ꎬ
ｈ＝ １０ꎬ是棋盘的总行数ꎮ

Ｔｅｔｒｉｓ 游戏状态数量巨大ꎬ值函数近似是最佳选择ꎮ Ｔｅｔｒｉｓ 游戏的值函数定义为:

Ｖθ(ｓ)＝ θＴϕ(ｓ)＝∑
ｉ
ϕｉ(ｓ)θｉꎬ

式中 ϕｉ(ｓ)表示状态 ｓ 的特征ꎬθ 是特征权重ꎮ
动作状态价值函数 Ｑ(ｓꎬａ)定义为:

Ｑ(ｓꎬａ)＝ ｗＴψ(ｓꎬａ)＝∑
ｉ
ψｉ(ｓꎬａ)ｗｉꎬ

动作价值函数的含义为在 ｓ 局面下进行了动作 ａ 到达局面 ｓ′这一事件的好坏ꎮ ψ(ｓꎬａ)描述的是 ｓ 局面下进

行了动作 ａ 到达局面 ｓ′这一事件的特征ꎬ它与 ϕ(ｓ′)可以相同ꎬ也可以不相同ꎮ
Ａ 指当前局面下ꎬ棋子出现时能进行的动作的集合ꎬ包括数次的旋转和平移ꎮ ７ 种棋子各自的动作集合

不相同ꎮ
Ｐ(ｓꎬａꎬｓ′)表示进行了动作 ａ 后ꎬ状态 ｓ 转换到下一个状态 ｓ′的概率ꎬ在 Ｔｅｔｒｉｓ 游戏中ꎬ这个概率显然恒

为 １[２８]ꎮ
γ∈[０ꎬ１]为折扣参数ꎬ游戏规则规定所有的分数均在消除满行后立即获得ꎬ未来的奖励值和立即奖励

值等价ꎬγ 恒为 １[２８]ꎮ
π表示智能体的策略ꎬ即 π:Ｓ→Ａꎬ即智能体根据当前的环境状态 ｓ 选择下一步的动作 ａ 的准则ꎮ 在

Ｔｅｔｒｉｓ 游戏中ꎬ策略通常采用贪心策略ꎬ定义为

π(ａ ｜ ｓ)＝ ａｒｇｍａｘ Ｑ(ｓꎬａ)ꎬ (２７)
即在 ｓ 局面下ꎬ每次都采取让 Ｑ(ｓꎬａ)最大的 ａ 作为动作ꎮ

Ｒ(ｓꎬａ)是奖励函数ꎬ表示在状态 ｓ 下进行动作 ａ 所能获得的奖励值ꎮ 在 Ｔｅｔｒｉｓ 游戏ꎬ这个函数的值等于

一个棋子落下后消除的行数[２８]ꎮ
ＭＤＰ 框架中ꎬ状态由当前棋盘状态加上下落的棋子定义ꎬ动作定义为棋子的可行方向和它可以放置在

棋盘上的可能位置ꎬ奖励的定义是最大化每个状态的期望奖励总和ꎬ与最大化该状态的分数相一致ꎮ Ｔｅｔｒｉｓ
的状态空间很大ꎬ使用值函数线性近似方案ꎬ尝试从游戏训练中调整值函数参数(即权重)ꎮ
３.２　 试验设置和结果分析

ＣＢＭＰＩ (β)设定 β 为[０ꎬ１]ꎬ贝叶斯搜索的迭代次数为 １０ꎮ 为保证试验的准确性ꎬ搜的目标函数为 １００
局 Ｔｅｔｒｉｓ 游戏结束时的平均消除行数ꎮ 将 １００ 局 Ｔｅｔｒｉｓ 游戏结束时的平均消除行数记为 σꎬσ 越大ꎬ表示算

法效果越好ꎮ
每次搜索迭代周期内迭代 １０ 次ꎮ 每次迭代都会训练回归器和分类器ꎬ得到一组评估权重和策略权重ꎮ

其中ꎬ演绎轨迹长度采用 ＣＢＭＰＩ 中的最优参数 ｎ＝ ５ꎬ一共采集 Ｎ＝ ４２ ０００ 条样本数据ꎬ初始值函数参数设为

θ＝(０ ０ 􀆺 ０) Ｔꎬ随机选取初始策略 π１ꎬＣＭＡ￣ＥＳ 参数(分类器参数)设置为 ζ ＝ ０.５ 和 η ＝ ０ꎮ 在回归器训练

中ꎬ特征化方法为 Ｄ￣Ｔ 特征加上 ５ 个 ＲＢＦ 特征ꎬ在分类器训练中ꎬ特征化方法为 Ｄ￣Ｔ 特征[２２]ꎮ
通过大量试验ꎬ得到几组平均分数较的 β 值ꎬ具体如表 ２ 所示ꎮ
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表 ２　 广义不动点中表现优异的几组 β 极其对应的平均分数
Ｔａｂｌｅ ２　 Ｓｅｖｅｒａｌ ｇｒｏｕｐｓ ｏｆ β ｗｉｔｈ ｈｉｇｈ ｐｅｒｆｏｒｍａｎｃｅ ｉｎ ｇｅｎｅｒａｌｉｚｅｄ ｆｉｘｅｄ ｐｏｉｎｔｓ ａｎｄ ｔｈｅｉｒ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ａｖｅｒａｇｅ ｓｃｏｒｅｓ

方法 σ
广义不动点(ｎ＝ ５ꎬ β＝ ０.４１) ４ ００６.８１
广义不动点(ｎ＝ ７ꎬ β＝ ０.２１) ４ １３８.４９
广义不动点(ｎ＝ ８ꎬ β＝ ０.９３) ４ １５４.４１
广义不动点(ｎ＝ ５ꎬ β＝ ０.７２) ４ ３８８.３３
广义不动点(ｎ＝ ５ꎬ β＝ ０.３６) ３ １５４.１４

方法 σ
广义不动点(ｎ＝ ２ꎬ β＝ ０.５３) ｅｄ３ ３１９.２６５
广义不动点(ｎ＝ ４ꎬ β＝ ０.２４) ２ ４５８.４
广义不动点(ｎ＝ ６ꎬ β＝ ０.１２) ２ ４７７.８７５
广义不动点(ｎ＝ ８ꎬ β＝ ０.９５) ３ ２３３.５９
广义不动点(ｎ＝ ３ꎬ β＝ ０.６７) ３ ３４６.０１

　 　 由表 ２ 中可以看出ꎬ在 ｎ＝ ５ꎬβ＝ ０.７２ 时ꎬ其平均分数为 ４ ３８８.３３ꎬ得分最高ꎬ在接下来的对比试验中ꎬ取
ｎ＝ ５ꎬβ＝ ０.７２ꎮ

ｎ＝ ５ꎬβ＝ ０.７２ꎬ广义不动点算法对应的回归器参数和策略参数如表 ３ 所示ꎮ
表 ３　 广义不动点分数最高的结果对应的回归参数和策略参数

Ｔａｂｌｅ ３　 Ｔｈｅ ｒｅｓｕｌｔｓ ｗｉｔｈ ｔｈｅ ｈｉｇｈｅｓｔ ｇｅｎｅｒａｌｉｚｅｄ ｆｉｘｅｄ ｐｏｉｎｔ ｓｃｏｒｅ ｃｏｒｒｅｓｐｏｎｄｓ ｔｏ
ｔｈｅ ｒｅｇｒｅｓｓｉｏｎ ｐａｒａｍｅｔｅｒｓ ａｎｄ ｓｔｒａｔｅｇｙ ｐａｒａｍｅｔｅｒｓ

特征 价值权重 策略权重

Ｌａｎｄｉｎｇ ｈｅｉｇｈｔ －０.０２７ ６ －３.１４５ ４
Ｅｒｏｄｅ ｐｉｅｃｅ ｃｅｌｌｓ ０.３４７ ６ １.４２５ ９
Ｒｏｗ ｔｒａｎｓｉｔｉｏｎｓ －０.０４６ ０ －２.４５０ ７

Ｃｏｌｕｍｎ ｔｒａｎｓｉｔｉｏｎｓ －０.０４８ ５ －１.２８３ ０
Ｈｏｌｅｓ ０.０９０ ３ －２.８０５ ９

Ｂｏａｒｄ ｗｅｌｌｓ －０.０１３ ６ －２.１２５ ４
Ｈｏｌｅ ｄｅｐｔｈ ０.００７ ５ －１.２５６ ３

特征 价值权重 策略权重

Ｒｏｗｓ / ｈｏｌｅｓ －０.４７５ ８ －１０.３５０ ２
Ｄｉｖｅｒｓｉｔｙ ０.０５１ ５ １.３８７ ２
ＲＢＦ１ ０.８２２ ４
ＲＢＦ２ ２.８５６ ６
ＲＢＦ３ ２.８８６ ８
ＲＢＦ４ ３.７１８ ４
ＲＢＦ５ ４.８４２ ６

　 　 注: 参数 ＲＢＦ１~５ 五个特征只在计算价值函数中使用ꎮ

ＴＤ 不动点(ＣＢＭＰＩ)、ＢＲ 不动点、广义不动点的最高平均分数如表 ４ 所示ꎮ 由表 ４ 可知ꎬ本研究提出的

广义不动点方法得分最高ꎬ能够比 ＣＢＭＰＩ 算法的得分高出 ９０３.５７ 分ꎬ取得了不错的进展ꎮ 广义不动点 ＴＤ
不动点、ＢＲ 不动点、ｎ 步方法各自的优点ꎬ能够解决偏差问题和减少误差ꎮ

表 ４　 ＴＤ 不动点、ＢＲ 不动点、广义不动点的最高平均分数对比
Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｈｉｇｈｅｓｔ ｍｅａｎ ｓｃｏｒｅｓ ａｎｄ ｓｔａｎｄａｒｄ ｄｅｖｉａｔｉｏｎｓ ｏｆ ＴＤ ｆｉｘｅｄ ｐｏｉｎｔꎬ ＢＲ ｆｉｘｅｄ ｐｏｉｎｔꎬ

ａｎｄ ｇｅｎｅｒａｌｉｚｅｄ ｆｉｘｅｄ ｐｏｉｎｔ
方法 σ

ＴＤ 不动点(ＣＢＭＰＩ) ３ ４８４.７６
ＢＲ 不动点 ３ ２５３.５１

广义不动点(β＝ ０.７２) ４ ３８８.３３

对上述表现良好的 ４ 组参数作策略集成和值函数集成ꎬ试验结果见表 ５ꎮ
表 ５　 策略函数集成与值函数集成平均分数

Ｔａｂｌｅ ５　 Ｓｔｒａｔｅｇｙ ｆｕｎｃｔｉｏｎｓ ｉｎｔｅｇｒａｔｅ ｍｅａｎ ｓｃｏｒｅｓ ａｎｄ ｓｔａｎｄａｒｄ ｄｅｖｉａｔｉｏｎｓ ｗｉｔｈ ｖａｌｕｅ ｆｕｎｃｔｉｏｎｓ
项目 参数 １ 参数 ２ 参数 ３ 参数 ４ 策略集成 值函数集成

平均分数 ４ ００６.８１ ４ ４３７.１６ ４ １３８.４９ ４ １５４.４１ ４ ５２６.２９ ４ ５７９.７４

　 　 通过试验结果ꎬ可以看到相较于任何一个参数的结果ꎬ经过策略集成和值函数集成后的平均分数都有

小幅度提高ꎬ可见策略集成和值函数集成起到了作用ꎬ是行之有效的方法ꎮ

４　 结论

线性值函数估计方法是一种基于函数逼近的值函数估计方法ꎮ 在强化学习中ꎬ值函数不能被直接观察

到ꎬ这使得估计问题非常困难ꎮ 不动点的视角为如何准确近似评估线性值函数提供了一种切入点ꎮ 通过定

义一个映射函数来描述值函数的迭代过程ꎬ将值函数的估计转化为寻找该映射函数的不动点的问题ꎮ 通过

迭代计算ꎬ可以逐步逼近该不动点ꎬ得到更准确的值函数估计结果ꎮ 现有的强化学习不动点的解均不是最

优解且均存在各自的缺陷与不足ꎮ
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根据以上分析ꎬ针对什么样的强化学习不动点的解更优这一问题提出了广义不动点解的模型设计以逼

近真实值函数ꎮ 从不动点准确性的角度出发ꎬ提出了基于 ｎ 步自举法的不动点解的扩展ꎻ从投影角度出发ꎬ
提出了基于线性插值法的不动点解的构造ꎮ 给出了相对应的证明和分析ꎮ 将广义不动点的思想应用于成

熟的 ＣＢＭＰＩ 算法框架上ꎬ提出了基于广义不动点的 ＣＢＭＰＩ(ｎꎬβ)算法ꎮ 通过在 Ｔｅｔｒｉｓ 游戏上试验发现ꎬ广
义不动点算法比经典的不动点算法更好ꎬ同时还发现不同的 ｎ 和 β 对基于广义不动点的 ＣＢＭＰＩ(ｎꎬβ)算法

影响较大ꎮ
针对逼近最优解这一问题ꎬ提出了基于贝叶斯优化的广义不动点解的参数优化ꎬ搜索和优化更好的 ｎ 和

βꎬ期望逼近最优解ꎬ找到更好的次优解ꎮ 通过在 Ｔｅｔｒｉｓ 游戏上试验发现ꎬ贝叶斯优化方法行之有效ꎬ能够搜

寻到较优的 ｎ 和 βꎬ这也使得广义不动点解可以更好地逼近最优解ꎮ
提出了基于广义不动点解的集成学习ꎬ包括了两种方案ꎬ即策略集成和值函数集成ꎬ以获得更高质量的

解ꎮ 通过在 Ｔｅｔｒｉｓ 游戏上试验发现ꎬ基于广义不动点解的集成学习不仅可以比基于贝叶斯优化的广义不动

点得分更高ꎬ还能比一些文献中记录的应用于俄罗斯方块游戏中的方法效果更好ꎮ
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ｐｒｏｊｅｃｔｉｏｎ ｖｉｅｗ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２７ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ. Ｍａｄｉｓｏｎꎬ ＵＳＡ: Ｏｍｎｉｐｒｅｓｓꎬ
２０１０: ９５９￣９６６.

[１３] ＴＳＩＴＳＩＫＬＩＳ Ｊꎬ ＶＡＮ ＲＯＹ Ｂ. Ａｎ ａｎａｌｙｓｉｓ ｏｆ ｔｅｍｐｏｒａｌ￣ｄｉｆｆｅｒｅｎｃｅ ｌｅａｒｎｉｎｇ ｗｉｔｈ ｆｕｎｃｔｉｏｎ ａｐｐｒｏｘｉｍａｔｉｏｎ ｔｅｃｈｎｉｃａｌ[ Ｊ] . ＩＥＥＥ
Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ａｕｔｏｍａｔｉｃ Ｃｏｎｔｒｏｌꎬ １９９７ꎬ ４２(５): ６７４￣６９０.

[１４] ＢＯＹＡＮ Ｊ Ａ. Ｔｅｃｈｎｉｃａｌ ｕｐｄａｔｅ: ｌｅａｓｔ￣ｓｑｕａｒｅｓ ｔｅｍｐｏｒａｌ ｄｉｆｆｅｒｅｎｃｅ ｌｅａｒｎｉｎｇ[Ｊ] . Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇꎬ ２００２ꎬ ４９(２￣３): ２３３￣２４６.
[１５] ＧＥＲＡＭＩＦＡＲＤ Ａꎬ ＢＯＷＬＩＮＧ Ｍꎬ ＺＩＮＫＥＶＩＣＨ Ｍꎬ ｅｔ ａｌ. ｉＬＳＴＤ: ｅｌｉｇｉｂｉｌｉｔｙ ｔｒａｃｅｓ ａｎｄ ｃｏｎｖｅｒｇｅｎｃｅ ａｎａｌｙｓｉｓ [ Ｃ] / /

Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓ. Ｃａｍｂｒｉｄｇｅꎬ ＵＳＡ: ＭＩＴ ｐｒｅｓｓꎬ ２００６: ４４１￣４４８.
[１６] ＭＡＥＩ Ｈ Ｒꎬ ＳＵＴＴＯＮ Ｒ Ｓ. ＧＱ (λ): ａ ｇｅｎｅｒａｌ ｇｒａｄｉｅｎｔ ａｌｇｏｒｉｔｈｍ ｆｏｒ ｔｅｍｐｏｒａｌ￣ｄｉｆｆｅｒｅｎｃｅ ｐｒｅｄｉｃｔｉｏｎ ｌｅａｒｎｉｎｇ ｗｉｔｈ ｅｌｉｇｉｂｉｌｉｔｙ

ｔｒａｃｅｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３ｒｄ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｒｔｉｆｉｃｉａｌ Ｇｅｎｅｒａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ. Ｐａｒｉｓꎬ Ｆｒａｎｃｅ: Ａｔｌａｎｔｉｓꎬ ２０１０: ９１￣９６.
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[１７] ＪＯＨＮＳ Ｊꎬ ＰＥＴＲＩＫ Ｍꎬ ＭＡＨＡＤＥＶＡＮ Ｓ. Ｈｙｂｒｉｄ ｌｅａｓｔ￣ｓｑｕａｒｅｓ ａｌｇｏｒｉｔｈｍｓ ｆｏｒ ａｐｐｒｏｘｉｍａｔｅ ｐｏｌｉｃｙ ｅｖａｌｕａｔｉｏｎ[ Ｊ] . Ｍａｃｈｉｎｅ
Ｌｅａｒｎｉｎｇꎬ ２００９ꎬ ７６(１): ２４３￣２５６.

[１８] 吴毓双ꎬ 陈筱语ꎬ 马静雯ꎬ 等. 基于一般化斜投影的异策略时序差分学习算法[Ｊ] . 南京大学学报(自然科学版)ꎬ ２０１７ꎬ
５３(６): １０５２￣１０６２.
ＷＵ Ｙｕｓｈｕａｎｇꎬ ＣＨＥＮ Ｘｉａｏｙｕꎬ ＭＡ Ｊｉｎｇｗｅｎꎬ ｅｔ ａｌ. Ｏｆｆ￣ｐｏｌｉｃｙ ｌｉｎｅａｒ ｔｅｍｐｏｒａｌ ｄｉｆｆｅｒｅｎｃｅ ｌｅａｒｎｉｎｇ ａｌｇｏｒｉｔｈｍｓ ｗｉｔｈ ａ
ｇｅｎｅｒａｌｉｚｅｄ ｏｂｌｉｑｕｅ ｐｒｏｊｅｃｔｉｏｎ[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｎａｎｊｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ(Ｎａｔｕｒａｌ Ｓｃｉｅｎｃｅ)ꎬ ２０１７ꎬ ５３(６): １０５２￣１０６２.

[１９] ＳＵＴＴＯＮ Ｒ Ｓꎬ ＢＡＲＴＯ Ａ Ｇ. Ｒｅｉｎｆｏｒｃｅｍｅｎｔ ｌｅａｒｎｉｎｇ: ａｎ ｉｎｔｒｏｄｕｃｔｉｏｎ[Ｍ] . Ｃａｍｂｒｉｄｇｅꎬ ＵＳＡ: ＭＩＴ ｐｒｅｓｓꎬ ２０１８.
[２０] ＢＥＲＴＳＥＫＡＳ Ｄꎬ ＴＳＩＴＳＩＫＬＩＳ Ｊ Ｎ. Ｎｅｕｒｏ￣ｄｙｎａｍｉｃ ｐｒｏｇｒａｍｍｉｎｇ[Ｍ] . Ｂｅｌｍｏｎｔꎬ ＵＳＡ: Ａｔｈｅｎａ Ｓｃｉｅｎｔｉｆｉｃꎬ １９９６.
[２１] ＡＮＴＯＳ Ａꎬ ＳＺＥＰＥＳＶÁＲＩ Ｃꎬ ＭＵＮＯＳ Ｒ. Ｌｅａｒｎｉｎｇ ｎｅａｒ￣ｏｐｔｉｍａｌ ｐｏｌｉｃｉｅｓ ｗｉｔｈ Ｂｅｌｌｍａｎ￣ｒｅｓｉｄｕａｌ ｍｉｎｉｍｉｚａｔｉｏｎ ｂａｓｅｄ ｆｉｔｔｅｄ

ｐｏｌｉｃｙ ｉｔｅｒａｔｉｏｎ ａｎｄ ａ ｓｉｎｇｌｅ ｓａｍｐｌｅ ｐａｔｈ[Ｊ] . Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇꎬ ２００８ꎬ ７１(１): ８９￣１２９.
[２２] ＳＣＨＥＲＲＥＲ Ｂꎬ ＧＨＡＶＡＭＺＡＤＥＨ Ｍꎬ ＧＡＢＩＬＬＯＮ Ｖꎬ ｅｔ ａｌ. Ａｐｐｒｏｘｉｍａｔｅ ｍｏｄｉｆｉｅｄ ｐｏｌｉｃｙ ｉｔｅｒａｔｉｏｎ ａｎｄ ｉｔｓ ａｐｐｌｉｃａｔｉｏｎ ｔｏ ｔｈｅ

ｇａｍｅ ｏｆ Ｔｅｔｒｉｓ[Ｊ] . Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇꎬ ２０１５ꎬ １６(４９): １６２９￣１６７６.
[２３] 厉海涛ꎬ 金光ꎬ 周经伦ꎬ 等. 贝叶斯网络推理算法综述[Ｊ] . 系统工程与电子技术ꎬ ２００８ꎬ ３０(５): ９３５￣９３９.

ＬＩ Ｈａｉｔａｏꎬ ＪＩＮ Ｇｕａｎｇꎬ ＺＨＯＵ Ｊｉｎｇｌｕｎꎬ ｅｔ ａｌ. Ａ ｒｅｖｉｅｗ ｏｆ ｂａｙｅｓｉａｎ ｎｅｔｗｏｒｋ ｉｎｆｅｒｅｎｃｅ ａｌｇｏｒｉｔｈｍｓ[ Ｊ] . Ｓｙｓｔｅｍｓ Ｅｎｇｉｎｅｅｒｉｎｇ
ａｎｄ Ｅｌｅｃｔｒｏｎｉｃｓꎬ ２００８ꎬ ３０(５): ９３５￣９３９.

[２４] ＬＩＯＲ Ｒ. Ｅｎｓｅｍｂｌｅ￣ｂａｓｅｄ ｃｌａｓｓｉｆｉｅｒｓ[Ｊ] . Ａｒｔｉｆｉｃｉａｌ Ｉｎｔｅｌｌｉｇｅｎｃｅ Ｒｅｖｉｅｗꎬ ２０１０ꎬ ３３(１￣２): １￣３９.
[２５] ＬＩＣＨＴＥＮＢＥＲＧ Ｊ Ｍꎬ ŞＩＭŞＥＫ Ö. Ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｉｎ ｄｉｒｅｃｔａｂｌｅ ｅｎｖｉｒｏｎｍｅｎｔｓ ｗｉｔｈ ａｐｐｌｉｃａｔｉｏｎ ｔｏ Ｔｅｔｒｉｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ

ｔｈｅ ３６ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ. Ｌｏｎｇ Ｂｅａｃｈꎬ ＵＳＡ: ＩＭＬＳꎬ ２０１９: ３９５３￣３９６２.
[２６] ＤＥＭＡＩＮＥ Ｅ Ｄꎬ ＨＯＨＥＮＢＥＲＧＥＲ Ｓꎬ ＬＩＢＥＮ￣ＮＯＷＥＬＬ Ｄ. Ｔｅｔｒｉｓ ｉｓ ｈａｒｄꎬ ｅｖｅｎ ｔｏ ａｐｐｒｏｘｉｍａｔｅ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ９ｔｈ

Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｉｎｇ ａｎｄ Ｃｏｍｂｉｎａｔｏｒｉｃｓ. Ｂｅｒｌｉｎꎬ Ｇｅｒｍａｎｙ: Ｓｐｒｉｎｇｅｒꎬ ２００３: ３５１￣３６３.
[２７] ＦＡＲＩＡＳ Ｖ Ｆꎬ ＶＡＮ ＲＯＹ Ｂ. Ｔｅｔｒｉｓ: Ａ ｓｔｕｄｙ ｏｆ ｒａｎｄｏｍｉｚｅｄ ｃｏｎｓｔｒａｉｎｔ ｓａｍｐｌｉｎｇ[Ｃ] / / Ｐｒｏｂａｂｉｌｉｓｔｉｃ ａｎｄ Ｒａｎｄｏｍｉｚｅｄ Ｍｅｔｈｏｄｓ

ｆｏｒ Ｄｅｓｉｇｎ ｕｎｄｅｒ Ｕｎｃｅｒｔａｉｎｔｙ. Ｌｏｎｄｏｎꎬ ＵＫ: Ｓｐｒｉｎｇｅｒꎬ ２００６: １８９￣２０１.
[２８] ＴＨＩＥＲＹ Ｃꎬ ＳＣＨＥＲＲＥＲ Ｂ. Ｉｍｐｒｏｖｅｍｅｎｔｓ ｏｎ ｌｅａｒｎｉｎｇ Ｔｅｔｒｉｓ ｗｉｔｈ ｃｒｏｓｓ ｅｎｔｒｏｐｙ [ Ｊ] . Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｍｐｕｔｅｒ Ｇａｍｅｓ

Ａｓｓｏｃｉａｔｉｏｎ Ｊｏｕｒｎａｌꎬ ２００９ꎬ ３２(１): ２３￣３３.
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[２７] ＷＡＮＧ Ｘꎬ ＷＡＮＧ Ｓꎬ ＤＵ Ｙꎬ ｅｔ ａｌ. Ｍｉｎｉｍｕｍ ｃｌａｓｓ

ｖａｒｉａｎｃｅ ｍｕｌｔｉｐｌｅ ｋｅｒｎｅｌ ｌｅａｒｎｉｎｇ [Ｊ] . Ｋｎｏｗｌｅｄｇｅ￣Ｂａｓｅｄ
Ｓｙｓｔｅｍｓꎬ ２０２０ꎬ ２０８(５): １０６４６９.

[２８] ＲＡＨＩＭＩ Ａꎬ ＲＥＣＨＴ Ｂ. Ｒａｎｄｏｍ ｆｅａｔｕｒｅｓ ｆｏｒ ｌａｒｇｅ￣ｓｃａｌｅ
Ｋｅｒｎｅｌ ｍａｃｈｉｎｅｓ [ ＥＢ / ＯＬ] . ( ２０１９￣０５￣２８) [ ２０１９￣０５￣
２８] . ｈｔｔｐｓ: / / ｄｏｉ.ｏｒｇ / １０.４８５５０ / ａｒＸｉｖ.２２０９.０１９５８.

[２９] ＨＡＮ Ｉꎬ ＡＶＲＯＮ Ｈꎬ ＳＨＩＮ Ｊ. Ｐｏｌｙｎｏｍｉａｌ Ｔｅｎｓｏｒ Ｓｋｅｔｃｈ
ｆｏｒ Ｅｌｅｍｅｎｔ￣ｗｉｓｅ Ｆｕｎｃｔｉｏｎ ｏｆ Ｌｏｗ￣Ｒａｎｋ Ｍａｔｒｉｘ[Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３７ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ. Ｖｉｅｎｎａꎬ Ａｕｓｔｒｉａ: ＭＩＴ Ｐｒｅｓｓꎬ ２０２０:
３９４２￣３９５１.

[３０] ＣＨＯ Ｙꎬ ＳＡＵＬ Ｌ. Ｋｅｒｎｅｌ ｍｅｔｈｏｄｓ ｆｏｒ ｄｅｅｐ ｌｅａｒｎｉｎｇ
[Ｃ] / / Ｉｎ Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ
Ｓｙｓｔｅｍｓ ２２. Ｖａｎｃｏｕｖｅｒꎬ Ｃａｎａｄａ: Ｒｅｄ Ｈｏｏｋ: ２００９:
３４２￣３５０.

[３１] ＢＩＥＴＴＩ Ａꎬ ＭＡＩＲＡＬ Ｊ. Ｏｎ ｔｈｅ ｉｎｄｕｃｔｉｖｅ ｂｉａｓ ｏｆ ｎｅｕｒａｌ
ｔａｎｇｅｎｔ ｋｅｒｎｅｌｓ[ＥＢ / ＯＬ] . (２０１９￣０５￣２９) [２０１９￣１０￣３１] .
ｔｔｐ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / １９０５.１２１７３.

[３２] ＺＡＮＤＩＥＨ Ａꎬ ＨＡＮ Ｉꎬ ＡＶＯＲＮ Ｈꎬ ｅｔ ａｌ. Ｓｃａｌｉｎｇ ｎｅｕｒａｌ
ｔａｎｇｅｎｔ ｋｅｒｎｅｌｓ ｖｉａ ｓｋｅｔｃｈｉｎｇ ａｎｄ ｒａｎｄｏｍ ｆｅａｔｕｒｅｓ [ Ｊ] .
Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓꎬ
２０２１ꎬ ３４: １０６２￣１０７３.

[３３] ＰＨＡＮ Ｎꎬ ＰＡＧＨ Ｒ. Ｆａｓｔ ａｎｄ ｓｃａｌａｂｌｅ ｐｏｌｙｎｏｍｉａｌ
ｋｅｒｎｅｌｓ ｖｉａ ｅｘｐｌｉｃｉｔ ｆｅａｔｕｒｅ ｍａｐｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
１９ｔｈ ＡＣＭ ＳＩＧＫＤＤ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｋｎｏｗｌｅｄｇｅ Ｄｉｓｃｏｖｅｒｙ ａｎｄ Ｄａｔａ Ｍｉｎｉｎｇ. Ｃｈｉｃａｇｏꎬ ＵＳＡ:
ＡＣＭꎬ ２０１３: ２３９￣２４７.

[３４] ＡＩＯＬＬＩ Ｆꎬ ＤＯＮＩＮＩ Ｍ. ＥａｓｙＭＫＬ: ａ ｓｃａｌａｂｌｅ ｍｕｌｔｉｐｌｅ
ｋｅｒｎｅｌ ｌｅａｒｎｉｎｇ ａｌｇｏｒｉｔｈｍ [ Ｊ] . Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇꎬ ２０１５ꎬ
１６９: ２１５￣２２４.

[３５] ＴＡＮＡＢＥ Ｈꎬ ＨＯ Ｔ Ｂꎬ Ｎｇｕｙｅｎ Ｃ Ｈꎬ ｅｔ ａｌ. Ｓｉｍｐｌｅ ｂｕｔ
ｅｆｆｅｃｔｉｖｅ ｍｅｔｈｏｄｓ ｆｏｒ ｃｏｍｂｉｎｉｎｇ ｋｅｒｎｅｌｓ ｉｎ ｃｏｍｐｕｔａｔｉｏｎａｌ
ｂｉｏｌｏｇｙ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２００８ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｒｅｓｅａｒｃｈꎬ Ｉｎｎｏｖａｔｉｏｎ ａｎｄ Ｖｉｓｉｏｎ ｆｏｒ ｔｈｅ
Ｆｕｔｕｒｅ ｉｎ Ｃｏｍｐｕｔｉｎｇ ａｎｄ Ｃｏｍｍｕｎｉｃａｔｉｏｎ Ｔｅｃｈｎｏｌｏｇｉｅｓ.
Ｈｏ Ｃｈｉ Ｍｉｎｈ Ｃｉｔｙꎬ Ｖｉｅｔｎａｍ: ＩＥＥＥꎬ ２００８: ７１￣７８.

(编辑:陈燕)


