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摘要:传统的视频场景分类方法习惯于从视觉模态中提取表现图像场景的特征ꎬ结合支持向量机等有监督学习方法ꎬ实现对

某些类别的场景分类ꎮ 随着各种短视频在各大平台迅速涌现ꎬ基于短视频特性的场景特征表示越来越受到研究者们的关注ꎮ
由于短视频数据具有噪声、数据缺失、各模态语义强度不一致等问题ꎬ导致传统的视频场景表征方法无法学习具有丰富语义

的短视频场景表征ꎮ 近年来ꎬ部分短视频场景分类的研究考虑上述挑战ꎬ并提出相应的方法ꎮ 本研究综述短视频场景分类的

研究现状ꎬ介绍短视频场景特征表示和分类方法ꎬ对不同数据集上的场景分类方法进行分析ꎮ 针对现有方法存在的问题ꎬ分
析未来短视频场景分类中需要解决的挑战性问题ꎮ
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０　 引言

场景是指从观察者的视角看所能观察或者活

动的空间[１]ꎮ 视频场景分类是对视频中包含的静

态或者动态场景进行分类ꎬ是视频内容理解的重要

任务ꎮ 常见的场景大致可以分为几类:自然场景、
城市场景、室内场景、户外场景和事件场景等[２￣５]ꎮ
近年来ꎬ随着计算机视觉的快速发展ꎬ涌现出众多

视频场景分类的方法ꎮ 传统的视频场景分类方法
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习惯于从视觉模态中提取表现图像场景的特征ꎬ例
如通过提取全局特征(ＧＩＳＴ)信息[６￣７]、尺度不变特

征变换(ｓｃａｌｅ ｉｎｖａｒｉａｎｔ ｆｅａｔｕｒｅ ｔｒａｎｓｆｏｒｍꎬ ＳＩＦＴ) [８]、加
速稳健特征( ｓｐｅｅｄｅｄ ｕｐ ｒｏｂｕｓｔ ｆｅａｔｕｒｅꎬ ＳＵＲＦ) [９]、方
向梯度直方图特征(ｈｉｓｔｏｇｒａｍ ｏｆ ｏｒｉｅｎｔｅｄ ｇｒａｄｉｅｎｔꎬ
ＨＯＧ) [１０]、局部特征 ＧＥＮＴＲＩＳＴ[１１￣１２]等图像的底层全

局或局部的颜色、纹理、形状等特征ꎬ结合支持向量

机等有监督学习方法实现对视频场景的分类ꎮ
ＧＩＳＴ 是图像的全局特征ꎬ通过图像的光谱信息反映

全局信息ꎮ ＳＩＦＴ、ＨＯＧ、ＧＥＮＴＲＩＳＴ 等是图像的局

部特征ꎬ通过统计图像像素块的梯度方向信息反映

其局部结构ꎮ ＧＩＳＴ 特征计算复杂度低且使用较简

单ꎬ能够反映场景的整体布局ꎬ但在背景复杂的场

景中表现较差ꎬ因此比较适合在一些简单的自然场

景分类任务中应用ꎮ ＳＩＦＴ 特征能够考虑到场景中

的目标位置信息ꎬ对平移缩放、尺度变换、亮度变

换、视角变化都有一定的稳定性ꎬ比较适合应用在

大部分自然场景和一些简单的室内场景分类任务

中ꎮ ＨＯＧ 特征能够捕捉到场景的几何结构和整体

布局ꎬ描述场景的边缘形状和目标轮廓ꎬ适用于场

景结构形状稳定的情况ꎮ ＧＥＮＴＲＩＳＴ 特征通过图

像的局部结构信息反映它的整体结构ꎬ对缩放和旋

转具有不变性ꎬ适用于有清晰布局的场景分类任务ꎮ
由于视频包含时序信息[１３￣１４]ꎬ因此时空特征表

示成为视频场景特征表示的关键ꎮ 研究人员提出

多种方法表征视频场景的时空特征ꎬ包括时序特征

与空间特征分别建模及直接对时空特征建模的方

式ꎮ 对于时空分开建模的方式ꎬ部分工作采用线性

动态系统对场景在时间轴上的变化规律进行建

模[１５]ꎬ采用混沌理论将混沌不变量与全局静态特征

相融合[１６]ꎬ采用光流法[１７] 或者光流与空间金字塔

的结合[１８] 对时序特征进行建模ꎮ 对于直接时空特

征建模的方式ꎬ部分研究提出时空方向能量特征

包[１９￣２０]、与多尺度相结合的时空方向能量特征[２１]、通
过空间场景块[２２]表征场景的时空特征ꎮ 还有研究通

过提取视频中的慢特征[２３￣２４] 表征视频场景ꎮ 随着深

度学习框架在计算机视觉领域的发展ꎬ卷积神经网络

也应用于视频场景分类中ꎮ 三维卷积[２５]及长短特征

表示[２６]方法也用于视频场景的时空特征表示ꎮ
自 ２０１６ 年以来ꎬ各种短视频社交媒体平台迅速

涌现ꎮ 与传统视频不同ꎬ短视频的生成基于用户的

高度主观性ꎬ这为短视频场景分类带来以下挑战:
(１)短视频场景的多模态之间一致性和互补性的协

同问题ꎻ (２)噪声信息多ꎻ(３)同一场景的数据类内

紧致性差ꎻ(４)部分模态数据缺失ꎻ(５)各模态语义

强度不一致ꎻ(６)数据类别不平衡等ꎮ 这些问题导

致传统的视频场景表征方法无法学习具有丰富语

义的短视频场景表征ꎮ 近年来ꎬ部分短视频场景分

类的研究考虑了上述挑战ꎬ并提出了相应的方法ꎮ
因此ꎬ本研究对现有的短视频场景分类方面的研究

进行综述ꎬ并对国内外研究现状进行分析ꎮ

１　 短视频场景特征表示

在短视频场景分类问题中ꎬ其网络结构在逻辑

上分为特征提取和分类 ２ 个阶段ꎮ 视觉特征所传达

的场景或视觉概念是场景类别的直观信号ꎬ从视觉

模态中提取高级语义表示短视频尤为重要ꎮ 例如

从一个短视频中观察到桌子、椅子、咖啡杯等ꎬ能够

很容易地预测出这个短视频是在咖啡厅拍摄的ꎬ这
样能够从视觉模态中提取丰富的特征表示短视频ꎮ
深度卷积神经网络 ( ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ
ＣＮＮ)已作为提取视觉特征表示的强大模型ꎮ 现有

的短视频场景特征提取方法大多采用深度卷积神经

网络提取场景的视觉特征ꎬ主要模型包括基于

ＡｌｅｘＮｅｔ 与长短期记忆网络(ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙꎬ
ＬＳＴＭ)结合的方法、基于 ＶＧＧ１６ 与 Ａｔｔｅｎｔｉｏｎ 结合的

方法、基于 ＲｅｓＮｅｔ 与 Ｖｉｓｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ 的方法等ꎮ
１.１　 基于 ＡｌｅｘＮｅｔ 与 ＬＳＴＭ 结合的方法

２０１２ 年的 ＩｍａｇｅＮｅｔ 大规模视觉识别挑战赛上

提出了 ＡｌｅｘＮｅｔ[２７]并获得优异成绩ꎬ推动了卷积神

经网络的发展ꎮ ＡｌｅｘＮｅｔ 共由 ５ 个卷积层－最大池

化层和 ３ 个全连接层组成ꎬ前 ５ 个卷积层－最大池化

层用作特征提取ꎬ后 ３ 个全连接层作为分类器ꎮ 拥

有 ６ ０００ 万个参数和 ６５０ ０００ 个神经元ꎮ 为了让训

练更快ꎬ使用非饱和神经元和图形处理器实现ꎮ 网

络结构如图 １ 所示ꎮ

图 １　 ＡｌｅｘＮｅｔ 网络结构图
Ｆｉｇ.１　 ＡｌｅｘＮｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 ＡｌｅｘＮｅｔ 中包含 Ｃｏｎｖ 卷积层ꎬ主要作用是提取

输入图像的特征ꎮ 提出局部响应归一化层ꎬ将数据

归一化到 ０~１ꎬ对局部神经元的活动创建竞争机制ꎬ
使得响应较大的值变得相对更大ꎬ并抑制其他反馈

较小的神经元ꎬ增强了模型的泛化能力ꎮ 使用

ＲｅＬＵ 激活函数ꎬ成功解决了 Ｓｉｇｍｏｉｄ 在网络较深时
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的梯度弥散问题ꎮ ＭａｘＰｏｏｌ 为最大池化层ꎬ主要作

用是对特征进行下采样ꎬ减小特征图的大小ꎬ同时

保留特征的主要信息ꎮ ＡｌｅｘＮｅｔ 中全部使用最大池

化层ꎬ避免平均池化的模糊化效果ꎬ提升了特征的

丰富性ꎮ
ＡｌｅｘＮｅｔ 模型在 ＩＬＳＶＲＣ１２ 上的 １２０ 万张干净

图像上进行了预训练ꎬ可以为识别语义提供鲁棒

的初始化ꎮ 在提取特征之前ꎬ对每个短视频进行

关键帧提取ꎬ对视频的所有关键帧采取平均池化

策略ꎬ然后使用 ＡｌｅｘＮｅｔ 提取每一帧的视觉特征ꎬ
能够更好地提取视觉模态中的高级语义信息ꎬ并
捕获视频帧之间的关系信息ꎬ有利于短视频场景

的分类ꎮ
文献[２８￣２９]使用 ＡｌｅｘＮｅｔ 提取视觉特征ꎬ在此

基础上ꎬ结合 ＬＳＴＭ 可以独立捕获特征序列[３０]ꎮ 使

用 ＬＳＴＭ 提取帧级特征ꎬ可以将视频的时间结构捕

获到单个表示中ꎮ 其网络结构如图 ２ 所示ꎮ

图 ２　 ＣＮＮ￣ＬＳＴＭ 网络结构图
Ｆｉｇ.２　 ＣＮＮ￣ＬＳＴＭ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 ＬＳＴＭ 是一种循环神经网络( ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋꎬ ＲＮＮ) [３１]ꎬ是为了解决一般的循环神经网

络存在的长期依赖导致的梯度消失或梯度爆炸的

问题而设计的ꎮ ＬＳＴＭ 与一般的循环神经网络结构

基本是一致的ꎮ 前后连接的多个模块 Ａꎬ同样是隐

藏层在时间维度上的展开ꎮ 但其单个神经元的结

构与一般的循环神经网络稍有不同ꎬ增加了 ３ 个门

控操作ꎬ分别为输入门 ｉｔ、遗忘门 ｆｔ 和输出门 ｏｔꎮ
这 ３ 个门控操作起到特征选择的作用ꎮ 除此之外ꎬ
隐藏层单元增加了 １ 个输出ꎬ叫做细胞状态 Ｃｔꎮ

长短时记忆网络中各变量的计算公式为:
ｆｔ ＝σ(Ｗｘｆ ｘｔ＋Ｗｈｆ ｈｔ－１＋ｂｆ)ꎬ
ｉｔ ＝σ(Ｗｘｉ ｘｔ＋Ｗｈｉｈｔ－１＋ｂｉ)ꎬ
ｏｔ ＝σ(Ｗｘｏ ｘｔ＋Ｗｈｏｈｔ－１＋ｂｏ)ꎬ

Ｃ̌ｔ ＝ ｔａｎｈ(Ｗｘｃ ｘｔ＋Ｗｈｃｈｔ－１＋ｂｃ)ꎬ

Ｃｔ ＝ ｆｔ×Ｃｔ－１＋ｉｔ×Ｃ̌ｔꎬ
ｈｔ ＝ｏｔ×ｔａｎｈ(Ｃｔ)ꎬ

式中: ｈｔ－１为前一时刻的隐藏状态输出ꎬ其与当前时

刻的输入 ｘｔ 一起ꎬ作为新的输入ꎻσ 是激活函数ꎻＷ
和 ｂ 是可学习的参数ꎮ
１.２　 基于 ＶＧＧ１６ 与 Ａｔｔｅｎｔｉｏｎ 结合的方法

ＶＧＧ 网络[３２￣３３]在 ２０１４ 年提出ꎬ因其网络结构

相对简单且网络训练过程中有着优异的表现ꎬ成
为比较受欢迎的卷积神经网络模型ꎮ ＶＧＧ１６ 包含

１３ 个卷积层、３ 个全连接层、５ 个池化层和一个

Ｓｏｆｔｍａｘ 层ꎮ 网络结构如图 ３ 所示ꎮ

图 ３　 ＶＧＧ１６ 网络结构图
Ｆｉｇ.３　 ＶＧＧ１６ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 ＶＧＧ１６＿ｐｌａｃｅｓ３６５ 是 １ 个预训练的 ＶＧＧ１６ 网

络ꎬ用于图像场景识别的公共数据集 Ｐｌａｃｅｓ３６５ 中的

图像识别ꎮ ＶＧＧ１６ 网络由小卷积核、小池化核、
ＲｅＬＵ 构成ꎬ结构相对简洁ꎬ通过增加深度能有效地

提升性能ꎬ卷积可以代替全连接ꎬ可以适应各种尺

寸的图片ꎮ 使用 ＶＧＧ１６＿ｐｌａｃｅｓ３６５ 网络提取原始

视觉特征ꎬ简化了卷积神经网络的结构ꎬ提高了训

练的拟合能力ꎬ能够更好地保留高级语义信息ꎮ

ＶＧＧ１６ 在提取特征的过程中ꎬ使用大小为 ３×３ 的卷

积核ꎬ使得训练结果更好ꎮ 在卷积操作的过程中ꎬ
中间位置的数值会多次提取ꎬ而边界数值的特征提

取次数相对较少ꎬ加入了 ｐａｄｄｉｎｇ 操作ꎬ能够更好地

利用边界数值ꎬ也更方便计算ꎮ 在卷积操作后提取

的特征信息可能会存在信息冗余ꎬ通过池化层不断

地减少数据空间的大小ꎬ使参数的数量和计算量不

断地下降ꎬ能在一定程度上控制过拟合ꎮ
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文献[３４￣３５]使用 ＶＧＧ１６＿ｐｌａｃｅｓ３６５ 提取视觉

特征ꎬ在此基础上ꎬ结合自注意力机制方法可以关

注到更有效的特征信息ꎬ其网络结构如图 ４ 所示ꎮ
自注意力机制在计算能力有限的情况下ꎬ将计算资

源分配给更重要的任务ꎬ同时解决信息超载问题ꎮ
在特征提取阶段ꎬ通过扫描全局图像ꎬ获取需要重

点关注的目标区域ꎬ然后对这一区域投入更多的注

意力ꎬ获取更多有价值的细节信息ꎬ提取更丰富的

语义信息ꎮ

图 ４　 ＣＮＮ￣Ａｔｔｅｎｔｉｏｎ 网络结构图
Ｆｉｇ.４　 ＣＮＮ￣Ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

１.３　 基于 ＲｅｓＮｅｔ 与 Ｖｉｓｕａｌ Ｔｒａｎｓｆｏｒｍｅｒ 结合的方法

在短视频视觉特征提取过程中ꎬ研究人员发

现ꎬ随着神经网络层数的增加ꎬ网络性能越来越低ꎬ
显示出退化问题ꎮ 为了解决这一问题ꎬ２０１５ 年的

ＩｍａｇｅＮｅｔ 比赛提出 ＲｅｓＮｅｔ 并取得优异成绩[３６]ꎬ
ＲｅｓＮｅｔ 设计一种使用 ｓｋｉｐｃｏｎｎｅｃｔｉｏｎ 的残差结构ꎬ
使得网络达到很深的层次ꎬ同时提升了性能ꎮ 残差

结构如图 ５ 所示ꎮ 以 ＲｅｓＮｅｔ５０ 为例ꎬ共包含 ４９ 个

卷积层、１ 个全连接层ꎮ 网络结构可以分成 ７ 部分ꎬ
第 １ 部分主要对输入进行卷积、正则化、激活函数、
最大池化的计算ꎬ第 ２、３、４、５ 部分包含了残差块ꎬ每
个残差块包含 ３ 层卷积ꎮ 网络的输入为 ２２４ ×
２２４×３ꎬ经过前 ５ 部分卷积计算ꎬ输出为 ７×７×２ ０４８ꎬ
池化层会将其转化成 １ 个特征向量ꎬ最后分类器会

对这个特征向量进行计算并输出ꎮ

图 ５　 ＲｅｓＮｅｔ 残差结构图
Ｆｉｇ.５　 ＲｅｓＮｅｔ ｒｅｓｉｄｕａｌ ｓｔｒｕｃｔｕｒｅ

　 　 ＲｅｓＮｅｔ 在多个领域都有广泛应用ꎬ在场景分类

任务中ꎬＲｅｓＮｅｔ 网络能够捕捉到场景类别的突出视

觉特征ꎬ使得视觉特征传递出丰富的语义信息ꎮ 因

其可以训练非常深的神经网络ꎬ能够避免梯度消失

问题ꎬ从而提高模型的表达能力和性能ꎮ 通过使用

残差结构保留原始特征ꎬ使得网络的学习更加顺畅

和稳定ꎬ进一步提高了模型的精度和泛化能力ꎮ 在

训练时可以避免梯度消失和梯度爆炸问题ꎬ加速网

络收敛ꎬ从而使场景分类方法达到较高的性能ꎮ
文献[３７]使用 ＲｅｓＮｅｔ 提取视觉特征ꎬ在此基

础上ꎬ文献[３８]提出了域自适应网络 ＲｅｓＮｅｔ￣ＤＴꎬ有
效地提高特征的质量ꎮ 为了更有效聚焦短视频的

场景信息ꎬ文献[３９]提出了 ＶＴ￣ＲｅｓＮｅｔ 提取视觉特

征ꎬ取得了较好的效果ꎬ其网络结构如图 ６ 所示ꎮ

图 ６　 ＶＴ￣ＲｅｓＮｅｔ 网络结构图
Ｆｉｇ.６　 ＶＴ￣ＲｅｓＮｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

　 　 对于声音特征ꎬ大部分研究者通过去噪自编码

器(ｄｅｎｏｉｓｉｎｇ ａｕｔｏｅｎｃｏｄｅｒｓꎬ ＤＡＥ) [４０￣４１] 提取声音特

征ꎬ其原理如图 ７ 所示ꎮ
ｘ 作为输入被 ｑＤ 随机破坏到 ｘＤꎬ自编码器 ｆｍ

将其映射到 ｙꎬ并通过解码器 ｇｍ 重建 ｘꎬ产生重

建 ｚꎬ重建误差通过 ＬＨ( ｘꎬ ｚ) 计算ꎮ 文本特征一

般通过 Ｓｅｎｔｅｎｃｅ２ｖｅｃｔｏｒ[４２￣４３] 、ｗｏｒｄ２ｖｅｃｔｏｒ[４４] 、Ｐａｒａ￣
ｇｒａｐｈ Ｖｅｃｔｏｒ[４５] 等提取ꎬ Ｐａｒａｇｒａｐｈ Ｖｅｃｔｏｒ 网络结

构如图 ８ 所示ꎮ

图 ７　 降噪自编码器结构图
Ｆｉｇ.７　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｎｏｉｓｅ ｒｅｄｕｃｔｉｏｎ ａｕｔｏｅｎｃｏｄｅｒ
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图 ８　 Ｐａｒａｇｒａｐｈ Ｖｅｃｔｏｒ 提取器结构图
Ｆｉｇ.８　 Ｐａｒａｇｒａｐｈ Ｖｅｃｔｏｒ ｅｘｔｒａｃｔｏｒ ｓｔｒｕｃｔｕｒｅ

２　 短视频场景分类方法

相比传统的视频场景分类方法ꎬ短视频场景分

类大多基于短视频特性学习场景特征表示ꎬ因此可

以较好地表征短视频场景语义ꎮ 由于短视频中包

含视频、声音、评论文本等多模态的信息ꎬ因此现有

的短视频场景分类方法大多基于多模态融合ꎮ 还

有部分工作仅在视觉模态中基于短视频特性研究

场景特征表示ꎮ 以下从单模态短视频场景分类和

基于多模态融合的短视频场景分类 ２ 个方面对现有

工作展开综述和分析ꎮ
２.１　 单模态短视频场景分类

虽然多模态的信息表示可以为短视频场景提

供更丰富的语义特征ꎬ但由于视觉模态含有丰富的

场景语义信息ꎬ因此部分研究基于短视频的特性对

视觉模态的短视频场景表征开展ꎮ
考虑用户拍摄视频时的主观性对视频内容的

影响ꎬ导致同一场景短视频存在视觉内容差异较大

的问题ꎬ文献[４６]提出基于注意力机制的一致性语

义学习模型ꎬ该模型通过双分支注意力网络增强类

内样本的语义一致性ꎬ该方法适用于短视频各个模

态ꎮ 为了增强视觉模态特征的语义性ꎬ文献[３８]提
出分层注意力和帧差增强网络ꎮ 该网络包含运动

和内容 ２ 个并行分支ꎬ首先ꎬ通过域自适应的卷积神

经网络模型和时间－位移模型提取判别性的视觉特

征ꎬ并通过分层注意力和 ＬＳＴＭ 增强时空特征ꎻ然
后ꎬ通过 ３Ｄ 卷积神经网络和长短期记忆网络提取

视频片段中所包含的运动信息ꎻ最后ꎬ２ 个分支融合

作为短视频视觉特征表示ꎮ
２.２　 基于多模态融合的短视频场景分类

基于模态融合的层级划分ꎬ可以将多模态融合

策略分为早期融合[４７￣４９]、晚期融合[５０￣５１] 和中期融

合[５２￣５３]ꎬ如图 ９ 所示ꎮ

图 ９　 多模态融合策略示意图
Ｆｉｇ.９　 Ｍｕｌｔｉ￣ｍｏｄｅ ｆｕｓｉｏｎ ｓｔｒａｔｅｇｙ

　 　 早期融合也称为特征级融合ꎬ是指特征层面和

数据层面的融合ꎬ融合特征作为输入数据输入到一

个模型中ꎬ输出预测结果ꎻ晚期融合也称决策级融

合ꎬ先用不同模型对不同模态进行训练ꎬ再融合多

个模型输出的结果ꎻ随着深度学习的兴起ꎬ神经网

络可以进行特征的自动提取ꎬ利用网络的中间隐

层对不同模态的特征进行融合ꎬ这种融合方式有

别于在数据层面和决策层面的融合ꎬ因而称为中

期融合ꎮ
现有基于多模态融合的短视频场景分类的研

究大多聚焦于如何学习多模态之间的一致性和互

补性ꎬ如表 １ 所示ꎮ
表 １　 基于短视频特性的场景特征表示方法

Ｔａｂｌｅ １　 Ｖｅｎｕｅ ｆｅａｔｕｒｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ
ｍｉｃｒｏ￣ｖｉｄｅｏ ｆｅａｔｕｒｅ

　 　 　 方法 　 　 　 特征 融合策略

ＡＣＳＬ[１６] 视觉

ＨＡＦＤＮ[１７] 视觉

ＴＲＵＭＡＮＮ[１８] 视觉、声音和文本 中期融合

Ｄｅｅｐ ｔｒａｎｓｆｅｒｍｏｄｅｌ[１９] 视觉、声音和文本 早期融合

ＥＡＳＴＥＲＮ[２０] 视觉、声音和文本 中期融合

ＩＮＴＩＭＡＴＥ[２１] 视觉、声音和文本 早期融合

Ｍｕｌｔｉ￣ｌａｙｅｒｎｅｕｒａｌ ｎｅｔｗｏｒｋ[２３] 视觉、声音和文本 早期融合
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表 １(续)
　 　 　 方法 特征 融合策略

Ｃｏｍｂｉｎａｔｉｏｎａｌ ｆｕｓｉｏｎ ｍｅｔｈｏｄ[２４] 视觉、声音和文本 早期融合

ＭＥＳＬ[２５] 视觉、声音和文本 晚期融合

Ｊｏｉｎｔｌｙ ｌｅａｒｎｉｎｇ ｍｏｄｅｌ[２６] 视觉、声音和文本 中期融合

ＮＮｅＸｔＶＬＡＤ[２７] 视觉、声音和文本 中期融合

Ｍｕｌｔｉ￣ｍｏｄａｌｉｔｙ ｓｅｑｕｅｎｃｅ ｍｏｄｅｌ[２８] 视觉、声音和文本 早期融合

ＮＭＣＬ[２９] 视觉、声音和文本 晚期融合

ＡＥＴＭＬ[３０] 视觉、声音和文本 晚期融合

ＤＭＬＲＤ[３５] 视觉、声音和文本 晚期融合

ＣＤＧＮＮ[３６] 视觉、声音和文本 晚期融合

　 　 其中部分研究通过公共子空间学习的方式学

习多模态之间的一致性ꎬ另一部分研究通过特征

串联组合的方式学习多模态之间的一致性和互

补性ꎮ
２.２.１　 基于公共子空间学习的场景分类

为了学习多模态之间的一致性ꎬ部分研究通

过公共子空间学习的方式进行场景分类ꎮ 如图 １０
所示ꎮ

图 １０　 基于公共子空间学习的场景分类框架
Ｆｉｇ.１０　 Ｓｃｅｎｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｆｒａｍｅｗｏｒｋ ｂａｓｅｄ ｏｎ ｃｏｍｍｏｎ

ｓｕｂｓｐａｃｅ ｌｅａｒｎｉｎｇ

　 　 针对短视频中的多模态信息及场景类别层次

化分布的特点ꎬ文献[２８]提出一种新的基于树引导

的多任务多模态学习方法ꎬ标记具有场景类别的视

频片段ꎬ该模型能够从不同模态中学习一个共同的

特征空间ꎬ通过不一致惩罚保留每个模态的信息ꎬ
从而得到更清晰的场景类别表示ꎮ 针对短视频时

长短、概念稀疏的特点ꎬ文献[５４]提出一种端到端

深度学习模型ꎬ该模型采用 ３ 个并行长短期记忆网

络捕获序列结构ꎬ并采用卷积神经网络学习稀疏概

念级表示ꎬ应用于短视频场景分类ꎮ 考虑到训练样

本的时效性和局限性ꎬ文献[５５]又提出一种有效的

在线学习算法提高学习性能ꎬ并提出一种基于结构

引导的多模态字典学习框架ꎬ该框架将统一模型内

的层次平滑性和结构一致性协同正则化ꎬ学习短视

频的高层稀疏表示ꎮ 文献[５６]提出 ＬＳＴＭｓ￣ＣＮＮ

联合学习框架ꎬ通过 ３ 个并行的长短期记忆网络分

别提取 ３ 个模态的特征表示ꎬ将其映射到公共子空

间ꎬ将 ３ 个模态的特征表示输入卷积神经网络ꎬ得到

最后的场景特征表示ꎮ
２.２.２　 基于特征串联学习的场景分类

公共子空间学习的方式可以较好地学习多模

态之间的一致性ꎬ但是不能很好地达到多模态之间

一致性与互补性的平衡ꎮ 为了更好地学习多模态

之间的一致性和互补性ꎬ部分研究通过特征串联的

方法进行场景分类ꎬ如图 １１ 所示ꎮ

图 １１　 基于特征串联学习的场景分类示意图
Ｆｉｇ.１１　 Ｓｃｅｎｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｂａｓｅｄ ｏｎ ｆｅａｔｕｒｅ ｔａｎｄｅｍ ｌｅａｒｎｉｎｇ

　 　 文献[５７￣５８]提出带有门控全卷积模块的多模

态序列模型ꎬ该模型通过门控全卷积模块分别提取

３ 个模态的特征ꎬ然后连接起来通过门控全卷积块

得到多模态融合后的特征表示ꎮ 由于短视频中声

音模态存在噪声信息ꎬ为了使声音模态在场景分类

任务中发挥更大的作用ꎬ文献[２９]通过利用外部声

音知识ꎬ增强声音模态估计短视频的场景类别ꎮ 为

了更好地区分视频中的场景类别ꎬ文献[５９]构建了

１ 个语义框架ꎬ该框架基于潜在对象的视觉语义表

示学习场景分类器ꎬ然后提出使用场景级和潜在对

象级 ２ 种不同类型的迭代执行主动学习ꎬ最后采用

１ 种自适应策略自动执行这 ２ 种类型的主动学习迭

代之间的切换ꎬ从而实现一种新的多级自适应主动

学习方法ꎮ
为了充分利用多模态之间的一致性和互补性ꎬ

文献[３４]将多个模态通过早期融合输入神经网络

进行非线性变换ꎬ然后将最后 １ 个隐藏层的输出作

为判别场景特征ꎬ实现基于多模态融合的短视频场

景分类ꎮ 在此基础上ꎬ文献[３５]提出一种联合多层

神经网络和监督哈希学习的统一框架ꎬ采用多层神

经网络通过非线性变换融合多种模态ꎬ通过监督哈

希学习方法将融合特征转换为二进制代码ꎬ以保持

语义和相似性ꎮ 针对多模态语义强弱不一致的问
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题ꎬ文献[６０]提出一种用于场景识别的深度多模态

融合网络ꎮ 视觉模态认为是主要模态ꎬ其他模态

(如文本和声音)认为是辅助模态ꎮ 通过主模态对

辅助模态的语义增强实现自适应权重的多模态融

合ꎮ 为了解决多个输出任务时表现出的局限性ꎬ
文献[６１]提出一种用于多标签短视频分类任务的

双多模态低秩分解方法ꎬ学习更全面的短视频表

示ꎮ 同时ꎬ文献[６２]还提出一种具有串行自注意

机制的多模态聚合网络执行微视频多标签分类

任务ꎮ
为了从多模态信息中明确分离出一致性特征和

互补性特征ꎬ并利用它们的组合提高各模态的表达能

力ꎬ文献[３７]提出一种神经多模态合作学习模型ꎬ通
过一种新的关系感知注意机制分割一致性成分和互

补性成分ꎮ 针对短视频各模态数据存在不确定性的

问题ꎬ文献[３９]提出一种注意力增强和可靠的多模态

学习模型ꎬ通过构建一个不确定性估计网络动态评估

此类决策的可靠性ꎬ以实现短视频场景分类的合理多

模态决策融合ꎬ得出可靠的预测结果ꎮ
相比传统视频场景分类ꎬ上述研究大多基于短

视频的特性学习场景分类方法ꎬ包括噪声、概念稀

疏、模态间语义强弱不一致、同一场景类内紧致性

差、数据缺失等问题ꎮ 但基本采用的是比较简单的

均值填充、强模态对弱模态进行语义增强等方法ꎮ
没有考虑各模态噪声的分布、强弱模态自适应辅助

增强等ꎬ不能充分表示原始语义信息ꎮ

３　 数据集和性能度量

本章介绍了比较常用的视频场景分类的数据

集、各方法的性能度量标准以及各数据集上现有方

法的性能分析ꎮ
３.１　 数据集

Ｖｉｎｅ[２８] :该数据集为从 Ｖｉｎｅ 平台收集的真实

数据以及通过其公共 ＡＰＩ 从 Ｖｉｎｅ 捕获的短视频ꎮ
数据集只包含 ３ 种模态、位置信息和恰好 ６ ｓ 的短

视频ꎮ 此外ꎬ该数据集包含 ２７０ １４５ 个短视频ꎬ１８８
个场景类别ꎬ每个类别的样本数量是不平衡的ꎮ

ＭｉｃｒｏｖｉｄｅｏＳｃｅｎｅＤａｔａ＿１０[４６]:通过从 Ｖｉｎｅ 上下

载并重组创建的新的短视频场景数据集ꎮ 数据集

包含 １０ 个场景类别ꎬ每个类别包含 １００ 到 ２ ０００ 个

样本ꎬ每个视频样本由一个移动的摄像机拍摄ꎬ平
均约 ６ ｓꎮ

Ｍａｒｙｌａｎｄ ｄａｔａｓｅｔ[２０]:该数据集中的视频从 Ｙｏｕ￣
Ｔｕｂｅ 中收集ꎬ共有 １３ 个动态场景类ꎬ每个类包含 １０

个彩 色 视 频ꎬ 视 频 的 平 均 尺 寸 为 ３０８ 像 素 ×
４１７ 像素×６１７ 帧ꎮ

ＹＵＰＥＮＮ ｄａｔａｓｅｔ[２６]: 该数据集包含与动态场

景相关的 １４ 个不同的视频目录ꎬ每个目录中有 ３０
个样本ꎮ 这些视频样本是用固定摄像机拍摄的ꎬ每
个视频时长约 ５ ｓꎬ共 １５０ 帧ꎮ

ＵＣＦ￣１０１ ｄａｔａｓｅｔ[２６]:该数据集是一个现实动作

视频的动作识别数据集ꎬ共有 １３ ３２０ 个视频ꎬ包含

１０１ 个类别ꎮ 使用 ２ / ３ 个样本进行训练ꎬ１ / ３ 个样本

进行测试ꎮ 该数据集总时长大约 ２７ ｈꎬ主要包括 ５
大类动作:人与物体交互、单纯的肢体动作、人与人

交互、演奏乐器、体育运动ꎮ 每个类别分为 ２５ 组ꎬ每
组 ４~７ 个短视频ꎮ

ＹｏｕＴｕｂｅ￣８Ｍ[６３]:该数据集为 Ｇｏｏｇｌｅ 在 ２０１６
年发布的大规模视频数据集ꎬ包含 ８００ 万个视频ꎬ这
些数据集进行了视频层级的标注ꎬ每个视频至少有

１ ０００ 帧ꎬ每个视频的长度为 １２０ ~ ５００ ｓꎬ视频总时

长约为 ５０ 万 ｈꎬ并用 ４ ８００ 个视觉实体的词汇表进

行注释ꎮ
ＭＴＳＶＲＣ ｄａｔａｓｅｔ[６１]:该数据集在 ＰＲＣＶ２０１８ 大

赛上由美图公司公开提供ꎬ由 １０ 万个短视频组成ꎬ
其中训练集有 ５０ ０００ 个短视频ꎬ验证集和测试集分

别有 ２５ ０００ 个短视频ꎬ包含画画、唱歌、健身、羽毛

球等 ５０ 个热门类别ꎬ除了包含与人有关的一些行为

类别ꎬ还有一些风景、宠物等类别ꎮ 每个短视频时

长不超过 １５ ｓꎮ
３.２　 性能度量标准

现有研究大部分用准确率 Ａ、Ｍｉｃｒｏ￣Ｆ１(Ｆ１＿ｉ)、
Ｍａｃｒｏ￣Ｆ１(Ｆ１＿ａ)、平均准确率 Ｍ 等表示方法的性

能ꎮ 准确率为预测正确样本在所有样本中所占的

比例ꎬ适用于平衡的数据集ꎮ Ｆ１＿ｉ 为所有样本分配

相同的权重ꎬ适用于多分类不平衡的数据集ꎻＦ１ ＿ａ
为每个类别分配相同的权重ꎬ不受数据不平衡的影

响ꎮ 平均准确率属于检索任务的通用标准ꎮ
３.３　 方法性能分析

本研究对不同数据集上的方法进行了分析ꎬ
通过性能标准指标评价了方法的性能ꎮ 结果如表

２ 所示ꎮ
由表 ２ 可以看出ꎬＶｉｎｅ 数据集中各个方法的分

类性能普遍较低ꎬＦ１ ＿ ｉ 不高于 ７０％ꎬＦ１ ＿ａ 不高于

５０％ꎮ 这是由于 Ｖｉｎｅ 数据集中的数据符合真实的

数据分布ꎬ数据量较大ꎬ存在噪声问题ꎻ部分数据不

完整ꎬ存在数据缺失ꎬ导致各模态语义强弱不一致ꎻ
同时该数据集存在类内紧致性较差ꎬ数据类别不平
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衡等问题ꎮ 因此该短视频场景分类任务具有较大

挑战性ꎮ 从 ＭｉｃｒｏｖｉｄｅｏＳｃｅｎｅＤａｔａ＿１０ 数据集中可以

看出ꎬ多模态融合的方法相比单一模态的 ＡＣＳＬ 方

法性能高ꎮ 短视频场景的多模态之间存在一致性

和互补性的协同问题ꎬ利用多模态的信息学习不同

模态之间的一致性与互补性ꎬ达到不同模态之间一

致性与互补性的平衡ꎬ学习更丰富的语义表征ꎮ 因

此ꎬ基于多模态融合的短视频场景分类具有非常大

的研究空间ꎮ
表 ２　 不同数据集上的方法性能分析

Ｔａｂｌｅ ２　 Ｍｅｔｈｏｄ ａｎａｌｙｓｉｓ ｏｎ ｄｉｆｆｅｒｅｎｔ ｄａｔａｓｅｔｓ
单位:％

数据集 方法 性能度量指标 性能值

Ｖｉｎｅ

ＴＲＵＭＡＮＮ[２８]

Ｄｅｅｐ ｔｒａｎｓｆｅｒｍｏｄｅｌ[２９]

ＮＭＣＬ[３７]

ＥＡＳＴＥＲＮ[５４]

Ｊｏｉｎｔｌｙ ｌｅａｒｎｉｎｇｍｏｄｅｌ[５６]

Ｍｕｌｔｉ￣ｍｏｄａｌｉｔｙ
ｓｅｑｕｅｎｃｅｍｏｄｅｌ[５８]

ＮＮｅＸｔＶＬＡＤ[５７]

Ｍｕｌｔｉ￣ｌａｙｅｒ
ｎｅｕｒａｌｎｅｔｗｏｒｋ[３４]

Ｃｏｍｂｉｎａｔｉｏｎａｌ
ｆｕｓｉｏｎｍｅｔｈｏｄ[３５]

Ｆ１＿ｉ ２５.２７
Ｆ１＿ａ ５.２１
Ｆ１＿ｉ ３１.２１
Ｆ１＿ａ １６.６６
Ｆ１＿ｉ ４０.０４
Ｆ１＿ａ ２６.７８
Ｆ１＿ｉ ５９.５１
Ｆ１＿ａ ３０.５７
Ｆ１＿ｉ ６２.７３
Ｆ１＿ａ ３２.９３
Ｆ１＿ｉ ６３.２３
Ｆ１＿ａ ３３.８４
Ｆ１＿ｉ ６６.８７
Ｆ１＿ａ ４１.８８

Ｍ(＠ ５０) ４５.０４
Ｍ(＠ １００) ４４.６８
Ｍ(＠ ５０) ４６.９０
Ｍ(＠ １００) ４７.７０

Ｍｉｃｒｏｖｉｄｅｏ
Ｓｃｅｎｅ

Ｄａｔａ＿１０

ＭＥＳＬ[６０]

ＡＣＳＬ[４６]

ＨＡＦＤＮ[３８]

ＡＥＴＭＬ[３９]

Ａ ９８.２６
Ａ ７５.３０

Ｆ１＿ｉ ８６.６０
Ｆ１＿ａ ８３.７０
Ｆ１＿ｉ ９６.２４
Ｆ１＿ａ ９６.３８

ｐｕｂｌｉｃ
ｄａｔａｓｅｔ ＩＮＴＩＭＡＴＥ[５５]

Ｆ１＿ｉ ６.６０
Ａ ６.２８

Ｍａｒｙｌａｎｄ
Ｃｈｒｉｓｔｏｐｈ

Ｆｅｉｃｈｔｅｎｈｏｆｅｒ ｅｔ ａｌ[２０] Ａ ７７.６９

ＬＳＴＦ[２６] Ａ ９５.００

ＹＵＰＥＮＮ
ｄａｔａｓｅｔ

Ａｒｕｎ Ｂａｌａｊｅｅ
Ｖａｓｕｄｅｖａｎ ｅｔ ａｌ[１８] Ａ ８５.６１

ＬＳＴＦ[２６] Ａ ９８.００

ＵＣＦ￣１０１
ｄａｔａｓｅｔ ＬＳＴＦ[２６] Ａ ８５.２０

ＭＴＳＶＲＣ
ｄａｔａｓｅｔ

ＤＭＬＲＤ[６１] Ｍ ８２.１８
ＣＤＧＮＮ[６２] Ｍ ８９.９１

４　 结论

本研究综述了短视频场景分类的研究现状ꎬ介
绍了短视频场景特征表示及分类方法ꎬ对不同数据

集上的场景分类方法进行了分析ꎮ 与传统视频相

比ꎬ短视频场景面临许多挑战ꎬ包括短视频场景的

多模态信息表示、短视频数据噪声信息多、相同场

景的短视频类内紧致性差、部分模态数据缺失、各
模态语义强度不一致等ꎮ 虽然已有的工作已经考

虑了其中的部分问题ꎬ但并未对根源性问题进行深

入研究ꎮ
(１)噪声分布与不确定性建模ꎮ 短视频中各模

态的噪声信息导致短视频场景数据具有不确定性ꎮ
研究噪声分布和数据的不确定性建模ꎬ可以增强分

类结果的可靠性ꎮ
(２)缺失数据处理ꎮ 短视频中存在部分模态数

据缺失的问题ꎬ研究缺失数据的处理ꎬ可以充分利

用多模态数据之间的关联ꎬ从而增强特征的语义表

征能力ꎮ
(３)模态内和模态间数据的语义一致性分析ꎮ

短视频模态内和模态间都存在语义紧致性较弱的

特点ꎬ对模态内和模态间数据的语义一致性进行分

析ꎬ可以增强表征建模的准确性ꎮ
因此ꎬ未来短视频场景分类还需要针对这些问

题进行深入探索ꎮ
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[２２] ＤＵ Ｌｉａｎｇꎬ ＬＩＮＧ Ｈａｉｂｉｎ. Ｄｙｎａｍｉｃ ｓｃｅｎｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ
ｕｓｉｎｇ ｒｅｄｕｎｄａｎｔ ｓｐａｔｉａｌ ｓｃｅｎｅｌｅｔｓ[ Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ
ｏｎ Ｃｙｂｅｒｎｅｔｉｃｓꎬ ２０１５ꎬ ４６(９): ２１５６￣２１６５.

[２３] ＴＨＥＲＩＡＵＬＴ Ｃꎬ ＴＨＯＭＥ Ｎꎬ ＣＯＲＤ Ｍ. Ｄｙｎａｍｉｃ ｓｃｅｎｅ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ: ｌｅａｒｎｉｎｇ ｍｏｔｉｏｎ ｄｅｓｃｒｉｐｔｏｒｓ ｗｉｔｈ ｓｌｏｗ ｆｅａ￣
ｔｕｒｅｓ ａｎａｌｙｓｉｓ [ Ｃ ] / / ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ
Ｖｉｓｉｏｎ ＆ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. Ｐｉｓｃａｔａｗａｙꎬ ＵＳＡ: ＩＥＥＥꎬ
２０１３: ２６０３￣２６１０.

[２４] ＷＩＳＫＯＴＴ Ｌꎬ ＳＥＪＮＯＷＳＫＩ Ｔ Ｊ. Ｓｌｏｗ ｆｅａｔｕｒｅ ａｎａｌｙｓｉｓ:
ｕｎｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ ｏｆ ｉｎｖａｒｉａｎｃｅｓ[Ｊ] . Ｎｅｕｒａｌ Ｃｏｍｐｕ￣
ｔａｔｉｏｎꎬ ２００２ꎬ １４(４): ７１５￣７７０.

[２５] ＴＲＡＮ Ｄꎬ ＢＯＵＲＤＥＶ Ｌꎬ ＦＥＲＧＵＳ Ｒꎬ ｅｔ ａｌ. Ｌｅａｒｎｉｎｇ
ｓｐａｔｉｏｔｅｍｐｏｒａｌ ｆｅａｔｕｒｅｓ ｗｉｔｈ ３ｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋｓ
[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ
ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎꎬ ２０１５: ４４８９￣４４９７.

[２６] ＨＵＡＮＧ Ｙｕａｎｊｕｎꎬ ＣＡＯ Ｘｉａｎｂｉｎꎬ ＷＡＮＧ Ｑｉꎬ ｅｔ ａｌ.
Ｌｏｎｇ￣ｓｈｏｒｔ￣ｔｅｒｍ ｆｅａｔｕｒｅｓ ｆｏｒ ｄｙｎａｍｉｃ ｓｃｅｎｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ
[ Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｃｉｒｃｕｉｔｓ ａｎｄ Ｓｙｓｔｅｍｓ ｆｏｒ
Ｖｉｄｅｏ Ｔｅｃｈｎｏｌｏｇｙꎬ ２０１８ꎬ ２９(４): １０３８￣１０４７.

[２７] ＫＲＩＺＨＥＶＳＫＹ Ａꎬ ＳＵＴＳＫＥＶＥＲ Ｉꎬ ＨＩＮＴＯＮ Ｇ. Ｉｍａ￣
ｇｅＮｅｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｗｉｔｈ ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔ￣
ｗｏｒｋｓ[ Ｊ] . Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ
Ｓｙｓｔｅｍｓꎬ ２０１２ꎬ ２５(２): １０９７￣１１０５.

[２８] ＺＨＡＮＧ Ｊｉａｎｇｌｏｎｇꎬ ＮＩＥ Ｌｉｑｉａｎｇꎬ ＷＡＮＧ Ｘｉａｎｇꎬ ｅｔ ａｌ.
Ｓｈｏｒｔｅｒ￣ｉｓ￣ｂｅｔｔｅｒ: ｖｅｎｕｅ ｃａｔｅｇｏｒｙ ｅｓｔｉｍａｔｉｏｎ ｆｒｏｍ ｍｉｃｒｏ￣
ｖｉｄｅｏ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２４ｔｈ ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍｕｌｔｉｍｅｄｉａ. Ｎｅｗ Ｙｏｒｋꎬ ＵＳＡ: ＡＣＭꎬ
２０１６: １４１５￣１４２４.
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[２９] ＮＩＥ Ｌｉｑｉａｎｇꎬ ＷＡＮＧ Ｘｉａｎｇꎬ ＺＨＡＮＧ Ｊｉａｎｇｌｏｎｇꎬ ｅｔ ａｌ.
Ｅｎｈａｎｃｉｎｇ ｍｉｃｒｏ￣ｖｉｄｅｏ ｕｎｄｅｒｓｔａｎｄｉｎｇ ｂｙ ｈａｒｎｅｓｓｉｎｇ
ｅｘｔｅｒｎａｌ ｓｏｕｎｄｓ [ Ｃ ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２５ｔｈ ＡＣＭ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍｕｌｔｉｍｅｄｉａ. Ｎｅｗ Ｙｏｒｋꎬ
ＵＳＡ: ＡＣＭꎬ ２０１７: １１９２￣１２００.

[３０] ＧＲＡＶＥＳ Ａ. Ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙ[ Ｊ] . Ｓｕｐｅｒｖｉｓｅｄ
Ｓｅｑｕｅｎｃｅ Ｌａｂｅｌｌｉｎｇ ｗｉｔｈ Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓꎬ
２０１２ꎬ ３８５: ３７￣４５.

[３１] ＬＩＰＴＯＮ Ｚ Ｃꎬ ＢＥＲＫＯＷＩＴＺ Ｊꎬ ＥＬＫＡＮ Ｃ. Ａ ｃｒｉｔｉｃａｌ
ｒｅｖｉｅｗ ｏｆ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｓｅｑｕｅｎｃｅ ｌｅａｒｎｉｎｇ
[ＥＢ / ＯＬ] . (２０１５￣１０￣１７) [２０２３￣０５￣１８] . ｈｔｔｐｓ: / / ａｒｘｉｖ.
ｏｒｇ / ａｂｓ / １５０６.０００１９.

[３２] ＺＨＯＵ Ｂꎬ ＬＡＰＥＤＲＩＺＡ Ａꎬ ＫＨＯＳＬＡ Ａꎬ ｅｔ ａｌ. Ｐｌａｃｅｓ:
ａ １０ ｍｉｌｌｉｏｎ ｉｍａｇｅ ｄａｔａｂａｓｅ ｆｏｒ ｓｃｅｎｅ ｒｅｃｏｇｎｉｔｉｏｎ[ Ｊ] .
ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｐａｔｔｅｒｎ Ａｎａｌｙｓｉｓ ＆Ｍａｃｈｉｎｅ Ｉｎｔｅｌｌｉ￣
ｇｅｎｃｅꎬ ２０１７ꎬ ４０(６): １４５２￣１４６４.

[３３] ＳＩＭＯＮＹＡＮ Ｋꎬ ＺＩＳＳＥＲＭＡＮ Ａ. Ｖｅｒｙ ｄｅｅｐ ｃｏｎｖｏｌｕ￣
ｔｉｏｎａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｌａｒｇｅ￣ｓｃａｌｅ ｉｍａｇｅ ｒｅｃｏｇｎｉｔｉｏｎ [ＥＢ /
ＯＬ] . (２０１５￣０５￣１０) [２０２３￣０５￣１８] . ｈｔｔｐｓ: / / ａｒｘｉｖ. ｏｒｇ /
ａｂｓ / １４０９.１５５６.

[３４] ＧＵＯ Ｊｉｅꎬ ＮＩＥ Ｘｉｕｓｈａｎꎬ ＣＵＩ Ｃｈａｏｒａｎꎬ ｅｔ ａｌ. Ｇｅｔｔｉｎｇ
ｍｏｒｅ ｆｒｏｍ ｏｎｅ ａｔｔｒａｃｔｉｖｅ ｓｃｅｎｅ: ｖｅｎｕｅ ｒｅｔｒｉｅｖａｌ ｉｎ ｍｉｃｒｏ￣
ｖｉｄｅｏｓ[Ｃ] / / Ａｄｖａｎｃｅｓ ｉｎ Ｍｕｌｔｉｍｅｄｉａ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏ￣
ｃｅｓｓｉｎｇ￣ＰＣＭ ２０１８: １９ｔｈ Ｐａｃｉｆｉｃ￣Ｒｉｍ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｍｕｌｔｉｍｅｄｉａ. Ｂｅｒｌｉｎꎬ Ｇｅｒｍａｎ: Ｓｐｒｉｎｇｅｒꎬ ２０１８: ７２１￣７３３.

[３５] ＧＵＯ Ｊｉｅꎬ ＮＩＥ Ｘｉｕｓｈａｎꎬ ＪＩＡＮ Ｍｕｗｅｉꎬ ｅｔ ａｌ. Ｂｉｎａｒｙ ｆｅａ￣
ｔｕｒｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｌｅａｒｎｉｎｇ ｆｏｒ ｓｃｅｎｅ ｒｅｔｒｉｅｖａｌ ｉｎ ｍｉｃｒｏ￣
ｖｉｄｅｏ[ Ｊ] . Ｍｕｌｔｉｍｅｄｉａ Ｔｏｏｌｓ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓꎬ ２０１９ꎬ
７８: ２４５３９￣２４５５２.

[３６] ＨＥ Ｋａｉｍｉｎｇꎬ ＺＨＡＮＧ Ｘｉａｎｇｙｕꎬ ＲＥＮ Ｓｈａｏｑｉｎｇꎬ ｅｔ ａｌ.
Ｄｅｅｐ ｒｅｓｉｄｕａｌ ｌｅａｒｎｉｎｇ ｆｏｒ ｉｍａｇｅ ｒｅｃｏｇｎｉｔｉｏｎ[Ｃ] / / ＩＥＥＥ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ＆ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ.
Ｐｉｓｃａｔａｗａｙꎬ ＵＳＡ: ＩＥＥＥꎬ ２０１６: ７７０￣７７８.

[３７] ＷＥＩ Ｙｉｎｗｅｉꎬ ＷＡＮＧ Ｘｉａｎｇꎬ ＧＵＡＮ Ｗｅｉｌｉꎬ ｅｔ ａｌ.
Ｎｅｕｒａｌ ｍｕｌｔｉｍｏｄａｌ ｃｏｏｐｅｒａｔｉｖｅ ｌｅａｒｎｉｎｇ ｔｏｗａｒｄ ｍｉｃｒｏ￣
ｖｉｄｅｏ ｕｎｄｅｒｓｔａｎｄｉｎｇ [ Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｍａｇｅ
Ｐｒｏｃｅｓｓｉｎｇꎬ ２０１９ꎬ ２９: １￣１４.

[３８] ＷＡＮＧ Ｂｉｎｇꎬ ＨＵＡＮＧ Ｘｉａｎｇｌｉｎꎬ ＣＡＯ Ｇａｎｇꎬ ｅｔ ａｌ. Ｈｙ￣
ｂｒｉｄ￣ａｔｔｅｎｔｉｏｎ ａｎｄ ｆｒａｍｅ ｄｉｆｆｅｒｅｎｃｅ ｅｎｈａｎｃｅｄ ｎｅｔｗｏｒｋ ｆｏｒ
ｍｉｃｒｏ￣ｖｉｄｅｏ ｖｅｎｕｅ ｒｅｃｏｇｎｉｔｉｏｎ[ Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｉｎｔｅｌｌｉｇｅｎｔ
＆ Ｆｕｚｚｙ Ｓｙｓｔｅｍｓꎬ ２０２２ꎬ ４３(３): ３３３７￣３３５３.

[３９] ＷＡＮＧ Ｂｉｎｇꎬ ＨＵＡＮＧ Ｘｉａｎｇｌｉｎꎬ ＣＡＯ Ｇａｎｇꎬ ｅｔ ａｌ. Ａｔ￣
ｔｅｎｔｉｏｎ￣ｅｎｈａｎｃｅｄ ａｎｄ ｔｒｕｓｔｅｄ ｍｕｌｔｉｍｏｄａｌ ｌｅａｒｎｉｎｇ ｆｏｒ ｍｉ￣
ｃｒｏ￣ｖｉｄｅｏ ｖｅｎｕｅ ｒｅｃｏｇｎｉｔｉｏｎ[Ｊ] . Ｃｏｍｐｕｔｅｒｓ ａｎｄ
Ｅｌｅｃｔｒｉｃａｌ Ｅｎｇｉｎｅｅｒｉｎｇꎬ ２０２２ꎬ １０２: １０８１２７.

[４０] ＥＬ￣ＮＯＵＢＹ Ａꎬ ＩＺＡＣＡＲＤ Ｇꎬ ＴＯＵＶＲＯＮ Ｈꎬ ｅｔ ａｌ.
Ａｒｅ ｌａｒｇｅ￣ｓｃａｌｅ ｄａｔａｓｅｔｓ ｎｅｃｅｓｓａｒｙ ｆｏｒ ｓｅｌｆ￣ｓｕｐｅｒｖｉｓｅｄ ｐｒｅ￣
ｔｒａｉｎｉｎｇ? [ＥＢ / ＯＬ] . ( ２０２１￣１２￣２０) [ ２０２３￣０５￣１８] . ｈｔ￣

ｔｐｓ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / ２１１２.１０７４０.
[４１] ＶＩＮＣＥＮＴ Ｐꎬ ＬＡＲＯＣＨＥＬＬＥ Ｈꎬ ＢＥＮＧＩＯ Ｙꎬ ｅｔ ａｌ.

Ｅｘｔｒａｃｔｉｎｇ ａｎｄ ｃｏｍｐｏｓｉｎｇ ｒｏｂｕｓｔ ｆｅａｔｕｒｅｓ ｗｉｔｈ ｄｅｎｏｉｓｉｎｇ
ａｕｔｏｅｎｃｏｄｅｒｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２５ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ. Ｎｅｗ Ｙｏｒｋꎬ ＵＳＡ:
ＡＣＭꎬ ２００８: １０９６￣１１０３.

[４２] ＫＩＲＯＳ Ｒꎬ ＺＨＵ Ｙꎬ ＳＡＬＡＫＨＵＴＤＩＮＯＶ Ｒ Ｒꎬ ｅｔ ａｌ.
Ｓｋｉｐ￣ｔｈｏｕｇｈｔ ｖｅｃｔｏｒｓ[Ｊ] . Ａｄｖａｎｃｅｓ ｉｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ
Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓꎬ ２０１５ꎬ ２８: １￣９.

[４３] ＡＲＯＲＡ Ｓꎬ ＬＩＡＮＧ Ｙꎬ ＭＡ Ｔ. Ａ ｓｉｍｐｌｅ ｂｕｔ ｔｏｕｇｈ￣ｔｏ￣
ｂｅａｔ ｂａｓｅｌｉｎｅ ｆｏｒ ｓｅｎｔｅｎｃｅ ｅｍｂｅｄｄｉｎｇｓ[Ｃ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｌｅａｒｎｉｎｇ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ. Ｎｅｗ Ｙｏｒｋꎬ
ＵＳＡ: ＩＣＭＬꎬ ２０１７: １￣１６.

[４４] ＲＯＮＧ Ｘ. Ｗｏｒｄ２ｖｅｃ ｐａｒａｍｅｔｅｒ ｌｅａｒｎｉｎｇ ｅｘｐｌａｉｎｅｄ[ＥＢ /
ＯＬ] . ( ２０１６￣０６￣０５) [ ２０２３￣０５￣１８] . ｈｔｔｐｓ: / / ａｒｘｉｖ. ｏｒｇ /
ａｂｓ / １４１１.２７３８.

[４５] ＬＥ Ｑꎬ ＭＩＫＯＬＯＶ Ｔ. Ｄｉｓｔｒｉｂｕｔｅｄ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｏｆ ｓｅｎ￣
ｔｅｎｃｅｓ ａｎｄ ｄｏｃｕｍｅｎｔｓ[Ｃ] / / Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ. Ｎｅｗ Ｙｏｒｋꎬ ＵＳＡ: ＡＣＭꎬ ２０１４:
１１８８￣１１９６.

[４６] ＧＵＯ Ｊｉｅꎬ ＮＩＥ Ｘｉｕｓｈａｎꎬ ＭＡ Ｙｕｌｉｎｇꎬ ｅｔ ａｌ. Ａｔｔｅｎｔｉｏｎ
ｂａｓｅｄ ｃｏｎｓｉｓｔｅｎｔ ｓｅｍａｎｔｉｃ ｌｅａｒｎｉｎｇ ｆｏｒ ｍｉｃｒｏ￣ｖｉｄｅｏ ｓｃｅｎｅ
ｒｅｃｏｇｎｉｔｉｏｎ[Ｊ] . Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅｓꎬ ２０２１ꎬ ５４３:
５０４￣５１６.

[４７] ＦＡＮ Ｗｅｉｑｕａｎꎬ ＨＥ Ｚｈｉｗｅｉꎬ ＸＩＮＧ Ｘｉａｏｆｅｎꎬ ｅｔ ａｌ. Ｍｕｌｔｉ￣
ｍｏｄａｌｉｔｙ ｄｅｐｒｅｓｓｉｏｎ ｄｅｔｅｃｔｉｏｎ ｖｉａ ｍｕｌｔｉ￣ｓｃａｌｅ ｔｅｍｐｏｒａｌ ｄｉ￣
ｌａｔｅｄ ｃｎｎｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ９ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ ｏｎ
Ａｕｄｉｏ / Ｖｉｓｕａｌ Ｅｍｏｔｉｏｎ Ｃｈａｌｌｅｎｇｅ ａｎｄ Ｗｏｒｋｓｈｏｐ. Ｎｅｗ
Ｙｏｒｋꎬ ＵＳＡ: ＡＣＭꎬ ２０１９: ７３￣８０.

[４８] ＹＩＮ Ｓｈｉꎬ ＬＩＡＮＧ Ｃｏｎｇꎬ ＤＩＮＧ Ｈｅｙａｎꎬ ｅｔ ａｌ. Ａ ｍｕｌｔｉ￣
ｍｏｄａｌ ｈｉｅｒａｒｃｈｉｃａｌ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｆｏｒ
ｄｅｐｒｅｓｓｉｏｎ ｄｅｔｅｃｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ９ｔｈ Ｉｎｔｅｒ￣
ｎａｔｉｏｎａｌ ｏｎ Ａｕｄｉｏ / Ｖｉｓｕａｌ Ｅｍｏｔｉｏｎ Ｃｈａｌｌｅｎｇｅ ａｎｄ Ｗｏｒｋ￣
ｓｈｏｐ. [Ｓ.ｌ.]: ＡＣＭꎬ ２０１９: ６５￣７１.

[４９] ＲＡＹ Ａꎬ ＫＵＭＡＲ Ｓꎬ ＲＥＤＤＹ Ｒꎬ ｅｔ ａｌ. Ｍｕｌｔｉ￣ｌｅｖｅｌ ａｔ￣
ｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋ ｕｓｉｎｇ ｔｅｘｔꎬ ａｕｄｉｏ ａｎｄ ｖｉｄｅｏ ｆｏｒ ｄｅ￣
ｐｒｅｓｓｉｏｎ ｐｒｅｄｉｃｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ９ｔｈ Ｉｎｔｅｒｎａ￣
ｔｉｏｎａｌ ｏｎ Ａｕｄｉｏ / Ｖｉｓｕａｌ Ｅｍｏｔｉｏｎ Ｃｈａｌｌｅｎｇｅ ａｎｄ Ｗｏｒｋ￣
ｓｈｏｐ[Ｓ.ｌ.]: ＡＣＭꎬ ２０１９: ８１￣８８.

[５０] ＭＥＮＧ Ｈｏｎｇｙｉｎｇꎬ ＨＵＡＮＧ Ｄｉꎬ ＷＡＮＧ Ｈｅｎｇꎬ ｅｔ ａｌ.
Ｄｅｐｒｅｓｓｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ ｂａｓｅｄ ｏｎ ｄｙｎａｍｉｃ ｆａｃｉａｌ ａｎｄ
ｖｏｃａｌ ｅｘｐｒｅｓｓｉｏｎ ｆｅａｔｕｒｅｓ ｕｓｉｎｇ ｐａｒｔｉａｌ ｌｅａｓｔ ｓｑｕａｒｅ ｒｅ￣
ｇｒｅｓｓｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３ｒｄ ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｗｏｒｋｓｈｏｐ ｏｎ Ａｕｄｉｏ / ｖｉｓｕａｌ Ｅｍｏｔｉｏｎ Ｃｈａｌｌｅｎｇｅ. Ｎｅｗ
Ｙｏｒｋꎬ ＵＳＡ: ＡＣＭꎬ ２０１３: ２１￣３０.

[５１] ＳＡＭＡＲＥＨ Ａꎬ ＪＩＮ Ｙꎬ ＷＡＮＧ Ｚꎬ ｅｔ ａｌ. Ｄｅｔｅｃｔ ｄｅｐｒｅｓ￣
ｓｉｏｎ ｆｒｏｍ ｃｏｍｍｕｎｉｃａｔｉｏｎ: ｈｏｗ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎꎬ ｓｉｇｎａｌ
ｐｒｏｃｅｓｓｉｎｇꎬ ａｎｄ ｓｅｎｔｉｍｅｎｔ ａｎａｌｙｓｉｓ ｊｏｉｎ ｆｏｒｃｅｓ[ Ｊ] . ＩＩＳＥ



　 第 ３ 期 聂秀山ꎬ等:短视频场景分类方法综述 １１　　　 　

Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｈｅａｌｔｈｃａｒｅ Ｓｙｓｔｅｍｓ Ｅｎｇｉｎｅｅｒｉｎｇꎬ ２０１８ꎬ
８(３): １９６￣２０８.

[５２] ＮＩＥ Ｗｅｉｚｈｉꎬ ＹＡＮ Ｙａｎꎬ ＳＯＮＧ Ｄａｎꎬ ｅｔ ａｌ. Ｍｕｌｔｉ￣ｍｏｄａｌ
ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｂａｓｅｄ ｏｎ ｍｕｌｔｉ￣ｌａｙｅｒｓ ＬＳＴＭ ｆｏｒ ｖｉｄｅｏ
ｅｍｏｔｉｏｎ ｒｅｃｏｇｎｉｔｉｏｎ[Ｊ] . Ｍｕｌｔｉｍｅｄｉａ Ｔｏｏｌｓ ａｎｄ Ａｐｐｌｉｃａ￣
ｔｉｏｎｓꎬ ２０２１ꎬ ８０: １６２０５￣１６２１４.

[５３] ＶＥＲＭＡ Ｓꎬ ＷＡＮＧ Ｊꎬ ＧＥ Ｚꎬ ｅｔ ａｌ. Ｄｅｅｐ￣ＨＯＳｅｑ: ｄｅｅｐ
ｈｉｇｈｅｒ ｏｒｄｅｒ ｓｅｑｕｅｎｃｅ ｆｕｓｉｏｎ ｆｏｒ ｍｕｌｔｉｍｏｄａｌ ｓｅｎｔｉｍｅｎｔ
ａｎａｌｙｓｉｓ [ Ｃ] / / ２０２０ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｄａｔａ Ｍｉｎｉｎｇ ( ＩＣＤＭ) . Ｐｉｓｃａｔａｗａｙꎬ ＵＳＡ: ＩＥＥＥꎬ ２０２０:
５６１￣５７０.

[５４] ＬＩＵ Ｍｅｎｇꎬ ＮＩＥ Ｌｉｑｉａｎｇꎬ ＷＡＮＧ Ｍｅｎｇꎬ ｅｔ ａｌ. Ｔｏｗａｒｄｓ
ｍｉｃｒｏ￣ｖｉｄｅｏ ｕｎｄｅｒｓｔａｎｄｉｎｇ ｂｙ ｊｏｉｎｔ ｓｅｑｕｅｎｔｉａｌ￣ｓｐａｒｓｅ
ｍｏｄｅｌｉｎｇ [ Ｃ ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２５ｔｈ ＡＣＭ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍｕｌｔｉｍｅｄｉａ. Ｎｅｗ Ｙｏｒｋꎬ
ＵＳＡ: ＡＣＭꎬ ２０１７: ９７０￣９７８.

[５５] ＬＩＵ Ｍｅｎｇꎬ ＮＩＥ Ｌｉｑｉａｎｇꎬ ＷＡＮＧ Ｘｉａｎｇꎬ ｅｔ ａｌ. Ｏｎｌｉｎｅ
ｄａｔａ ｏｒｇａｎｉｚｅｒ: ｍｉｃｒｏ￣ｖｉｄｅｏ ｃａｔｅｇｏｒｉｚａｔｉｏｎ ｂｙ ｓｔｒｕｃｔｕｒｅ￣
ｇｕｉｄｅｄ ｍｕｌｔｉｍｏｄａｌ ｄｉｃｔｉｏｎａｒｙ ｌｅａｒｎｉｎｇ[ Ｊ] . ＩＥＥＥ Ｔｒａｎｓ￣
ａｃｔｉｏｎｓ ｏｎ Ｉｍａｇｅ Ｐｒｏｃｅｓｓｉｎｇꎬ ２０１８ꎬ ２８(３): １２３５￣１２４７.

[５６] ＬＩＵ Ｗｅｉꎬ ＨＵＡＮＧ Ｘｉａｎｇｌｉｎꎬ ＣＡＯ Ｇａｎｇꎬ ｅｔ ａｌ. Ｊｏｉｎｔ
ｌｅａｒｎｉｎｇ ｏｆ ＬＳＴＭｓ￣ＣＮＮ ａｎｄ ｐｒｏｔｏｔｙｐｅ ｆｏｒ ｍｉｃｒｏ￣ｖｉｄｅｏ
ｖｅｎｕｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ[Ｃ] / / Ａｄｖａｎｃｅｓ ｉｎ Ｍｕｌｔｉｍｅｄｉａ Ｉｎｆｏｒ￣
ｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ: ＰＣＭ ２０１８: １９ｔｈ Ｐａｃｉｆｉｃ￣Ｒｉｍ Ｃｏｎ￣
ｆｅｒｅｎｃｅ ｏｎ Ｍｕｌｔｉｍｅｄｉａ. Ｂｅｒｌｉｎꎬ Ｇｅｒｍａｎ: Ｓｐｒｉｎｇｅｒꎬ
２０１８: ７０５￣７１５.

[５７] ＬＩＵ Ｗｅｉꎬ ＨＵＡＮＧ Ｘｉａｎｇｌｉｎꎬ ＣＡＯ Ｇａｎｇꎬ ｅｔ ａｌ. Ｊｏｉｎｔ
ｌｅａｒｎｉｎｇ ｏｆ ｎｎｅｘｔｖｌａｄꎬ ｃｎｎ ａｎｄ ｃｏｎｔｅｘｔ ｇａｔｉｎｇ ｆｏｒ ｍｉｃｒｏ￣

ｖｉｄｅｏ ｖｅｎｕｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ[ Ｊ] . ＩＥＥＥ Ａｃｃｅｓｓꎬ ２０１９ꎬ ７:
７７０９１￣７７０９９.

[５８] ＬＩＵ Ｗｅｉꎬ ＨＵＡＮＧ Ｘｉａｎｇｌｉｎꎬ ＣＡＯ Ｇａｎｇꎬ ｅｔ ａｌ. Ｍｕｌｔｉ￣
ｍｏｄａｌ ｓｅｑｕｅｎｃｅ ｍｏｄｅｌ ｗｉｔｈ ｇａｔｅｄ ｆｕｌｌｙ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｂｌｏｃｋｓ ｆｏｒ ｍｉｃｒｏ￣ｖｉｄｅｏ ｖｅｎｕｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ[Ｊ] .
Ｍｕｌｔｉｍｅｄｉａ Ｔｏｏｌｓ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓꎬ ２０２０ꎬ ７９(９ / １０):
６７０９￣６７２６.

[ ５９ ] ＬＩ Ｘｉｎꎬ ＧＵＯ Ｙｕｈｏｎｇ. Ｍｕｌｔｉ￣ｌｅｖｅｌ ａｄａｐｔｉｖｅ ａｃｔｉｖｅ
ｌｅａｒｎｉｎｇ ｆｏｒ ｓｃｅｎｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ[Ｃ] / / Ｅｕｒｏｐｅａｎ Ｃｏｎ￣
ｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ. Ｂｅｒｌｉｎꎬ Ｇｅｒｍａｎ:
Ｓｐｒｉｎｇｅｒꎬ ２０１４: ２３４￣２４９.

[６０] ＧＵＯ Ｊｉｅꎬ ＮＩＥ Ｘｉｕｓｈａｎꎬ ＹＩＮ Ｙｉｌｏｎｇ. Ｍｕｔｕａｌ ｃｏｍｐｌｅ￣
ｍｅｎｔａｒｉｔｙ: ｍｕｌｔｉ￣ｍｏｄａｌ ｅｎｈａｎｃｅｍｅｎｔ ｓｅｍａｎｔｉｃ ｌｅａｒｎｉｎｇ
ｆｏｒ ｍｉｃｒｏ￣ｖｉｄｅｏ ｓｃｅｎｅ ｒｅｃｏｇｎｉｔｉｏｎ [ Ｊ] . ＩＥＥＥ Ａｃｃｅｓｓꎬ
２０２０ꎬ ８: ２９５１８￣２９５２４.

[６１] ＬＵ Ｗｅｉꎬ ＬＩ Ｄｅｓｈｅｎｇꎬ ＮＩＥ Ｌｉｑｉａｎｇꎬ ｅｔ ａｌ. Ｌｅａｒｎｉｎｇ ｄｕａｌ
ｌｏｗ￣ｒａｎｋ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｆｏｒ ｍｕｌｔｉ￣ｌａｂｅｌ ｍｉｃｒｏ￣ｖｉｄｅｏ ｃｌａｓ￣
ｓｉｆｉｃａｔｉｏｎ[Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｍｕｌｔｉｍｅｄｉａꎬ ２０２３ꎬ
２５: ７７￣８９.

[６２] ＬＵ Ｗｅｉꎬ ＬＩＮ Ｊｉａｘｉｎꎬ ＪＩＮＧ Ｐｅｉｇｕａｎｇꎬ ｅｔ ａｌ. Ａ ｍｕｌｔｉｍｏ￣
ｄａｌ ａｇｇｒｅｇａｔｉｏｎ ｎｅｔｗｏｒｋ ｗｉｔｈ ｓｅｒｉａｌ ｓｅｌｆ￣ａｔｔｅｎｔｉｏｎ ｍｅｃｈａ￣
ｎｉｓｍ ｆｏｒ ｍｉｃｒｏ￣ｖｉｄｅｏ ｍｕｌｔｉ￣ｌａｂｅｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ[ Ｊ] . ＩＥＥＥ
Ｓｉｇｎａｌ Ｐｒｏｃｅｓｓｉｎｇ Ｌｅｔｔｅｒｓꎬ ２０２３ꎬ ３０: ６０￣６４.

[６３] ＡＢＵ￣ＥＬ￣ＨＡＩＪＡ Ｓꎬ ＫＯＴＨＡＲＩ Ｎꎬ ＬＥＥ Ｊꎬ ｅｔ ａｌ. Ｙｏｕ￣
Ｔｕｂｅ￣８Ｍ: ａ ｌａｒｇｅ￣ｓｃａｌｅ ｖｉｄｅｏ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｂｅｎｃｈｍａｒｋ
[ＥＢ / ＯＬ] . (２０１６￣０９￣２７) [２０２３￣０５￣１８] . ｈｔｔｐｓ: / / ａｒｘｉｖ.
ｏｒｇ / ａｂｓ / １６０９.０８６７５.

(编辑:郭少华)


