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摘要:针对现有谱图神经网络模型在学习图节点特征矩阵信号频率分布方面存在的不足ꎬ采用盖根堡正交基改进ꎬ提出一种泛化

能力强、适合真实世界数据的谱图神经网络模型ꎬ有效提高节点分类任务精度ꎮ 分析不同真实世界数据集中图节点特征矩阵的

信号频率分布ꎬ使用盖根堡正交基学习谱图滤波函数ꎬ提高模型的泛化能力ꎮ 理论分析表明ꎬ该模型能够以最佳平方误差有效学

习闭区间上的任意连续谱滤波函数ꎮ 在 １３ 个数据集上进行试验的结果显示ꎬ基于盖根堡正交基的谱图神经网络模型在 ８ 个数

据集上的性能均超越目前的先进模型ꎬ验证了模型的有效性ꎮ 可扩展性试验表明ꎬ该模型适用于大规模图数据ꎮ
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０　 引言

谱图神经网络是一种基于图信号处理和深度

学习的图神经网络模型[１]ꎬ主要思想是将傅里叶变

换应用到图数据上ꎬ提取每个节点的局部特征ꎬ在

谱域上进行卷积运算ꎮ 早期的谱图神经网络使用

各阶特征值矩阵的线性组合近似卷积核参数[２]ꎮ
传统谱图模型需要进行图拉普拉斯矩阵的对角化

分解ꎬ所需内存规模和计算量会随节点数量快速增

长ꎬ在训练过程中ꎬ每次前向传播都需要复杂计算ꎬ
并且训练参数正比于图的规模ꎬ导致传统谱图神经
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网络难以训练或应用到大规模图数据 (拥有 １００
０００ 及以上节点或边的图数据)上ꎮ 为克服上述困

难ꎬ已有谱图神经网络的相关研究尝试使用一组多

项式基线性加权组合近似需要学习的复杂参

数[３￣１２]ꎮ 但现有研究存在 ２ 个方面的问题ꎮ 一方

面ꎬ现有模型使用的多项式基泛化能力不足ꎬ缺乏

选取多项式基的相关理论ꎬ例如:切比雪夫网络

(Ｃｈｅｂｙｓｈｅｖ ｎｅｔｗｏｒｋꎬ ＣｈｅｂＮｅｔ)基于切比雪夫多项

式ꎬ理论泛化能力较好ꎬ能以最佳一致损失逼近任

何滤波器[３]ꎬ但在真实世界数据集上的效果却劣于

图 卷 积 网 络 ( ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋꎬ
ＧＣＮ) [１３]ꎬ目前研究仍不能很好地解释这一现象ꎻ
克雷网络(Ｃａｙｌｅｙ ｎｅｔｗｏｒｋꎬ ＣａｙｌｅｙＮｅｔ) [４]、自回归

移动平均(ａｕｔｏ￣ｒｅｇｒｅｓｓｉｖｅ ｍｏｖｉｎｇ ａｖｅｒａｇｅꎬ ＡＲＭＡ)
滤波器[５]、泛化页排序图神经网络(ｇｅｎｅｒａｌｉｚｅｄ ｐａｇ￣
ｅｒａｎｋ ｇｒａｐｈ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ＧＰＲＧＮＮ) [６]、伯恩斯坦

网络(Ｂｅｒｎｓｔｅｉｎ ｎｅｔｗｏｒｋꎬ ＢｅｒｎＮｅｔ) [７] 等基于不同类

型的非正交多项式近似任意谱滤波函数ꎬ尽管节点

分类性能较好ꎬ但泛化能力均弱于基于正交多项式

的 先 进 模 型 ( 如 雅 可 比 卷 积 网 络 ( Ｊａｃｏｂｉ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋꎬ ＪａｃｏｂｉＣｏｎｖ) [１２]、ＣｈｅｂＮｅｔ)ꎮ
因此ꎬ关于谱图神经网络设计过程中如何选取一组

泛化能力更强的多项式基ꎬ目前仍缺乏明确的理论

指导ꎮ 另一方面ꎬ现有谱图模型在设计时没有考虑

节点特征矩阵的频率分布ꎮ 图最重要的 ２ 个信息就

是图拓扑结构和节点特征矩阵ꎮ 目前ꎬ基于谱图理

论的工作将拉普拉斯矩阵变换到频域ꎬ却没有研究

过节点特征信号在频域上的分布情况ꎬ在设计模型

时也忽略了节点特征与频率分布的关联ꎬ解决这一

问题有助于形成更优的谱图神经网络ꎮ
为了解决上述 ２ 个问题ꎬ本研究从函数近似理

论出发ꎬ指出基于多项式的模型以最小平方误差近

似谱滤波函数时ꎬ多项式基需要满足正交条件ꎬ为
后续谱图神经网络的设计提供有效的理论工具ꎻ通
过分析正交多项式的权重函数和真实世界数据集

中节点特征频率分布的关联ꎬ提出盖根堡正交多项

式谱图神经网络模型ꎬ更适应真实世界数据集的特

征频率分布ꎻ试验结果表明本研究所提模型在选用

的 １３ 个真实世界数据集中ꎬ有 ８ 个的表现均超过目

前先进的谱图神经网络模型ꎬ证明理论分析和模型

设计的有效性ꎮ 扩展性试验表明ꎬ本研究提出的模

型能够有效应用在大规模图上ꎮ

１　 相关工作

谱图神经网络在处理同配图和异配图数据时

都十分有效ꎬ在大规模数据集上有较好的可扩展

性ꎬ因此具有广泛应用和重要研究价值[１４￣２３]ꎮ
１.１　 谱图理论与傅里叶变换

谱图神经网络利用卷积定理ꎬ通过傅里叶变换

将参与卷积的 ２ 个函数转换到频域进行相乘ꎬ使用

傅里叶逆变换将结果转换回空域ꎮ
将 Ｎ 节点的无向连通图表示为 Ｇ ＝ (ＶꎬＥ)ꎬ其

中 Ｖ 为图中节点集合ꎬＥ 为图中边集合ꎬ滤波函数为

ｇθꎬ节点特征矩阵为 ＸꎬＸ∈ＲＮ×ｄꎬ拉普拉斯矩阵Ｌ＝
Ｉ－Ａꎬ其中 Ｉ 为单位矩阵ꎬＩ∈ＲＮ×ＮꎬＡ 为邻接矩阵ꎬ
Ａ∈ＲＮ×Ｎꎬ分解后的特征值矩阵 Λ∈ＲＮ×Ｎꎬ特征向量

矩阵 Ｕ∈ＲＮ×Ｎꎬ Ｌ＝ＵΛＵＴꎬΛ 中位置( ｉꎬ ｉ)处的元素

为 λ ｉꎬλ ｉ∈[０ꎬ２]ꎬ ∀ｉ∈[１ꎬｎ]ꎮ 特征矩阵 Ｘ 的傅

里叶变换和傅里叶逆变换分别表示为:

Ｘ^＝ＵＴＸꎬ (１)

Ｘ＝ＵＸ^ꎬ (２)

式中 Ｘ^ 为谱域上的节点特征矩阵ꎮ 根据卷积定理ꎬ
一个图神经网络模型可以从谱域角度表达为:

ｇθ(Ｌ)∗Ｘ＝Ｕ(ｇθ(Λ)(ＵＴＸ))＝ Ｕｇθ(Λ)ＵＴＸꎬ
(３)

式中ꎬ∗为卷积运算ꎮ 训练谱图神经网络就是学习

定义域为[０ꎬ２]的 ｇθ 在 ｎ 个特征点上的 ｇθ(λ ｉ)ꎬ因
此ꎬ可以转化为训练含有 ｎ 个参数的函数 θｉꎬ即:

Ｕ
ｇθ(λ１) 􀆺 ０

⋮ ⋮
０ 􀆺 ｇθ(λｎ)

æ

è

ç
ç
ç

ö

ø

÷
÷
÷
ＵＴＸ＝

Ｕ
θ１ 􀆺 ０
⋮ ⋮
０ 􀆺 θｎ
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è

ç
ç
ç

ö

ø

÷
÷
÷
ＵＴＸꎮ (４)

谱图神经网络虽然具有较好的可解释性ꎬ却存

在 ２ 个问题:Ｌ 的特征分解需要巨大的计算量和内

存开销ꎻ需要学习的参数正比于图中节点的规模ꎬ
因此难以扩展到大规模图上ꎮ
１.２　 基于多项式的谱图神经网络

为了克服上述问题ꎬ研究者们利用标准分解后

特征向量矩阵的特殊性质 ＵＵＴ ＝ Ｉ[２４]ꎬ引入高阶多

项式近似卷积核函数ꎬ具体原理式为:

ｇ(Ｌ)＝ Ｕ (∑
Ｋ

ｋ ＝０
θｋΛｋ)ＵＴ ＝∑

Ｋ

ｋ ＝０
(θｋＵΛｋＵＴ) ＝

∑
Ｋ

ｋ ＝０
θｋ(ＵΛＵＴ)􀆺(ＵΛＵＴ) ＝ ∑

Ｋ

ｋ ＝０
θｋＬｋꎬ (５)

式中 Ｋ 为谱图神经网络的阶数ꎮ 该方法使模型参

数量从 Ｏ(Ｎ)降低到 Ｏ(Ｋ)ꎮ 进一步使用 ｋ 阶多

项式函数 Ｐｋ(Ｌ)代替 Ｌｋꎬ以求更好地近似 ｇ(Ｌ)函
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数ꎮ 最终ꎬ通用的基于多项式近似的谱图神经网

络 ( ｓｐｅｃｔｒａｌ ｇｒａｐｈ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ＳＧＮＮ ) 模 型

表示为:　 　

Ｚ ＝ ( ∑
Ｋ

ｋ ＝０
θｋＰｋ(Ｌ))Ｘꎮ (６)

近年来ꎬ基于多项式近似谱图滤波函数的模

型都可看作式(６)的特殊情况ꎬ主要可以分为以下

两类ꎮ
第一类是使用预定义或特殊形式的权重系数

组合多阶多项式的模型[３] ꎮ 该类模型的提出并非

从谱域视角出发ꎬ但仍可将其看作谱图神经网络

的一种ꎮ 为了让空域图神经网络模型有效扩展到

大规 模 图 数 据ꎬ 文 献 [ ８ ] 提 出 简 化 图 卷 积

( ｓｉｍｐｌｉｆｙｉｎｇ ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌꎬ ＳＧＣ)网络ꎬ可以

看作使用 Ｋ 阶多项式(１－ｘ) Ｋ 近似谱图滤波器ꎬ权
重系数为 １ꎻ文献[９]使用可调参的 ＰａｇｅＲａｎｋ 系数

构造近似个性化网页排名网络( ａｐｐｒｏｘｉｍａｔｅ ｐｅｒ￣
ｓｏｎａｌｉｚｅｄ ｐａｇｅｒａｎｋ ｏｆ ｎｅｕｒａｌ ｐｒｅｄｉｃｔｉｏｎꎬ ＡＰＰＮＰ)ꎻ
文献[１０]使用固定系数分别学习图上的低频和高

频信号ꎬ提出低频 /高频－图神经网络(ｇｒａｐｈ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ￣ｌｏｗ ｆｒｅｑｕｅｎｃｙ / ｇｒａｐｈ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ￣ｈｉｇｈ
ｆｒｅｑｕｅｎｃｙꎬ ＧＮＮ￣ＬＦ / ＧＮＮ￣ＨＦ)ꎬ按照特定比例平衡

低频谱图滤波函数和高频谱图滤波函数ꎮ
第二类是使用可学习的权重系数组合多项式

的模型ꎬ最早是 ＣｈｅｂＮｅｔ[２]ꎻＣａｙｌｅｙＮｅｔ 用 Ｃａｙｌｅｙ 多

项式的实数域部分[４]ꎻＡＲＭＡ 将多个有理式组合成

增强谱滤波器ꎬ用于拟合不平滑图信号[５]ꎻ为了提

升图神经网络在异配图上的效果ꎬＧＰＲＧＮＮ 模型使

用幂函数基作为多项式基ꎬ假设对应的权重系数可

正可负[６]ꎻ文献[３]指出先前的工作使用预定义或

无约束的多项式权重线性组合多个多项式滤波器ꎬ
导致滤波器过分简化ꎬ因此ꎬ文献[７]使用 Ｂｅｒｎｓｔｅｉｎ
多项式作为基ꎬ约定权重系数非负ꎮ

上述两类模型中多项式泛化能力不足ꎬ没有考

虑图节点特征在频域上的信号分布ꎬ限制了模型的

表达性能ꎮ
１.３　 已有研究的不足

文献[１２]分析了选用不同正交基对谱图神经

网络模型收敛速率的影响ꎬ提出基于正交雅可比多

项式的权重可学习的 ＪａｃｏｂｉＣｏｎｖꎬ在常见数据集上

均达到先进模型的效果ꎬ但该模型同 １.２ 节中提到

的模型一样ꎬ没有考虑节点特征矩阵的频率分布ꎬ
因此模型能力还有进一步提高的空间ꎮ 另外ꎬ目前

已有研究均未给出选用多项式设计谱图神经网络

时的理论指导ꎮ

２ 　 正交多项式基的最佳平方误差
近似

２.１　 多项式基的选取

定理 １　 魏尔斯特拉斯逼近定理[２５] 　 假设 ｆ 为
一个定义在[ａꎬｂ]上的连续函数ꎬ对∀ε>０ꎬ存在多

项式 ｐꎬ使 ｜ ｜ ｆ(ｘ)－ｐ(ｘ) ｜ ｜ ∞ <εꎮ
由定理 １ 可知ꎬ任意多项式都能以特定的精度

逼近给定区间上的连续函数ꎮ 但在实际谱图神经

网络模型中ꎬ选取一种性质良好的多项式ꎬ可以让

模型更准确高效地学习谱滤波函数ꎬ而性质不好的

多项式会引起一系列问题ꎬ例如采用幂函数基求滤

波函数的最佳平方逼近时ꎬ训练过程中模型精度剧

烈变化ꎬ近似函数舍入误差很大ꎬ可以通过病态系

数 Ｃｐ 进行分析:

Ｃｐ ＝

Δｆ(ｘ)
ｆ(ｘ)
Δｘ
ｘ

ꎬ (７)

式中ꎬΔｆ( ｘ)为值域变化量ꎬΔｘ 为定义域变化量ꎮ
当 ｆ 代表的幂函数阶次较大时ꎬＣｐ较大ꎮ

定理 ２　 最佳平方逼近定理[２４ꎬ２６￣２７] 　 假设谱滤

波函数为[０ꎬ２]上的连续函数ꎬ一组正交多项式基

为{Ｐ０ꎬＰ１ꎬ􀆺ꎬＰＫ}ꎬ任意不超过 Ｋ 阶的[０ꎬ２]上的函

数都能由这组基的线性组合表示ꎬ则 ｇ 在子集{Ｐ０ꎬ
Ｐ１ꎬ􀆺ꎬＰＫ}上的最佳平方逼近

ｆ∗ ＝ ａｒｇｍｉｎ
ｆ

｜ ｇ－ｆ ｜ ２
２ ＝ ａｒｇｍｉｎ

ｆ∈Ｐ
｜ ｇ －∑

Ｋ

ｋ ＝０
αｋＰｋ ｜

２

２
ꎬ

(８)
式中 αｋ 为权重系数ꎮ 根据定理 ２ꎬ正交多项式能最

佳平方逼近任意谱滤波函数ꎬ因此具有很强的泛化

能力ꎮ 选取正交多项式具有 ２ 点优势:一组正交多

项式任意两项之间的互信息为 ０ꎬ任意连续函数可

以唯一表达为正交多项式的线性组合ꎬ不存在交叉

项ꎬ因此使用 Ｋ 阶多项式拟合谱滤波函数只需要确

定 Ｋ 个系数ꎬ大大降低模型的参数量和训练难度ꎻ
任意一组正交多项式各项之间存在递推关系ꎬ可以

利用递推公式简化计算ꎮ 因此正交多项式最常用

于近似任意连续函数ꎬ选取正交多项式成为设计谱

图神经的关键要素ꎮ
２.２　 正交基权重函数在图上的意义

为了选取合适的正交多项式ꎬ从数学定义出

发ꎬ引出权重函数概念ꎬ解释权重函数在真实世界

数据上的含义ꎮ 通过图像直观展示不同权重函数

在拟合特征频率分布时的能力ꎮ 正交的定义与权
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重函数 ω(ｘ)有关ꎬω(ｘ)代表 ２ 个函数计算乘积时

在不同维度的权重ꎬ是一个非负的连续函数ꎮ
若 ｆ(ｘ)ꎬｇ(ｘ)∈[ａꎬｂ]满足

‹ ｆ(ｘ)ꎬｇ(ｘ)› ＝ ∫１
－１

ω(ｘ) ｆ(ｘ)ｇ(ｘ)ｄｘꎬ (９)

则称‹ｆ(ｘ)ꎬｇ(ｘ)›为 ｆ(ｘ)与 ｇ(ｘ)在[ａꎬｂ]上的带权

内积ꎮ 如果式(９)等于 ０ꎬ则称 ｆ(ｘ)与 ｇ(ｘ)关于权重

函数 ω(ｘ)正交ꎮ
若函数族{φ０(ｘ)ꎬφ１(ｘ)ꎬ􀆺ꎬφｎ(ｘ)}满足

‹φｉ(ｘ)ꎬφｊ(ｘ)› ＝ ∫ｂ
ａ
ω(ｘ)φｉ(ｘ)φｊ(ｘ)ｄｘ＝

０ꎬ　 ｉ≠ｊ
Ａ ｉꎬ　 ｉ＝ ｊ{ ꎬ (１０)

则称{φｋ( ｘ)}为[ －１ꎬ１]上带权 ω( ｘ)的正交函数

族ꎬ其中Ａ ｉ为正交基φｉ的模长ꎬＡ ｉ>０ꎮ 每类正交基有

对应的权重函数ꎬＣｈｅｂｙｓｈｅｖ 正交基的权重函数为

１ /
　
１－ｘ２ ꎮ 任意一个权重函数通过选定合适的初始

函数族ꎬ经过施密特正交化ꎬ即可得到一组对应的

正交基ꎮ 因此ꎬ确定一组合适的正交基需要结合数

据集特征选择合适的权重函数ꎮ
ω(ｘ)和真实图数据集有着紧密的联系ꎬ在图上

ω(λ)为信号频率分布密度ꎬ其中 λ 为频率ꎬ离散情

况下可以表示为[λ ｉ－１ꎬλ ｉ]之间的信号频率分布函

数的变化率ꎬ即:

ω(λ)＝ ΔＦ(λ)
Δλ

＝
∑
λｉ≤λ

(ＵＴＸ) ２
ｉ － ∑

λｉ－１≤λ
(ＵＴＸ) ２

ｉ

λ ｉ － λ ｉ－１
ꎬ

(１１)
式中:ΔＦ(λ)为信号频率分布函数的变化ꎻΔλ 为频

率的变化ꎻλ１、λ２、􀆺、λｎ为 ｎ 个频率ꎬλ１≤λ２≤􀆺≤
λｎꎻＵＴＸ 为特征矩阵在对应频率上的幅值ꎮ 由于在

大图上难以通过矩阵对角化过程得到对应的 ＵＴꎬ所
以本研究仅在 ｃｏｒａ、 ｐｕｂｍｅｄ、 ｃｉｔｅｓｅｅｒ、 ｃｈａｍｅｌｅｏｎ、
ｓｑｕｉｒｒｅｌ、ｆｉｌｍ 等小规模图中绘制特征频率分布ꎮ

在图节点特征信号中ꎬ某些频率分量上的幅度

远远大于其他幅度ꎬ为了便于展示ꎬ在绘图时本研究

将这些点过滤掉ꎬ对信号进行均值滤波ꎬ使其变得更

加平滑ꎬ真实世界数据集上的特征信号频率分布如图

１ 所示ꎮ 图 １ 直观地表明 Ｃｈｅｂｙｓｈｅｖ 权重函数难以拟

合真实世界图上的特征频率分布ꎮ 节点特征信号分

布中存在的大幅值点也表明ꎬ在将特征矩阵Ｘ 输入图

网络之前ꎬ可以先随机丢弃一些噪声ꎬ让正交多项式

的权重函数更好地拟合特征频率分布ꎮ

图 １　 真实世界数据集上的特征信号频率分布
Ｆｉｇ.１　 Ｇｒａｐｈ ｓｉｇｎａｌ ｆｒｅｑｕｅｎｃｙ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｎ ｒｅａｌ￣ｗｏｒｌｄ ｄａｔａｓｅｔｓ

２.３　 基于盖根堡多项式的谱图模型

盖根堡网络(Ｇｅｇｅｎｂａｕｅｒ ｎｅｔｗｏｒｋꎬ ＧｅｇｅｎＮｅｔ)
是式(６)框架下的一种情况ꎬ将真实数据集节点特

征在频域上的分布结合到谱图神经网络设计中ꎬ提
出的基于盖根堡正交多项式的谱图神经网络具有

最优平方误差的近似能力ꎬ比已有工作拥有更加强

大的泛化能力ꎮ

２.２ 节中提到 Ｃｈｅｂｙｓｈｅｖ 多项式对应的权重函数

为 １ /
　
１－ｘ２ ꎬ但根据图 １ 中的分析结果ꎬ真实世界的

节点特征频率分布并不一定满足这个形式ꎮ 因此ꎬ本
研究通过向权重函数中引入一个可学习参数 ａꎬ提出

Ｇｅｇｅｎｂａｕｅｒ 多项式ꎬ其权重函数 ω(ｘ)＝ (１－ｘ２) ａ－ １
２ ꎬ由

图 １ 可以看出ꎬ相比 ＣｈｅｂｙｓｈｅｖꎬＧｅｇｅｎｂａｕｅｒ 权重函数
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的拟合能力显著增强ꎮ
Ｇｅｇｅｎｂａｕｅｒ 多项式{Ｃａ

０ꎬＣａ
１ꎬ􀆺ꎬＣａ

ｎ＋１}满足的递

推关系可以表示为:
Ｃａ

０(Ｌ)＝ Ｉꎬ (１２)
Ｃａ

１(Ｌ)＝ ２ａＬꎬ (１３)

　 Ｃａ
ｎ＋１(Ｌ)＝

１
ｎ＋１

[２θｎＬＣａ
ｎ(Ｌ)－θｎ－１Ｃａ

ｎ－１(Ｌ)]ꎬ (１４)

式中:θｎ、θｎ－１为递推公式中的多项式系数ꎬθｎ ＝ ｎ＋ａꎬ
θｎ－１ ＝ ｎ＋２ａ－１ꎮ 引入 Ｇｅｇｅｎｂａｕｅｒ 多项式基后ꎬ提出

的 ＧｅｇｅｎＮｅｔ 模型可以表示为:

ＺＧ ＝ ∑
Ｋ

ｋ ＝０
(αｋＣａ

ｋ(Ｌ))Ｘꎮ (１５)

根据 ２.２ 节可知ꎬ节点特征矩阵中在某些频率

点上的权重远远超过其他部分ꎬ这些点为噪声点ꎬ
为便于分析ꎬ本研究将这些点忽略ꎮ 所以 ＧｅｇｅｎＮｅｔ
模型在将特征输入谱图网络前ꎬ对 Ｘ 的部分噪声进

行丢弃ꎬ 利用递推公式加快训练和推理过程ꎮ
ＧｅｇｅｎＮｅｔ模型算法如下ꎮ

算法 １　 ＧｅｇｅｎＮｅｔ 模型算法

输入: Ｋ、ａ、ｎ、Ｌ、Ｘꎮ

输出: ＺＧ ＝ ∑
Ｋ

ｋ ＝０
(αｋＣａ

ｋ(Ｌ))Ｘꎮ

(１) 初始化 ＺＧꎻ
(２) ｆｏｒ ｋ＝ ０ ｔｏ Ｋ ｄｏꎻ
(３) αｋ ＝ １ꎻ
(４) ｉｆ ｋ＝ ＝ ０ ｏｒ ｋ＝ ＝ １ ｔｈｅｎꎻ
(５)　 　 Ｃａ

０(Ｌ)＝ Ｉꎬ Ｃａ
１(Ｌ)＝ ２ａＬꎻ

(６)　 ｅｎｄ ｉｆꎻ
(７)　 ｅｌｓｅ ｔｈｅｎꎻ
(８)　 Ｃａ

ｋ(Ｌ)＝ (２θｋ－１ＬＣａ
ｋ－１(Ｌ)－θｋ－２Ｃａ

ｋ－２(Ｌ)) / ｋꎻ
(９)　 ｅｎｄ ｅｌｓｅꎻ
(１０)　 　 ＺＧ ＝ＺＧ＋αｋＣａ

ｋ(Ｌ)ꎻ
(１１) ｅｎｄ ｆｏｒꎻ
(１２)　 ＺＧ ＝ＺＧＸꎻ

(１３) ｒｅｔｕｒｎ ＺＧꎮ

３　 试验分析

３.１　 泛化能力评估试验

本试验通过不同模型在图像数据集上拟合不

同类型滤波器时的误差损失评价模型之间的泛化

能力ꎮ 试验设置参考文献[８]ꎮ
从 ＭＡＴＬＡＢ 图像处理工具包中取出 ５０ 张

１００ 像素×１００ 像素的图片构成数据集ꎬ每张图像看

成节点出度为 ４ 的网格图(边缘节点出度为 ３)ꎬ像
素强度转换为 １０ ０００ 维的向量ꎮ 为了评估不同谱

图神经网络的泛化能力ꎬ选用 ５ 类常用的信号滤波

函数(低通滤波器为ｅ－１０λ２ꎬ高通滤波器为 １－ｅ－１０λ２ꎬ
宽带滤波器为ｅ－１０(λ－１) ２ꎬ窄带滤波器为ｅ－１０(λ－１) ２ꎬ梳型

滤波器为 ｜ ｓｉｎ πλ ｜ )作用在所有像素的结果上作为

标签值ꎬ使用不同的谱图神经网络模型拟合这些滤

波器函数ꎬ采用平均均方误差损失 ＬＭＳＥ 作为损失

函数:

ＬＭＳＥ ＝ ∑
Ｎ

ｎ ＝１

　
(ｙｐｒｅｄ－ｙｌａｂｅｌ) ２ ꎬ (１６)

式中ꎬｙｐｒｅｄ为 ＧｅｇｅｎＮｅｔ 输出的预测值ꎬｙｌａｂｅｌ为其他基

线输出的标签值ꎮ 通过比较损失ꎬ反映不同谱图神

经网络模型的泛化能力ꎮ 试验中ꎬ采用一些先进的

谱图神经网络模型作为基线ꎮ
试验结果如表 １ 所示ꎬ其中最优结果加粗标记ꎬ

次优结果用下划线标记ꎮ 由表 １ 可知:除窄带滤波

器外ꎬ在拟合各个类型的滤波器时ꎬＧｅｇｅｎＮｅｔ 模型

的平均均方误差损失都达到最低ꎬ其中拟合低通滤

波器和高通滤波器时ꎬ损失均为１０－４量级ꎻ拟合宽带

滤波器时ꎬ损失较其他模型最小ꎻ拟合梳型滤波器

时ꎬ损失略优于 ＪａｃｏｂｉＣｏｎｖ 模型ꎻ拟合窄带滤波器

时ꎬ损失也接近 ＪａｃｏｂｉＣｏｎｖ 模型ꎮ 该试验证明

ＧｅｇｅｎＮｅｔ模型的泛化性能超越了基线模型ꎮ

表 １　 在 ５０ 张图像上的平均均方误差损失
Ｔａｂｌｅ １　 Ｔｈｅ ｓｕｍ ｏｆ ｍｅａｎ ｓｑｕａｒｅｄ ｅｒｒｏｒ ｌｏｓｓ ｏｖｅｒ ５０ ｉｍａｇｅｓ

模型
平均均方误差损失

低通滤波器 高通滤波器 宽带滤波器 窄带滤波器 梳型滤波器

ＧＣＮ ３.４７９ ９ ６７.６６３ ５ ２５.８７５ ５ ２１.０７４ ７ ５０.５１２ ０
ＧＰＲＧＮＮ ０.４１６ ９ ０.０９４ ３ ３.５１２ １ ３.７９１ ７ ４.６５４ ９
ＡＲＭＡ １.８４７ ８ １.８６３ ２ ７.６９２ ２ ８.２７３ ２ １５.１２１ ４
ＣｈｅｂＮｅｔ ０.８２２ ０ ０.７８６ ７ ２.２７２ ２ ２.５２９ ６ ４.０７３ ５
ＢｅｒｎＮｅｔ ０.０３１ ４ ０.０１１ ３ ０.０４１ １ ０.９３１ ３ ０.９９８ ２
ＪａｃｏｂｉＣｏｎｖ ０.０００ ３ ０.００１ １ ０.０２１ ３ ０.０１５ ６ ０.２９３ ３
ＧｅｇｅｎＮｅｔ ０.０００ ２ ０.０００ ２ ０.０１５ ６ ０.０１８ ６ ０.２８６ ７
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３.２　 小规模图数据集上的节点分类试验

本试验采用常见的小规模数据集ꎬ既有同配图

数据集(Ｃｏｒａ、Ｃｉｔｅｓｅｅｒ、Ｐｕｂｍｅｄ)ꎬ也有异配图数据

集(Ｃｈａｍｅｌｅｏｎ、Ｓｑｕｉｒｒｅｌ、Ｆｉｌｍ、Ｔｅｘａｓ、Ｃｏｒｎｅｌｌ)ꎬ大部

分节点标签与邻居标签不同ꎮ 小规模图数据集的

统计信息如表 ２ 所示ꎮ 本研究采用文献[１３]中的

划分比例ꎬ训练集、验证集、测试集比例分别为

６０％、２０％、２０％ꎮ 试验结果采用 ２０ 轮试验的平均

结果ꎬ每轮的随机种子采用随机初始化ꎮ
表 ２　 小规模图数据集统计信息

Ｔａｂｌｅ ２　 Ｓｔａｔｉｓｔｉｃｓ ｏｆ ｔｈｅ ｓｍａｌｌ ｓｃａｌｅｇｒａｐｈ ｄａｔａｓｅｔｓ
数据集 节点数 边数 特征维度 类别数 同质度

Ｃｏｒａ ２ ７０８ ５ ４２９ １ ４３３ ７ ０.８１
Ｃｉｔｅｓｅｅｒ ３ ３２７ ４ ７３２ ３ ７０３ ６ ０.７４
Ｐｕｂｍｅｄ １９ ７１７ ４４ ３３８ ５００ ３ ０.８０
Ｃｈａｍｅｌｅｏｎ ２ ２７７ ３６ １０１ ２ ３２５ ５ ０.２３
Ｓｑｕｉｒｒｅｌ ５ ２０１ ２１７ ０７３ ２ ０８９ ５ ０.２２
Ｆｉｌｍ ７ ６００ ３３ ５４４ ９３１ ５ ０.２２
Ｔｅｘａｓ １８３ ３０９ １ ７０３ ５ ０.１１
Ｃｏｒｎｅｌｌ １８３ ２９５ １ ７０３ ５ ０.２３

　 　 节点分类准确率

ａｃｃ ＝
∑
Ｎ

ｎ ＝１
Ｉ(ｙｐｒｅｄ ＝ ｙｌａｂｅｌ)

Ｎ
ꎬ (１７)

式中ꎬＩ 为指示函数ꎬ当ｙｐｒｅｄ ＝ ｙｌａｂｅｌ时ꎬ指示函数值为

１ꎬ否则为 ０ꎮ 试验结果如表 ３ 所示ꎬ其中最优结果

加粗标记ꎬ次优结果用下划线标记ꎮ 由表 ３ 可以看

出:ＧｅｇｅｎＮｅｔ 在 Ｃｏｒａ、Ｃｉｔｅｓｅｅｒ、Ｐｕｂｍｅｄ、Ｃｈａｍｅｌｅｏｎ、
Ｆｉｌｍ 数据集上的节点分类准确率达到最佳ꎻ在 ２ 个

异配图数据集 Ｆｉｌｍ、Ｃｈａｍｅｌｅｏｎ 上ꎬ节点分类准确率

相比 ＢｅｒｎＮｅｔ 分别提升近 ６ 百分点、７ 百分点ꎻ在
Ｃｉｔｅｓｅｅｒ 数据集上ꎬ节点分类准确率相比 ＪａｏｃｂｉＣｏｎｖ
提升 ３ 百分点ꎮ 该试验结果证明了正交多项式基模

型的有效性ꎮ ＧｅｇｅｎＮｅｔ 模型在这些数据集上之所

以有效ꎬ可以从图 １ 获得解释ꎬ图 １ 中的绿色曲线代

表 ＧｅｇｅｎＮｅｔ 权重函数在取不同参数时拟合图数据

集信号频率分布的结果ꎬ通过选取不同的参数ꎬ
ＧｅｇｅｎＮｅｔ均能够较好地拟合这些数据集的特征ꎮ

表 ３　 在小规模图数据集上节点分类准确率
Ｔａｂｌｅ ３　 Ａｃｃｕｒａｃｙ ｏｆ ｎｏｄｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｎ ｔｈｅ ｓｍａｌｌ ｓｃａｌｅ ｇｒａｐｈ ｄａｔａｓｅｔ

模型
节点分类准确率 / ％

Ｃｏｒａ Ｃｉｔｅｓｅｅｒ Ｐｕｂｍｅｄ Ｃｈａｍｅｌｅｏｎ Ｓｑｕｉｒｒｅｌ Ｆｉｌｍ Ｔｅｘａｓ Ｃｏｒｎｅｌｌ
ＧＰＲＧＮＮ ８６.７０±１.０３ ７５.１２±１.９８ ８７.３８±０.６３ ６７.２８±１.０９ ３６.４７±１.３８ ５０.１５±１.９２ ８４.５９±４.３７ ９２.９７±１.６８
ＧＣＮ ８１.１４±１.０１ ７９.８６±０.６７ ８６.７３±０.２７ ５９.６１±２.２１ ４６.７８±０.８７ ３３.２３±１.１６ ７７.３８±３.２８ ６５.９０±４.４３
ＣｈｅｂＮｅｔ ７４.９１±０.５２ ６７.６９±０.６４ ６５.９１±１.７１ ３７.１５±１.４９ ２６.５８±１.９２ ２６.５５±０.４６ ３６.３５±８.９０ ２８.７８±４.８５
ＢｅｒｎＮｅｔ ８８.５２±０.９５ ８０.０９±０.７９ ８８.４８±０.４１ ６８.２９±１.５８ ４１.７９±１.０１ ５１.３５±０.７３ ９３.１２±０.６５ ９２.１３±１.６４
ＪａｃｏｂｉＣｏｎｖ ８８.９８±０.４６ ８０.７８±０.７９ ８９.６２±０.４１ ７４.２０±１.０３ ４１.１７±０.６４ ５７.３８±１.２５ ９３.４４±２.１３ ９２.９５±２.４６
ＧｅｇｅｎＮｅｔ ８９.４１±０.０８ ８３.１５±０.３４ ８９.６５±０.０４ ７４.９４±０.７７ ４０.４１±０.１９ ５９.８０±０.９１ ９０.１６±１.６４ ８８.２９±５.３２

　 　 由表 ３ 可知ꎬ对于 Ｔｅｘａｓ 和 Ｃｏｒｎｅｌｌ 数据集ꎬ
ＧｅｇｅｎＮｅｔ模型也达到了较好的效果ꎬ节点分类准

确率优于 ＣｈｅｂＮｅｔ、ＧＣＮ 等模型ꎮ 该试验结果可

以从信号频率分布和权重函数的角度出发进行解

释ꎮ Ｃｏｒｎｅｌｌ 数据集上的图信号密度分布和权重函

数拟合结果如图 ２ 所示ꎬ通过分析 Ｃｏｒｎｅｌｌ 数据集

上的图信号密度分布可以看出ꎬ其分布很难被单

峰的权重函数拟合ꎬ这一结果可以用于证明权重

函数理论在实际应用中的有效性ꎮ 同理ꎬ在分析

Ｔｅｘａｓ 数据集上的试验效果时ꎬ也可以使用相同的

方法ꎬ模型的节点分类准确率较低是由于权重函

数和图信号频率分布不匹配ꎮ 另外ꎬ由表 ３ 可以

看出ꎬ由于 Ｃｏｎｒｅｌｌ 和 Ｔｅｘａｓ 数据集的规模极小(仅
有 １００ 多个节点)ꎬ基于正交多项式的谱图模型泛

化能力难以完全体现ꎬＧｅｇｅｎＮｅｔ 和 ＪａｃｏｂｉＣｏｎｖ 模

型的效果不如基于非正交多项式构造的 ＢｅｒｎＮｅｔ
模型ꎮ

图 ２　 Ｃｏｒｎｅｌｌ 数据集上的图信号密度分布和
权重函数的拟合结果

Ｆｉｇ.２　 Ｔｈｅ ｄｅｎｓｉｔｙ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｇｒａｐｈ ｓｉｇｎａｌｓ ａｎｄ ｔｈｅ ｆｉｔｔｉｎｇ
ｒｅｓｕｌｔｓ ｏｆ ｗｅｉｇｈｔ ｆｕｎｃｔｉｏｎｓ ｏｎ ｔｈｅ Ｃｏｒｎｅｌｌ ｄａｔａｓｅｔ

３.３　 大规模图数据集上的节点分类试验

在大规模图数据集上进行节点分类任务ꎬ其中

大规模图数据集包括大型引文网络 Ｏｇｂｎ￣ａｒｘｉｖ 及

其他 ４ 个大规模异配图数据集 ( Ｐｅｎｎ９４、Ｇｅｎｉｕｓ、
Ｔｗｉｔｃｈ￣ｇａｍｅｒ、Ｐｏｋｅｃ) [２８]ꎮ 大规模图数据集的统计
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信息如表 ４ 所示ꎮ 在 Ｏｇｂｎ￣ａｒｘｉｖ 数据集上ꎬ采用文

献[１２]中使用的 １０ 个随机种子划分数据集ꎬ另外 ４
个异配图数据集采用给定的比例划分ꎮ

表 ４　 大规模图数据集统计信息
Ｔａｂｌｅ ４　 Ｓｔａｔｉｓｔｉｃｓ ｏｆ ｔｈｅ ｌａｒｇｅ ｓｃａｌｅ ｇｒａｐｈ ｄａｔａｓｅｔｓ

数据集 节点数 边数
特征
维度

类别
数

同质
度

Ｏｇｂｎ￣ａｒｘｉｖ １６９ ３４３ １ １６６ ２４３ ４０ ４０ ０.４２

Ｐｅｎｎ９４ ４１ ５５４ １ ３６２ ２２９ ５ ２ ０.４７

Ｇｅｎｉｕｓ ４２１ ９６１ ９８４ ９７９ １２ ２ ０.６２

Ｔｗｉｔｃｈ￣ｇａｍｅｒ １６８ １１４ ６ ７９７ ５５７ ７ ２ ０.０９

Ｐｏｋｅｃ １ ６３２ ８０３ ３０ ５２２ ５６４ ６５ ２ ０

　 　 试验结果如表 ５ 所示ꎬ其中最优结果加粗标

记ꎬ次优结果用下划线标记ꎮ 由表 ５ 可以看出:在
５ 个大规模图数据集上ꎬＧｅｇｅｎＮｅｔ 模型的节点分

类准确率相比基线模型有提升或相差不大ꎻ在
Ｐｅｎｎ９４ 数据集上ꎬＧｅｇｅｎＮｅｔ 模型超过 ＢｅｒｎＮｅｔ 模
型近 １ 百分点ꎻ在 Ｏｇｂｎ￣ａｒｘｉｖ 和 Ｔｗｉｔｃｈ￣ｇａｍｅｒ 数

据集上也超过先进模型的性能ꎻ虽然在 Ｇｅｎｉｕｓ 和

Ｐｏｋｅｃ 数据集上ꎬＧｅｇｅｎＮｅｔ 模型没有达到最优性

能ꎬ但相比 ＧＣＮ 和 ＣｈｅｂＮｅｔ 模型均有较大提升ꎬ与
图 １ 的拟合结果相符ꎬ再次从试验角度证明了理论

和试验分析的有效性ꎮ 试验结果证明了 ＧｅｇｅｎＮｅｔ
模型的可扩展性ꎮ

表 ５　 在大规模图数据集上节点分类准确率
Ｔａｂｌｅ ５　 Ａｃｃｕｒａｃｙ ｏｆ ｎｏｄｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｏｎ ｔｈｅ ｌａｒｇｅ ｓｃａｌｅ ｇｒａｐｈ ｄａｔａｓｅｔ

模型
节点分类准确率 / ％

Ｏｇｂｎ￣ａｒｘｉｖ Ｐｅｎｎ９４ Ｇｅｎｉｕｓ Ｔｗｉｔｃｈ￣ｇａｍｅｒ Ｐｏｋｅｃ
ＧＰＲＧＮＮ ７１.５７±０.２２ ８３.２２±０.５１ ９０.０９±０.３１ ６２.７１±０.３５ ８０.４６±０.３４
ＧＣＮ ７１.３２±０.３１ ８２.３５±０.１８ ８６.２９±１.２２ ６２.３３±０.１５ ７５.５３±０.２１
ＣｈｅｂＮｅｔ ７１.０９±０.１７ ８１.１３±０.４５ ８７.５１±０.６２ ６２.５５±０.２８ ７７.６８±０.１４
ＢｅｒｎＮｅｔ ７１.９６±０.２７ ８３.２６±０.２９ ９０.４７±０.３３ ６４.２７±０.３１ ８１.６７±０.１７
ＧｅｇｅｎＮｅｔ ７２.１５±０.２４ ８４.１８±０.１５ ８８.０７±０.２２ ６４.６４±０.３５ ７８.５１±０.１８

３.４　 ＧｅｇｅｎＮｅｔ 与 ＪａｃｏｂｉＣｏｎｖ 权重函数的对比

ＪａｃｏｂｉＣｏｎｖ 模型是目前先进模型之一ꎬ在 ３.２
节中ꎬ ＧｅｇｅｎＮｅｔ 模 型 在 Ｃｏｒａ、 Ｃｉｔｅｓｅｅｒ、 Ｐｕｂｍｅｄ、
Ｃｈａｍｅｌｅｏｎ、Ｓｑｕｉｒｒｅｌ、Ｆｉｌｍ 共 ６ 个数据集上都超过

或接近该模型ꎮ 考虑 ＧｅｇｅｎＮｅｔ 和 ＪａｃｏｂｉＣｏｎｖ 都

基于正交多项式基且具有较好的泛化能力ꎬ为了

比较两者的不同ꎬ本研究给出 ２ 个模型权重函数

图像ꎬ结合图 １ 中数据集节点特征的信号频率分

布图像和权重函数图像进一步分析 ２ 种模型的

不同ꎮ
ＧｅｇｅｎＮｅｔ 权重函数能够拟合的频率分布如图

３(ａ)所示ꎬＪａｃｏｂｉＣｏｎｖ 权重函数如图 ３(ｂ)所示ꎮ 虽

然 ＪａｃｏｂｉＣｏｎｖ 权重函数(１－ｘ) ａ(１＋ｘ) ｂ 包含函数族

的 形 状 比 ＧｅｇｅｎＮｅｔ 对 应 的 权 重 函 数

(１－ｘ) ａ－ １
２ (１＋ｘ) ａ－ １

２ 更为丰富ꎬ但两者的权重函数都

是单峰函数ꎬ因此ꎬ在 Ｃｏｒｎｅｌｌ、Ｔｅｘａｓ 数据集(双峰或

多峰分布)上ꎬ两者都没有较好的拟合能力ꎬ从 ３.２
节的试验结果中也可以证明这一点ꎮ 在图 １ 包含的

小规模真实数据集上ꎬ特征信号频率分布形状比较

符合图 ３( ａ)ꎬ因此在训练时ꎬＧｅｇｅｎＮｅｔ 模型相比

ＪａｃｏｂｉＣｏｎｖꎬ权重函数更容易收敛到特定数据集的

特征频率分布ꎬ在这些数据集上达到更高的精度ꎬ
与表 ３ 的试验结果相符ꎮ

图 ３　 ＧｅｇｅｎＮｅｔ 与 ＪａｃｏｂｉＣｏｎｖ 对应权重函数随
参数变化

Ｆｉｇ.３　 Ｔｈｅ ｗｅｉｇｈｔ ｆｕｎｃｔｉｏｎｓ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｏ ＧｅｇｅＮｅｔ ａｎｄ
ＪａｃｏｂｉＣｏｎｖ ａｓ ｐａｒａｍｅｔｅｒｓ ｖａｒｙ
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４　 结论

本研究解决了使用多项式基近似任意谱图滤

波函数的谱图神经网络中存在的 ２ 个主要问题ꎬ提
出基于最佳平方近似误差的正交多项式谱图模型ꎮ
通过分析正交多项式基的权重函数和节点特征在

频域的分布情况ꎬ探究 ＣｈｅｂＮｅｔ 在真实世界图上效

果较差的根本原因ꎬ即权重函数和真实世界数据集

信号密度函数不匹配ꎮ 使用泛化能力更强的权重

函数对应的正交多项式提高模型拟合任意谱图滤

波函数的能力ꎮ 目前的研究主要局限于处理具有

单一峰值的密度函数数据ꎮ 然而ꎬ本研究的理论分

析为未来工作提供了指导ꎬ允许研究者根据真实数

据集的特定频率分布特性和正交多项式的权重函

数评估模型的泛化能力ꎮ 此外ꎬ理论分析的深入还

可能揭示新的模型ꎬ进一步推动该领域的研究进展ꎮ
基于多项式的谱图神经网络研究还不是很充

分ꎬ未来研究应该包括如何根据数据集隐含的权重

函数自适应选择一组正交基构造新的谱图神经网

络ꎮ 探究谱图神经网络中多个滤波器的权重系数

应满足的约束条件也是未来的主要研究方向ꎮ
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