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０　 引言

近年来ꎬ许多学者对基于单图的三维模型检索

进行深入研究ꎬ取得显著成果[１￣３]ꎮ 为更好表示三

维模型ꎬ目前大量研究工作将三维模型处理成多张

视图形式表示[４￣６]ꎮ 这种处理方式可以最大程度呈

现三维模型ꎬ有效减小域差距ꎮ 为进一步解决域差

距问题ꎬ一些研究采用对比学习方法进行度量学

习[７]ꎮ 相对于传统三元损失ꎬ对比学习可以解决挖

掘最难正负样本问题ꎮ
基于单图的三维模型检索涉及两个关键性问

题:(１)如何从二维图像和三维模型中提取出有效

且高质量的特征描述符ꎮ (２)二维图像和三维模型

之间存在巨大域差距ꎮ 为更好解决这两个关键性

问题ꎬ继续采用三维模型不同角度视图表示三维模
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型ꎬ通过对比学习进行度量学习ꎮ 提出在模型特征

提取模块引入空间注意力机制ꎬ提高模型特征描述

符有效性ꎬ为后续检索工作提供坚实基础ꎮ 提出将

三维模型二维视图引入到查询图像特征学习过程

中ꎬ缩小图像域和模型域的域间差异ꎮ

１　 相关工作

１.１　 三维模型检索

目前三维模型检索的研究主要分为两个方向ꎬ
基于模型的三维模型检索和基于图像的三维模型

检索ꎮ
基于模型的三维模型检索旨在根据给定三维

模型ꎬ检索出一系列相似的三维模型ꎮ 大多数基于

模型的三维模型检索方法是提取出色的三维模型

特征ꎬ通过衡量三维模型之间的相似度完成检索ꎮ
为提取出色的三维模型特征ꎬ文献[８]提出由连续

主成分分析、傅里叶描述子和 Ｚｅｒｎｉｋｅ 矩构成的方法

联合表示三维模型ꎮ 为更好衡量三维模型之间相似

度ꎬ文献[９]提出联合成本函数方法ꎬ通过平衡不同模

块获取的两个距离ꎬ解决局部和全局特征之间不相关

性问题ꎮ 这些方法通常都需要一个已知三维模型进

行查询ꎬ三维模型在实际应用中获取困难ꎮ
另一个主要方向是基于图像的三维模型检索ꎬ

旨在根据给定真实图像ꎬ检索出一系列相似的三维

模型ꎮ 这一方向主要分为有监督和无监督两种方

法ꎮ 无监督方法不需要二维图像或三维模型标签ꎬ
检索结果往往聚焦类别级别且检索精度有限ꎮ 为

缩小域间差距ꎬ文献[１０]提出无监督双层嵌入对齐

网络ꎬ将三维模型每张视图通过跨域视图注意机制

自适应计算权重ꎬ聚合成一个紧凑描述符ꎬ缩小源

域和目标域之间的差距ꎮ 文献[１１]提出深度相关

联合网络ꎬ基于判别损失和相关损失联合学习两个

不同的深度神经网络ꎮ 为实现更好聚类效果ꎬ文献

[１２]提出改进多聚类语义表示学习方法ꎬ为三维模

型产生更可靠伪标签ꎮ
相较于无监督检索方法ꎬ有监督检索方法需要

给定图像和三维模型标签ꎬ检索精度往往更高且通

常聚焦实例级别检索ꎮ 很多数据集已经提供了相

应标签信息ꎬ为有监督检索方法奠定了良好基础ꎮ
在实际应用中ꎬ实例级别检索更具有应用价值ꎮ 本

研究将关注实例级别的基于图像的三维模型检索ꎮ
为缩小域间差距ꎬ文献[１３]提出通过三元损失进行

相似性度量学习ꎮ 文献 [１４] 提出位置场描述符

( ｌｏｃａｔｉｏｎ ｆｉｅｌｄ ｄｅｓｃｒｉｐｔｏｒｓꎬ ＬＦＤ)ꎬ利用位置场信息

将三维模型和二维图像嵌入到共同的低级表示空

间ꎮ 文献[１５]提出通过三维模型纹理合成模块生

成 负 样 本 ( ｈａｒｄ ｅｘａｍｐｌｅ ｇｅｎｅｒａｔｉｏｎ ｂｙ ｔｅｘｔｕｒｅ
ｓｙｎｔｈｅｓｉｓꎬ ＨＥＧ￣ＴＳ)ꎬ改进跨域相似性度量学习ꎮ 这

些方法都是基于三元损失进行度量学习ꎮ 三元损

失需要挖掘最难正负样本ꎬ文献[７]采用对比学习

进行度量学习ꎬ取得了良好效果ꎮ 文献[１６]提出预

训练框架ꎬ该框架可以学习图像、文本和点云的统

一表示( ｌｅａｒｎｉｎｇ ａ ｕｎｉｆｉｅｄ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｏｆ ｌａｎｇｕａｇｅꎬ
ｉｍａｇｅｓꎬ ａｎｄ ｐｏｉｎｔ ｃｌｏｕｄｓꎬ ＵＬＩＰ)ꎬ在相同的特征空

间对齐域间差异ꎮ 为更好表示三维模型ꎬ文献[１３]
提出通过基于八叉树和多视图图像的方法表示三

维模型ꎮ 目前很多方法将三维模型处理成多个角

度视图表示ꎬ但大部分都没有关注提升模型特征描

述符的有效性ꎬ提出在模型特征提取模块引入空间

注意力机制ꎬ提高模型特征描述符的有效性ꎮ
１.２　 对比学习

对比学习已经在提高表示学习的性能方面取

得显著进展[１７￣２２]ꎬ引起广泛关注ꎮ 对比学习的核心

思想是将样本映射到一个共同嵌入空间中ꎬ推动相

似的样本更近ꎬ不同的样本更远ꎮ
对比学习广泛应用在许多领域ꎮ 在聚类任务

中ꎬ文献[２３]提出将属于同一类点簇拉到一起ꎬ将
来自不同类别样本分开ꎮ 文献[２４]提出对比多视

图学习方法网络ꎬ对多个未标记的三维模型进行聚

类ꎮ 在预测任务中ꎬ文献[２５]提出通过预测两个增

强图像是否来自同一原始图像ꎬ学习图像编码器ꎮ
在图像分类任务中ꎬ文献[２６]提出通过使用强大的

自回归模型ꎬ在潜在空间中预测未来学习表示ꎮ 文

献[２７]提出在预训练过程借助有监督对比损失ꎬ有
效提高模型泛化性能ꎮ 在三维模型检索问题中ꎬ文
献[２８]提出采用对比学习将特征对齐到同一子空

间ꎬ获得更高判别性融合特征ꎮ 在基于图像的三维

模型检索任务中ꎬ采用对比学习缩小图像和三维模

型域间差异取得了良好效果ꎮ 本研究继续采用对

比学习进行度量学习ꎬ提出将三维模型二维视图引

入到查询图像特征学习过程中ꎬ缩小图像域和模型

域域间差异ꎮ

２　 试验方法

本研究提出了一种基于注意力和视图信息方

法ꎮ 该方法在模型特征提取模块引入空间注意力

机制ꎬ提高模型特征描述符有效性ꎻ将三维模型二

维视图引入到查询图像特征学习过程中ꎬ缩小图像
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域和模型域域间差异ꎮ 图 １ 为本研究的整体框架

图ꎮ 三维模型通过平面着色转换为多视角的灰度

图像[７]ꎮ 通过视图补充模块将三维模型二维视图

引入到查询图像特征学习过程中ꎻ提取图像和三维

模型的特征描述符ꎻ在类别和实例两个级别分别缩

小图像和三维模型之间距离ꎮ

图 １　 整体框架图
Ｆｉｇ.１　 Ｏｖｅｒａｌｌ ｆｒａｍｅｗｏｒｋ ｄｉａｇｒａｍ

２.１　 视图补充模块

在该节中具体介绍视图补充模块ꎮ 如图 ２ 所

示ꎬ给定一个查询图像ꎬ随机选择 ｎ 张和该查询

图像具有相同实例标签的三维模型二维视图ꎬ设
定随机选择视图和给定查询图像具有相同的实

例和类别标签ꎮ 随机选取视图颜色空间较为单

一ꎬ本研究只对给定查询图像进行颜色转换ꎮ 在

训练样本中随机选取一张图像ꎬ通过颜色转换机

制将随机选取图像颜色转换到给定查询图像

上 [２９] ꎬ达到扩大查询图像颜色空间和增加训练

样本多样性目的ꎮ 本研究在随机选取视图的同

时ꎬ视图通过预处理提取相应 ｍａｓｋ 图ꎮ 在后续

训练过程中ꎬ随机选择的视图被用作查询图像样

本进行训练ꎮ

图 ２　 视图补充模块的具体细节
Ｆｉｇ.２　 Ｓｐｅｃｉｆｉｃ ｄｅｔａｉｌｓ ｏｆ ｔｈｅ ｖｉｅｗ ｓｕｐｐｌｅｍｅｎｔ ｍｏｄｕｌｅ

２.２　 特征提取

假设数据集有 Ｎ 个实例ꎬ其中第 ｉ 个实例 Ｎｉ 由

查询图像 ｑｉꎬ查询图像对应的 ｍａｓｋ 图 ｍｉꎬ三维模型

ｓｉꎬ以及语义标签 ｙｉ 组成ꎮ 其中每个三维模型由 Ｋ
个灰度图像表示{ｒｉｋ} Ｋ

ｋ＝１ꎮ
经过视图补充模块后ꎬ对 ｑｉ 和{ ｒｉｋ} Ｋ

ｋ＝１进行特征

提取ꎮ 将给定的 ｑｉ 和相应的 ｍｉ 合并通过图像特征

提取器 Ｆｑ 提取查询图像特征表示 Ｆｑ(ｑｉ)ꎮ 将三维

模型多张视图分别通过模型特征提取器 Ｆｒ 提取每

张视图特征表示 Ｆｒ( ｒｉｋ)ꎮ 其次采用注意力机制ꎬ通
过 Ｓｏｆｔｍａｘ 函数为每个三维模型的每张视图分配一

个关于查询图像特征 Ｆｑ(ｑｉ)的权重{αｉｉ
ｋ } Ｋ

ｋ＝１ꎬ将每张

视图进行加权求和获得关于第 ｉ 个查询图像的三维

模型特征表示 Ｆｒ(ｒｉｉ)ꎮ
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在提取模型特征时ꎬ希望提高模型特征描述符

的有效性ꎮ 本研究在提取模型特征时引入空间注

意力机制ꎮ 模型特征提取器以 ＲｅｓＮｅｔ１８ 为基础网

络[３０]ꎮ 在第 ４ 个卷积组后引入空间注意力机制ꎮ
空间注意力机制旨在通过引入注意力模块[３１]ꎬ

使模型能够自适应学习不同区域注意力权重ꎮ 如

图 ３ 所示ꎬ获得第 ４ 个卷积组特征 Ｆꎬ根据式(１)
(２)ꎬ特征 Ｆ 在同一个通道维度分别进行最大池化

和平均池化ꎬ得到Ｆ１∈Ｒ１×Ｈ×Ｗꎬ Ｆ２∈Ｒ１×Ｈ×Ｗꎮ 根据式

(３)ꎬ将 Ｆ１ 和 Ｆ２ 拼接经过卷积核大小为 ７×７ 的卷

积运算ꎬ通过激活函数 Ｓｉｇｍｏｉｄ 得到权重系数 Ｍｓꎮ
根据式(４)ꎬ输入的 Ｆ 与 Ｍｓ 相乘得到缩放后新

特征:
Ｆ１ ＝ＡｖｇＰｏｏｌ(Ｆ)ꎬ (１)
Ｆ２ ＝ＭａｘＰｏｏｌ(Ｆ)ꎬ (２)

Ｍｓ ＝σ( ｆ ７
×７([Ｆ１ꎻＦ２]))ꎬ (３)

Ｆｓａ ＝ＭｓＦꎬ (４)
式中ꎬσ 为 Ｓｉｇｍｏｉｄ 激活函数ꎬ ｆ ７×７为卷积核大小为

７×７的卷积运算ꎬＡｖｇＰｏｏｌ 表示平均池化ꎬＭａｘＰｏｏｌ
表示最大池化ꎮ

在该模块引入空间注意力机制ꎬ提高了模型特

征描述符有效性ꎮ 为后续拉近图像和三维模型之

间距离提供了良好前提ꎮ

图 ３　 空间注意力
Ｆｉｇ.３　 Ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ

２.３　 跨域对比学习

完成特征提取ꎬ分别在类别级别和实例级别对

齐图像和三维模型特征ꎮ 在实例级别ꎬ利用对比学

习拉近查询图像和具有相同实例标签的三维模型

之间的距离ꎬ推远查询图像和具有不同实例标签的

三维模型之间的距离ꎬ每个查询图像都只有一个正

样本:

Ｌｉｎｓｔ ＝ －∑
Ｂ

ｉ∈１

ｌｎ
ｅｘｐ(Ｆｑ(ｑｉ)􀅰Ｆｒ(ｒｉｉ) / τ)

∑
Ｂ

ｊ∈１
ｅｘｐ(Ｆｑ(ｑｉ)􀅰Ｆｒ(ｒｉｊ) / τ)

æ

è

ç
ç

ö

ø

÷
÷
ꎬ

(５)
式中ꎬＢ 为训练批次大小ꎬτ 为超参数ꎬＦｑ(ｑｉ)为查

询图像特征向量ꎬＦｒ(ｒｉｉ)为 Ｆｑ(ｑｉ)的正样本ꎬＦｒ( ｒｉｊ)
为 Ｆｑ(ｑｉ)的负样本ꎮ

在类别级别ꎬ利用对比学习不断拉近查询图像

和同一类别三维模型之间的距离ꎬ推远查询图像和

不同类别三维模型之间的距离ꎬ每个查询图像有多

个正样本和多个负样本:

Ｌｃａｔｓ ＝－∑
Ｂ

ｉ∈１

１
Ｎｍ

∑
Ｂ

ｍ∈１ꎬ
ｙｍ ＝ｙｉ

ｌｎ
ｅｘｐ(Ｆｑ(ｑｉ)􀅰Ｆｒ(ｒｉｍ) / τ)

∑
Ｂ

ｊ∈１
ｅｘｐ(Ｆｑ(ｑｉ)􀅰Ｆｒ(ｒｉｊ) / τ)

æ

è

ç
ç

ö

ø

÷
÷
ꎬ

(６)
式中ꎬＮｍ 表示和查询图像属于相同类别的模型的个

数ꎬＦｑ( ｑｉ ) 为查询图像特征向量ꎬＦｒ ( ｒｉｍ ) 表示与

Ｆｑ(ｑｉ)属于相同类别的的正样本ꎬＦｒ( ｒｉｊ ) 表示与

Ｆｑ(ｑｉ)属于不同类别的的负样本ꎮ
总体损失函数如下:

Ｌ＝Ｌｉｎｓｔ＋βＬｃａｔｓꎬ (７)
式中 β 表示超参数ꎮ

３　 试验细节与结果展示

３.１　 试验设置

本研究分别对图像特征提取器和模型特征提

取器应用 ＲｅｓＮｅｔ５０ 和 ＲｅｓＮｅｔ１８[３０]ꎬ其中第一个卷

积层的通道数量分别修改为 ４ 个和 １ 个ꎬ特征输出

维度为 １２８ꎮ 生成查询图像对应的 ｍａｓｋ 采用预先

训练好的 ＭａｓｋＲ￣ＣＮＮ[３２]和 ＯＣＲＮｅｔ[３３]ꎮ
查询图像、ｍａｓｋ 图像和渲染图像都调整到 ２２４

像素×２２４ 像素的大小ꎮ 每个三维模型包含 １２ 张渲

染图像ꎮ 设置视图补充模块随机选取 ２ 张视图ꎮ 采

用 Ａｄａｍ 优化器ꎬ学习率为 ５ × １０－５ꎬｂｅｔａｓ 为(０.５ꎬ
０.９９９)ꎮ 设置 Ｅｐｏｃｈ 和 ＢａｔｃｈＳｉｚｅ 为 ４００ 和 １０ꎬ超参

数 β 和 τ 为 ０.２ 和 ０.１ꎮ
３.２　 数据集

为了 评 估 本 研 究 的 有 效 性ꎬ 在 Ｐｉｘ３Ｄ[３４]、
ＣｏｍｐＣａｒｓ 和 ＳｔａｎｆｏｒｄＣａｒｓ[３５]３ 个数据集上进行试验

并遵循文献[７ꎬ１５ꎬ１６]中的试验设置和评估指标ꎮ
Ｐｉｘ３Ｄ 数据集由 ９ 个类别组成ꎮ 根据文献[７]

的方法ꎬ本研究仅在 ４ 个类别(即床、椅子、沙发和

桌子)上进行试验ꎮ 这 ４ 个类别共包含 ５ １１８ 张查

询图像和 ３２２ 个三维模型ꎬ其中 ２ ６４８ 张用于训练ꎬ
２ ４７０ 张用于评价ꎮ Ｃｏｍｐ Ｃａｒｓ 和 ＳｔａｎｆｏｒｄＣａｒｓ 专注

更具挑战性的细粒度检索任务ꎮ 在 Ｃｏｍｐ Ｃａｒｓ 中ꎬ
共有 ９４ 个汽车模型和 ５ ６９６ 张查询图像ꎬ其中３ ７９８
张用于训练ꎬ１ ８９８ 张用于评价ꎮ 在 Ｓｔａｎｆｏｒｄ Ｃａｒ
中ꎬ共有 １３４ 个汽车模型和 １６ １８５ 张查询图像ꎬ其
中 ８ １４４ 张用于训练ꎬ８ ０４１ 张用于测试ꎮ
３.３　 比较结果

为了更好展示比较结果ꎬ采用 ＡｃｃＴｏｐ￣１、ＡｃｃＴｏｐ￣１０、
ｄＨＡＵ、ｄＩｏＵ４ 个指标进行评估ꎮ ＡｃｃＴｏｐ￣１和ＡｃｃＴｏｐ￣１０ 表示
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第 １ 个和前 １０ 个预测形状的准确性ꎮ ｄＨＡＵ和ｄＩｏＵ用

来测量 ２ 个三维模型之间的距离ꎮ 评估指标的详细

解释请参见文献[７ꎬ１５ꎬ１６]ꎮ 与现有经典方法的比

较结果显示在表 １ ~ ３ 中ꎮ 本研究在 Ｐｉｘ３Ｄ 数据集

上效果有大幅度提升ꎬ针对单独类别ꎬ除椅子类别

外所有评估指标均优于现有经典方法ꎮ 椅子类别ꎬ
本研究的 ｄＨＡＵ、ｄＩｏＵ 均优于现有经典方法ꎬＡｃｃＴｏｐ￣１、
ＡｃｃＴｏｐ￣１０均优于文献[７]ꎬ与现有经典方法中最好结

果也十分相近ꎮ 在 ＣｏｍｐＣａｒｓ 和 Ｓｔａｎｆｏｒｄ Ｃａｒｓ 数据

集上效果也有着明显提升ꎮ
表 １　 Ｐｉｘ３Ｄ 数据集的试验结果

Ｔａｂｌｅ １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ ｔｈｅ Ｐｉｘ３Ｄ ｄａｔａｓｅｔ
类别 　 　 方法 ＡｃｃＴｏｐ１ / ％ ＡｃｃＴｏｐ１０ / ％ ｄＨＡＵ ｄＩｏＵ

ＵＤＦ￣ＣＧＩ[３６] １９.４０ ４６.６０ ０.０８２ １ ０.３３９ ７
Ｇｒａｂｎｅｒｅｔ ａｌ[３７] ３５.１０ ８３.２０ ０.０３８ ５ ０.５５９ ８
ＬＦＤ ６４.４０ ８９.００ ０.０１５ ２ ０.８０７ ４

ｂｅｄ ＨＥＧ￣ＴＳ ６５.３０ ９５.４０ ０.０１２ ２ ０.８２１ ３
Ｌｉｎｅｔ ａｌ ７３.３０ ９６.１０ ０.００９ ３ ０.８９２ ７
ＵＬＩＰ ７４.２０ ９６.３０ ０.００６ ８ ０.８９３ １
本研究方法 ７７.７０ ９８.９０ ０.００２ ７ ０.９２２ ６
ＵＤＦ￣ＣＧＩ １７.３０ ４９.１０ ０.０５５ ９ ０.３０２ ７
Ｇｒａｂｎｅｒｅｔ ａｌ ４１.３０ ７３.９０ ０.０３０ ５ ０.５４６ ９
ＬＦＤ ５８.１０ ８１.８０ ０.０１７ ０ ０.７１６ ９

ｃｈａｉｒ ＨＥＧ￣ＴＳ ８７.９０ ９７.９０ ０.００４ １ ０.９０６ ３
Ｌｉｎｅｔ ａｌ ７９.４０ ９６.３０ ０.００８ ０ ０.８６６ １
ＵＬＩＰ ８３.７０ ９７.４０ ０.００５ ２ ０.８８３ ２
本研究方法 ８７.８０ ９７.８０ ０.００３ ２ ０.９０６ ９
ＵＤＦ￣ＣＧＩ ２１.７０ ５２.２０ ０.０５０ ３ ０.３８２ ４
Ｇｒａｂｎｅｒｅｔ ａｌ ４４.１０ ８９.９０ ０.０１９ ７ ０.７７６ ２
ＬＦＤ ６７.００ ９４.４０ ０.００７ ５ ０.９０２ ８

ｓｏｆａ ＨＥＧ￣ＴＳ ７２.８０ ９７.７０ ０.００４ ７ ０.９０７ ０
Ｌｉｎｅｔ ａｌ ８０.７０ ９７.１０ ０.００４ ５ ０.９３２ ９
ＵＬＩＰ ８１.５０ ９７.５０ ０.００４ ８ ０.９３４ ７
本研究方法 ８４.８０ ９８.７０ ０.００２ ０ ０.９５２ ０
ＵＤＦ￣ＣＧＩ １２.００ ３４.２０ ０.１００ ３ ０.１７１ ５
Ｇｒａｂｎｅｒｅｔ ａｌ ３３.９０ ６６.１０ ０.０６０ ７ ０.４５０ ０
ＬＦＤ ５３.３０ ８０.１０ ０.０２８ ８ ０.６３８ ３

ｔａｂｌｅ ＨＥＧ￣ＴＳ ７３.７０ ９２.４０ ０.０１７ ０ ０.７６６ ７
Ｌｉｎｅｔ ａｌ ７６.９０ ９３.５０ ０.０１６ ８ ０.８０８ ８
ＵＬＩＰ ７８.００ ９４.００ ０.０１５ ２ ０.７９１ ３
本研究方法 ７８.４０ ９５.７０ ０.００８ ９ ０.８０９ ２
ＵＤＦ￣ＣＧＩ １７.６０ ４５.５０ ０.０７２ ２ ０.２９９ １
Ｇｒａｂｎｅｒｅｔ ａｌ ３８.６０ ７８.３０ ０.０３７ ４ ０.５８３ ２
ＬＦＤ ６０.７０ ８６.３０ ０.０１７ １ ０.７６６ ３

ｍｅａｎ ＨＥＧ￣ＴＳ ７４.９０ ９５.８０ ０.００９ ５ ０.８５０ ３
Ｌｉｎｅｔ ａｌ ７８.９０ ９６.１０ ０.００８ ６ ０.８７４ ６
ＵＬＩＰ ７９.３０ ９６.３０ ０.００８ ０ ０.８７５ １
本研究方法 ８５.１０ ９７.８０ ０.００３ ７ ０.９０４ ０

　 　 注:黑体字为该列最优效果ꎮ

表 ２　 Ｃｏｍｐ Ｃａｒｓ 数据集的试验结果
Ｔａｂｌｅ ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ ｔｈｅ Ｃｏｍｐ Ｃａｒｓ ｄａｔａｓｅｔ

类别 　 方法 ＡｃｃＴｏｐ１ / ％ ＡｃｃＴｏｐ１０ / ％ ｄＨＡＵ ｄＩｏＵ

ＵＤＦ￣ＣＧＩ ２.４０ １８.２０ ０.０２０ ７ ０.７２２ ４
Ｇｒａｂｎｅｒｅｔ ａｌ １０.２０ ３６.９０ ０.０１５ ８ ０.７８０ ５
ＬＦＤ ２０.５０ ５８.００ ０.０１３ ３ ０.８１４ ２

ｃａｒ ＨＥＧ￣ＴＳ ６７.１０ ９３.７０ ０.００３ ５ ０.９２５ ６
Ｌｉｎｅｔ ａｌ ７７.８０ ９４.１０ ０.００２ ３ ０.９３９ ９
ＵＬＩＰ ７８.９０ ９４.３０ ０.００２ ３ ０.９３７ ２
本研究方法 ７８.６０ ９５.２０ ０.００２ １ ０.９３８ １

　 　 注:黑体字为该列最优效果ꎮ

表 ３　 Ｓｔａｎｆｏｒｄ Ｃａｒｓ 数据集的试验结果
Ｔａｂｌｅ ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ ｔｈｅ Ｓｔａｎｆｏｒｄ Ｃａｒｓ ｄａｔａｓｅｔ
类别 　 方法 ＡｃｃＴｏｐ１ / ％ ＡｃｃＴｏｐ１０ / ％ ｄＨＡＵ ｄＩｏＵ

ＵＤＦ￣ＣＧＩ ３.７０ ２０.１０ ０.０１９ ８ ０.７１６ ９
Ｇｒａｂｎｅｒｅｔ ａｌ １１.３０ ４２.２０ ０.０１５ ３ ０.７７２ １
ＬＦＤ ２９.５０ ６９.４０ ０.０１１ ０ ０.８３５ ２

ｃａｒ ＨＥＧ￣ＴＳ ６８.４０ ９２.１０ ０.００３ ４ ０.９２１ ０
Ｌｉｎｅｔ ａｌ ８３.４０ ９６.４０ ０.００２ １ ０.９４３ １
ＵＬＩＰ ８４.３０ ９６.７０ ０.００２ ３ ０.９４６ ７
本研究方法 ８５.１０ ９６.８０ ０.００２ ３ ０.９４９ ３

　 　 注:黑体字为该列最优效果ꎮ

３.４　 消融试验

３.４.１　 关于空间注意力位置的消融试验

为了验证本研究选择空间注意力位置的合理

性ꎬ在 Ｐｉｘ３Ｄ 和 Ｃｏｍｐ Ｃａｒｓ 数据集上分别将空间注

意力应用于 ＲｅｓＮｅｔ１８ 的第 １ 个卷积层后、卷积组之

间、第 ４ 个卷积组后进行消融试验.
表 ４ 的结果表明ꎬ对于两个数据集ꎬ空间注意力

应用于 ＲｅｓＮｅｔ１８ 第 ４ 个卷积组后的检索效果会优

于应 用 于 其 他 位 置ꎮ 该 消 融 试 验 说 明 获 取

ＲｅｓＮｅｔ１８ 的最后一个卷积组的信息之后应用空间

注意力会使得检索效果更好ꎮ 进一步验证了研究

空间注意力应用位置的合理性ꎮ
表 ４　 空间注意力位置的消融试验结果

Ｔａｂｌｅ ４　 Ａｂｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ
数据集 类别 　 　 位置 ＡｃｃＴｏｐ１ / ％

第 １ 个卷积层后 ８２.００

Ｐｉｘ３Ｄ ｍｅａｎ 卷积组之间 ８２.００

第 ４ 个卷积组后 ８２.９０

第 １ 个卷积层后 ７７.７０

Ｃｏｍｐ ｃａｒ 卷积组之间 ７７.１０

第 ４ 个卷积组后 ７８.００
　 　 注:黑体字为该列最优效果ꎮ

３.４.２　 关于视图数量的消融试验

为了验证本研究在视图补充模块所设置的选

择视图张数的合理性ꎬ本研究在 Ｐｉｘ３Ｄ 和 Ｃｏｍｐ
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Ｃａｒｓ 数据集上分别应用视图补充模块时随机选择

２、３、４ 张视图进行消融试验ꎮ
对于 Ｐｉｘ３Ｄ 据集ꎬ表 ５ 的结果表明ꎬ随机选取

４ 张视图检索效果优于随机选取 ２ 张和 ３ 张视图ꎮ
对于 Ｃｏｍｐ Ｃａｒｓ 数据集ꎬ表 ５ 的试验结果表明ꎬ随
机选取 ２ 张视图的检索效果优于随机选取 ３ 张和

４ 张视图的检索效果ꎮ 在 Ｐｉｘ３Ｄ 数据集上ꎬ随机选

取 ２ 张视图的检索效果和随机选取 ４ 张视图的检

索效果相差不大ꎮ 考虑到多类数据集和单类数据

集的综合检索效果ꎬ随机选取 ２ 张视图展示出了

一定的优越性ꎮ 进一步验证了本研究在视图补充

模块设置随机选取 ２ 张视图进行训练的合理性ꎮ
表 ５　 随机选取的视图张数的消融试验结果

Ｔａｂｌｅ ５　 Ａｂｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ａｔｔｅｍｐｔｓ
ｃｈｏｓｅｎａｔ ｒａｎｄｏｍ

数据集 类别 视图数量 /张 ＡｃｃＴｏｐ１ / ％

２ ８５.１０

Ｐｉｘ３Ｄ ｍｅａｎ ３ ８４.６０

４ ８５.３０

２ ７８.６０

Ｃｏｍｐ ｃａｒ ３ ７６.１０

４ ７７.３０
　 　 注:黑体字为该列最优效果ꎮ

３.４.３　 关于空间注意力和视图补充模块有效性的

消融试验

为了验证空间注意力和视图补充模块的有效

性ꎬ在 Ｐｉｘ３Ｄ 和 Ｃｏｍｐ Ｃａｒｓ 数据集上分别进行了消

融试验ꎮ 采用未加入空间注意力和视图补充模块

的检索方法作为消融试验的基准[７]ꎮ
在两个数据集上应用空间注意力的检索效果

见表 ６ꎮ 表 ６ 的结果表明应用空间注意力使检索精

度相较于现有经典方法有一定程度的提高ꎮ 通过

该消融试验可以验证空间注意力机制应用的有

效性ꎮ
表 ６　 空间注意力和视图补充模块有效性的消融试验结果
Ｔａｂｌｅ ６　 Ａｂｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ ｅｆｆｅｃｔｉｖｅｎｅｓｓ ｏｆ ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ

ａｎｄ ｖｉｅｗ ｃｏｍｐｌｅｍｅｎｔ ｍｏｄｕｌｅｓ
数据集 类别 　 　 　 　 　 方法 ＡｃｃＴｏｐ１ / ％

基准 ７８.９０
Ｐｉｘ３Ｄ ｍｅａｎ 基准＋空间注意力 ８２.９０

基准＋空间注意力＋视图补充 ８５.１０
基准 ７７.８０

Ｃｏｍｐ ｃａｒ 基准＋空间注意力 ７８.００
基准＋空间注意力＋视图补充 ７８.６０

　 　 注:黑体字为该列最优效果ꎮ

　 　 在两个数据集上应用视图补充模块的检索效

果见表 ６ꎮ 表 ６ 的结果表明应用视图补充模块可以

使检索精度进一步提高ꎮ 无论是多类别还是单类

别数据集ꎬ视图补充模块的应用都可以使检索效果

变得更优越ꎮ
空间注意力模块和视图补充模块的应用都能

够在一定程度上提高检索精度ꎬ这也证实了本研究

的优越性ꎮ

４　 结论

本研究提出一种基于注意力和视图信息的单

幅图像三维模型检索方法ꎮ 该方法能够显著提高

特征描述符有效性ꎬ有效缩小图像和三维模型域间

差距ꎮ 在模型特征提取模块引入空间注意力机制ꎬ
关注特征重要信息ꎬ提高模型特征描述符的有效

性ꎬ为后续缩小域间差距和检索工作提供良好前

提ꎻ将三维模型二维视图引入到查询图像特征学习

过程中ꎬ进一步提高拉近图像域与模型域之间的域

间差距的效果ꎮ 试验结果表明ꎬ该方法效果优于现

有经典方法ꎮ 提取特征描述符借助空间注意力ꎬ拉
近图像域和模型域的差距借助三维模型视图信息

都显著提高了检索精度ꎮ 本研究对单幅图像可以

有效检索到相似三维模型ꎬ检索效果体现了一定的

优越性ꎮ
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[１２] ＣＨＵ Ｊ Ｈꎬ ＺＨＡＯ Ｘ Ｑꎬ ＳＯＮＧ Ｄꎬ ｅｔ ａｌ. Ｉｍｐｒｏｖｅｄ
ｓｅｍａｎｔｉｃ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｌｅａｒｎｉｎｇ ｂｙ ｍｕｌｔｉｐｌｅ ｃｌｕｓｔｅｒｉｎｇ
ｆｏｒ ｉｍａｇｅ￣ｂａｓｅｄ ３Ｄ ｍｏｄｅｌ ｒｅｔｒｉｅｖａｌ [ Ｊ] . Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｊｏｕｒｎａｌ ｏｎ Ｓｅｍａｎｔｉｃ Ｗｅｂ ａｎｄ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｙｓｔｅｍｓꎬ
２０２２ꎬ １８(１): １￣２０.

[１３] ＺＯＵ Ｑ Ｆꎬ ＬＩＵ Ｌ Ｇꎬ ＬＩＵ Ｙ. Ｉｎｓｔａｎｃｅ￣ｌｅｖｅｌ ３Ｄ ｓｈａｐｅ
ｒｅｔｒｉｅｖａｌ ｆｒｏｍ ａ ｓｉｎｇｌｅ ｉｍａｇｅ ｂｙ ｈｙｂｒｉｄ￣ｒｅｐｒｅｓｅｎｔａｔｉｏｎ￣
ａｓｓｉｓｔｅｄ ｊｏｉｎｔ ｅｍｂｅｄｄｉｎｇ [ Ｊ ] . Ｔｈｅ Ｖｉｓｕａｌ Ｃｏｍｐｕｔｅｒꎬ
２０２１ꎬ ３７(７): １７４３￣１７５６.

[１４] ＧＲＡＢＮＥＲ Ａꎬ ＲＯＴＨ Ｐ Ｍꎬ ＬＥＰＥＴＩＴ Ｖ. Ｌｏｃａｔｉｏｎ ｆｉｅｌｄ
ｄｅｓｃｒｉｐｔｏｒｓ: ｓｉｎｇｌｅ ｉｍａｇｅ ３Ｄ ｍｏｄｅｌ ｒｅｔｒｉｅｖａｌ ｉｎ ｔｈｅ ｗｉｌｄ
[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ２０１９ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
３Ｄ Ｖｉｓｉｏｎ. Ｑｕｅｂｅｃꎬ Ｃａｎａｄａ: ＩＥＥＥꎬ ２０１９: ５８３￣５９３.

[１５] ＦＵ Ｈꎬ ＬＩ Ｓ Ｍꎬ ＪＩＡ Ｒ Ｆꎬ ｅｔ ａｌ. Ｈａｒｄ ｅｘａｍｐｌｅ ｇｅｎｅｒａｔｉｏｎ
ｂｙ ｔｅｘｔｕｒｅ ｓｙｎｔｈｅｓｉｓ ｆｏｒ ｃｒｏｓｓ￣ｄｏｍａｉｎ ｓｈａｐｅ ｓｉｍｉｌａｒｉｔｙ
ｌｅａｒｎｉｎｇ [ Ｃ ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３４ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓ.
Ｎｅｗ Ｙｏｒｋꎬ ＵＳＡ: Ｃｕｒｒａｎ Ａｓｓｏｃｉａｔｅｓ Ｉｎｃꎬ ２０２０:
１４６７５￣１４６８７.

[１６] ＸＵＥ Ｌꎬ ＧＡＯ Ｍ Ｆꎬ ＸＩＮＧ Ｃꎬ ｅｔ ａｌ. Ｕｌｉｐ: ｌｅａｒｎｉｎｇ
ｕｎｉｆｉｅｄ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｏｆ ｌａｎｇｕａｇｅꎬ ｉｍａｇｅ ａｎｄ ｐｏｉｎｔ
ｃｌｏｕｄ ｆｏｒ ３Ｄ ｕｎｄｅｒｓｔａｎｄｉｎｇ [Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ２０２３

ＩＥＥＥ / ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ
Ｒｅｃｏｇｎｉｔｉｏｎ. Ｖａｎｃｏｕｖｅｒꎬ Ｃａｎａｄａ: ＩＥＥＥꎬ ２０２３:
１１７９￣１１８９.

[１７] ＨＥ Ｋ Ｍꎬ ＦＡＮ Ｈ Ｑꎬ ＷＵ Ｙ Ｘꎬ ｅｔ ａｌ. Ｍｏｍｅｎｔｕｍ ｃｏｎ￣
ｔｒａｓｔ ｆｏｒ ｕｎｓｕｐｅｒｖｉｓｅｄ ｖｉｓｕａｌ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ｌｅａｒｎｉｎｇ
[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ２０２０ ＩＥＥＥ / ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. Ｓｅａｔｔｌｅꎬ ＵＳＡ:
ＩＥＥＥꎬ ２０２０: ９７２９￣９７３８.

[１８] ＨＪＥＬＭ Ｒ Ｄꎬ ＦＥＤＯＲＯＶ Ａꎬ ＬＡＶＯＩＥ￣ＭＡＲＣＨＩＬＤＯＮ
Ｓꎬ ｅｔ ａｌ. Ｌｅａｒｎｉｎｇ ｄｅｅｐ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｂｙ ｍｕｔｕａｌ ｉｎｆｏｒ￣
ｍａｔｉｏｎ ｅｓｔｉｍａｔｉｏｎ ａｎｄ ｍａｘｉｍｉｚａｔｉｏｎ[ Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃ￣
ｔｉｏｎｓ ｏｎ Ｐａｔｔｅｒｎ Ａｎａｌｙｓｉｓ ａｎｄ Ｍａｃｈｉｎｅ Ｉｎｔｅｌｌｉｇｅｎｃｅꎬ
２０２２ꎬ ４５(１): ７２２￣７３７.

[１９] ＬÖＷＥ Ｓꎬ Ｏ′ＣＯＮＮＯＲ Ｐꎬ ＶＥＥＬＩＮＧ Ｂ. Ｐｕｔｔｉｎｇ ａｎ ｅｎｄ
ｔｏ ｅｎｄ￣ｔｏ￣ｅｎｄ: ｇｒａｄｉｅｎｔ￣ｉｓｏｌａｔｅｄ ｌｅａｒｎｉｎｇ ｏｆ ｒｅｐｒｅｓｅｎｔａ￣
ｔｉｏｎｓ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３３ｒｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒ￣
ｅｎｃｅ ｏｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓ. Ｎｅｗ
Ｙｏｒｋꎬ ＵＳＡ: Ｃｕｒｒａｎ Ａｓｓｏｃｉａｔｅｓ Ｉｎｃꎬ ２０１９: ３０３９￣３０５１.

[２０] ＭＩＳＲＡ Ｉꎬ ＭＡＡＴＥＮ Ｌ Ｖ. Ｓｅｌｆ￣ｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ ｏｆ
ｐｒｅｔｅｘｔ￣ｉｎｖａｒｉａｎｔ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ [ Ｃ ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
２０２０ ＩＥＥＥ / ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ
Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. Ｓｅａｔｔｌｅꎬ ＵＳＡ: ＩＥＥＥꎬ ２０２０:
６７０７￣６７１７.

[２１] ＴＩＡＮ Ｙꎬ ＫＲＩＳＨＮＡＮ Ｄꎬ ＩＳＯＬＡ Ｐ. Ｃｏｎｔｒａｓｔｉｖｅ ｍｕｌｔｉｖ￣
ｉｅｗ ｃｏｄｉｎｇ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ￣ＥＣＣＶ
２０２０: １６ｔｈ Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ. Ｇｌａｓｇｏｗꎬ ＵＫ:
Ｓｐｒｉｎｇｅｒ￣Ｖｅｒｌａｇꎬ ２０２０: ７７６￣７９４.

[２２] ＷＵ Ｚ Ｆꎬ ＷＡＮＧ Ｓ Ｎꎬ ＧＵ Ｊ Ｔꎬ ｅｔ ａｌ. Ｃｌｅａｒ:
ｃｏｎｔｒａｓｔｉｖｅ ｌｅａｒｎｉｎｇ ｆｏｒ ｓｅｎｔｅｎｃｅ ｒｅｐｒｅｓｅｎｔａｔｉｏｎ[Ｊ] . ＡＣＭ
Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｉｎｔｅｌｌｉｇｅｎｔ Ｓｙｓｔｅｍｓ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙꎬ
２０２０ꎬ １４(４): １￣３４.

[２３] ＫＨＯＳＬＡ Ｐꎬ ＴＥＴＥＲＷＡＫ Ｐꎬ ＷＡＮＧ Ｃꎬ ｅｔ ａｌ. Ｓｕｐｅｒ￣
ｖｉｓｅｄ ｃｏｎｔｒａｓｔｉｖｅ ｌｅａｒｎｉｎｇ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ３４ｔｈ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ
Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓ. Ｎｅｗ Ｙｏｒｋꎬ ＵＳＡ: Ｃｕｒｒａｎ
Ａｓｓｏｃｉａｔｅｓ Ｉｎｃꎬ ２０２０: １８６６１￣１８６７３.

[２４] ＰＥＮＧ Ｂꎬ ＬＩＮ Ｇꎬ ＬＥＩꎬ Ｊꎬ ｅｔ ａｌ. Ｃｏｎｔｒａｓｔｉｖｅｍｕｌｔｉ￣ｖｉｅｗ
ｌｅａｒｎｉｎｇ ｆｏｒ ３Ｄ ｓｈａｐｅ ｃｌｕｓｔｅｒｉｎｇ[ Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ
ｏｎ Ｍｕｌｔｉｍｅｄｉａꎬ ２０２４ꎬ ２６: ６２６２￣６２７２.

[２５] ＣＨＥＮ Ｔꎬ ＫＯＲＮＢＬＩＴＨ Ｓꎬ ＮＯＲＯＵＺＩ Ｍꎬ ｅｔ ａｌ. Ａ ｓｉｍ￣
ｐｌｅ ｆｒａｍｅｗｏｒｋ ｆｏｒ ｃｏｎｔｒａｓｔｉｖｅ ｌｅａｒｎｉｎｇ ｏｆ ｖｉｓｕａｌ ｒｅｐｒｅｓｅｎ￣
ｔａｔｉｏｎｓ[ＤＢ / ＯＬ] . (２０２０￣０２￣１３)[２０２０￣０３￣３０] . ｈｔｔｐｓ: / /
ｄｏｉ.ｏｒｇ / １０.４８５５０ / ａｒＸｉｖ.２００２.０５７０９

[２６] ＯＯＲＤ Ａ Ｖꎬ ＬＩ Ｙꎬ ＶＩＮＹＡＬＳ Ｏ. Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ
ｌｅａｒｎｉｎｇ ｗｉｔｈ ｃｏｎｔｒａｓｔｉｖｅ ｐｒｅｄｉｃｔｉｖｅ ｃｏｄｉｎｇ [ ＤＢ / ＯＬ] .
(２０１８￣０７￣１０)[２０１９￣０１￣２２] . ｈｔｔｐｓ: / / ｄｏｉ.ｏｒｇ / １０.４８５５０ /
ａｒＸｉｖ.１８０７.０３７４８

[２７] ＳＵＮ Ｊ Ｐꎬ ＬＥＩ Ｓ. Ａ ｓｔｕｄｙ ｏｆ ｆｅｗ￣ｓｈｏｔ ｉｍａｇｅ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ｃｏｎｔｒａｓｔｉｖｅ ｌｅａｒｎｉｎｇ ａｎｄ
ｓｅｌｆ￣ａｔｔｅｎｔｉｏｎ [ Ｃ ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ２０２３ ＩＥＥＥ
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Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｅｌｅｃｔｒｉｃａｌꎬ Ａｕｔｏｍａｔｉｏｎ ａｎｄ
Ｃｏｍｐｕｔｅｒ Ｅｎｇｉｎｅｅｒｉｎｇ. Ｃｈａｎｇｃｈｕｎꎬ Ｃｈｉｎａ: ＩＥＥＥꎬ ２０２３:
１１４２￣１１４８.

[２８] ＣＨＥＮ Ｑꎬ ＣＨＥＮ Ｙ Ｎ. Ｍｕｌｔｉ￣ｖｉｅｗ ３Ｄ ｍｏｄｅｌ ｒｅｔｒｉｅｖａｌ
ｂａｓｅｄ ｏｎ ｅｎｈａｎｃｅｄ ｄｅｔａｉｌ ｆｅａｔｕｒｅｓ ｗｉｔｈ ｃｏｎｔｒａｓｔｉｖｅ ｃｅｎｔｅｒ
ｌｏｓｓ[ Ｊ] . Ｍｕｌｔｉｍｅｄｉａ Ｔｏｏｌｓ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓꎬ ２０２２ꎬ ８１
(８): １０４０７￣１０４２６.

[２９] ＲＥＩＮＨＡＲＤ Ｅꎬ ＡＤＨＩＫＨＭＩＮ Ｍꎬ ＧＯＯＣＨ Ｂꎬ ｅｔ ａｌ.
Ｃｏｌｏｒ ｔｒａｎｓｆｅｒ ｂｅｔｗｅｅｎ ｉｍａｇｅｓ [ Ｊ ] . ＩＥＥＥ Ｃｏｍｐｕｔｅｒ
Ｇｒａｐｈｉｃｓ ａｎｄ Ａｐｐｌｉｃａｔｉｏｎｓꎬ ２００１ꎬ ２１(５): ３４￣４１.

[３０] ＨＥ Ｋ Ｍꎬ ＺＨＡＮＧ Ｘ Ｙꎬ ＲＥＮ Ｓ Ｑꎬ ｅｔ ａｌ. Ｄｅｅｐ ｒｅｓｉｄｕａｌ
ｌｅａｒｎｉｎｇ ｆｏｒ ｉｍａｇｅ ｒｅｃｏｇｎｉｔｉｏｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ２０１６
ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃ￣
ｏｇｎｉｔｉｏｎ. Ｌａｓ Ｖｅｇａｓꎬ ＵＳＡ: ＩＥＥＥꎬ ２０１６: ７７０￣７７８.

[３１] ＷＯＯ Ｓꎬ ＰＡＲＫ Ｊꎬ ＬＥＥ Ｊ Ｙꎬ ｅｔ ａｌ. Ｃｂａｍ: ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｂｌｏｃｋ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ [ Ｃ ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ. Ｍｕｎｉｃｈꎬ Ｇｅｒ￣
ｍａｎｙ: Ｓｐｒｉｎｇｅｒ￣Ｖｅｒｌａｇꎬ ２０１８: ３￣１９.

[３２] ＨＥ Ｋ Ｍꎬ ＧＫＩＯＸＡＲＩ Ｇꎬ ＤＯＬＬÁＲ Ｐꎬ ｅｔ ａｌ. Ｍａｓｋ
ｒ￣ｃｎｎ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２０１７ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ. Ｖｅｎｉｃｅꎬ Ｉｔａｌｙ: ＩＥＥＥꎬ
２０１７: ２９６１￣２９６９.

[３３] ＹＵＡＮ Ｙ Ｈꎬ ＣＨＥＮ Ｘ Ｌꎬ ＷＡＮＧ Ｊ Ｄ. Ｏｂｊｅｃｔ￣

ｃｏｎｔｅｘｔｕａｌ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｏｒ ｓｅｍａｎｔｉｃ ｓｅｇｍｅｎｔａｔｉｏｎ
[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ￣ＥＣＣＶ ２０２０:
１６ｔｈ Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒｅｎｃｅ. Ｇｌａｓｇｏｗꎬ ＵＫ: Ｓｐｒｉｎｇｅｒ￣Ｖｅｒ￣
ｌａｇꎬ ２０２０: １７３￣１９０.

[３４] ＳＵＮ Ｘ Ｙꎬ ＷＵ Ｊ Ｊꎬ ＺＨＡＮＧ Ｘ Ｍꎬ ｅｔ ａｌ. Ｐｉｘ３ｄ: ｄａｔａｓｅｔ
ａｎｄ ｍｅｔｈｏｄｓ ｆｏｒ ｓｉｎｇｌｅ￣ｉｍａｇｅ ３Ｄ ｓｈａｐｅ ｍｏｄｅｌｉｎｇ[Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ２０１８ ＩＥＥＥ / ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. Ｓａｌｔ Ｌａｋｅꎬ
ＵＳＡ: ＩＥＥＥꎬ ２０１８: ２９７４￣２９８３.

[３５] ＷＡＮＧ Ｙ Ｍꎬ ＴＡＮ Ｘꎬ ＹＡＮＧ Ｙꎬ ｅｔ ａｌ. ３Ｄ ｐｏｓｅ ｅｓｔｉｍａ￣
ｔｉｏｎ ｆｏｒ ｆｉｎｅ￣ｇｒａｉｎｅｄ ｏｂｊｅｃｔ ｃａｔｅｇｏｒｉｅｓ [Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ
ｏｆ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ￣ＥＣＣＶ ２０１８ Ｗｏｒｋｓｈｏｐｓ. Ｃｈａｍꎬ
Ｓｗｉｔｚｅｒｌａｎｄ: Ｓｐｒｉｎｇｅｒ￣Ｖｅｒｌａｇꎬ ２０１９: ６１９￣６３２.

[３６] ＡＵＢＲＹ Ｍꎬ ＲＵＳＳＥＬＬ Ｂ Ｃ. Ｕｎｄｅｒｓｔａｎｄｉｎｇ ｄｅｅｐ
ｆｅａｔｕｒｅｓ ｗｉｔｈ ｃｏｍｐｕｔｅｒ￣ｇｅｎｅｒａｔｅｄ ｉｍａｇｅｒｙ[Ｃ] / / Ｐｒｏｃｅｅｄ￣
ｉｎｇｓ ｏｆ ２０１５ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ
Ｖｉｓｉｏｎ. Ｓａｎｔｉａｇｏꎬ Ｃｈｉｌｅ: ＩＥＥＥꎬ ２０１５: ２８７５￣２８８３.

[３７] ＧＲＡＢＮＥＲ Ａꎬ ＲＯＴＨ Ｐ Ｍꎬ ＬＥＰＥＴＩＴ Ｖ. ３Ｄ ｐｏｓｅ ｅｓｔｉ￣
ｍａｔｉｏｎ ａｎｄ ３Ｄ ｍｏｄｅｌ ｒｅｔｒｉｅｖａｌ ｆｏｒ ｏｂｊｅｃｔｓ ｉｎ ｔｈｅ ｗｉｌｄ
[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ２０１８ ＩＥＥＥ / ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ. Ｓａｌｔ Ｌａｋｅꎬ
ＵＳＡ: ＩＥＥＥꎬ ２０１８: ３０２２￣３０３１.

(编辑:陈燕)

(上接第 ４７ 页)
[２３] ＳＣＨＬＥＧＬ Ｔꎬ ＳＥＥＢÖＣＫ Ｐꎬ ＷＡＬＤＳＴＥＩＮ Ｓ Ｍꎬ ｅｔ ａｌ.

Ｕｎｓｕｐｅｒｖｉｓｅｄ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｗｉｔｈ ｇｅｎｅｒａｔｉｖｅ
ａｄｖｅｒｓａｒｉａｌ ｎｅｔｗｏｒｋｓ ｔｏ ｇｕｉｄｅ ｍａｒｋｅｒ ｄｉｓｃｏｖｅｒｙ[Ｃ] / / Ｉｎ￣
ｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ ｉｎ Ｍｅｄｉｃａｌ Ｉｍａｇｉｎｇ. Ｏｒｌａｎｄｏꎬ
ＵＳＡ: Ｓｐｒｉｎｇｅｒ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｐｕｂｌｉｓｈｉｎｇꎬ ２０１７: １４６￣１５７.

[２４] ＢＥＲＧＭＡＮＮ Ｐꎬ ＬÖＷＥ Ｓꎬ ＦＡＵＳＥＲ Ｍꎬ ｅｔ ａｌ. Ｉｍｐｒｏ￣
ｖｉｎｇ ｕｎｓｕｐｅｒｖｉｓｅｄ ｄｅｆｅｃｔ ｓｅｇｍｅｎｔａｔｉｏｎ ｂｙ ａｐｐｌｙｉｎｇ ｓｔｒｕｃ￣
ｔｕｒａｌ ｓｉｍｉｌａｒｉｔｙ ｔｏ ａｕｔｏｅｎｃｏｄｅｒｓ[ＥＢ / ＯＬ] . (２０１８￣０７￣０５)
[２０２４￣０３￣１２] . ｈｔｔｐｓ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / １８０７.０２０１１ｖ３

[２５] ＲＵＦＦ Ｌꎬ ＶＡＮＤＥＲＭＥＵＬＥＮ Ｒꎬ ＧＯＥＲＮＩＴＺ Ｎꎬ ｅｔ ａｌ.
Ｄｅｅｐ ｏｎｅ￣ｃｌａｓｓ ｃｌａｓｓｉｆｉｃａｔｉｏｎ [Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ
ｉｎｔｅｒｎａｔｉｏｎａｌ ｃｏｎｆｅｒｅｎｃｅ ｏｎ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ.
Ｓｔｏｃｋｈｏｌｍꎬ Ｓｗｅｄｅｎ: ＩＣＭＬꎬ ２０１８: ４３９３￣４４０２.

[２６] ＤＥＨＡＥＮＥ Ｄꎬ ＦＲＩＧＯ Ｏꎬ ＣＯＭＢＲＥＸＥＬＬＥ Ｓꎬ ｅｔ ａｌ.
Ｉｔｅｒａｔｉｖｅ ｅｎｅｒｇｙ￣ｂａｓｅｄ ｐｒｏｊｅｃｔｉｏｎ ｏｎ ａ ｎｏｒｍａｌ ｄａｔａ ｍａｎｉ￣

ｆｏｌｄ ｆｏｒ ａｎｏｍａｌｙ ｌｏｃａｌｉｚａｔｉｏｎ[ＥＢ / ＯＬ] . ( ２０２０￣０２￣１０)
[２０２４￣０３￣１２] . ｈｔｔｐｓ: / / ａｒｘｉｖ.ｏｒｇ / ａｂｓ / ２００２.０３７３４ｖ１

[２７] ＳＡＬＥＨＩ Ｍꎬ ＳＡＤＪＡＤＩ Ｎꎬ ＢＡＳＥＬＩＺＡＤＥＨ Ｓꎬ ｅｔ ａｌ.
Ｍｕｌｔｉｒｅｓｏｌｕｔｉｏｎ ｋｎｏｗｌｅｄｇｅ ｄｉｓｔｉｌｌａｔｉｏｎ ｆｏｒ ａｎｏｍａｌｙ ｄｅｔｅｃ￣
ｔｉｏｎ [ Ｃ] / / ２０２１ ＩＥＥＥ / ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ
Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ ( ＣＶＰＲ) . Ｎａｓｈｖｉｌｌｅꎬ
ＵＳＡ: ＩＥＥＥꎬ ２０２１: １４９０２￣１４９１２.

[２８] ＮＡＰＯＬＥＴＡＮＯ Ｐꎬ ＰＩＣＣＯＬＩ Ｆꎬ ＳＣＨＥＴＴＩＮＩ Ｒ.
Ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｉｎ ｎａｎｏｆｉｂｒｏｕｓ ｍａｔｅｒｉａｌｓ ｂｙ ＣＮＮ￣
ｂａｓｅｄ ｓｅｌｆ￣ｓｉｍｉｌａｒｉｔｙ [ Ｊ ] . Ｓｅｎｓｏｒｓꎬ ２０１８ꎬ １８ ( １ ):
２０９￣２２４.

[２９] ＤＡＩ Ｙ Ｍꎬ ＧＩＥＳＥＫＥ Ｆꎬ ＯＥＨＭＣＫＥ Ｓꎬ ｅｔ ａｌ.
Ａｔｔｅｎｔｉｏｎａｌ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ[Ｃ] / / ２０２１ ＩＥＥＥ Ｗｉｎｔｅｒ Ｃｏｎ￣
ｆｅｒｅｎｃｅ ｏｎ Ａｐｐｌｉｃａｔｉｏｎｓ ｏｆ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ (ＷＡＣＶ) .
Ｗａｉｋｏｌｏａꎬ Ｈａｗａｉｉꎬ ＵＳＡ:ＩＥＥＥꎬ ２０２１: ３５６０￣３５６９.

(编辑:熊小原)


