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０　 引言

在数字集成电路设计中ꎬ时序是决定电路性能

的关键因素之一ꎮ 在整个设计流程中ꎬ各阶段都需

要进行静态时序分析( ｓｔａｔｉｃ ｔｉｍｉｎｇ ａｎａｌｙｓｉｓꎬＳＴＡ)ꎬ
确保设计满足当前阶段的时序约束ꎬ才能进入下一

阶段的设计[１￣２]ꎮ ＳＴＡ 是一种无需激励矢量、通过

静态遍历电路路径分析时序的手段ꎬ其核心包括延

时建模、时序路径分析、裕量计算和关键路径识别

等多个方面ꎮ 分析结果不仅决定设计是否满足时

序约束ꎬ也为后续时序优化提供指导依据ꎮ 一旦某

阶段发生时序违例ꎬ设计者需进行时序优化修复该

违例ꎮ 如果该时序违例无法通过当前阶段的时序

优化解决ꎬ则必须退回至上一阶段重新进行设计ꎬ
造成设计周期延长和设计成本上升ꎮ

在现代超大规模集成电路 ( ｖｅｒｙ ｌａｒｇｅ ｓｃａｌｅ
ｉｎｔｅｇｒａｔｅｄ ｃｉｒｃｕｉｔｓꎬ ＶＬＳＩ)设计中ꎬ逻辑综合起着至

关重要的作用ꎬ其核心任务是将寄存器传输级

( ｒｅｇｉｓｔｅｒ￣ｔｒａｎｓｆｅｒ ｌｅｖｅｌꎬ ＲＴＬ)描述转换为优化后的

门级网表ꎮ 在逻辑综合阶段ꎬ布局布线尚未完成ꎬ
互连线的实际走线路径和物理长度未知ꎬ延时评估

通常依赖简化的统计模型ꎮ 然而ꎬ该统计模型通常

基于历史布线数据和统计规律建立ꎬ其预测值与实

际物理实现可能存在显著偏差ꎮ 随着半导体制造

技术进入几十纳米至几纳米节点ꎬ线延时在路径总

延时中占据主导地位ꎬ逻辑结构对物理实现的敏感

性增强ꎬ传统估算方式的误差进一步放大ꎮ 这不仅

降低关键路径识别的准确率ꎬ也影响时序优化的有

效性ꎬ容易导致后续阶段出现难以解决的时序违

例ꎬ增加设计迭代次数ꎮ
机器学习(ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇꎬ ＭＬ)方法广泛应

用于数字 ＶＬＳＩ 设计不同阶段ꎬ以提升时序分析和

性能预测的精度[３￣８]ꎮ 当前已有大量研究致力于应

用 ＭＬ 模型对布局[９]、布线[１０￣１４]、时钟树综合[１５￣１７]、
签核[１８￣１９]等后端阶段的延时指标进行建模与预测ꎮ
这些方法多依赖于完整的物理信息ꎬ因此主要用于

设计流程后期ꎮ 相比之下ꎬ针对逻辑综合阶段的延

时建模研究相对较少ꎮ 现有相关工作多聚焦于关

键路径预测[２０￣２１]、线网长度估计[２２￣２８] 及线延时建

模[２９]等方面ꎮ 文献[２０￣２１]使用词嵌入与卷积神经

网络对逻辑路径进行建模ꎬ以判断布线后是否为关

键路径ꎻ文献[２２￣２７]从线网层面出发ꎬ通过建立多

项式模型、人工神经网络( ａｒｔｉｆｉｃｉａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ
ＡＮＮ)、细粒度聚类算法或启发式算法估算线网长

度ꎻ文献[２８]集成多个 ＭＬ 模型ꎬ将多个模型加权

估计整条路径的线长ꎻ文献[２９]采用随机森林方法

分别预测线延时和负载ꎻ文献[３０]首次提出在逻辑

综合阶段预测路径延时的方法ꎬ分别训练两个模型

估算门延时和线延时ꎬ但未能充分考虑路径结构的

全局上下文特性ꎬ难以捕捉门与门之间的时序依赖

关系ꎮ
当前基于 ＭＬ 的逻辑综合阶段时序预测方法存

在以下不足:首先ꎬ现有线网长度估计和延时建模

方法虽然能够预测单一路径延时或线延时ꎬ但缺乏

对时序路径全局信息(如路径延时、裕量等)的充分

利用ꎬ无法为后续设计阶段提供有效的时序优化指

导ꎻ其次ꎬ现有方法大多在单个单元或单一线网层

面进行时序预测ꎬ忽视了时序路径各部分之间的内

在关联性ꎮ 因此ꎬ这些方法不仅无法全面捕捉路径

的全局时序特性ꎬ往往还需要较长的计算时间ꎬ限
制它们在大规模设计中的实际应用ꎮ

为了克服上述方法的局限ꎬ本研究提出一种基

于 长 短 期 记 忆 网 络 ( ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙꎬ
ＬＳＴＭ)的逻辑综合阶段路径延时预测方法ꎬ提取逻

辑综合阶段的时序信息作为 ＬＳＴＭ 网络的序列特

征( ｆｅａｔｕｒｅ)ꎬ以提高时序预测的准确性ꎮ 所选特征

基于与布线后延时密切相关的单元延时和线延时

属性ꎮ 由于 ＬＳＴＭ 网络擅长处理序列数据ꎬ本研究

借鉴自然语言处理中的方法ꎬ将时序路径表示为由

多个标准单元组成的特征序列ꎮ 选取单元扇出、单
元负载电容等关键参数作为序列每一级的特征ꎬ构
建特征序列输入ꎮ 以布线后路径延时为标签ꎬ训练

ＬＳＴＭ 模型进行路径延时预测ꎮ 将该方法应用于数

字集成电路逻辑综合阶段ꎬ可在尚未完成布局布线

的早期阶段预判设计的时序风险ꎬ包括潜在的时序

违例及严重程度ꎬ实现前置化修复ꎬ减少设计迭代

次数ꎮ 本研究方法不仅可以提升设计效率ꎬ也具备

较强的推广应用潜力ꎬ可集成至现有逻辑综合工具

中ꎬ辅助早期设计决策并优化时序收敛策略ꎮ

１　 相关理论与技术

１.１　 逻辑综合阶段延时估算方法

逻辑综合阶段的 ＳＴＡ 旨在评估门级网表在当

前设计约束下的时序性能ꎬ是逻辑优化和路径修剪

等流程的基础ꎮ 然而ꎬ此阶段尚未完成布局布线ꎬ
缺乏精确的物理信息ꎬ如单元位置、线网拓扑、耦合

寄生等ꎬ因此ꎬ延时估算需依赖统计模型完成路径

级分析ꎮ
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门延时通常使用标准单元库中的 查 找 表

( ｌｏｏｋｕｐ ｔａｂｌｅꎬ ＬＵＴ)进行估算ꎮ ＬＵＴ 以输入上升

或下降时间和输出负载电容为二维输入ꎬ通过插值

获得对应的延时ꎮ 输出负载电容包括下一级门输

入电容与连线的寄生电容ꎬ因此ꎬ线延时的建模精

度直接影响路径级延时估算的准确性ꎮ
为弥补缺乏布线信息的不足ꎬ综合工具通常

依赖线负载模型对线长进行估算ꎮ 线负载模型如

图 １ 所示ꎮ 模型根据线网扇出给出预估线长ꎬ进一

步计算对应线网的电容和电阻ꎮ 在该模型中ꎬ
ｃａｐａｃｉｔａｎｃｅ 和 ｒｅｓｉｓｔａｎｃｅ 分别表示单位长度互连线

的电容与电阻ꎬｆａｎｏｕｔ＿ｌｅｎｇｔｈ(ｎꎬＬ)指当线网扇出为

ｎ 时ꎬ估计的总线长为 Ｌꎮ 综合工具根据当前网表

中线网的扇出ꎬ从表中查得相应长度ꎬ再乘以单位

电容或电阻估算线性寄生ꎬ从而估算线延时ꎮ 尽管

这种方式实现简便ꎬ但估算精度受两方面限制:一
是线长的估计高度依赖扇出ꎬ未充分考虑实际物理

分布、路径拓扑、设计拥塞等因素ꎬ导致误差随设计规

模和复杂性增大而放大ꎻ二是该估算方法只关注局部

节点ꎬ忽略时序路径整体的结构相关性ꎬ无法反映全

局时序信息ꎬ在计算路径延时时ꎬ误差容易在累加过

程中放大ꎮ 随着工艺的不断进步ꎬ线延时在路径总延

时中的占比上升ꎬ线负载模型误差逐渐成为逻辑综合

时序估算精度的主要瓶颈ꎮ 因此ꎬ如何在缺乏精确布

线信息的前提下提升路径级延时预测的准确性ꎬ成为

综合阶段亟待解决的重要问题ꎮ

图 １　 线负载模型示例
Ｆｉｇ.１　 Ｅｘａｍｐｌｅ ｏｆ ｗｉｒｅ ｌｏａｄ ｍｏｄｅｌ

１.２　 词嵌入方法

为了将逻辑综合阶段的时序路径输入 ＬＳＴＭ
模型中进行学习与预测ꎬ需要将路径表示为 ＬＳＴＭ
网络可以处理的向量序列[３１]ꎮ 类似于自然语言处

理中的词嵌入方法ꎬ本研究将一条时序路径形式化

为来自标准单元库的一系列电路单元的链ꎬ每个单

元相当于一个词元( ｔｏｋｅｎ)ꎬ整条路径则类似于一句

话ꎮ 词嵌入的目的是将单词表示为一个由实数组

成的向量ꎬ且词向量的语义依赖词汇的上下文ꎮ 类

似地ꎬ一条时序路径的延时也依赖路径结构及其组

成单元的电气属性ꎮ
为了适应 ＬＳＴＭ 对序列化输入的要求ꎬ本研究

将时序路径中的每个单元编码为包含单元类型、扇
出、负载电容和输入转换时间等关键特征的向量ꎬ
形成可供模型处理的特征序列ꎮ 这些特征向量构

成路径的嵌入表示ꎬ能够有效捕捉路径结构及时序

信息ꎮ 这种方式不仅将路径中的每个单元表示为

一个向量ꎬ同时保留每个单元在电路设计中的功能

和交互关系ꎬ为 ＬＳＴＭ 模型学习路径延时提供丰富

的输入数据ꎮ
１.３　 ＬＳＴＭ 网络

ＬＳＴＭ 由传统的循环神经网络( ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋꎬ ＲＮＮ) 改进而来[３２]ꎬ能够有效缓解传统

ＲＮＮ 在处理长时序数据时出现的梯度消失和梯度

爆炸问题ꎮ ＬＳＴＭ 通过引入门控机制ꎬ在时间步之

间有选择地传递和更新信息ꎬ有效捕捉序列数据中

的长期依赖关系ꎮ ＬＳＴＭ 由输入门、遗忘门和输出

门 ３ 部分组成ꎬ使 ＬＳＴＭ 能够灵活地、选择性地存

储或遗忘信息ꎬ确保重要的时序信息得到有效保存ꎮ
ＬＳＴＭ 已在自然语言处理、语音识别等领域取

得广泛应用ꎬ但尚未在逻辑综合阶段的路径延时预

测问题中得到应用ꎮ 对于时序路径延时预测问题ꎬ
ＬＳＴＭ 网络的优势主要体现在能够处理和学习路径

中各个单元之间的复杂依赖关系ꎮ 逻辑综合阶段

的时序路径通常由多个单元通过互连线连接而成ꎬ
单元的延时和互连线的延时共同决定路径的总延

时ꎮ 由于这些单元之间存在时序依赖关系ꎬ传统基

于物理模型的延时估算方法难以全面捕捉这些复

杂的相互影响ꎮ ＬＳＴＭ 网络作为一种强大的时序模

型ꎬ能够通过门控机制学习路径中各个单元和延时

的长期依赖ꎬ从而实现高精度的延时预测ꎮ
传统方法通常依赖手工提取特征ꎬ通过累加单

元延时与估算线延时获取路径总延时ꎬ难以全面刻

画路径中单元之间复杂的时序依赖关系ꎮ ＬＳＴＭ 网

络具备自动特征学习能力ꎬ能够从数据中挖掘影响

延时的潜在因素与非线性模式ꎬ提升预测的准确性

和适应性ꎮ 同时ꎬＬＳＴＭ 网络能够处理变长的时序

输入ꎬ适应不同路径结构和拓扑复杂度ꎬ在建模灵

活性方面具有天然优势ꎮ 试验结果表明ꎬＬＳＴＭ 模

型在预测精度上优于传统方法ꎬ在推理速度上也实

现数量级提升ꎬ为高效时序分析与快速设计迭代提
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供有力支持ꎮ

２　 特征选择与数据处理

２.１　 特征选择

在逻辑综合阶段进行路径延时预测时ꎬ特征选

取对模型性能至关重要ꎮ 为全面刻画路径中各个

单元对总延时的影响ꎬ本研究选取 ４ 个具有代表性

的特征:单元门延时、输入转换时间、输出负载电容

及扇出ꎮ 这些特征能够有效反映单元的驱动能力

及其对后级单元的影响ꎬ是构建路径延时模型的关

键数据基础ꎮ 单元门延时反映在特定输入与负载

条件下的信号传播时间ꎬ是路径总延时的重要组成

部分ꎻ输入转换时间表示信号电平翻转所需的时

间ꎬ对门电路的延时具有显著影响ꎬ转换时间越长ꎬ
门延时越长ꎻ输出负载电容反映单元电路驱动的电

容负载ꎬ对线延时和门延时均有影响ꎻ扇出衡量一

个单元输出连接的后续单元数量ꎬ扇出增加会导致

传播延时上升ꎮ 其中ꎬ输入转换时间与输出负载电

容为逻辑综合阶段基于简化模型估算所得ꎬ虽不如

布线后精确ꎬ但均能提供有价值的单元特性ꎬ在路

径延时预测中具有较强的指示作用ꎮ 所有特征均

可在逻辑综合阶段的时序报告中获得ꎬ具有良好的

可获取性ꎮ 经过标准化处理后ꎬ将特征构建为符合

ＬＳＴＭ 网络要求的时序输入序列ꎬ为后续高精度延

时预测奠定基础ꎮ
２.２　 数据处理

为构建高质量的延时预测模型ꎬ本研究对数据

进行预处理与归一化操作ꎮ 在逻辑综合阶段ꎬ由
ＳＴＡ 工具生成时序报告ꎬ从中提取每条时序路径上

各级单元的关键时序特征作为输入特征数据ꎮ 对

应的预测标签来自布局布线完成后的时序报告ꎬ提
取该路径在布线完成后的实际总延时作为监督学

习中的真实值ꎮ 时序路径在结构上存在差异ꎬ导致

对应的特征序列长度不尽相同ꎮ 为满足 ＬＳＴＭ 网

络输入维度一致的要求ꎬ本研究采用统一长度的补

齐策略ꎮ 将统计训练集中所有路径的最大序列长

度 ｌｅｎꎬｍａｘ作为所有序列的长度ꎬ对长度不足 ｌｅｎꎬｍａｘ的

路径ꎬ在末尾填充全 ０ 向量ꎮ
在定义路径结构时ꎬ本研究将每条路径定义为

从输入端到输出端的信号传播过程ꎬ或从起始触发

器输出引脚到接收触发器输入引脚的信号传播过

程ꎮ 为提高训练数据质量ꎬ筛选阶段剔除不含组合

逻辑、级数不超过 ２ 级的路径样本ꎮ
为避免特征维度间数值差异对模型训练产生

不利影响ꎬ本研究对所有输入特征进行归一化处

理ꎬ即每个维度的样本值减去该维度样本均值后除

以标准差ꎬ使特征分布具备 ０ 均值和单位方差ꎮ 这

种归一化处理不仅有助于提高模型收敛速度ꎬ还能

显著增强训练稳定性与预测性能ꎮ

３　 逻辑综合路径延时预测方法

３.１　 整体框架

本研究提出一种基于 ＬＳＴＭ 的逻辑综合阶段

延时预测方法ꎬ整体流程如图 ２ 所示ꎮ 对输入的

ＲＴＬ 设计执行逻辑综合ꎬ完成布局布线ꎬ分别在逻

辑综合阶段和布线后调用 ＳＴＡ 工具ꎬ提取时序路径

的相关信息ꎮ 逻辑综合阶段生成的时序报告包含

每条路径的结构及特征ꎬ如各级单元的类型、扇出、
输入转换时间与输出负载电容等ꎮ 布线后的报告

包含真实路径延时信息ꎬ作为监督学习的标签ꎮ 通

过起点与终点标识对路径进行匹配ꎬ建立逻辑综合

路径与延时标签的一一对应关系ꎮ 随后ꎬ将时序路

径建模为由多个标准单元构成的有序序列ꎬ并转换

为结构化的特征序列ꎬ作为神经网络的输入ꎮ 将该

特征序列输入 ＬＳＴＭ 网络ꎬ用以预测路径延时ꎬ从
而在逻辑综合阶段实现对后续时序表现的准确

预估ꎮ

图 ２　 逻辑综合阶段延时预测方法流程图
Ｆｉｇ.２　 Ｆｌｏｗ ｄｉａｇｒａｍ ｏｆ ｔｉｍｉｎｇ ｐｒｅｄｉｃｔｉｏｎ ｍｅｔｈｏｄ

ｆｏｒ ｌｏｇｉｃ ｓｙｎｔｈｅｓｉｓ ｓｔａｇｅ
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３.２　 时序路径的嵌入

电路路径由一系列离散、异质性的逻辑单元组

成ꎮ 这些单元具有不同的电气属性与功能ꎮ 因此ꎬ如
何有效地将这些离散单元转化为神经网络能够处理

的连续数值输入ꎬ是构建路径延时预测模型的关键前

提ꎮ 为了解决这一问题ꎬ本研究采用词向量(ｖｅｃｔｏｒ)
嵌入机制ꎬ将电气特征融入电路单元的向量化表示

中ꎮ 将离散的电路单元映射到低维的连续向量空间ꎬ
向量编码由该单元的关键电气参数(如扇出、输入转

换时间、输出负载电容等特征)组成ꎮ
时序路径嵌入过程如图 ３ 所示ꎮ 将多个标准单

元组成的时序路径表示为一个特征向量序列ꎬ 每个

序列元素对应路径中的一个逻辑单元ꎬ 例如 Ｄ 触发

器(Ｄ ｆｉｌｐ￣ｆｌｏｐꎬ ＤＦＦ)、反相器( ｉｎｖｅｒｔｅｒꎬ ＩＮＶ)、２ 输

入与门( ｔｗｏ￣ｉｎｐｕｔ ＡＮＤ ｇａｔｅꎬ ＡＮＤ２)、２ 输入或门

( ｔｗｏ￣ｉｎｐｕｔ ＯＲ ｇａｔｅꎬ ＯＲ２)、２ 输入与非门( ｔｗｏ￣ｉｎｐｕｔ
ＮＡＮＤ ｇａｔｅꎬ ＮＡＮＤ２)、 ２ 输入异或门 ( ｔｗｏ￣ｉｎｐｕｔ
ＸＯＲ ｇａｔｅꎬ ＸＯＲ２)、２ 输入或非门( ｔｗｏ￣ｉｎｐｕｔ ＮＯＲ
ｇａｔｅꎬ ＮＯＲ２)等ꎮ 通过嵌入机制ꎬ将这些离散的单

元类型映射为连续空间中的向量ꎬ构造出可供神经

网络处理的数值序列数据ꎮ

图 ３　 时序路径嵌入过程
Ｆｉｇ.３　 Ｔｉｍｉｎｇ ｐａｔｈ ｅｍｂｅｄｄｉｎｇ ｐｒｏｃｅｄｕｒｅ

３.３　 基于 ＬＳＴＭ 的路径延时预测

在构建结构化路径输入后ꎬ关键问题在于如何

捕捉路径中各单元之间的复杂依赖关系ꎮ 路径延

时并非简单的门级求和过程ꎬ而是高度依赖前后级

单元的逻辑结构和它们之间的电气连接特性ꎮ 传

统 ＳＴＡ 工具通常采用逐级传播的方式估算延时ꎬ缺

乏对路径上下文关系的建模能力ꎮ 以图 ３ 所示的路

径“ＤＦＦ→ＡＮＤ２→ＸＯＲ２→ＮＡＮＤ２→ＮＯＲ２→ＤＦＦ”
为例ꎬ在逻辑综合阶段ꎬ该路径的门级拓扑结构已

知ꎬ但由于布局布线尚未完成ꎬ缺乏后端寄生参数ꎮ
因此ꎬ在逻辑综合阶段ꎬ仅能基于估算的负载电容、
标准单元特性和驱动能力对路径延时进行粗略预

测ꎮ 路径中 ＮＡＮＤ２ 的延时高度依赖前一级 ＸＯＲ２
的输出负载变化ꎬ而该负载在布局布线完成后才能

准确计算ꎮ 此外ꎬＡＮＤ２ 与 ＸＯＲ２ 之间的连接可能

因布线拓扑不同而存在不同的走线长度ꎬ从而造成

显著的延时差异ꎮ 这种基于不完整信息所做的估

计易导致误差累积ꎬ影响预测精度ꎮ
为缓解这一问题ꎬ本研究利用 ＬＳＴＭ 网络的时

序建模能力捕捉路径中单元间的复杂依赖关系ꎮ
ＬＳＴＭ 网络通过递归结构ꎬ在处理序列数据时能够

记忆前一时刻的状态ꎬ在当前计算中融合上下文信

息ꎬ特别适用于处理此类路径中存在强时序依赖的序

列建模问题ꎮ 在每一级的计算中ꎬＬＳＴＭ 网络会综合

当前级的输入信息和前一时刻的隐藏状态ꎬ捕捉前后

级之间的依赖关系ꎮ 与传统 ＳＴＡ 方法不同ꎬＬＳＴＭ
在保留路径中每个单元局部特性的同时ꎬ还能学习它

们在整条路径中所处的位置和不同单元之间的时序

依赖ꎬ提升模型对路径延时的准确预测能力ꎮ
ＬＳＴＭ 网络结构如图 ４ 所示ꎮ 将逻辑综合阶段

提取的路径特征序列{Ｘ１ꎬＸ２ꎬＸ３ꎬ􀆺ꎬＸｍ}输入多层

ＬＳＴＭ 单元中ꎬ逐层处理以捕捉路径中单元之间复

杂的时序依赖关系ꎬ其中ꎬＸｍ 为第 ｍ 个路径特征向

量ꎮ 隐藏层 ｈｍ 存储从路径起点到当前位置的动态

特征信息ꎬ隐藏层的输出经过池化操作压缩时间维

度信息ꎬ传入全连接层完成特征融合与延时回归预

测ꎮ 该结构能够有效利用 ＬＳＴＭ 的记忆与顺序建

模能力ꎬ实现对复杂逻辑路径延时的高精度预测ꎮ

图 ４　 ＬＳＴＭ 网络结构
Ｆｉｇ.４　 Ｔｈｅ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＬＳＴＭ
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４　 试验结果与分析

４.１　 试验设置

本研究采用 Ｐｙｔｈｏｎ 编程语言ꎬ基于 ＰｙＴｏｒｃｈ 深

度学习框架实现该逻辑综合阶段的路径延时预测

方法ꎮ 为评估该模型在不同电路设计间的泛化能

力ꎬ构建一个覆盖多种电路结构与复杂度的多样化

数据集ꎮ 该数据集包含来自 ＩＴＣ′ ９９、 ＡＮＵＢＩＳ、
Ｆａｒａｄａｙ、Ｇａｉｓｌｅｒ 和 ＯｐｅｎＣｏｒｅｓ 共 ５ 个公开测试基准

的 １０ 个代表性数字电路设计ꎬ具体信息如表 １ 所

示ꎬ其中ꎬｎｎｅｔ为设计网表包含的连线数ꎬｎｃｅｌｌ为设计

网表包含的门单元数ꎮ 不同设计案例的路径长度

分布(即不同路径长度样本的比例)如表 ２ 所示ꎮ
所有 设 计 均 基 于 ４５ ｎｍ ＦｒｅｅＰＤＫ 工 艺ꎬ 通 过

Ｃａｄｅｎｃｅ Ｇｅｎｕｓ ｖ２０.１２ 工具完成逻辑综合流程ꎬ并
通过 Ｃａｄｅｎｃｅ Ｉｎｎｏｖｕｓ ｖ２０.１０ 工具完成布局与布线ꎮ
从逻辑综合阶段与布线后阶段的 ＳＴＡ 报告中分别

提取时序路径特征与实际路径延时ꎬ构成用于训练

与评估模型的输入与标签数据ꎮ 该试验配置确保

数据的全面性和代表性ꎬ为后续模型性能评估提供

可靠基础ꎮ
表 １　 数据集概况

Ｔａｂｌｅ １　 Ｏｖｅｒｖｉｅｗ ｏｆ ｔｈｅ ｄａｔａｓｅｔ
基准库 设计案例 ｎｎｅｔ / １０５条 ｎｃｅｌｌ / １０５个

ＩＴＣ′９９ Ｂ１８ １.１５ ０.５１
Ｂ２１ ０.３９ ０.１９

ＡＮＵＢＩＳ
Ｏｒ１２００ ８.４７ ５.８０
Ｍｏｒｌｋｘ １.７８ ０.７２
ＡＬＰＨＡ ０.４１ ０.１４

Ｆａｒａｄａｙ ＲＩＳＣ ０.９８ ０.４０

Ｇａｉｓｌｅｒ
Ｌｅｏｎ２ ８.３５ ５.８４
Ｌｅｏｎ３ｍｐ ６.４０ ３.９２
Ｎｅｔｃａｒｄ ５.５１ ３.０１

ＯｐｅｎＣｏｒｅｓ Ｅｔｈｅｒｎｅｔ ０.７１ ０.３１

表 ２　 数据集中路径长度分布
Ｔａｂｌｅ ２　 Ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｐａｔｈ ｌｅｎｇｔｈ ｏｆ ｔｈｅ ｄａｔａｓｅｔ

设计案例
路径长度分布 / ％

３~７ ８~１１ １２~１５ ≥１６
Ｂ１８ ５２ ４３ ５ ０
Ｂ２１ ３９ ５７ ４ ０
Ｏｒ１２００ ２３ ５ ４６ ２６
Ｍｏｒｌｋｘ ２６ ２ ４０ ３２
ＡＬＰＨＡ ８７ １２ １ ０
ＲＩＳＣ ８４ １４ ２ ０
Ｌｅｏｎ２ ３ ４ ９ ８４
Ｌｅｏｎ３ｍｐ ２１ ６ ４９ ２４
Ｎｅｔｃａｒｄ ３０ ２１ ２８ ２１

　 　 注:３~７ 表示路径长度包含 ３~７ 个门单元ꎬ８~ １１ 表示路
径长度包含 ８~１１ 个门单元ꎬ１２~１５ 表示路径长度包含 １２~１５
个门单元ꎬ≥１６表示路径长度包含不少于 １６个门单元ꎮ

　 　 为了确保试验的科学性与合理性ꎬ同时全面验

证所提方法的实用性与有效性ꎬ本试验采用交叉验

证方式评估模型性能ꎬ即每次以其中一个设计作为

测试集ꎬ其余 ９ 个设计作为训练集ꎬ循环进行 １０ 轮

试验ꎮ 该设置确保测试数据与训练数据完全隔离ꎬ
从而全面衡量模型在处理未知新设计时的泛化性

能ꎮ 模型训练过程中使用均方误差作为损失函数ꎬ
优 化 器 选 择 自 适 应 矩 估 计 ( ａｄａｐｔｉｖｅ ｍｏｍｅｎｔ
ｅｓｔｉｍａｔｉｏｎꎬ Ａｄａｍ)方法ꎬ初始学习率设为 ０.００５ꎮ 为

量化模型预测性能ꎬ采用决定系数 Ｒ２ 作为主要评估

指标ꎬ衡量预测结果与实际延时之间的拟合程度ꎮ
Ｒ２ 的计算式为

Ｒ２ ＝ １ －
∑

ｐ

ｉ ＝１
(ｙｉ － ｙ ｉ^) ２

∑
ｐ

ｉ ＝１
(ｙｉ － ｙｉ) ２

ꎬ

式中ꎬｙｉ 为第 ｉ 个样本的实际值ꎬｙ ｉ^为第 ｉ 个样本的

预测值ꎬｙｉ为所有实际值的平均ꎬｐ 为样本数ꎮ 本研

究中 ｙｉ 为采用 Ｉｎｎｏｖｕｓ 中的延时计算引擎ꎬ对布局布

线后的电路进行精确计算得到的路径延时ꎮ Ｒ２ 越接

近 １ꎬ表示预测效果越好ꎮ 通过 Ｒ２ 可以清晰比较不

同方法在整体预测精度上的优劣ꎬ尤其能体现所提方

法在保持高准确性的同时减少误差累积的能力ꎮ
４.２　 预测准确度分析

本研究所提框架预测准确率及与其他方法的

比较结果如表 ３ 所示ꎮ 对比方法包括两类:一类是

通过 ＳＴＡ 工具输出结果的方法ꎬ分别记为 ｒｅｐｏｒｔ＿
ｔｉｍｉｎｇａｒｃ方法和 ｒｅｐｏｒｔ＿ｔｉｍｉｎｇｐａｔｈ方法ꎬ前者利用 ＳＴＡ
工具输出的弧延时(包括线延时和单元延时)作为

预测目标ꎬ后者基于完整路径延时进行预测ꎻ另一

类是文献[３０]中提出的两种基线模型ꎬ分别记为

ＴＣＡＤ２２ａｒｃ方法和 ＴＣＡＤ２２ｐａｔｈ方法ꎬ前者以单个弧延

时为预测对象ꎬ后者直接预测整条路径的延时ꎮ 在

传统方法中ꎬ路径延时的计算通常建立在弧延时准

确性的基础上ꎬ误差容易在累加过程中放大ꎮ
由表 ３ 可知ꎬ与 ｒｅｐｏｒｔ＿ ｔｉｍｉｎｇｐａｔｈ 和 ＴＣＡＤ２２ｐａｔｈ

相比ꎬ本研究方法在准确率上表现较优ꎬ平均 Ｒ２ 分

别提高 ０.９１ 和 ０.０４ꎬ显示出更强的拟合能力和泛化

性能ꎮ 相较于弧级预测累加的方式ꎬ路径级直接建

模不仅能有效捕捉路径内部复杂的时序依赖关系ꎬ
还可显著降低误差传播ꎬ进一步验证路径级建模在

延时预测任务中的合理性与必要性ꎮ 本研究方法

在保证预测精度的同时ꎬ对不同样本的检测结果比

较平均ꎬ不会出现 ＴＣＡＤ２２ 方法对不同电路预测误

差差异较大的现象ꎬ说明本研究方法具有较好的适

应性ꎮ
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表 ３　 工艺映射阶段预测准确度对比
Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ａｔ ｔｅｃｈｎｏｌｏｇｙ ｍａｐｐｉｎｇ ｓｔａｇｅ

设计案例
Ｒ２

ｒｅｐｏｒｔ＿ｔｉｍｉｎｇａｒｃ ｒｅｐｏｒｔ＿ｔｉｍｉｎｇｐａｔｈ ＴＣＡＤ２２ａｒｃ[３０] ＴＣＡＤ２２ｐａｔｈ[３０] 本研究方法

Ｂ１８ ０.８８ ０.９２ ０.９５ ０.９９ ０.９８
Ｂ２１ ０.７７ ０.５７ ０.９２ ０.９９ ０.９８
Ｏｒ１２００ ０.１０ －０.８６ ０.５１ ０.７６ ０.９３
Ｍｏｒｌｋｘ －０.２０ — ０.２７ — ０.９５
ＡＬＰＨＡ ０.７４ ０.８０ ０.９１ ０.９８ ０.９８
ＲＩＳＣ ０.８４ ０.７９ ０.９３ ０.９６ ０.９７
Ｌｅｏｎ２ －０.２５ — ０.６５ — ０.９４
Ｌｅｏｎ３ｍｐ －０.０９ －１.８７ ０.５０ ０.８６ ０.９５
Ｎｅｔｃａｒｄ －０.３３ — ０.４９ — ０.９６
Ｅｔｈｅｒｎｅｔ ０.５８ －０.０３ ０.８３ ０.９１ ０.９４
中位数 ０.３４ ０.５７ ０.７４ ０.９６ ０.９６
平均 ０.３０ ０.０５ ０.７０ ０.９２ ０.９６

　 　 注:“—”表示数据无法获得ꎮ

４.３　 运行时间分析

基于机器学习的路径延时预测方法整体运行

时间主要由特征提取、数据预处理和模型推理 ３ 部

分构成ꎮ 为全面评估所提方法在运行效率上的表

现ꎬ本研究将其与文献[３０]中的预测时间进行对

比ꎬ结果如表 ４ 所示ꎮ 试验结果表明ꎬ本研究方法在

推理速度上显著优于文献[３０]中的方法ꎬ在多数设

计案例上的整体运行时间为文献[３０]方法的 ２.８ ~
３.２ 倍ꎬ体现出明显的效率优势ꎮ 这一差异主要源

于两种方法在特征处理流程与路径延时建模策略

上的不同ꎮ 文献[３０]的方法依赖图结构建模ꎬ需执

行图划分、图特征提取等较为复杂的预处理步骤ꎬ
耗时较长ꎬ采用局部弧级延时预测ꎬ通过遍历图结

构以获得完整路径延时ꎬ进一步加重了计算负担ꎮ
本研究方法利用 ＬＳＴＭ 网络实现端到端的路径级

延时预测ꎬ避免了繁琐的图操作和后处理步骤ꎬ整
体运行效率大幅提升ꎮ 因此ꎬ本研究方法在保持较

高预测精度的同时ꎬ具备更低的运行时间和更强的

可扩展性ꎬ尤其适用于大规模、复杂电路设计场景

下对快速、精准时序分析的需求ꎮ
表 ４　 工艺映射阶段运行时间对比

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｕｎｔｉｍｅ ａｔ ｔｅｃｈｎｏｌｏｇｙ ｍａｐｐｉｎｇ ｓｔａｇｅ

设计案例
运行时间 / ｍｉｎ

文献[３０]方法 本研究方法

Ｂ２１ ０.２５ ０.０１
Ｏｒ１２００ ５.８０ ２.０４
Ｍｏｒｌｋｘ ０.９７ ０.３４
Ｌｅｏｎ２ ５.００ １.７６
Ｌｅｏｎ３ｍｐ ３.８０ １.２６
Ｎｅｔｃａｒｄ ２.９０ ０.９０

４.４　 工艺映射前预测性能

本研究进一步将所提路径延时预测框架应用

于工艺无关的通用网表ꎬ以验证其在早期设计阶段

的适用性ꎮ 本研究方法与传统 ＳＴＡ 工具在工艺映

射前的预测准确性对比如表 ５ 所示ꎮ 由表 ５ 可知ꎬ
本研究方法在延时预测精度上明显优于传统方法ꎬ
说明即使缺乏详细工艺信息ꎬＬＳＴＭ 模型仍能有效

捕捉路径结构与延时之间的潜在关联ꎬ实现更可靠

的预测ꎮ 与工艺映射后的网表相比ꎬ通用网表缺少

具体电气特性和布线信息ꎬ拓扑结构与最终实现之

间差异较大ꎬ导致准确预测更具挑战性ꎮ 尽管如

此ꎬ本研究方法在这一阶段展现出良好的泛化能力

和实际应用潜力ꎬ进一步突显工艺无关延时建模的

研究价值ꎮ
表 ５　 工艺映射前预测准确度分析

Ｔａｂｌｅ ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ｂｅｆｏｒｅ
ｔｅｃｈｎｏｌｏｇｙ ｍａｐｐｉｎｇ ｓｔａｇｅ

案例
Ｒ２

ＳＴＡ 工具 本研究方法

Ｏｒ１２００ ０.６１ ０.５２
Ｍｏｒｌｋｘ －０.２６ ０.８４
Ｌｅｏｎ２ －０.５９ ０.７０
Ｌｅｏｎ３ｍｐ －２.８９ ０.１２
Ｎｅｔｃａｒｄ －０.１１ ０.６６
平均 －０.６５ ０.５７

５　 结论

针对逻辑综合阶段与物理设计阶段时序计算

结果不一致的问题ꎬ本研究提出一种基于 ＬＳＴＭ 的

路径延时预测方法ꎮ 通过将时序路径建模为标准
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单元序列ꎬ提取关键结构与时序特征输入 ＬＳＴＭ 网

络ꎬ实现逻辑综合阶段路径延时的精确预测ꎮ 试验

验证表明ꎬ本研究方法可以取得与 ＴＣＡＤ２２ 相比拟

的精度ꎬ在不同路径类型上展现出良好的适应能

力ꎮ 在运行效率方面ꎬ本研究方法在多数案例上实

现 ２.８~３.２ 倍的加速ꎮ 在预测工艺无关的通用网表

路径延时时ꎬ相较于传统 ＳＴＡ 方法ꎬ本研究方法具

有更高的预测精度ꎮ 上述结果表明ꎬ本研究方法不

仅能有效应对逻辑综合阶段的挑战ꎬ还具有较强的

泛化能力ꎬ能够在缺乏工艺信息的情况下进行高质

量的时序预测ꎬ具有较大的应用潜力ꎮ 在后续研究

工作中ꎬ将结合更多类型的网络结构和特征自动提

取机制ꎬ进一步提升本研究方法在复杂电路设计中

的适应性和准确性ꎮ
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Ｄｅｓｉｇｎ ｏｆ Ｉｎｔｅｇｒａｔｅｄ Ｃｉｒｃｕｉｔｓ ａｎｄ Ｓｙｓｔｅｍｓꎬ ２０２４ꎬ ４３
(１２): ４７１５￣４７２５.

[３] 郭静静ꎬ 宗璟宜ꎬ 查佩文ꎬ 等. 基于机器学习的多输入

切换效应的统计静态时序分析方法[ Ｊ] . 微电子学ꎬ
２０２４ꎬ ５４(３): ４５８￣４６７.
ＧＵＯ Ｊｉｎｇｊｉｎｇꎬ ＺＯＮＧ Ｊｉｎｇｙｉꎬ ＺＨＡ Ｐｅｉｗｅｎꎬ ｅｔ ａｌ.
Ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ￣ｂａｓｅｄ ｍｅｔｈｏｄ ｆｏｒ ｓｔａｔｉｓｔｉｃａｌ ｓｔａｔｉｃ ｔｉｍｉｎｇ
ａｎａｌｙｓｉｓ ｏｆ ｍｕｌｔｉｐｌｅ ｉｎｐｕｔ ｓｗｉｔｃｈｉｎｇ ｅｆｆｅｃｔｓ[Ｊ] . Ｍｉｃｒｏｅｌｅｃ￣
ｔｒｏｎｉｃｓꎬ ２０２４ꎬ ５４(３): ４５８￣４６７.

[４] ＳＨＯＮＩＫＥＲ Ｍꎬ ＯＬＥＹＮＩＫＯＶ Ｏꎬ ＣＯＣＫＢＵＲＮ Ｂ Ｆꎬ
ｅｔ ａｌ. Ａｕｔｏｍａｔｉｃ ｓｅｌｅｃｔｉｏｎ ｏｆ ｐｒｏｃｅｓｓ ｃｏｒｎｅｒ ｓｉｍｕｌａｔｉｏｎｓ ｆｏｒ
ｆａｓｔｅｒ ｄｅｓｉｇｎ ｖｅｒｉｆｉｃａｔｉｏｎ[Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ
Ｃｏｍｐｕｔｅｒ￣Ａｉｄｅｄ Ｄｅｓｉｇｎ ｏｆ Ｉｎｔｅｇｒａｔｅｄ Ｃｉｒｃｕｉｔｓ ａｎｄ
Ｓｙｓｔｅｍｓꎬ ２０１８ꎬ ３７(６): １３１２￣１３１６.

[５] ＫＡＨＮＧ Ａ Ｂꎬ ＬＩＮ Ｂꎬ ＮＡＴＨ Ｓ. Ｅｎｈａｎｃｅｄ ｍｅｔａｍｏｄｅｌｉｎｇ
ｔｅｃｈｎｉｑｕｅｓ ｆｏｒ ｈｉｇｈ￣ｄｉｍｅｎｓｉｏｎａｌ ＩＣ ｄｅｓｉｇｎ ｅｓｔｉｍａｔｉｏｎ
ｐｒｏｂｌｅｍｓ[Ｃ] / / ２０１３ Ｄｅｓｉｇｎꎬ Ａｕｔｏｍａｔｉｏｎ ＆ Ｔｅｓｔ ｉｎ
Ｅｕｒｏｐｅ Ｃｏｎｆｅｒｅｎｃｅ ＆ Ｅｘｈｉｂｉｔｉｏｎ ( ＤＡＴＥ ) . Ｇｒｅｎｏｂｌｅꎬ
Ｆｒａｎｃｅ: ＩＥＥＥꎬ ２０１３: １８６１￣１８６６.

[６] ＣＨＥＮＧ Ｈ Ｈꎬ ＪＩＡＮＧ Ｉ Ｈꎬ ＯＵ Ｏ. Ｆａｓｔ ａｎｄ ａｃｃｕｒａｔｅ ｗｉｒｅ
ｔｉｍｉｎｇ ｅｓｔｉｍａｔｉｏｎ ｏｎ ｔｒｅｅ ａｎｄ ｎｏｎ￣ｔｒｅｅ ｎｅｔ ｓｔｒｕｃｔｕｒｅｓ

[ Ｃ ] / / ２０２０ ５７ｔｈ ＡＣＭ/ ＩＥＥＥ Ｄｅｓｉｇｎ Ａｕｔｏｍａｔｉｏｎ
Ｃｏｎｆｅｒｅｎｃｅ ( ＤＡＣ ) . Ｓａｎ Ｆｒａｎｃｉｓｃｏꎬ ＵＳＡ: ＩＥＥＥꎬ
２０２０: ９２１８７１２.

[７] ＫＡＨＮＧ Ａ Ｂꎬ ＬＵＯ Ｍ Ｌꎬ ＮＡＴＨ Ｓ. ＳＩ ｆｏｒ ｆｒｅｅ: ｍａｃｈｉｎｅ
ｌｅａｒｎｉｎｇ ｏｆ ｉｎｔｅｒｃｏｎｎｅｃｔ ｃｏｕｐｌｉｎｇ ｄｅｌａｙ ａｎｄ ｔｒａｎｓｉｔｉｏｎ
ｅｆｆｅｃｔｓ[Ｃ] / / ２０１５ ＡＣＭ/ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｗｏｒｋｓｈｏｐ ｏｎ
Ｓｙｓｔｅｍ Ｌｅｖｅｌ Ｉｎｔｅｒｃｏｎｎｅｃｔ Ｐｒｅｄｉｃｔｉｏｎ ( ＳＬＩＰ ) . Ｓａｎ
Ｆｒａｎｃｉｓｃｏꎬ ＵＳＡ: ＩＥＥＥꎬ ２０１５: ７１７１７０６.

[８] ＫＡＨＮＧ Ａ Ｂꎬ ＭＡＬＬＡＰＰＡ Ｕꎬ ＳＡＵＬ Ｌ. Ｕｓｉｎｇ ｍａｃｈｉｎｅ
ｌｅａｒｎｉｎｇ ｔｏ ｐｒｅｄｉｃｔ ｐａｔｈ￣ｂａｓｅｄ ｓｌａｃｋ ｆｒｏｍ ｇｒａｐｈ￣ｂａｓｅｄ
ｔｉｍｉｎｇ ａｎａｌｙｓｉｓ[Ｃ] / / ２０１８ ＩＥＥＥ ３６ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎ￣
ｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｄｅｓｉｇｎ ( ＩＣＣＤ) . Ｏｒｌａｎｄｏꎬ ＵＳＡ:
ＩＥＥＥꎬ ２０１８: ６０３￣６１２.

[９] ＺＨＡＯ Ｘ Ｔꎬ ＷＡＮＧ Ｔ Ｊꎬ ＪＩＡＯ Ｒꎬ ｅｔ ａｌ. Ｓｔａｎｄａｒｄ ｃｅｌｌｓ
ｄｏ ｍａｔｔｅｒ: ｕｎｃｏｖｅｒｉｎｇ ｈｉｄｄｅｎ ｃｏｎｎｅｃｔｉｏｎｓ ｆｏｒ ｈｉｇｈ￣ｑｕａｌｉｔｙ
ｍａｃｒｏ ｐｌａｃｅｍｅｎｔ[Ｃ] / / ２０２４ Ｄｅｓｉｇｎꎬ Ａｕｔｏｍａｔｉｏｎ ＆ Ｔｅｓｔ
ｉｎ Ｅｕｒｏｐｅ Ｃｏｎｆｅｒｅｎｃｅ ＆ Ｅｘｈｉｂｉｔｉｏｎ (ＤＡＴＥ) . Ｖａｌｅｎｃｉａꎬ
Ｓｐａｉｎ: ＩＥＥＥꎬ ２０２４: ２５￣２７.

[１０] ＢＡＲＢＯＺＡ Ｅ Ｃꎬ ＳＨＵＫＬＡ Ｎꎬ ＣＨＥＮ Ｙ Ｒꎬ ｅｔ ａｌ.
Ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ￣ｂａｓｅｄ ｐｒｅ￣ｒｏｕｔｉｎｇ ｔｉｍｉｎｇ ｐｒｅｄｉｃｔｉｏｎ
ｗｉｔｈ ｒｅｄｕｃｅｄ ｐｅｓｓｉｍｉｓｍ[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ５６ｔｈ
Ａｎｎｕａｌ Ｄｅｓｉｇｎ Ａｕｔｏｍａｔｉｏｎ Ｃｏｎｆｅｒｅｎｃｅ ２０１９. Ｌａｓ
Ｖｅｇａｓꎬ ＵＳＡ: ＡＣＭꎬ ２０１９: １０６.

[１１] ＣＡＯ Ｐꎬ ＨＥ Ｇ Ｑꎬ ＹＡＮＧ Ｔ. ＴＦ￣ｐｒｅｄｉｃｔｏｒ: ｔｒａｎｓｆｏｒｍｅｒ￣
ｂａｓｅｄ ｐｒｅｒｏｕｔｉｎｇ ｐａｔｈ ｄｅｌａｙ ｐｒｅｄｉｃｔｉｏｎ ｆｒａｍｅｗｏｒｋ [ Ｊ] .
ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｃｏｍｐｕｔｅｒ￣Ａｉｄｅｄ Ｄｅｓｉｇｎ ｏｆ
Ｉｎｔｅｇｒａｔｅｄ Ｃｉｒｃｕｉｔｓ ａｎｄ Ｓｙｓｔｅｍｓꎬ ２０２３ꎬ ４２ ( ７ ):
２２２７￣２２３７.

[１２] ＨＥ Ｇ Ｑꎬ ＤＩＮＧ Ｗ Ｊꎬ ＹＥ Ｙ Ｙꎬ ｅｔ ａｌ. Ａｎ ｏｐｔｉｍｉｚａｔｉｏｎ￣
ａｗａｒｅ ｐｒｅ￣ｒｏｕｔｉｎｇ ｔｉｍｉｎｇ ｐｒｅｄｉｃｔｉｏｎ ｆｒａｍｅｗｏｒｋ ｂａｓｅｄ ｏｎ
ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｇｒａｐｈ ｌｅａｒｎｉｎｇ[Ｃ] / / ２０２４ ２９ｔｈ Ａｓｉａ ａｎｄ
Ｓｏｕｔｈ Ｐａｃｉｆｉｃ Ｄｅｓｉｇｎ Ａｕｔｏｍａｔｉｏｎ Ｃｏｎｆｅｒｅｎｃｅ ( ＡＳＰ￣
ＤＡＣ) . Ｉｎｃｈｅｏｎ: ＩＥＥＥꎬ ２０２４: １７７￣１８２.

[１３] ＧＵＯ Ｚ Ｚꎬ ＬＩＵ Ｍ Ｊꎬ ＧＵ Ｊ Ｑꎬ ｅｔ ａｌ. Ａ ｔｉｍｉｎｇ ｅｎｇｉｎｅ
ｉｎｓｐｉｒｅｄ ｇｒａｐｈ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｆｏｒ ｐｒｅ￣ｒｏｕｔｉｎｇ
ｓｌａｃｋ ｐｒｅｄｉｃｔｉｏｎ [Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ５９ｔｈ ＡＣＭ/
ＩＥＥＥ Ｄｅｓｉｇｎ Ａｕｔｏｍａｔｉｏｎ Ｃｏｎｆｅｒｅｎｃｅ. Ｓａｎ Ｆｒａｎｃｉｓｃｏꎬ
ＵＳＡ: ＡＣＭꎬ ２０２２: １２０７￣１２１２.

[１４] ＫＡＨＮＧ Ａ Ｂꎬ ＭＡＮＴＩＫ Ｓ. Ａ ｓｙｓｔｅｍ ｆｏｒ ａｕｔｏｍａｔｉｃ
ｒｅｃｏｒｄｉｎｇ ａｎｄ ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｄｅｓｉｇｎ ｑｕａｌｉｔｙ ｍｅｔｒｉｃｓ[Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ２００１. ２ｎｄ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｓｙｍｐｏｓｉｕｍ ｏｎ Ｑｕａｌｉｔｙ Ｅｌｅｃｔｒｏｎｉｃ Ｄｅｓｉｇｎ. Ｓａｎ Ｊｏｓｅꎬ
ＵＳＡ: ＩＥＥＥꎬ ２００１: ８１￣８６.

[１５] ＫＡＨＮＧ Ａ Ｂꎬ ＬＩＮ Ｂꎬ ＮＡＴＨ Ｓ. Ｈｉｇｈ￣ｄｉｍｅｎｓｉｏｎａｌ
ｍｅｔａｍｏｄｅｌｉｎｇ ｆｏｒ ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｃｌｏｃｋ ｔｒｅｅ ｓｙｎｔｈｅｓｉｓ
ｏｕｔｃｏｍｅｓ [ Ｃ] / / ２０１３ ＡＣＭ/ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｗｏｒｋ￣
ｓｈｏｐ ｏｎ Ｓｙｓｔｅｍ Ｌｅｖｅｌ Ｉｎｔｅｒｃｏｎｎｅｃｔ Ｐｒｅｄｉｃｔｉｏｎ (ＳＬＩＰ) .
Ａｕｓｔｉｎꎬ ＵＳＡ: ＩＥＥＥꎬ ２０１３: ６６８１６８５.

[１６] ＬＵ Ｙ Ｃꎬ ＬＥＥ Ｊꎬ ＡＧＮＥＳＩＮＡ Ａꎬ ｅｔ ａｌ. ＧＡＮ￣ＣＴＳ: ａ
ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｆｒａｍｅｗｏｒｋ ｆｏｒ ｃｌｏｃｋ ｔｒｅｅ



　 第 ２ 期 王庆康ꎬ等:基于 ＬＳＴＭ 的逻辑综合阶段延时预测方法 ５１　　　 　

ｐｒｅｄｉｃｔｉｏｎ ａｎｄ ｏｐｔｉｍｉｚａｔｉｏｎ[Ｃ] / / ２０１９ ＩＥＥＥ / ＡＣＭ
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ￣Ａｉｄｅｄ Ｄｅｓｉｇｎ
( ＩＣＣＡＤ) . Ｗｅｓｔｍｉｎｓｔｅｒꎬ ＵＳＡ: ＩＥＥＥꎬ ２０１９: ８９４２０６３.

[１７] 张雷ꎬ 刘伟景ꎬ 赵启林. 一种高效实现时序优化的时

钟树综合方案[Ｊ] . 上海电力大学学报ꎬ ２０２５ꎬ ４１(１):
８５￣８９.
ＺＨＡＮＧ Ｌｅｉꎬ ＬＩＵ Ｗｅｉｊｉｎｇꎬ ＺＨＡＯ Ｑｉｌｉｎ. Ａ ｃｌｏｃｋ ｔｒｅｅ
ｓｙｎｔｈｅｓｉｓ ｍｅｔｈｏｄ ｆｏｒ ｅｆｆｉｃｉｅｎｔ ｔｉｍｉｎｇ ｏｐｔｉｍｉｚａｔｉｏｎ [ Ｊ] .
Ｊｏｕｒｎａｌ ｏｆ Ｓｈａｎｇｈａｉ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｅｌｅｃｔｒｉｃ Ｐｏｗｅｒꎬ ２０２５ꎬ
４１(１): ８５￣８９.

[１８] ＫＡＨＮＧ Ａ Ｂꎬ ＫＡＮＧ Ｓꎬ ＬＥＥ Ｈꎬ ｅｔ ａｌ. Ｌｅａｒｎｉｎｇ￣ｂａｓｅｄ
ａｐｐｒｏｘｉｍａｔｉｏｎ ｏｆ ｉｎｔｅｒｃｏｎｎｅｃｔ ｄｅｌａｙ ａｎｄ ｓｌｅｗ ｉｎ ｓｉｇｎｏｆｆ
ｔｉｍｉｎｇ ｔｏｏｌｓ[Ｃ] / / ２０１３ ＡＣＭ/ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｗｏｒｋ￣
ｓｈｏｐ ｏｎ Ｓｙｓｔｅｍ Ｌｅｖｅｌ Ｉｎｔｅｒｃｏｎｎｅｃｔ Ｐｒｅｄｉｃｔｉｏｎ ( ＳＬＩＰ) .
Ａｕｓｔｉｎꎬ ＵＳＡ: ＩＥＥＥꎬ ２０１３: ６６８１６８２.

[１９] ＨＡＮ Ｓ Ｓꎬ ＫＡＨＮＧ Ａ Ｂꎬ ＮＡＴＨ Ｓꎬ ｅｔ ａｌ. Ａ ｄｅｅｐ
ｌｅａｒｎｉｎｇ ｍｅｔｈｏｄｏｌｏｇｙ ｔｏ ｐｒｏｌｉｆｅｒａｔｅ ｇｏｌｄｅｎ ｓｉｇｎｏｆｆ ｔｉｍｉｎｇ
[Ｃ ] / / ２０１４ Ｄｅｓｉｇｎꎬ Ａｕｔｏｍａｔｉｏｎ ＆ Ｔｅｓｔ ｉｎ Ｅｕｒｏｐｅ
Ｃｏｎｆｅｒｅｎｃｅ ＆ Ｅｘｈｉｂｉｔｉｏｎ (ＤＡＴＥ) . Ｄｒｅｓｄｅｎꎬ Ｇｅｒｍａｎｙ:
ＩＥＥＥꎬ ２０１４: ２７３.

[２０] ＳＯＮＧ Ｑ Ｑꎬ ＣＨＥＮＧ Ｘꎬ ＣＡＯ Ｐ. Ｃｒｉｔｉｃａｌ ｐａｔｈｓ
ｐｒｅｄｉｃｔｉｏｎ ｕｎｄｅｒ ｍｕｌｔｉｐｌｅ ｃｏｒｎｅｒｓ ｂａｓｅｄ ｏｎ ＢｉＬＳＴＭ
ｎｅｔｗｏｒｋ [ Ｃ] / / ２０２３ ６０ｔｈ ＡＣＭ/ ＩＥＥＥ Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
Ｄｅｓｉｇｎ Ａｕｔｏｍａｔｉｏｎ Ｃｏｎｆｅｒｅｎｃｅ (ＤＡＣ) . Ｓａｎ Ｆｒａｎｃｉｓｃｏꎬ
ＵＳＡ: ＩＥＥＥꎬ ２０２３: １０２４７９８４.

[２１] ＮＥＴＯ Ｗ Ｌꎬ ＭＯＲＥＩＲＡ Ｍ Ｔꎬ ＡＭＡＲＵ Ｌꎬ ｅｔ ａｌ. Ｒｅａｄ
ｙｏｕｒ ｃｉｒｃｕｉｔ: ｌｅｖｅｒａｇｉｎｇ ｗｏｒｄ ｅｍｂｅｄｄｉｎｇ ｔｏ ｇｕｉｄｅ ｌｏｇｉｃ
ｏｐｔｉｍｉｚａｔｉｏｎ [ Ｃ ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２６ｔｈ Ａｓｉａ ａｎｄ
Ｓｏｕｔｈ Ｐａｃｉｆｉｃ Ｄｅｓｉｇｎ Ａｕｔｏｍａｔｉｏｎ Ｃｏｎｆｅｒｅｎｃｅ. Ｔｏｋｙｏꎬ
Ｊａｐａｎ: ＡＣＭꎬ ２０２１: ５３０￣５３５.

[２２] ＢＯＤＡＰＡＴＩ Ｓꎬ ＮＡＪＭ Ｆ Ｎ. Ｐｒｅｌａｙｏｕｔ ｅｓｔｉｍａｔｉｏｎ ｏｆ
ｉｎｄｉｖｉｄｕａｌ ｗｉｒｅ ｌｅｎｇｔｈｓ[ Ｊ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｖｅｒｙ
Ｌａｒｇｅ Ｓｃａｌｅ Ｉｎｔｅｇｒａｔｉｏｎ (ＶＬＳＩ) Ｓｙｓｔｅｍｓꎬ ２００１ꎬ ９(６):
９４３￣９５８.

[２３] ＦＡＴＨＩ Ｂꎬ ＢＥＨＪＡＴ Ｌꎬ ＲＡＫＡＩ Ｌ Ｍ. Ａｐｒｅ￣ｐｌａｃｅｍｅｎｔ
ｎｅｔ ｌｅｎｇｔｈ ｅｓｔｉｍａｔｉｏｎ ｔｅｃｈｎｉｑｕｅ ｆｏｒ ｍｉｘｅｄ￣ｓｉｚｅ ｃｉｒｃｕｉｔｓ
[Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ Ｉｎｔｅｒｎａｔｉｏｎａｌ ｔｈｅ １１ｔｈ Ｗｏｒｋｓｈｏｐ
ｏｎ Ｓｙｓｔｅｍ Ｌｅｖｅｌ Ｉｎｔｅｒｃｏｎｎｅｃｔ Ｐｒｅｄｉｃｔｉｏｎ. Ｓａｎ Ｆｒａｎｃｉｓｃｏꎬ
ＵＳＡ: ＡＣＭꎬ ２００９: ４５￣５２.

[２４] ＬＩＵ Ｑꎬ ＭＡ Ｊ Ｇꎬ ＺＨＡＮＧ Ｑ Ｊ. Ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｂａｓｅｄ
ｐｒｅ￣ｐｌａｃｅｍｅｎｔ ｗｉｒｅｌｅｎｇｔｈ ｅｓｔｉｍａｔｉｏｎ [ Ｃ] / / ２０１２ Ｉｎｔｅｒ￣

ｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｆｉｅｌｄ￣Ｐｒｏｇｒａｍｍａｂｌｅ Ｔｅｃｈｎｏｌｏｇｙ.
Ｓｅｏｕｌ: ＩＥＥＥꎬ ２０１２: １６￣２２.

[２５] ＨＵ Ｂꎬ ＭＡＲＥＫ￣ＳＡＤＯＷＳＫＡ Ｍ. Ｗｉｒｅ ｌｅｎｇｔｈ ｐｒｅｄｉｃｔｉｏｎ
ｂａｓｅｄ ｃｌｕｓｔｅｒｉｎｇ ａｎｄ ｉｔｓ ａｐｐｌｉｃａｔｉｏｎ ｉｎ ｐｌａｃｅｍｅｎｔ [Ｃ] / /
Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ Ｄｅｓｉｇｎ Ａｕｔｏｍａｔｉｏｎ Ｃｏｎｆｅｒｅｎｃｅ. Ａｎａｈｅｉｍꎬ
ＵＳＡ: ＩＥＥＥꎬ ２００３: ８００￣８０５.

[２６] ＫＡＨＮＧ Ａ Ｂꎬ ＲＥＤＡ Ｓ. Ｉｎｔｒｉｎｓｉｃ ｓｈｏｒｔｅｓｔ ｐａｔｈ ｌｅｎｇｔｈ: ａ
ｎｅｗꎬ ａｃｃｕｒａｔｅ ａ ｐｒｉｏｒｉ ｗｉｒｅｌｅｎｇｔｈ ｅｓｔｉｍａｔｏｒ[Ｃ] / /
ＩＣＣＡＤ￣２００５. ＩＥＥＥ / ＡＣＭ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ
Ｃｏｍｐｕｔｅｒ￣Ａｉｄｅｄ Ｄｅｓｉｇｎ. Ｓａｎ Ｊｏｓｅꎬ ＵＳＡ: ＩＥＥＥꎬ ２００５:
１７３￣１８０.

[２７] ＬＩＵ Ｑ Ｈꎬ ＭＡＲＥＫ￣ＳＡＤＯＷＳＫＡ Ｍ. Ｐｒｅ￣ｌａｙｏｕｔ ｗｉｒｅ
ｌｅｎｇｔｈ ａｎｄ ｃｏｎｇｅｓｔｉｏｎ ｅｓｔｉｍａｔｉｏｎ [ Ｃ] / / Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ
ｔｈｅ ４１ｓｔ ａｎｎｕａｌ Ｄｅｓｉｇｎ Ａｕｔｏｍａｔｉｏｎ Ｃｏｎｆｅｒｅｎｃｅ. Ｓａｎ
Ｄｉｅｇｏꎬ ＵＳＡ: ＡＣＭꎬ ２００４: ５８２￣５８７.

[２８] ＨＹＵＮ Ｄꎬ ＦＡＮ Ｙ Ｐꎬ ＳＨＩＮ Ｙ. Ａｃｃｕｒａｔｅ ｗｉｒｅｌｅｎｇｔｈ
ｐｒｅｄｉｃｔｉｏｎ ｆｏｒ ｐｌａｃｅｍｅｎｔ￣ａｗａｒｅ ｓｙｎｔｈｅｓｉｓ ｔｈｒｏｕｇｈ
ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ[Ｃ] / / ２０１９ Ｄｅｓｉｇｎꎬ Ａｕｔｏｍａｔｉｏｎ ＆Ｔｅｓｔ
ｉｎ Ｅｕｒｏｐｅ Ｃｏｎｆｅｒｅｎｃｅ ＆ Ｅｘｈｉｂｉｔｉｏｎ (ＤＡＴＥ) . Ｆｌｏｒｅｎｃｅꎬ
Ｉｔａｌｙ: ＩＥＥＥꎬ ２０１９: ３２４￣３２７.

[２９] 蒋政涛ꎬ 贺旭ꎬ 李琼ꎬ 等. 基于随机森林的网表级时序

预测模型[ Ｊ] . 微电子学与计算机ꎬ ２０２２ꎬ ３９(１２):
１０７￣１１４.
ＪＩＡＮＧ Ｚｈｅｎｇｔａｏꎬ ＨＥ Ｘｕꎬ ＬＩ Ｑｉｏｎｇꎬ ｅｔ ａｌ. Ｒａｎｄｏｍ
ｆｏｒｅｓｔ￣ｂａｓｅｄ ｎｅｔｌｉｓｔ￣ｌｅｖｅｌ ｔｉｍｉｎｇ ｐｒｅｄｉｃｔｉｏｎ [ Ｊ] . Ｍｉｃｒｏ￣
ｅｌｅｃｔｒｏｎｉｃｓ ＆ Ｃｏｍｐｕｔｅｒꎬ ２０２２ꎬ ３９(１２): １０７￣１１４.

[３０] ＸＩＥ Ｚ Ｙꎬ ＬＩＡＮＧ Ｒ Ｊꎬ ＸＵ Ｘ Ｑꎬ ｅｔ ａｌ. Ｐｒｅｐｌａｃｅｍｅｎｔ ｎｅｔ
ｌｅｎｇｔｈ ａｎｄ ｔｉｍｉｎｇ ｅｓｔｉｍａｔｉｏｎ ｂｙ ｃｕｓｔｏｍｉｚｅｄ ｇｒａｐｈ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ [ Ｊ ] . ＩＥＥＥ Ｔｒａｎｓａｃｔｉｏｎｓ ｏｎ Ｃｏｍｐｕｔｅｒ￣Ａｉｄｅｄ
Ｄｅｓｉｇｎ ｏｆ Ｉｎｔｅｇｒａｔｅｄ Ｃｉｒｃｕｉｔｓ ａｎｄ Ｓｙｓｔｅｍｓꎬ ２０２２ꎬ ４１
(１１): ４６６７￣４６８０.

[３１] ＺＨＵ Ｌ Ｙꎬ ＧＵＯ Ｘ Ｆ. Ｄｅｌａｙ￣ｄｒｉｖｅｎ ｐｈｙｓｉｃａｌｌｙ￣ａｗａｒｅ
ｌｏｇｉｃ ｓｙｎｔｈｅｓｉｓ ｗｉｔｈ ｉｎｆｏｒｍｅｄ ｓｅａｒｃｈ [Ｃ] / / ２０２３ ＩＥＥＥ
４１ｓｔ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｄｅｓｉｇｎ
( ＩＣＣＤ ) . Ｗａｓｈｉｎｇｔｏｎꎬ ＤＣꎬ ＵＳＡ: ＩＥＥＥꎬ ２０２３:
３２７￣３３５.

[ ３２ ] ＨＯＣＨＲＥＩＴＥＲ Ｓꎬ ＳＣＨＭＩＤＨＵＢＥＲ Ｊ. Ｌｏｎｇ ｓｈｏｒｔ￣
ｔｅｒｍ ｍｅｍｏｒｙ[Ｊ] . Ｎｅｕｒａｌ Ｃｏｍｐｕｔａｔｉｏｎꎬ １９９７ꎬ ９(８):
１７３５￣１７８０.

(编辑:孙亚彤)


