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摘 要：针对道岔转辙机转换油压信号难以提取有效的故障特征且传统的故障诊断方式效果差的问题，本

文提出一种基于可视图特征与CatBoost的道岔转辙机故障诊断方法。首先，采用可视图算法将时域信号转

换为复杂网络图。然后，提取复杂网络图的 5种统计特征，即网络平均度、全局聚类系数、平均路径长度、

传递性特征与网络图密度。最后，通过CatBoost算法实现道岔转辙机故障诊断。将该方法分别与其它特征

提取方法、故障分类算法进行比较。实验结果表明：可视图特征能够更有效表征道岔转辙机的工作状态，

CatBoost算法对道岔转辙机4种工作状态的诊断准确率达到97. 5%，验证了该方法的有效性和优越性。
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Abstract： Aiming at the problem that it is difficult to extract effective fault features from oil pressure sig‑
nals converted by turnout switch machine and the traditional fault diagnosis method is not effective， a  
fault diagnosis method turnout switch machine based on visibility graph features and CatBoost is pro‑
posed.  Firstly， the visual graph algorithm is used to convert the time-domain signal into a complex net‑
work graph.  Then， the five statistical features of complex network graphs are extracted （i. e.， network 
average degree， global clustering coefficient， average path length， transitivity feature and network graph 
density）.  Finally， the fault diagnosis of turnout switch machine is realized by CatBoost algorithm.  This 
method is compared with other feature extraction methods and fault classification algorithms.  The experi‑
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mental results show that the visibility graph feature can more effectively represent the working state of 
turnout switch machine.  The diagnostic accuracy of CatBoost algorithm for four working states of turnout 
switch machine reaches 97. 5%， which verifies its effectiveness and superiority.
Key words： visibility graph feature； turnout switch machine； CatBoost algorithm； fault diagnosis

针对铁路交通运输关键设备开展故障诊断与

健康状态监测研究有着重要的意义。道岔转辙机

作为一种被广泛应用的铁路设备，通常在复杂的

工作条件下运行，若发生故障，会影响正常的铁

路交通运输，从而造成严重的经济损失。因此，

对铁路道岔转辙机设备开展故障诊断研究，能够

有效降低设备的维护成本，保障设备正常运行［1］。

道岔转辙机设备转换信号具有非平稳、非线

性的特性，难以通过提取时域、频域特征进行有

效的诊断分析。许多学者对道岔转辙机故障诊断

方法展开了研究。董昱等［2］提出了一种基于小波

分解的道岔转辙机设备的故障诊断方法，对信号

进行小波包特征向量提取。Chen等［3］提出了一种

基于能量的阈值小波（EBTW）的特征提取方法。

孙永奎等［4］基于小波包分解与多尺度排列熵实现

了对转辙机声音信号的特征提取。然而，它们需

要通过人工设定，无法保证提取特征的有效性。

Kun等［5］提出了一种基于变分模式分解（VMD）和

改进模糊聚类算法的新型转辙机故障诊断方法。

该方法使用 VMD 对故障数据进行分解，提取分

解信号各分量的奇异值作为故障特征，但是

VMD 分解中的相关参数同样需要人工设定。马

丽等［6］提出一种基于局部切空间排列和支持向量

机（SVM）的故障诊断方法，该方法使用 EMD 算

法对降维和消噪后的数据进行分解，提取分解后

各分量的能量熵作为故障特征，通过 EMD 方法

可以自适应地分解信号。然而，EMD 分解方法

容易出现模态混叠的问题。魏文军等［7］提出了一

种基于EEMD多尺度样本熵的道岔转辙机故障诊

断方法。曹源等［8］通过EEMD将转辙机振动信号

分解后，提取了重构信号的多尺度故障特征。赫

婷等［9］提出了一种非线性自适应正交经验模态分

解（KPEMD）方法来提取分解信号的时域频域

和能量熵特征，完成了转辙机关键部件柱塞泵的

特征提取。EEMD和 KPEMD在一定程度上解决

了模态混叠问题，但是 EEMD 相对于 EMD 复杂

度增加，这会导致计算时间变长。池毅［10］提出一

种基于深度学习的道岔转辙机故障诊断方法。刘

可兴等［11］提出一种深度卷积降噪自编码器与双向

循环神经网络相结合的故障诊断方法。Cao 等［12］

提出了一种深度随机森林融合（DRFF）方法，对

转辙机 3 个方向的振动信号进行融合，可以有效

提高转辙机的故障诊断精度。付雅婷等［13］利用经

验模态分解将转辙机功率信号分解成多个本征模

态 函 数 信 号 ， 接 着 使 用 一 维 卷 积 神 经 网 络

（1DCNN）和长短期记忆神经网络（LSTM）提取特

征 。 王 瑞 峰 等［14］使 用 一 维 卷 积 神 经 网 络

（1DCNN）和长短期记忆神经网络（LSTM）提取转

辙机功率信号的特征。然而，深度学习模型存在

计算量大且可解释性差等问题，限制了其应用。

针对传统信号分解算法难以保证提取特征的有

效性以及深度学习模型可解释性差等问题，本文提

出了一种基于可视图特征与CatBoost的转辙机故障

诊断方法。首先，利用可视图分析技术将道岔转辙

机设备转换油压信号转变为复杂网络图，并计算图

对应的邻接矩阵与度矩阵。然后，通过邻接矩阵与

度矩阵计算复杂网络图特征。最后，采用CatBoost
实现道岔转辙机的故障识别与分类。本文不同于提

取信号的时域、频域、时频域特征，而是将信号转

换为复杂网络图，从而提取复杂网络图的统计特征，

故提供了一种故障特征提取的新思路。

1　可视图算法

可视图算法是一种可以将时间序列转换为复

杂网络的算法，该种算法简单易实现，运算速度

快。可视图算法基本原理如下［15］。

假设 ( ta,va )和 ( tb,vb )是时间序列上的任意两

点，若任一其它点 ( tc,vc )( ta < tc < tb )都满足

vc < va +( vb - va ) tc - ta
tb - ta

， （1）

则 ( ta,va )和 ( tb,vb )之间存在可视线。

如图 1 所示，可视图算法将图（a）中的时间序

列数据转换为图（b）中相应的网络图谱。

图 1（a） 直方图表示时间序列中 5 个时间节

点，其高度为对应的幅值。图 1（b） 网络图谱中

连接表示原始时间序列中节点是否相互可视。

图 1（c） 为时间序列转换后的图结构。
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2　图的基本概念与统计特征

2. 1　图的表示

定义网络图为G=(V,E )，由节点集合V和

边集合 E组成。V={ 1,2,⋯,N }，N为节点数

量。部分节点之间存在相连的边，这些边的集合

表示为E。具体地，取任意的两个节点为 i,j∈V，

则E={ i,j,wij }，其中，wij为节点 i与节点 j之间

边的权重。

通常，定义A为邻接矩阵，则N · N的A表示

有N个节点的网络图，其中A( i,j )=wij。通常，A

由0和1两个元素组成，1表示两节点存在边连接，

0 表示两节点间无连接。同时，定义一个度矩阵

D= diag (d1,d2,⋯,dN )，其中，di为节点 i的所有

边权值的总和，而diag ( )将向量转变为对角矩阵。

2. 2　图的统计特征

学者们针对复杂网络图提出了许多统计特征指

标，复杂网络图的节点和连边表示了许许多多的相

互作用关系，复杂网络本身的拓扑性质是对网络内

在信息的反映。本文在此基础上，对可视图网络平

均度、全局聚类系数、平均路径长度、传递性特征

与网络图密度等5个特征指标进行提取［16］。

网络图平均度定义为

K= 1
N∑

i= 1

N

di。 （2）

全局聚类系数定义为

CC=
∑
i= 1

n

NΔ ( i )

∑
i= 1

n

N3 ( i )
， （3）

式中：NΔ ( i )为与节点 i相连的两节点相连的结构数

目；N3 ( i )为与节点 i相连的两节点不相连的结构

数目。

网络的平均路径长度定义为

L= 2
N (N+ 1) ∑i< j

wij。 （4）

传递性定义为网络中任意两个相连接的节点

拥有共同的连接点的概率，即

T=
∑
i，j，k

wi，kwj，kwk，j

∑
i，j，k

wi，jwj，k

。 （5）

网络密度定义为图中实际存在的连接数与理

论上存在的最大边数之比，其定义为

ρ= M
1
2 N (N- 1)

， （6）

式中：M为实际存在的边数。

3　CatBoost故障分类算法

CatBoost 是一种改进的梯度提升树（GBDT）

类算法。CatBoost从两方面对GBDT算法进行了

改进，即处理标称属性和解决预测偏移的问题，

从而减少过拟合的发生［17］。

GBDT算法［18］通过集成众多弱学习器，不断迭

代学习，从而得到一个强学习器，使分类的准确率

提高。它采用的弱学习器为分类回归树（CART）。

假设上一轮学习得到的强学习器为Ft- 1 ( x )，
损失函数为L( y,Ft- 1 ( x ) )，则前轮次迭代是为了找

到一个CART模型的弱学习器ht，使当前轮次的损

失函数达到最小值。当前轮次优化的目标函数为

ht = argmin
h∈H

EL(( y，Ft- 1 ( x )+ h ( x ) )。 （7）

每一轮损失的近似值由目标函数的负梯度拟

合，所求取的梯度为

gt ( x，y )= ∂L( y，s )
∂s | s=Ft- 1 ( x )。 （8）

（a） 时间序列直方图

（b） 时间序列复杂网络图

（c） 时间序列图结构

图 1　可视图算法构建复杂网络

Fig. 1　Constructing a complex network with a viewable algorithm
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通常，近似拟合ht的公式为

ht = argmin
h∈H

E (-gt ( x，y )- h ( x ) )2。 （9）

本轮次的最强学习器为

Ft ( x )=Ft- 1 ( x )+ ht。 （10）

CatBoost 算法是一种基于对称决策树的

GBDT模型，其最大的改进是支持直接输入类别

型变量，同时，有效地解决了梯度偏差和预测偏

移的问题，从而降低了过拟合的发生性。

传统的提升（Boost）算法每个步骤中的梯度都由

当前模型中相同的数据点来估计，这样会造成梯度

偏差，从而造成过拟合。Catboost使用下一棵对称

决策树来拟合上一个模型的梯度，通过生成m个随

机排列的训练数据集样本，针对每一个随机排列的

样本X，训练一个单独的模型N，计算其梯度，并

且这个模型不依赖该样本的梯度进行更新。使用不

同的排列来训练不同的模型，不会造成模型过拟合，

也就解决了梯度偏差的问题。

预测偏移（Prediction shift）是由梯度偏差造成

的。在经典的GDBT中，使用相同的数据集求当

前模型的梯度会导致梯度偏差，进而导致模型过

拟合。然而，CatBoost将传统梯度估计方法替换

为排序提升（Ordered boosting）的方法，进而降低

梯度估计的偏差，提高模型的泛化能力。

在CatBoost算法中，需要调节的参数很少，其

中重要的参数包括学习率、树的深度、树的数量等。

4　故障诊断流程

本文将采用国产某型电液式转辙机的转换油

压数据进行故障诊断。首先，通过可视图算法将

道岔转辙机的油压转换数据转换为图网络。接

着，对网络图提取统计特征。最后，使用 Cat‑
Boost 算法对特征样本进行故障分类。流程见

图 2，详细过程如下。

步骤 1：通过道岔转辙机实验台采集正常状

态、道岔卡阻不解锁、道岔卡阻不锁闭、转换过

程中存在异常阻力等工况的转换油压数据。

步骤 2：将总样本集按照 a：b的比例划分为

训练集与测试集。

步骤 3：将所有样本转换为可视图，并求出

每条样本的邻接矩阵与度矩阵。

步骤 4：提取平均度、全局聚类系数、平均

路径长度、传递性特征和网络密度等特征，并对

特征样本进行归一化处理。

步骤 5：使用训练集全部的数据样本训练

CatBoost模型。

步骤 6：向 CatBoost 模型输入测试集样本数

据，模型输出对应的训练样本类型为对应的测试

样本故障类型，进而判断道岔转辙机的状态，达

到故障类型识别的目的。

5　实验与结果分析

5. 1　实验数据与采集

本实验数据通过使用某铁路局电务器材公司

提供的某型电液式道岔转辙机故障模拟实验平台

来获取，转辙机故障实验平台如图 3 所示。

图 2　故障诊断流程图

Fig. 2　Trouble shooting flowchart

图 3　转辙机故障模拟实验台

Fig. 3　Switch machine fault simulation test bench
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实验平台由某型电液式道岔转辙机主机、转

辙机负机、监测微机和采集装置构成。根据实验

需要，采集模型电液式转辙机常见 4 种工况的转

换油压数据，分别为正常状态、道岔卡阻不解

锁、道岔卡阻不锁闭、转换过程中存在异常阻

力。正常工况下转换油压数据曲线如图 4 所示，

该曲线大致可以分为 5个阶段，依次为启动（T1）、

解锁（T2）、转换（T3）、锁闭（T）、接通表示（T5），

其余3种工况的转换油压数据曲线如图 5 所示。

数据的精度为 0. 1 MPa，采样频率为 50 Hz，
每个样本的长度为 700，每种工况下采集样本

2 500个，将样本按照 7∶3的比例划分为训练集和

测试集，实验采集的 4 种工况以及样本数量说明

详见表 1。

5. 2　故障特征提取

采用步骤 2~步骤 4 对数据样本进行特征提

取，分别对所有的数据样本提取平均度 f1、全局

聚类系数 f2、平均路径长度 f3、传递性 f4 与网络图

密度 f5。表 2 为 5种可视图统计特征在 4种工况下

的均值与方差。

从表 2 可以看出，平均度 f1、传递性 f4 以及

网络图密度 f5 在正常 c0 工况下最小，在道岔卡阻

不锁闭 c2 工况最大。全局聚类系数 f2、平均路径

长度 f3 在道岔卡阻不锁闭 c2 工况下最小，全局聚

类系数 f2 在正常 c0 工况下最大，平均路径长度 f3
在道岔卡阻不解锁 c1 工况下最大。这说明在不同

工况下，每种统计特征之间存在较为明显的差

异，并且每种特征的方差都较小，各工况下每项

（a） 道岔卡阻不解锁

（b） 道岔卡阻不锁闭

（c） 转换过程存在异常阻力

图 5　道岔卡阻不解锁、道岔卡阻不锁闭、转换过程中存在异常阻

力工况下的转换油压曲线图

Fig. 5　Conversion oil pressure curves under Turnout jam do not lock、
Turnout jam not locked、Abnormal resistance in the conversion process

图 4　正常工况下转换油压曲线图

Fig. 4　Conversion oil pressure curve

表 1　道岔转辙机工况

Tab. 1　Working conditions of turnout switch machine

工况
编号

0
1
2
3

工况
代码

c0

c1

c2

c3

工况名称

正常

道岔卡阻不解锁

道岔卡阻不锁闭

转换过程中存在异常阻力

训练
样本数

1 750
1 750
1 750
1 750

测试
样本数

750
750
750
750
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特征在数值上较为稳定。

5. 3　故障诊断仿真实验

本文通过python编写CatBoost故障诊断模型，

模型的损失函数为对数损失函数，学习率为0. 01，
同时，通过测试集数据对树的深度与树的数量两项

重要参数值的设定进行测试。在图 6 中，树的深度

在6时达到最优准确率。在图 7 中，树的数量为100
左右时，准确率曲线达到最优且收敛。因此，设置

树的深度为8，树的数量为100。

完成参数设定之后，使用训练集样本特征训

练CatBoost模型。模型训练的损失曲线如图 8 所
示，可以看出模型训练损失值收敛速度快，且训

练迭代完成时的数值极低。模型完成训练之后，

在测试集测试时的模型准确率为 97. 5%，证明模

型在转辙机故障诊断中的有效性与准确性。

5. 4　实验对比

表 3 为提取转辙机转换油压信号的时域特征、

频域特征、时频域特征、可视图特征的诊断结果。

时域特征包括均值、峰值、方根幅值、方差、有效

值、峰度、峭度和裕度等8个特征。频域特征包括

重心频率、平均频率、均方根频率、频率标准差和

功率谱熵等4个特征。时频域为小波分解后的系数

特征与能量特征。由表可知，可视图特征提取方法

明显优于其它特征提取方法，从而体现出可视图特

征在转辙机故障特征提取中的优越性。

表 4 为 BP 神 经 网 络［19］ 、 SVM［20］ 、

XGBoost［21］、CatBoost 等分类算法在可视图特征

表 2　特征均值与方差表

Tab. 2　Tab. of characteristic mean and variance

工况

c0

c1

c2

c3

f1

均值

9.4
16.0
17.4
11.1

方差

3.9
5.8
4.3
5.0

f2

均值

1.18
1.04
0.90
1.12

方差

0.04
0.06
0.04
0.06

f3

均值

3.08
3.30
2.73
3.21

方差

0.13
0.18
0.21
0.15

f4

均值

0.31
0.42
0.51
0.36

方差

0.005
0.010
0.014
0.015

f5

均值

0.095
0.132
0.176
0.125

方差

0.000 3
0.001 0
0.002 1
0.001 6

图 6　树的深度与准确率的关系

Fig. 6　The relationship between tree depth and accuracy rate

图 7　树的数量与准确率的关系

Fig. 7　The relationship between number of trees and accuracy rate

图 8　训练损失曲线

Fig. 8　Training loss curve

表 3　不同特征诊断结果

Tab. 3　Diagnostic results of different characteristics

特征提取方法

时域特征
频域特征

时频域特征
可视图特征

准确率/%
88.7
92.3
94.1
97.5
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下的测试集故障诊断准确率。可以看出 CatBoost
算法的故障诊断准确率高于其它几种常见分类模

型的，比SVM与BP神经网络等经典模型诊断准

确率高 0. 5% 以上，而比同为 GBDT 类算法的

XGBoost高0. 3%。

6　结  论

本文结合可视图算法、复杂网络图特征以及

CatBoost算法，针对铁路道岔转辙机难以提取有

效的故障信号特征与传统故障诊断方法诊断准确

率低等问题，提出了一种基于可视图特征和 Cat‑
Boost 的道岔转辙机故障诊断方法。通过实验验

证，得出以下结论：

1） 可视图算法可以有效将转辙机时域信号转

换为复杂网络图，通过网络图节点的度与节点间

的边等信息，更好地展现出不同故障的特征。

2） 复杂网络图的 5种特征可以较为准确地表

征出转辙机的故障特征，有利于保证下一步故障

诊断模型的诊断效果。

3） 将 CatBoost 模型应用于转辙机故障诊断，

较好地实现了转辙机不同工作状态的识别分类，

与传统的模型相比较，拥有较高的准确率。
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