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摘 要：为了提升智能组卷性能， 同时解决常规的基于遗传算法优化的智能组卷模型在实际应用时参数难

以确定， 在面对不同规模和特征分布的题库时性能不稳定的问题， 提出了基于Optuna优化的遗传算法智能

组卷模型。通过设计分层格雷编码来克服传统二进制、 十进制编码引发的汉明悬崖问题， 通过Optuna优化

自反馈确定遗传算法的种群规模、 迭代次数及其他参数， 动态调整遗传算法的交叉、 变异速率， 实现对组卷

搜索空间的自适应调整。实验结果表明， 所提模型能够有效确定参数并实现动态调整， 组卷质量优于其他基

于随机和启发式算法的智能组卷模型。
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0　引　言

教育公平是社会公平的重要组成部分， 而考

试公平更是教育公平的核心内容。考试试卷是否

科学直接关系着考试公平， 也影响着教育质量评

估［1］。长期以来， 考试组织者需要花费大量时间

和精力组成一份合理、 科学、 公平、 完备的考试试

卷， 且随着题库规模不断扩大， 组卷要求和约束

条件不断多样， 组卷难度也不断提升， 依靠信息

化智能化手段组卷成为了重要的研究课题。当

前， 自动化组卷主要包括基于随机、 回溯试探和

启发式算法的3类组卷模型。

基于随机算法的组卷方法［2‐4］使用固定规则， 
从题库中随机抽取一定数量试题， 在满足组卷约

束条件的情况下组成试卷， 具有逻辑简单、 思路

清晰、 容易实现等优点， 是当前各类组卷系统普

遍使用的组卷算法。但该类算法不可回溯， 必须

按照前期指定的组卷目标反复尝试， 题库规模

大、 条件约束多的情况下极易导致反复抽题和组

卷失败的情况。

基于回溯试探算法的组卷方法［5‐6］在随机算法基

础上引入了验证过程。当本次抽取试题无法满足组

卷要求且没完成组卷目标时， 返回上次状态并重新

抽题， 直到完成组卷。回溯试探能够对所有状态结

果进行遍历， 对于小规模试题库组卷成功率高， 能
够有效避免反复搜索的问题， 但是在实际组卷应用

中， 针对庞大的题库， 该类算法组卷的时间和空间

复杂度会非常高， 若添加多个组卷目标， 回溯试探

过程设计将会非常复杂甚至无法实现。

基于启发式算法的组卷方法将组卷问题转化

为优化问题来求解［7］， Yang［8］、 Bui［9］和 Nguyen［10］

等分别提出了基于模拟退火算法［11］和粒子群优化

算法［12］的智能组卷方法。遗传算法［13］作为一种模

仿生物进化演变过程的优化算法， 在智能组卷问

题中不断发展并得到更广泛应用。Jia等［14］在遗传

算法中引入精英策略， 改进了交叉和变异算子， 
证明了遗传算法应用于智能组卷问题时的有效

性。Han等［15］提出了基于单目标优化的遗传算法

智能组卷方法。Nie 等［16］通过优化遗传算法种群

初始化、 编码、 交叉、 变异等过程， 有效提高了组

卷成功率和效率。Song［17］和 Zhang［18］等使用实数

编码而不是传统的二进制编码来提高方法的收敛

速度。Tang等［19］利用动态参数的自适应调整方法

和精英策略， 有效提高了试卷生成的效率。Anas‐
tasiu等［20］将许多具有代表性的关键字与测试相关

联， 用户通过设置许多关键字来表达组卷要求和

限制条件， 这些关键字接近于想要测试的主题。

Teo［21］、 Langi［22］、 Shanthi［23］和 Abd［24］等不断拓展

智能组卷的场景， 引入试题难度要求、 时间要求、 
考察方向等约束条件， 丰富了基于遗传算法的智

能组卷方法。Song［25］、 Zhang［26］和 Chen［27］等使用

遗传算法在线生成试卷， 可以根据难度、 知识覆

盖面和题目比例等条件自动合成测试的内容。

基于启发式算法的组卷方法有效提高了组卷

性能， 但存在以下问题需要研究突破：

1） 应用场景受限。虽然部分学者提出了不同场

景下的智能组卷方法， 但大多数方法只关注特殊学

校或机构面临的组卷问题， 难以满足大规模考试智

能组卷的要求， 需要研究设计包含难度、 时间、 知识

点覆盖度等各方面目标和时间、 题型、 分数等各方

面约束， 更加贴合实际考试场景的智能组卷方法。

2） 性能不稳定。启发式算法的超参数影响方

法性能， 当前基于启发式算法的智能组卷方法取

得了相对比较好的效果， 但在实际应用时受参数

影响大， 而考试工作者由于不具备算法专业知

识， 难以直接确定方法最优参数甚至无法确定大

致范围， 导致实际应用时， 方法的性能无法达到

论证时有关学者提出的最优性能。

3） 无法自动组卷。启发式算法作用的发挥需

要考试工作者花费大量时间学习方法原理， 或者

反复尝试多组参数组合方案， 造成时间浪费， 且
最终组卷质量不高。当前有众多启发式智能组卷

方法， 但开发实际组卷系统时， 几乎全部的系统

仍然是基于随机或回溯方法， 未能实现智能化组

卷的真正落地应用或落地效果不尽如人意。

本文提出一种基于Optuna优化的遗传算法智能

组卷模型。首先将多目标智能组卷问题转化为多约

束单目标搜索优化问题， 然后以格雷编码的染色体

表达种群组卷方案， 基于时间、 难度、 知识点等要求

构造适应度函数， 设计自适应遗传算法搜索可能的

组卷空间， 搜索出的最优解即为模型得出的最终组

卷方案。本文的主要贡献总结如下： ① 采用格雷编

码表达组卷方案， 有效克服了二进制、 十进制编码

容易产生的汉明悬崖问题， 提高了组卷质量； ② 采
用Optuna确定种群规模、 迭代次数等遗传算法参数

初始值， 组卷人员无需掌握算法专业知识便可合理

确定参数， 也不需要反复尝试大量参数组合方案， 
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保证相关模型能够发挥最大性能， 有效降低了模型

使用门槛， 更贴近实际场景， 更有益于应用实践； ③ 对
比其他已有智能组卷方法， 所提模型在智能组卷时

具有一定的优势。

1　问题描述

智能组卷旨在从海量试题库中根据考试需求

智能选取试题并组成高质量试卷， 通常被定义为

单目标多约束的组合优化问题。试题库中的每道

试题通常包括编号、 分数、 难度、 预计答题时间和

对 应 的 知 识 点 等 5 个 属 性 。 假 设 试 题 库 为

矩阵AN× 5。

AN× 5 =
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úa11 a12 ⋯ a15
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⋮ ⋮ ⋮ ⋮
aN1 aN2 ⋯ aN5

， （1）

式中： N为试题库中试题的个数； an1 (1 ≤ n≤N )
到 an5 (1 ≤ n≤N )分别为第 n道试题的 5 个属性。

具体地， an1（1 ≤ n≤N ) 为第 n道试题的编号； 
an2（1 ≤ n≤N )为第 n道试题的分值， 根据不同题

型具体确定； an3（1 ≤ n≤N ) 为第 n道试题的难

度， 分为难、 中、 易等， 可根据具体场景、 题库特

征和考试要求灵活调整； an4（1 ≤ n≤N )为第 n道
试题的预计答题用时； an5（1 ≤ n≤N )为第 n道试

题考察的知识点。

组卷问题转化为针对试题库矩阵A的优化问

题， 通过指定目标和约束自动选取其中的部分试

题， 得到试卷矩阵BM× 5。
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， （2）

式中： M为试卷题目的数量； bm1 (1 ≤m≤M )到
bm5 (1 ≤m≤M )同样为组卷结果中第m道试题的

5个属性。

在此基础上， 组卷过程应满足以下约束条件： 
1） 总分约束。组卷结果所有试题得分的和等

于组卷总分目标

Sz = ∑
m= 1

M

bm2， （3）

式中： Sz 为组卷总分目标； bm2 为第 m道试题的

分数。

2） 题目数量约束。组卷结果中各题型题目的

数量等于预设目标数量

Nj = ∑
m= 1

M

cm，

cm =
ì
í
î

ïï
ïï

1， 第m道题为第j个题型，

0， 第m道题不为第j个题型，
（4）

式中： Nj 为组卷结果中第 j 个题型的目标数

量 ； j 为 试 题 库 中 包 含 的 题 型 种 类 数 ， j=
1，2，…，J。

3） 试题唯一性约束。组卷结果中每道试题只

出现1次。

除此之外， 组卷过程还包括时间、 难度和知

识点覆盖情况等约束， 但在实际组卷中这些约束

条件难以全部满足， 将其定义为目标函数， 以求

最大限度地满足相关约束， 组成高质量试卷。

1） 难度目标。组卷结果各难度分数与预设组

卷难度分数最大限度地一致。

f1 = ∑
d= 1

D Sd - ∑
m= 1

M

cmbm2 |

Sd
/D，

cm =
ì
í
î

1， 第m个试题为第d个难度，

0， 其他，
（5）

式中： d为难度层次的个数， d=1，2，…，D； Sd为
第 d个难度层次预设的分数目标； bm2 为第m道试

题的分数。f1 ≥ 0， 当 f1 = 0 时， 组卷结果完全满

足预设难度目标。

2） 时间目标。组卷结果所有试题的用时总和

与预设组卷总用时最大限度地一致。

f2 = 1 -
|t- ∑

m= 1

M

bm3|

t
， （6）

式中： t为预设组卷总用时； bm3 为第m道试题的预

计用时。f2 ≥ 0， 当 f2 = 0 时， 组卷结果完全满足

预设时间目标。

3） 知识点覆盖目标。组卷结果中不同知识点

的分数与预设各知识点分数最大限度地一致。

f3 = ∑
k= 1

K

|

|
|
||
||

|
|
||
|
Sk - ∑

m= 1

M

cmbm2

Sk
/K，

cm =
ì
í
î

1， 第m个试题考察知识点k，
0， 其他，

（7）

式中： k为涉及知识点的总个数， k=1，2，…，K； 
Sk为第 k个知识点预设的分数目标； bm2 为第m道

试题的分数。f3 ≥ 0， 当 f3 = 0 时， 组卷结果完全

满足知识点覆盖考察的要求。
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为了便于求解， 采用权重系数法将多目标优

化问题转化为单目标优化问题， 模型最终的目标

函数为

f=ω1 f1 +ω2 f2 +ω3 f3， （8）

式中： ω1=0. 3， ω2=0. 4， ω3=0. 3 为权值系数， 
表示组卷对不同目标的侧重。f≥ 0， 当 f= 0 时， 
组卷结果完全满足3个目标的要求。

2　模型设计

本文基于Optuna优化的遗传算法智能组卷模

型， 首先将智能组卷问题转化为多条件单目标的

组合优化问题， 然后在传统基于遗传算法智能组

卷模型的基础上引入格雷编码、 Optuna优化等过

程， 从而提高了组卷性能。主要步骤如下： 
Step1： 初始化参数。确定种群规模、 迭代次

数、 遗传概率、 交叉概率的取值范围及精度， 以及

不同题型题目编号的上限和下限。

Step2： 初始化种群。基于格雷编码， 随机产

生符合组卷目标和约束的多个染色体， 用于表示

初始的组卷方案。

Step3： 智能组卷。基于Optuna优化遗传算法

参数后， 遗传算法通过选择、 交叉、 变异等操作优

化组卷结果， 经过多轮迭代后输出方法的最优参

数和最终组卷结果。流程如图 1 所示。

2. 1　初始化种群及编码

初始化过程随机产生种群规模的大小， 将符合

约束条件的染色体空间作为优化问题解空间。不同

编码方式决定染色体的组合方式， 且对后续选择、 
交叉、 变异算子产生影响。二进制编码方式简单， 
但计算量大、 编码解码频繁。十进制编码使用题目

变量的真实值为编码， 染色体每个基因值用某一范

围内的整数表示， 个体的编码长度等于试卷题目数

量， 全局搜索能力强， 不易陷入局部极值， 收敛速度

快。本文采用格雷编码， 有效克服了二进制、 十进

制编码产生的汉明悬崖问题。

编码过程首先计算第 t个题型在二进制编码

时的染色体长度L。

L=∑
j= 1

J

Lj =∑
j= 1

J

é ùlog (bu j - b lj + 1) ， （9）

式中： Lj为第 j个题型二进制编码的长度； bu j为第

j个题型编号的上限； b lj为第 j个题型编号的下限。

假 设 得 到 的 染 色 体 二 进 制 编 码 为 X=
xL， xL- 1，⋯，x0 ， 其 对 应 的 格 雷 编 码 Y=
yL，yL- 1，⋯，y0 为

图 1　基于Optuna优化的遗传算法智能组卷模型流程图

Fig. 1　Flowchart of intelligent exam paper generation model based on Optuna optimaized genetic algorithm
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yi =
ì
í
î

x1 i= 1，
xi- 1⊕xi i> 1。 （10）

最后， 随机生成行数为 pop， 列数为L， 元素为

0/1 的二维矩阵作为染色体初始种群。每个染色

体为一组基因， 由各个题型的基因合并组成。

2. 2　选择算子

采用轮盘赌算子， 根据个体的适应度值计算

个体在子代中出现的概率， 按照概率随机选择个

体构成子代种群。

2. 3　交叉算子

设计分层次两点交叉策略， 在各个题型的基

因型内部随机设置交叉点， 并以此为间隔， 以交

叉概率 pc ∈[ 0，1 ]交换基因型。通过分层设计， 能
够保证交叉前后题目仍属于当前题型。

2. 4　变异算子

交叉完成后， 设计分层多点变异策略， 设定变

异概率Pm ∈[ 0，0. 05 ]， 每次变异对每一位产生随机

数N rand ∈[ 0，1 ]， 当N rand ≤Pm时， 该位取反。当变异

后的题型编号超过当前题型的范围时， 重新执行变

异操作。当交叉、 变异导致组卷方案产生重复题目

时， 从题库中未被选择的对应题型的题目中随机选

择相同数目的题目替换重复题目， 直至题目不重复。

2. 5　Optuna参数初始化

选择、 交叉、 变异完成后， 计算遗传算法本轮组

卷方案适应度， 并不断迭代， 重复以上过程。本轮

遗传算法迭代结束后， 为了降低方法使用门槛， 同
时确保遗传算法发挥最优性能， 在种群规模、 交叉

概率、 变异概率这3个关键参数取值范围及优化精

度控制下， 引入Optuna框架［28］对相关超参数进行自

适应调整优化。向Optuna框架返回当前参数选择方

案下的组卷性能， 并调整参数， 重新进入遗传算法

组卷过程， 直至方法收敛或Optuna框架达到最大迭

代次数， 输出最终组卷方案。

3　实验分析

3. 1　实验设计

考虑保密原因， 本文随机生成仿真题库进行

实验， 采用目标函数作为评价指标， 将所提方法

（O-GA）分别与近年来研究学者提出的基于粒子

群 算 法（PSO-2018［10］）、 模 拟 退 火 算 法（SA-
2015［8］）、 实数编码遗传算法（RCGA-2018［26］）和

差分进化算法（DE-2019［29］）的智能组卷方法进行

对比。为体现一般性， 所有实验重复执行 5次， 并
计算均值和标准差， 综合比较5次结果。

粒子群算法： 模拟鸟群觅食过程中的迁移和群

聚行为， 与遗传算法类似， 通过系统初始化随机解， 
追随最优粒子迁移并不断迭代， 最终找到最优解， 
包含惯性权重、 个体记忆和集体记忆等3个超参数。

模拟退火算法： 从某一较高初温出发， 伴随

温度参数的不断下降， 结合一定的概率突跳特性

在解空间中随机寻找目标函数的全局最优解， 包
含初始温度、 链长、 冷却耗时等3个超参数。

差分进化算法： 来源于遗传退火算法， 使用

浮点数替换位串编码并用算术运算替换逻辑运

算， 过程中引入差分变异操作， 具有原理简单、 超
参数少、 鲁棒性强的优点。

3. 2　实验数据与组卷目标

为全面测试所提方法的性能， 涵盖不同规模

的应用场景， 本文模拟产生不同规模， 包含不同

题型、 难度、 答题时间和知识点的仿真题库， 题库

的各项信息如表 1 所示。

对于不同题库， 设置不同的组卷目标， 具体

如表 2 所示。

表 1　仿真题库信息

Tab. 1　Simulation question bank information

题库名称

QB1、 QB2、 QB3
QB4、 QB5、 QB6

题库规模

400
1000

包含题型个数

4
5

包含难度个数

3
4

包含时间个数

10
20

包含知识点个数

10
10

表2　不同仿真题库对应的组卷目标

Tab. 2　The target of the paper generation to the different simulation question banks

题库名称

QB1、 QB2、 QB3
QB4、 QB5、 QB6

题型数量约束

10/10/10/4
10/10/10/4/2

难度目标

30/40/30
20/30/30/20

知识点目标

每个知识点10分

每个知识点5分

时间目标/min
100
100

总分约束

100
100
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以仿真题库 QB1为例， 模拟产生题目总数为

400的题库， 并希望组成总分为 100的试卷。题库

包含单选、 多选、 判断、 简答等 4种题型， 组卷对

各题型数量的约束分别设置为 10， 10， 10， 4 道

题； 包含难、 中、 易等 3种题目难度， 组卷对各难

度分数的目标分别为 30， 40， 30 分； 包含 10 个不

同的知识点， 希望组卷结果在各个知识点上的分

数均为 10分。组卷过程自动产生符合总分、 题目

数量、 各题型数量约束， 并在难度、 知识点覆盖度

和答题时间上尽量符合要求的试题集合。

3. 3　实验结果

3. 3. 1　对比实验结果

为了发挥所有对比算法的最优性能， 同时确

保公平， 对于QB1~QB3， 设置所有方法的种群规

模均为 50， 迭代次数均为 100， 对于 QB4~QB6， 
设置所有方法的种群规模均为 100， 迭代次数均为

200。设置 PSO-2021 方法的惯性权重、 个体记忆

和集体记忆这 3个参数分别为 0. 5/1/1. 5/2， 0. 3/
0. 6/0. 9， 0. 3/0. 6/0. 9， 进行 36 组实验。设置

SA-2015方法的初始温度、 链长和冷却耗时这3个

参数分别为 100/1 000/10 000， 200/300/400， 50/
100/150， 进行 27组实验。设置 RCGA-2018方法

的变异概率和交叉概率这 2 个参数分别为 0. 1/
0. 3/0. 6/0. 9 和 0. 1/0. 3/0. 6/0. 9， 进行 16 组实

验。为保证对比公平， 设置所提方法优化的种群

规模范围为 40~50（精度为 2）， 迭代次数为 80~
100（精度为 2）， 规模和迭代次数小于或等于其他

对比算法。将对比算法各组最优结果作为各对比

方法的最终结果， 与本文提出的 O-GA 智能组卷

方法进行对比， 结果如表 3 所示。

从实验结果中可以得出以下结论： 
1） 方法性能方面， 对于不同规模， 或者不同

数据分布的题库， 不同方法表现有所差异， 参数

设置影响算法性能， 全部对比方法在不同参数设

置情况下的表现存在巨大差异， 总体上， 所提方

法在全部仿真题库上的表现优于其他对比方法。

对于组卷工作者， 在没有先验知识的情况下， 确
定启发式算法合适的种群规模和迭代次数是重要

且困难的。当题库规模扩大时， 由于拥有更多不

同类型、 不同属性的题目， 所提方法能够找到质

量更优、 符合组卷目标、 考察能力更全面的组卷

方案。

2） 方法效率方面， 对于全部基于启发式算法

的方法， 题库规模直接影响种群大小和迭代次

数， 方法运行时间与种群规模呈正向相关， 总体

上， 设置同等种群、 同等迭代次数的情况下， DE-
2019 是速度最快的， 其次是 RCGA-2018 和 O-
GA， 最后是 SA-2015 和 PSO-2021， 但 DE-2019
和 RCGA-2018 的组卷质量远远低于其他 3 类方

法， RCGA-2018在所有数据集上均在变异率和交

叉率最低的情况下取得最优结果， 表明该算法的

优化算子并没有发挥很大作用， 推测这与实数编

码产生的汉明悬崖问题有关。

3） 方法稳定性方面， 所有方法独立运行 5 次

的标准差均在 0. 03以内， 由于使用Optuna进行参

数自适应优化， 除题库 QB1 外， 所提方法的稳定

性都优于其他所有对比方法， 这也保证了所提方

法能够稳定应用于不同规模不同数据分布的题库

和考试场景， 有效解决了相关类型算法在落地使

用时需要人工调整参数以确保性能最优的问题。

相较于其他启发式算法存在的收敛速度慢、 

表 3　对比实验结果

Tab. 3　Results of comparative experiments

题库名称

QB1

QB2

QB3

QB4

QB5

QB6

算法名称

DE‐2019
SA‐2015

RCGA‐2018
PSO‐2021
O‐GA

DE‐2019
SA‐2015

RCGA‐2018
PSO‐2021
O‐GA

DE‐2019
SA‐2015

RCGA‐2018
PSO‐2021
O‐GA

DE‐2019
SA‐2015

RCGA‐2018
PSO‐2021
O‐GA

DE‐2019
SA‐2015

RCGA‐2018
PSO‐2021
O‐GA

DE‐2019
SA‐2015

RCGA‐2018
PSO‐2021
O‐GA

目标函
数均值

0.195
0.141
0.150
0.142
0.069
0.219
0.127
0.172
0.155
0.071
0.195
0.125
0.161
0.180
0.065
0.153
0.111
0.137
0.086
0.067
0.152
0.138
0.146
0.113
0.054
0.025
0.136
0.135
0.082
0.056

目标函数
标准差

0.020
0.018
0.028
0.038
0.025
0.019
0.015
0.022
0.015
0.011
0.020
0.024
0.037
0.021
0.005
0.020
0.050
0.017
0.035
0.012
0.014
0.042
0.049
0.045
0.003
0.154
0.008
0.029
0.015
0.008

运行时间/s

8.480
27.580
4.410
3.894
75.809
8.530

22.187
4.612
4.566
73.178
8.480

17.173
4.125
5.049
74.852
7.263

27.557
3.945

15.847
83.370
7.309

26.972
20.403
17.548
84.003
7.082

27.656
3.970

17.615
85.871

总用时/s

8.480
580.534
80.479

171.051
75.809
8.530

495.181
81.105

176.070
73.178
8.480

519.336
72.539

176.641
74.852
7.263

612.374
73.138

880.565
83.370
7.309

607.572
67.681

974.971
84.003
7.082

623.021
72.398

976.696
85.871
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参数敏感、 收敛精度低等问题， 遗传算法的选择

操作有效排除了劣质组卷方案， 保留了优秀方

案， 交叉和变异算子保证了遗传算法具备更优的

全局搜索能力， 且不容易陷入局部最优， 使搜索

过程向更优的组卷方向进化。通过引入格雷编码

和Optuna自适应性参数优化保证了遗传算法能够

发挥最优性能， 一定程度上改善了收敛速度和精

度的问题， 进一步提升了组卷算法整体的性能、 
效率和稳定性。

3. 3. 2　Optuna优化过程

以QB1题库1次运行结果为例（全部题库独立

运行 5次的结果规律类似， 不作展示）， 图 2 所示

为Optuna框架优化过程中方法性能的变化。图 3 
和图 4 所示分别为Optuna框架得出的超参数重要

性及对方法目标函数损失值的影响。

通过Optuna不断优化遗传算法的种群规模、 迭
代次数和变异概率这3个参数， 经过20次迭代， 组
卷目标函数由0. 296下降至0. 102， 方法性能得到显

著提升， 过程中不需要工作人员根据先验知识设置

方法参数， 算法整体运行时间约1 min， 与同类型算

法相比， 速度也具备优势， 远小于人工调试参数使

其发挥最优性能的时间（其他所有算法调整参数运

行时间合计均在半天左右）。由图 3 和图 4 可以看

出， 3个参数对方法性能均有不同程度的影响， 且规

律难以直接掌握， 变异概率对方法性能的影响相对

较大， 此项参数设置更加重要。

3. 3. 3　基于格雷编码的遗传算法优化过程

使用独立运行的 5 次实验中， 经过 Optuna 优

化后方法产生最优目标函数的参数进行单独的遗

传算法优化， 并跟踪优化过程中目标函数的变化。

表 4 所示为不同题库， 在方法产生的最优参数作

用下， 组卷产生的目标函数值及对应的组卷结果。

以QB1为例， 图 5 所示为不同题库方法优化过

程中种群内染色体目标函数和方法总体目标函数的

变化， 对于其他题库， 呈现类似的规律， 不作展示。

图 5 中， 不同蓝色散点分别表示遗传算法迭

代过程中种群中染色体对应目标值的变化， 红色

折线表示算法整体最优值的变化。可以看到， 随
着遗传算法不断迭代， 目标函数值不断降低， 对
于所有方法， 由 0. 4左右下降至 0. 1以下， 优化过

程是有效的。

3. 3. 4　遗传算法参数敏感性分析

为验证遗传算法参数对组卷结果的影响， 以
题库 QB1为例， 设置遗传算法的种群规模为 10~

图 2　Optuna框架优化过程中方法性能的变化

Fig. 2　Changes in method performance during Optuna framework 
optimization

图 3　Optuna框架得出的超参数重要性

Fig. 3　Hyperparameter importance derived from the Optuna 
framework

图 4　Optuna框架得出的超参数对损失值的影响

Fig. 4　The effect of the hyperparameters derived by the Optuna 
framework on the loss value

图 5　遗传算法优化过程

Fig. 5　Genetic algorithm optimization process
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190（以 20 为间隔）， 迭代次数为 10~190（以 20 为

间隔）， 变异概率为 0. 001~0. 19（以 0. 002 为间

隔）， 进行 1 000 组实验， 每组实验重复 5 次并取

5 000次实验的平均值， 此处仅展示分别固定变异

概率为 0. 009、 种群规模为 90、 迭代次数为 90时， 
本文方法得到的目标函数均值、 标准差和运行时

间结果， 如图 6 ~图 8 所示。其他组的实验结果

结论与此一致， 不作展示。

由图 6~图 8 可知， 3个参数综合影响方法的

性能， 目标函数均值在 0. 447 2~0. 008范围波动， 
目标函数值标准差在 0. 01~0. 1范围波动， 在没有

有效的参数选择手段或具备一定专业知识可以快

速调试方法所需参数的情况下， 相关方法在落地

应用时可能效果不理想。时间方面， 随着种群规

模和迭代次数的增加， 方法运行时间增加， 这与

一般想法一致， 参数选择的关键是找到相对合适

的， 与题库特征相适应的种群规模、 迭代次数和

变异概率， 以发挥最优性能。就 QB1 而言， 通过

表 4　使用最优参数的遗传算法优化组卷结果

Tab. 4　Optimize paper generation results using genetic algorithm with the optimal parameters

题库名称

QB1

QB2

QB3

QB4

QB5

QB6

种群规模

50

42

46

40

48

48

迭代次数

90

84

88

100

80

84

变异概率

0.002

0.002

0.006

0.005

0.003

0.002

目标函数

0.03

0.076

0.032

0.024

0.018

0.012

组卷结果（题目编号）

题型1： 20/21/24/32/41/57/63/80/91/99
题型2： 111/114/116/121/123/151/157/167/196/197
题型3： 202/208/248/268/272/276/280/282/292/299
题型4： 314/319/375/377
题型1： 17/20/23/35/51/52/66/77/83/99
题型2： 101/111/112/116/133/141/157/196/197/199
题型3： 205/208/213/217/236/259/266/285/291/299
题型4： 309/319/372/379
题型1： 1/46/55/63/77/78/85/86/95/96
题型2： 104/107/108/110/118/126/152/166/181/199
题型3： 202/213/236/246/256/281/283/288/291/299
题型4： 331/365/375/399

题型1： 38/39/66/92/125/129/138/140/141/183
题型2： 215/231/240/247/312/315/331/360/374/399
题型3： 400/414/421/422/423/445/482/504/522/559
题型4： 649/668/678/771
题型5： 859/965

题型1： 28/43/65/67/91/112/119/153/194/199
题型2： 200/218/225/226/336/370/371/372/381/394
题型3： 413/428/437/445/469/473/509/529/537/566
题型4： 751/759/765/779
题型5： 805/999

题型1： 19/69/127/133/136/150/168/187/188/195
题型2： 231/261/288/296/302/309/310/369/376/399
题型3： 451/454/494/534/560/568/576/578/586/599
题型4： 617/689/759/772
题型5： 834/900

图 6　遗传算法参数与目标函数值均值（以题库QB1为例）

Fig. 6　Mean values of genetic algorithm parameters and objective function （taking QB1 as an example）
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1 000 组实验， 找到最优的目标函数是 0. 008， 而
所提方法找到的最优的目标函数是 0. 069， 位于

1 000组实验结果的第 123位， 相比较将近 10 h的

运行时间， 算法利用约 1 min的时间将参数定位到

相对合适的位置， 结果也相对理想。当然， 在时

间允许的情况下， 通过设置多组实验遍历所有参

数组合， 的确能找到更优的结果， 但时间代价是

非常巨大的。

3. 3. 5　方法鲁棒性分析

为验证方法的鲁棒性， 以题库 QB1 为例， 设
置种群规模为 50， 迭代次数为 90， 变异概率为

0. 002， 重复进行 100 次组卷实验， 变化统计箱形

图如图 9 所示。

由图 9 可知， 100次组卷实验中方法组卷结果

的目标函数波动范围约为 0. 02~0. 14， 大部分结

果落在 0. 04~0. 08 之间， 均值为 0. 05 左右， 在最

坏的情况下， 方法表现与其他对比算法基本相

当， 在绝大多数情况下， 本文方法远优于其他对

比算法。

4　结　论

本文设计了基于Optuna优化的自适应遗传算

法智能组卷方法。将智能组卷问题转化为多条件

多目标的组合优化问题， 在传统遗传算法基础上

引入格雷编码、 Optuna 优化等手段， 提高组卷性

能的同时优化了组卷速度， 实现了启发式算法参

数的自适应调整， 保证了相关方法能够落地应用

且发挥较优性能， 形成了真正智能化可落地开发

应用的智能组卷方法。实验结果表明， 所提模型

在性能、 效率和稳定性方面优于其他对比算法， 
且引入的各个手段有效。
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