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摘　 要:自动重复软件缺陷检测是缺陷处理流程中的关键环节ꎬ其性能直接影响缺陷解决的整体效率.针对现阶段研究

中预训练模型的长度限制问题和特征单一问题ꎬ提出一种强化文本长程依赖和多特征融合的重复软件缺陷报告检测

方法.该方法通过结合 ＢｉＬＳＴＭ￣Ａｔｔｅｎｔｉｏｎ 机制与 Ｌｏｎｇｆｏｒｍｅｒ 预训练模型ꎬ增强对篇章级文本的长程语义信息捕捉能力ꎬ
从而提取更准确的语义相似度特征.其次ꎬ针对结构化元数据类别信息ꎬ构建特征提取网络以抽取类别相似度特征.最
终ꎬ将上述特征与词组重叠特征融合后训练分类模型ꎬ以实现高效的重复缺陷报告检测.通过在 Ｂｕｇｚｉｌｌａ、ＪＩＲＡ 和

ＧｉｔＨｕｂ 平台的 Ｅｃｌｉｐｓｅ、ＮｅｔＢｅａｎｓ、ＯｐｅｎＯｆｆｉｃｅ、Ｈａｄｏｏｐ 和 ＶＳＣｏｄｅ 项目上进行实验ꎬ结果表明ꎬ与基线方法相比ꎬ所提方法

在 Ｆ１ 分数和 Ａｃｃｕｒａｃｙ 上分别平均提升了 ２􀆰 ４０％和 ２􀆰 １２％ꎬ在跨平台场景下实现了更优的检测性能.
关键词:重复软件缺陷报告检测ꎻＬｏｎｇｆｏｒｍｅｒꎻ语义相似度ꎻ长程依赖
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第 ３ 期 谢琪ꎬ等:强化文本长程依赖和多特征融合的重复软件缺陷报告检测方法 　　　　　

　 　 随着软件系统的持续扩展ꎬ软件缺陷管理已成为

开发与维护过程中的关键挑战[１] .用户通过提交缺陷

报告(ＢＲ)至 Ｂｕｇｚｉｌｌａ 等追踪系统实现缺陷管理[２]ꎬ报
告经分类后分配至相关人员处理.然而ꎬ跨项目信息

共享机制的缺失导致缺陷追踪系统中存在大量重复

报告ꎬ造成严重的资源浪费.作为缺陷管理流程的初

始环节ꎬ自动重复缺陷报告检测 ( ＤＢＲＤꎬＤｕｐｌｉｃａｔｅ
Ｂｕｇ Ｒｅｐｏｒｔ Ｄｅｔｅｃｔｉｏｎ)通过识别重复报告降低人力成

本ꎬ并为同类缺陷提供信息补充ꎬ因此成为软件工程

领域的重要研究方向.
ＤＢＲＤ 的研究主体是软件缺陷报告ꎬ单份完整的

软件缺陷报告通常由结构化的元数据和非结构化文

本组成ꎬ前者通过枚举值限定缺陷的类别ꎬ包括创建

时间、优先级等字段ꎬ后者以自然语言的形式对缺陷

进行更加细致的叙述ꎬ主要由标题和描述字段构成.
早期的 ＤＢＲＤ 研究主要基于信息检索技术展开ꎬ这类

方法主要通过结构化属性检测重复报告ꎬ但无法有效

利用非结构化属性中的文本语义信息ꎬ因此效果较差.
为此ꎬ现阶段研究中通常会引入包括卷积神经网络

ＴｅｘｔＣＮＮ、序列网络 ＲＮＮ、长短期记忆网络 ＬＳＴＭ 以及

预训练模型 ＢＥＲＴ 等深度学习技术用于衡量非结构化

属性的文本相似性.其中 ＢＥＲＴ 类模型性能优越ꎬ但仍

存在局限性:一方面ꎬ预训练模型存在输入长度限制

(通常≤５１２ ｔｏｋｅｎ)ꎬ在处理非结构化属性文本时存在

信息遗失问题ꎻ另一方面ꎬ现有方法特征组成较为单

一ꎬ未能有效利用优先级、组件关联性等结构化元数据.
针对以上问题ꎬ本文提出一种强化文本长程依赖

和多特征融合的重复软件缺陷报告检测方法.该方法

通过结合 Ｌｏｎｇｆｏｒｍｅｒ 中稀疏注意力机制和 ＢｉＬＳＴＭ￣
Ａｔｔｅｎｔｉｏｎ 实现缺陷报告中篇章级文本的长程依赖建

模ꎬ克服传统动态词嵌入模型的输入序列长度限制ꎬ
从而生成完整文本的语义相似度特征ꎻ其次ꎬ采用传

统的信息检索方式进行文本词符比对ꎬ生成词组重叠

度特征ꎻ同时针对缺陷报告的元数据信息构建特征提

取网络提取类别相似度特征.最终ꎬ将三类特征融合

后通过分类模型实现缺陷报告对的重复性检测.

１　 相关研究

１􀆰 １　 基于信息检索技术的相关工作研究

早期研究主要采用信息检索( ＩＲ)技术进行重复

缺陷报告检测.Ｒｕｎｅｓｏｎ 等人[３] 使用词袋模型(ＢｏＷ)
结合余弦相似度度量文本相似性.Ｗａｎｇ 等人[４] 在此

基础上引入词频加权机制ꎬ并将堆栈跟踪分析融入标

题与描述的相似度计算.Ｓｕｎ 等人[５]则采用 ＴＦ￣ＩＤＦ 特

征结合 ＳＶＭ 分类器进行判别.ＢＭ２５Ｆ 是一种短文本

相似度计算函数ꎬＡｇｇａｒｗａｌ 等人[６] 基于该模型提出一

种建立上下文特征的检测方法.Ｓｕｎ 等人[７] 对 ＢＭ２５Ｆ
函数进行较长文本的适用性扩展ꎬ提出 ＲＥＰ 方法进

一步优化了检索效率.Ｎｇｕｙｅｎ 等人[８] 发现 ＢＭ２５Ｆ 在

处理跨术语描述场景时存在局限ꎬ因此提出融合潜在

狄利克雷分布(ＬＤＡ)的 ＤＢＴＭ 模型以提高准确性.
传统 ＩＲ 方法虽能捕捉词汇频率特征ꎬ却无法处

理上下文语义关联.为此ꎬＳｕｒｅｋａ 等人[９] 基于 ｎ￣ｇｒａｍ
模型开发字符级检测方法ꎬ通过语法结构分析增强语

义理解.Ｓａｂｏｒ 等人[１０]进一步扩展该方法ꎬ结合堆栈跟

踪中的函数调用序列特征提升检测能力. Ｗａｎｇ 等

人[１１]提出多模态检测框架ꎬ融合文本相似度(ＴＦ￣ＩＤＦ＋
词嵌入)与截图特征(结构＋颜色属性)生成候选列表.
１􀆰 ２　 基于深度学习的相关工作研究

深度学习技术推动了 ＤＢＲＤ 研究的革新. Ｄｅｓｈ￣
ｍｕｋｈ 等人[１２] 构建暹罗网络架构ꎬ联合 ＴｅｘｔＣＮＮ(提
取全局特征)与 ＬＳＴＭ(建模局部时序依赖)实现语义

匹配.Ａｋｉｌａｎ 等人[１３] 通过双层 ＬＤＡ 主题建模加速检

索过程.Ｘｉｅ 等人[１４]提出基于词嵌入与深度网络的分

布式表示方法ꎬ并结合结构化属性进行分类决策.周
文杰等人[１５] 在 ＧＲＵ 网络中引入注意力机制以动态

计算文本片段相似度ꎬ辅以 ＬＤＡ 主题特征与类别相

似度特征提升性能.Ｌａｚａｒ 等人[１６] 提出 Ｄ＿ＴＳ 方法ꎬ通
过 ２５ 种结构化相似度特征优化分类效果ꎬ曾杰等

人[１７]在此基础上融合 Ｄｏｃ２Ｖｅｃ 文本特征实现性能的

进一步提升.
随着 Ｔｒａｎｓｆｏｒｍｅｒ 架构的普及ꎬ基于 ＢＥＲＴ 的解决

方案成为主流.曾方等人[１８] 提出 Ｄ＿ＢＢＡＳ 方法ꎬ引入

ＢＥＲＴ 模型计算短文本字段相似度ꎬ使用 Ｄｏｃ２Ｖｅｃ 模

型计算长文本字段相似度ꎬ随后将两种相似度特征与

Ｄ＿ＴＳ 方法中 ２５ 种结构化相似度特征融合后共同检

测重复项.Ｍｅｓｓａｏｕｄ 等人[１９] 提出 ＢＥＲＴ￣ＭＬＰ 方法ꎬ截
取符合长度限制的前部文本作为 ＢＥＲＴ 模型的输入ꎬ
多层感知机分类器(ＭＬＰ)生成检测结果. Ｉｓｏｔａｎｉ 等

人[２０]针对文本交互方案下 ＢＥＲＴ 模型检测效率不足

９９２
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的问题ꎬ引入基于 Ｓｉａｍｅｓｅ 结构的 Ｓｅｎｔｅｎｃｅ￣ＢＥＲＴ 模

型提取文本语义特征.

２　 本文方法

　 　 ＤＢＲＤ(Ｄｕｐｌｉｃａｔｅ Ｂｕｇ Ｒｅｐｏｒｔ Ｄｅｔｅｃｔｉｏｎ)的目标是

准确检测当前缺陷报告与已有缺陷报告间的重复性ꎬ
通常分为特征提取和重复性分类两个阶段.特征提取

阶段针对缺陷报告的不同字段ꎬ提取可离线存储的向

量表示ꎬ以完成相似度特征计算.重复性分类阶段利

用多种相似度特征训练的分类模型返回缺陷报告对

的重复性检测结果.
为达成以上目标ꎬ本文以当前主流缺陷管理系统

Ｂｕｇｚｉｌｌａ、ＪＩＲＡ 和 ＧｉｔＨｕｂ 的缺陷报告集合为研究对

象ꎬ提出一种强化文本长程依赖和多特征融合的重复

软件缺陷报告检测方法ꎬ如图 １ 所示ꎬ主要包含五个

核心模块:数据预处理、文本语义相似度特征提取、元
数据相似度特征提取、词组重叠度计算和分类模型.
数据预处理的目的是过滤缺少信息的无效报告(例如

标题和描述内容皆为空的报告对)ꎬ同时将非结构化

属性中的标题和描述字段链接为完整文本ꎻ文本语义

相似度特征对链接后的文本进行动态的语义编码ꎬ利
用余弦相似度返回语义相似度特征ꎻ元数据相似度特

征提取模块针对结构化属性中具有固定格式的元数

据构建相似度特征提取网络ꎬ获取元数据相似度ꎻ词
符重叠度计算从文本比对角度获取文本中词组的相

似度ꎻ分类模型以三种相似度特征为输入ꎬ返回最终

的判定结果.

图 １　 方法总体架构

Ｆｉｇ􀆰 １　 Ｇｅｎｅｒａｌ ｆｒａｍｅｗｏｒｋ ｏｆ ｔｈｅ ｍｅｔｈｏｄ

２􀆰 １　 文本语义特征提取

非结构化属性体现为缺陷报告中以自然语言描

述的缺陷细节(如错误现象、复现步骤等)ꎬ通常篇幅

较长ꎬ传统信息检索方法难以有效捕捉上下文语义关

联ꎬ而 ＢＥＲＴ 等基于 Ｔｒａｎｓｆｏｒｍｅｒ 架构的预训练模型虽

然表征能力强大ꎬ但由于预训练阶段仅考虑了短文本

场景且采用绝对位置编码ꎬ无法有效处理长序列文

本.现阶段处理长文本时的主流方式是先将文本划分

为多个片段[２１]ꎬ利用编码器分别针对片段进行语义

嵌入ꎬ最终利用语义聚合将各个编码器输出的嵌入表

示归纳为固定维度的综合语义表示.这种方法能够捕

捉到片段内的语义联系ꎬ但片段之间难以建立足够的

关联ꎬ导致语义表示的准确性不足.针对这一问题ꎬ本
模块结合 Ｌｏｎｇｆｏｒｍｅｒ 和 ＢｉＬＳＴＭ Ａｔｔｅｎｔｉｏｎ 抽取非结构

化属性文本的相似度.模型结构如图 ２ 所示ꎬ主要构

成为:嵌入层、语义归纳层、ＰＣＡ 层和余弦相似度计

算ꎬ接下来将从这四个层面进行阐述.

图 ２　 语义相似度特征提取

Ｆｉｇ􀆰 ２　 Ｓｅｍａｎｔｉｃ ｓｉｍｉｌａｒｉｔｙ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ

００３
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　 　 １) 嵌入层

嵌入层的目的是将非结构化的自然语言文本转

换为高维稠密向量表示ꎬ以便后续模型能够有效捕捉

语义信息.鉴于缺陷报告的文本长度通常达到篇章级

别ꎬ本研究采用预训练模型 Ｌｏｎｇｆｏｒｍｅｒ 进行文本词嵌

入.Ｌｏｎｇｆｏｒｍｅｒ 由 Ｂｅｌｔａｇｙ 等人[２２] 提出ꎬ是一种专为长

文本处理设计的预训练语言模型. 该模型采用与

ＢＥＲＴ 类似的 １２ 层 Ｔｒａｎｓｆｏｒｍｅｒ 编码器结构ꎬ并在其

基础上扩展了位置编码长度ꎬ同时引入稀疏注意力机

制ꎬ以降低计算复杂度ꎬ使其能够在大规模长文本数

据集上进行高效预训练.借助这一机制ꎬＬｏｎｇｆｏｒｍｅｒ 能

够直接建模长序列文本中的语义依赖关系ꎬ并通过少

量微调即可在下游任务中实现优越的性能.
Ｌｏｎｇｆｏｒｍｅｒ 的稀疏注意力核心机制包括滑动窗口

注意力 ( Ｓｌｉｄｉｎｇ Ｗｉｎｄｏｗ Ａｔｔｅｎｔｉｏｎ ) 和全局注意力

(Ｇｌｏｂａｌ Ａｔｔｅｎｔｉｏｎ)(见图 ３):前者使用固定长度 的

滑动窗口ꎬ使每个 ｔｏｋｅｎ 仅与其前后共 个 ｔｏｋｅｎ

进行交互ꎬ从而捕捉局部语义信息ꎻ后者根据任务需

求ꎬ设定关键 ｔｏｋｅｎ(如[ＣＬＳ]标记)与其余所有 ｔｏｋｅｎ
进行交互ꎬ以捕捉长程的双向依赖关系.由于 Ｇｌｏｂａｌ
Ａｔｔｅｎｔｉｏｎ 依赖于关键 ｔｏｋｅｎ 位置的选择ꎬ而在重复性

检测任务中ꎬｔｏｋｅｎ 的重要性是动态变化的ꎬ因此本文

中仅采用滑动窗口注意力机制对文本进行初步嵌入.
针对任意缺陷报告 ꎬＬｏｎｇｆｏｒｍｅｒ 编码后的词向量表

示序列如下:

. (１)

式中: 为非结构化属性文本中描述和标题字段拼接

后的总长度ꎻ 和 分别为文本开头和结尾的特

殊标记ꎻ 为第 个 ｔｏｋｅｎ 的 维上下文感知向

量ꎬ其感受野覆盖 区间内的上下文

信息.

图 ３　 滑窗注意力机制和全局注意力机制

Ｆｉｇ􀆰 ３　 Ｓｌｉｄｉｎｇ Ｗｉｎｄｏｗ Ａｔｔｅｎｔｉｏｎ ａｎｄ Ｇｌｏｂａｌ Ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

　 　 ２) 语义归纳层

Ｓｌｉｄｉｎｇ Ｗｉｎｄｏｗ Ａｔｔｅｎｔｉｏｎ 机制下的注意力窗口通

常具备堆叠部分ꎬ随着 Ｔｒａｎｓｆｏｒｍｅｒ 层数的增加ꎬ头部

序列的语义信息能够逐层向后传播.这种方式能够有

效建立较为连续的语义依赖ꎬ但是依旧受到窗口长度

的限制.为此ꎬ该层结合基于 Ｓｉａｍｅｓｅ 结构的 ＢｉＬＳＴＭ
网络和 Ａｔｔｅｎｔｉｏｎ 机制ꎬ将 Ｅｑ 中分布的词向量表示逐

步归纳为固定维度的全局语义表示.
ＢｉＬＳＴＭ 网络的作用是通过单元记忆和门控机制

控制信息双向流动ꎬ从而捕捉长距离依赖关系.对于

词向量序列 ＥｑꎬＢｉＬＳＴＭ 逐步计算序列首端至尾端时

间步 ｔ 的门控状态.在此过程中ꎬ网络首先根据 ｔ 时刻

的嵌入表示 计算遗忘门 ꎬ决定前序信息的遗忘

和保留ꎬ表达式为:

　 　 　 . (２)

输入门 筛选当前时刻词表示 的有效信息ꎬ生

成候选记忆 .随后协同遗忘门 和前序记忆单元

共同计算得出当前时刻的记忆单元 ꎬ表达式

为:

　 　 　 . (３)

　 　 　 . (４)

　 　 　 . (５)

输出门 决定 ｔ 时刻隐态 保留 信息的比例ꎬ

该过程计算公式如下:

　 　 　 . (６)

　 　 　 . (７)

以上过程可逐步生成 Ｅｑ 对应的前向时间步隐态

１０３



　　　　　 西南民族大学学报(自然科学版) 第 ５１ 卷

序列 ꎬ为同时捕捉 Ｅｑ 的双向依赖关

系ꎬ接下来从序列尾端至首端重复以上过程ꎬ得到反

向时间步隐态序列 ꎬ . 与 水平拼

接后得到双向隐态序列 ꎬ表达式如下:

. (８)

引入注意力机制的目的是根据不同时间步的重

要程度为 分配全局关联权重ꎬ防止信息传递过程中

遗失远距离时间步的依赖关系ꎬ同时达到该层语义信

息聚合的目的:

　 　 　 . (９)

　 　 　 . (１０)

式中: 为可训练的参数矩阵ꎻ 为最终聚合后的

综合语义表示.
３) ＰＣＡ 层

聚合后的语义向量通常会被离线存储作为缺陷

报告非结构化属性的特征表示ꎬ为减少空间损耗ꎬ该

层采用主成分分析(ＰＣＡ)压缩高维语义表征 的冗

余信息ꎬ实现特征解耦ꎬ其优化目标为:

. (１１)

式中: 为协方差矩阵ꎻ 为

训练样本数ꎻ 为均值向量.
随后通过特征值分解选取前 个最大特征值对

应正交基向量构建投影矩阵 ꎬ将原始 ２ｄ 维

向量 映射至低维空间ꎬ从而在保持准确性的同时减

少空间损耗:

　 　 　 . (１２)

４)余弦相似度计算

余弦相似度是一种衡量两个向量在高维空间中

夹角相似度的度量方法ꎬ因为对向量大小不敏感和计

算简单而常用于文本相似度计算任务中.对于任意缺

陷报告对降维后的语义向量 和 ꎬ余弦相似度计算

公式为:

. (１３)

式中ꎬ 为余弦相似度ꎬ数值越接近 １ 表

示 和 越相似ꎬ越接近 ０ 表示越不相关.

２􀆰 ２　 元数据类别特征提取

软件缺陷报告的结构化属性包括产品、组件、版
本、创建日期和缺陷编号五种元数据字段ꎬ其中产品

和组件通常为类别数量固定的枚举字段ꎬ版本、创建

日期和缺陷编号则为浮点类型或整型数据.对于由若

干词符构成的产品和组件字段ꎬ二者综合后可参与重

复性判别特征.该模块将二者水平拼接后采用 ｏｎｅ￣ｈｏｔ
编码方式映射为多维稀疏向量ꎬ随后构建浅层 Ｓｉａ￣
ｍｅｓｅ 网络学习差异特征ꎬ最终通过余弦相似度计算

得出重复性判别特征ꎬ网络结构表达式为:

. (１４)

. (１５)

　 　 　 . (１６)

式中: 代 表 正 则 化ꎻ 为 激 活 函 数ꎻ

为可训练的参数矩阵.

对于数值类型的版本、创建日期和缺陷编号字

段ꎬ仅需分别衡量报告对间三种属性的数值差异即

可ꎬ计算方式如下:

　 　 　 . (１７)

式中: 为缺陷报告 ｑ 的 号特征ꎬ ｆｅａｔｕｒｅ１、

ｆｅａｔｕｒｅ２、ｆｅａｔｕｒｅ３ 分别为版本、日期和编号字段的相似

度特征ꎻ 为绝对值函数.
２􀆰 ３　 词符重叠特征计算

软件缺陷报告通常为描述技术问题的专业性文

档ꎬ其中涵盖大量的专业领域词汇.语义相似度特征

能够从语义角度反映文本综合信息的相似程度ꎬ词符

重叠率则能够从文本比对的角度为相似度判定作出贡

献.为量化缺陷报告 ｐ 和缺陷报告 ｑ 文本中词符序列

和 的重叠度ꎬ本模块引入 Ｓａｒｉｃ 等人[２３] 在 Ｓｉｍｐｌｅ

２０３
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ＴａｋｅＬａｂ 系统中的重叠度特征参与重复性检测.
１) 文本词形还原后的重叠率:

. (１８)

２)基于 ＷｏｒｄＮｅｔ 增强的单词重叠率(ＷｏｒｄＮｅｔ￣
ａｕｇｍｅｎｔｅｄ ｗｏｒｄ ｏｖｅｒｌａｐ):

. (１９)

　 　 . (２０)

式中: 计算 ＷｏｒｄＮｅｔ 网络中词汇 和 最短路径

长度的倒数.
３)加权词汇重叠率(Ｗｅｉｇｈｔｅｄ Ｗｏｒｄ Ｏｖｅｒｌａｐ):

. (２１)

　 　 　 . (２２)

式中: 函数用于计算词频ꎻ 为缺陷报告的语料库.

２􀆰 ４　 分类模型

该模块通过将从结构化属性和非结构化属性中

提取的相似度特征集( )拼接后输入

分类模型ꎬ以完成训练和最终的重复性检测任务.为
了降低单一分类算法可能引入的偏差ꎬ并确保模型的

鲁棒性和泛化能力ꎬ本文采用 Ｋ 近邻(ＫＮＮ)、随机森

林(Ｒａｎｄｏｍ Ｆｏｒｅｓｔ)、线性支持向量机(Ｌｉｎｅａｒ ＳＶＭ)以
及多层感知机(ＭＬＰ)四种经典分类算法对所提出的

方法进行评估.

３　 实验设计与结果分析

３􀆰 １　 数据集说明

实验数据集来源于三种主流缺陷管理系统中的

开源软件真实缺陷报告集ꎬ具体包括 Ｌａｚａｒ 等人[１６] 在

Ｂｕｇｚｉｌｌａ 平台上采集的 Ｅｃｌｉｐｓｅ、ＮｅｔＢｅａｎｓ 和 ＯｐｅｎＯｆｆｉｃｅ
缺陷报告ꎬＺｈａｎｇ 等人[２４] 收集的 ＪＩＲＡ 平台上的 Ｈａ￣
ｄｏｏｐ 缺陷报告ꎬ以及 ＧｉｔＨｕｂ 平台的 ＶＳＣｏｄｅ 缺陷报告

集.这五个数据集均以 的三元组形式

存储.首先ꎬ对原始数据中的重复三元组进行去重处

理ꎬ如(３８４７６ꎬ１５２８ꎬ１)和(１５２８ꎬ３８４７６ꎬ１)等.然后ꎬ在
相同的数据划分和分类模型参数设置下与对照方法

进行对比实验.去重后五种数据集的规模以及划分如

表 １ 所示.

表 １　 数据规模及划分

Ｔａｂｌｅ １　 Ｄａｔａｓｅｔ ｓｃａｌｅ ｐａｒｔｉｔｉｏｎ

平台 数据集
报告对

总数(份)
训练集

正样本(份) 负样本(份)

测试集

正样本(份) 负样本(份)

Ｂｕｇｚｉｌｌａ
Ｅｃｌｉｐｓｅ ２４７ ３６２ ３ ０００ ６ ０００
ＮｅｔＢｅａｎｓ １８５ ５８１ ３ ０００ ６ ０００
ＯｐｅｎＯｆｆｉｃｅ ９９ ０８６ ３ ０００ ６ ０００

８５ １９２ １５３ １７０
９２ ８２７ ８３ ７５４
５４ ２８９ ３５ ７９７

ＪＩＲＡ Ｈａｄｏｏｐ ６ ７１５ ７３６ ７３６ ５４０ ４ ７０３
ＧｉｔＨｕｂ ＶＳＣｏｄｅ ３０ ７４５ ７ １２６ １０ ８９９ ３ ７１２ ９ ００８

３􀆰 ２　 评价指标

本文选取重复软件缺陷报告检测任务中常用的准

确性(Ａｃｃｕｒａｃｙ)、精确度(Ｐｒｅｃｉｓｉｏｎ)、召回率(Ｒｅｃａｌｌ)
和 Ｆ１ 分数作为评价指标ꎬ四种指标的计算公式如下:

　 　 　 . (２３)

　 　 　 . (２４)

　 　 　 . (２５)

　 　 　 . (２６)

式中:Ｔ(Ｔｒｕｅ)代表模型预测正确ꎬＦ(Ｆａｌｓｅ)代表模型

预测错误ꎬＰ(Ｐｏｓｉｔｉｖｅｓ)代表正类样本ꎬ即重复报告ꎬＮ
(Ｎｅｇａｔｉｖｅｓ)代表负类样本ꎬ即非重复报告ꎻＴＰꎬＴＮ 分

别代表正确预测的正、负样本数目ꎬＦＰꎬＦＮ 分别代表

错误预测为正、负样本数目.
３􀆰 ３　 对比实验

为验证本文方法有效性ꎬ以 ＢＥＲＴ￣ＭＬＰ [１９]、Ｄ＿
ＴＳ[１６]和曾杰所提方法[１７] 为对照方法ꎬ采用相同数据

３０３
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划分和分类模型配置ꎬ首先分别针对 Ｂｕｇｚｉｌｌａ 平台的

Ｅｃｌｉｐｓｅ、ＮｅｔＢｅａｎｓ 和 ＯｐｅｎＯｆｆｉｃｅ 公开数据集进行方法

性能评估ꎬ对比结果见表 ２ 至表 ６.

表 ２　 Ｅｃｌｉｐｓｅ 数据集对比结果

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｎ Ｅｃｌｉｐｓｅ ｄａｔａｓｅｔ 单位:百分比(％)

方法
ＭＬＰ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＫＮＮ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｌｉｎｅａｒ ＳＶＭ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＢＥＲＴ－ＭＬＰ ８１.１１ ７９.２７ ８１.３３ ７９.９０ ７８.２６ ７６.８８ ７９.３７ ７７.２６ ８０.４３ ７８.７４ ８１.０７ ７９.３３ ８０.４８ ７８.５７ ８０.４５ ７９.１８

Ｄ＿ＴＳ ９５.９３ ９６.２１ ９４.８１ ９５.４５ ９４.２０ ９４.６５ ９２.５６ ９３.４７ ９５.８３ ９６.０３ ９４.７５ ９５.３４ ９５.６２ ９６.１５ ９４.２２ ９５.０７

文献[１７]方法 ９６.１７ ９６.４２ ９５.１４ ９５.７３ ９４.７０ ９５.１２ ９３.１９ ９４.０４ ９６.９２ ９７.０８ ９６.１２ ９６.５７ ９６.２８ ９６.３４ ９５.４３ ９５.８６

本文方法 ９７.０５ ９７.１１ ９６.３７ ９６.７２ ９６.３０ ９６.６０ ９５.２４ ９５.８６ ９６.８０ ９６.９４ ９５.９９ ９６.４４ ９６.９３ ９７.２２ ９６.０２ ９６.５８

表 ３　 ＮｅｔＢｅａｎｓ 数据集对比结果

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｎ ＮｅｔＢｅａｎｓ ｄａｔａｓｅｔ 单位:百分比(％)

方法
ＭＬＰ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＫＮＮ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｌｉｎｅａｒ ＳＶＭ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＢＥＲＴ－ＭＬＰ ７８.３３ ７８.３１ ７８.３０ ７８.３１ ７６.６２ ７６.７５ ７６.５０ ７６.５３ ７７.６６ ７７.７２ ７７.５８ ７７.６０ ７８.４０ ７８.３９ ７８.４２ ７８.３９

Ｄ＿ＴＳ ９０.４４ ９１.２５ ９０.８０ ９０.４３ ８６.９４ ８８.５７ ８７.４４ ８６.８８ ８９.０５ ９０.１５ ８９.４７ ８９.０３ ９１.２４ ９１.９０ ９１.５７ ９１.２４

文献[１７]方法 ９３.２９ ９３.５６ ９３.５２ ９３.２９ ８８.０４ ８９.３９ ８８.５０ ８８.００ ９２.２８ ９２.７３ ９２.５６ ９２.２８ ９２.９３ ９３.３５ ９３.２０ ９２.９３

本文方法 ９３.８５ ９４.６５ ９４.６８ ９４.４９ ９４.４９ ９４.０４ ９４.０５ ９３.８５ ９３.６８ ９３.９６ ９３.９１ ９３.６８ ９４.６０ ９４.７３ ９４.７８ ９４.５９

表 ４　 ＯｐｅｎＯｆｆｉｃｅ 数据集对比结果

Ｔａｂｌｅ ４　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｎ ＯｐｅｎＯｆｆｉｃｅ ｄａｔａｓｅｔ 单位:百分比(％)

方法
ＭＬＰ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＫＮＮ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｌｉｎｅａｒ ＳＶＭ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＢＥＲＴ－ＭＬＰ ８３.７０ ８３.１６ ８３.２７ ８３.２１ ８２.４１ ８１.８１ ８２.３３ ８２.０１ ８２.５０ ８１.９９ ８２.７９ ８２.２０ ８１.９７ ８１.７９ ８２.７９ ８１.７９

Ｄ＿ＴＳ ９１.３４ ９０.６９ ９２.４８ ９１.１３ ８４.１７ ８４.８１ ８６.５３ ８４.０５ ８９.６５ ８９.２１ ９１.１５ ８９.４６ ８８.７１ ８８.５４ ９０.５３ ８８.５５

文献[１７]方法 ９４.１７ ９３.４６ ９４.９８ ９３.９９ ８５.５８ ８５.９０ ８７.７４ ８５.４４ ９４.１５ ９３.４４ ９４.９７ ９３.９７ ９１.８０ ９１.１０ ９２.８０ ９１.５９

本文方法 ９４.５７ ９３.８９ ９５.１５ ９４.３８ ９２.７７ ９２.０９ ９３.８８ ９２.５８ ９４.１９ ９３.４９ ９５.０８ ９４.０２ ９３.１８ ９２.５１ ９４.２９ ９３.０１

　 　 以上三组实验中ꎬＢＥＲＴ￣ＭＬＰ 方法的性能表现较

差ꎬ原因一方面源于该方法仅利用了文本部分的语义

特征ꎬ特征组成较为单一.另一方面在于抽取的文本

信息受限于 ＢＥＲＴ 序列长度限制ꎬ该方法处理非结构

化属性文本时ꎬ首先对标题和描述文本进行截断处

理ꎬ随后输入 ＢＥＲＴ 进行语义特征提取ꎬ在这个过程

中通常会遗失关键的检测信息.相较于 ＢＥＲＴ￣ＭＬＰꎬ本
文方法结合 Ｌｏｎｇｆｏｒｍｅｒ 和 ＢｉＬＳＴＭ Ａｔｔｅｎｔｉｏｎ 增强模型

的长程依赖关系捕捉能力ꎬ避免了信息遗失的情况.
同时ꎬ结合了非结构化属性的元数据相似性特征和词

符重叠率特征ꎬ因此取得了更优的效果.
Ｄ＿ＴＳ 方法主要基于多种信息检索技术ꎬ通过对

字段相似度特征进行多样性组合检测重复项.该方法提

供了 ２５ 种结构化的相似度特征计算方式ꎬ采用了更全

面的特征提取方式ꎬ因此相比于 ＢＥＲＴ￣ＭＬＰꎬ在 Ｂｕｇｚｉｌｌａ
平台数据上取得了更好的效果.然而ꎬ该方法中文本语

义相似度特征是在 Ｎｅｗ Ｙｏｒｋ Ｔｉｍｅｓ 和 Ｗｉｋｉｐｅｄｉａ 语料

库上采用潜在语义分析(ＬＳＡ)得出ꎬ无法有效利用文

本的双向语义信息ꎬ因此相比于本文方法性能较弱.
曾杰 所 提 方 法 在 Ｄ＿ＴＳ 的 基 础 上ꎬ 融 入 了 由

Ｄｏｃ２Ｖｅｃ 模型抽取的分布式语义相似度ꎬ通过强化非结

构化属性文本特征提取ꎬ达到了更好的效果.该方法的

缺点在于ꎬＤｏｃ２Ｖｅｃ 模型对文本进行建模时ꎬ仅能捕捉

局部且单向的依赖关系ꎬ且只能生成静态的文档向量

表示ꎬ无法解决一词多义情况.在语境复杂的数据集

上(如 ＯｐｅｎＯｆｆｉｃｅ)ꎬ存在语义相似度不够准确的问题.
而本文方法采用了能够捕捉双向语义的预训练长文

本语言模型ꎬ并引入注意力机制为每个时间步中的关

键信息动态赋予权重ꎬ因此能够用较少特征达到更优

的检测性能ꎬ在 Ｅｃｌｉｐｓｅ、ＮｅｔＢｅａｎｓ 和 ＯｐｅｎＯｆｆｉｃｅ 项目

上相比于性能最好的基准方法ꎬＦ１ 平均提升 ０􀆰 ８５％、
２􀆰 ５２％和 ２􀆰 ２５％ꎬＡｃｃｕｒａｃｙ 平均提升 ０􀆰 ７６％ꎬ２􀆰 ５２％
和 ２􀆰 ２５％.

接着ꎬ分别针对 ＪＩＲＡ 和 ＧｉｔＨｕｂ 平台的 Ｈａｄｏｏｐ

４０３
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和 ＶＳＣｏｄｅ 数据集进行跨平台性能评估ꎬ实验结果如

表 ５ 和表 ６.由于平台数据中元数据字段存在大量缺

失(Ｈａｄｏｏｐ 缺少 ｐｒｏｄｕｃｔ 字段ꎬ且部分报告无 ｃｏｍｐｏ￣
ｎｅｎｔ 和 ｖｅｒｓｉｏｎ 字段ꎻＶＳＣｏｄｅ 缺失 ｐｒｏｄｕｃｔ、ｃｏｍｐｏｎｅｎｔ、
ｐｒｉｏｒｉｔｙ 字段ꎬ 且大量报告缺少 ｖｅｒｓｉｏｎ 字段)ꎬ 除

ＢＥＲＴ￣ＭＬＰ 外ꎬ其余多特征融合方法的性能均受到显

著影响.结果表明ꎬ本文方法在跨平台场景下依旧有

效ꎬ在 Ｈａｄｏｏｐ 和 ＶＳＣｏｄｅ 项目上相比于文献[１７]所

提方法ꎬＦ１ 平均提升 ４􀆰 ８５％和 １􀆰 ５４％ꎬＡｃｃｕｒａｃｙ 平均

提升 ４􀆰 ０３％和 １􀆰 ０４％.
表 ５　 Ｈａｄｏｏｐ 数据集对比结果

Ｔａｂｌｅ ５　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｎ Ｈａｄｏｏｐ ｄａｔａｓｅｔ 单位:百分比(％)

方法
ＭＬＰ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＫＮＮ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｌｉｎｅａｒ ＳＶＭ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＢＥＲＴ－ＭＬＰ ７９.８６ ９０.２１ ７９.３４ ８３.３５ ７９.２４ ９０.５２ ７９.１５ ８３.５２ ７７.３５ ９０.６１ ７７.２７ ８１.０６ ７７.３６ ９０.３５ ７７.０１ ８１.６７

Ｄ＿ＴＳ ８８.８４ ８７.１１ ８８.８４ ８７.７８ ６０.５２ ８３.９０ ６０.５２ ６８.２６ ８０.８７ ８５.８１ ８０.８７ ８２.９６ ８８.３８ ７２.６９ ８９.０２ ８０.３０

文献[１７]方法 ９０.４４ ８８.３４ ９０.４４ ８８.２６ ６８.８４ ８３.５２ ６８.８４ ７３.５３ ８１.８０ ８６.０２ ８１.８０ ８３.６１ ８９.１４ ８８.７９ ９０.７５ ８８.９６

本文方法 ８９.４３ ８９.０１ ９０.９６ ８９.２４ ７９.８７ ８９.０８ ８３.０５ ８５.９６ ８５.４０ ８６.９０ ８５.４０ ８６.０４ ９１.６２ ９４.６０ ９１.６３ ９２.５１

表 ６　 ＶＳＣｏｄｅ 数据集对比结果

Ｔａｂｌｅ ６　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｎ ＶＳＣｏｄｅ ｄａｔａｓｅｔ 单位:百分比(％)

方法
ＭＬＰ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＫＮＮ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｌｉｎｅａｒ ＳＶＭ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＢＥＲＴ－ＭＬＰ ８３.２２ ８６.６２ ８３.３５ ８４.１６ ７２.５２ ８５.１５ ７２.８３ ７６.０９ ７６.００ ８５.１２ ７６.８４ ７９.１５ ７５.８７ ８４.２８ ７５.６７ ７８.６３

Ｄ＿ＴＳ ８１.１５ ８５.４６ ８１.１５ ８２.８１ ６８.８８ ８３.５２ ６８.８４ ７３.５３ ８５.４０ ８６.９０ ８５.４０ ８６.０４ ８５.５７ ９０.１９ ８５.５７ ８７.０２

文献[１７]方法 ８７.９２ ８７.４６ ８７.９２ ８７.６７ ６８.８６ ８３.５４ ６８.９０ ７３.５７ ８７.３６ ８８.０７ ８７.５６ ８７.７９ ８９.３５ ９２.２７ ８９.３５ ９０.２３

本文方法 ８８.５６ ９１.４８ ８８.５６ ８９.４８ ６８.９８ ８３.５３ ６８.９５ ７３.６１ ８９.８４ ９２.２９ ８９.８４ ９０.６１ ９０.２４ ９３.７９ ８９.７６ ９１.７３

３􀆰 ４　 各模块特征性能分析

为验证各个模块对方法性能的影响ꎬ设置仅使用

Ｓｌｉｄｉｎｇ Ｗｉｎｄｏｗ Ａｔｔｅｎｔｉｏｎ 的 Ｌｏｎｇｆｏｒｍｅｒ 模型得出的语

义相似度特征作为分类模型的唯一输入ꎬ依次加入融

合 ＢｉＬＳＴＭ Ａｔｔｅｎｔｉｏｎ 机制的语义相似度特征( ＋ＢｉＬ￣

ＳＴＭ Ａｔｔｅｎｔｉｏｎ)、元数据相似度特征( ＋Ｃａｔｅｇｏｒｙ Ｆｅａ￣
ｔｕｒｅ)和词组重叠特征(＋Ｏｖｅｒｌａｐ Ｆｅａｔｕｒｅ)进行模块影

响分析实验ꎬ在 Ｅｃｌｉｐｓｅ、ＮｅｔＢｅａｎｓ、ＯｐｅｎＯｆｆｉｃｅ、Ｈａｄｏｏｐ
和 ＶＳＣｏｄｅ 项目上的结果如表 ７ 至表 １１.

表 ７　 Ｅｃｌｉｐｓｅ 数据集结果

Ｔａｂｌｅ ７　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ Ｅｃｌｉｐｓｅ ｄａｔａｓｅｔ 单位:百分比(％)

方法
ＭＬＰ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＫＮＮ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｌｉｎｅａｒ ＳＶＭ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｂａｓｅｌｉｎｅ ８５.２９ ８７.６１ ８０.１５ ８２.２８ ８３.３３ ８５.５５ ７７.６５ ７９.７０ ８２.９２ ８７.９６ ７５.９８ ７８.３５ ８４.２６ ８６.１８ ７９.０３ ８１.０４

＋ＢｉＬＳＴＭ Ａｔｔｅｎｔｉｏｎ ９０.７１ ９１.６２ ８７.８７ ８９.３２ ８９.８９ ９０.６３ ８６.９６ ８８.３８ ９０.５２ ９１.６１ ８７.５０ ８９.０６ ８８.２５ ８８.２８ ８５.４６ ８６.５９

＋Ｃａｔｅｇｏｒｙ Ｆｅａｔｕｒｅ ９３.００ ９３.３１ ９１.１８ ９２.１０ ９２.３９ ９２.６１ ９０.５１ ９１.４２ ９２.６１ ９２.６７ ９０.９３ ９１.７０ ９２.９６ ９３.１８ ９１.２１ ９２.０７

＋Ｏｖｅｒｌａｐ Ｆｅａｔｕｒｅ ８８.８４ ９０.６３ ８４.９７ ８６.９０ ８６.３７ ８８.９９ ８１.３９ ８３.６０ ８７.０４ ９０.３７ ８１.９２ ８４.３０ ８８.５１ ９０.１９ ８４.６２ ８６.５１

本文方法 ９７.０５ ９７.１１ ９６.３７ ９６.７２ ９６.３０ ９６.６０ ９５.２４ ９５.８６ ９６.８０ ９６.９４ ９５.９９ ９６.４４ ９６.９３ ９７.２２ ９６.０２ ９６.５８

表 ８　 ＮｅｔＢｅａｎｓ 数据集结果

Ｔａｂｌｅ ８　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ ＮｅｔＢｅａｎｓ ｄａｔａｓｅｔ 单位:百分比(％)

方法
ＭＬＰ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＫＮＮ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｌｉｎｅａｒ ＳＶＭ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｂａｓｅｌｉｎｅ ７０.３９ ７８.９９ ７１.６３ ６８.７５ ７０.２７ ７７.５４ ７１.４３ ６８.８６ ６５.１８ ７８.１２ ６６.７２ ６１.８５ ７０.４１ ７７.２５ ７１.５４ ６９.０９

＋ＢｉＬＳＴＭ Ａｔｔｅｎｔｉｏｎ ８５.６６ ８７.８１ ８６.６８ ８６.１２ ８６.１８ ８７.１３ ８６.１４ ８５.６０ ８５.８３ ８７.６０ ８６.３５ ８５.７６ ８４.３２ ８５.７２ ８４.７９ ８４.２６

＋Ｃａｔｅｇｏｒｙ Ｆｅａｔｕｒｅ ８８.１０ ８９.４１ ８８.５５ ８８.０６ ８６.５６ ８７.９７ ８７.０３ ８６.５２ ８５.１６ ８７.３０ ８５.７４ ８５.０６ ８９.４５ ９０.２５ ８９.８１ ８９.４４

＋Ｏｖｅｒｌａｐ Ｆｅａｔｕｒｅ ７６.６７ ８１.３３ ７７.５５ ７６.１２ ７２.７０ ７９.２２ ７３.７８ ７１.６４ ６５.６４ ７６.９１ ６７.１０ ６２.７４ ７６.６１ ８１.３８ ７７.５０ ７６.０５

本文方法 ９３.８５ ９４.６５ ９４.６８ ９４.４９ ９４.４９ ９４.０４ ９４.０５ ９３.８５ ９３.６８ ９３.９６ ９３.９１ ９３.６８ ９４.６０ ９４.７３ ９４.７８ ９４.５９

５０３
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表 ９　 ＯｐｅｎＯｆｆｉｃｅ 数据集结果

Ｔａｂｌｅ ９　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ ＯｐｅｎＯｆｆｉｃｅ ｄａｔａｓｅｔ 单位:百分比(％)

方法
ＭＬＰ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＫＮＮ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｌｉｎｅａｒ ＳＶＭ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｂａｓｅｌｉｎｅ ７３.３５ ７７.９８ ７７.５４ ７３.３４ ７２.３３ ７６.４７ ７６.２７ ７２.３３ ７１.０７ ７７.２９ ７５.８５ ７１.０１ ７２.３２ ７６.４４ ７６.２５ ７２.３１

＋ＢｉＬＳＴＭ Ａｔｔｅｎｔｉｏｎ ８６.９６ ８８.２８ ９０.２４ ８８.４０ ８８.５８ ８６.９９ ８８.９２ ８６.８０ ８８.３４ ８８.１０ ９０.０６ ８８.１６ ８７.１３ ８７.１２ ８９.０５ ８６.９７

＋Ｃａｔｅｇｏｒｙ Ｆｅａｔｕｒｅ ８１.４０ ８２.５３ ８３.９９ ８１.３０ ７８.５３ ８０.５６ ８１.５７ ７８.４８ ８０.９０ ８１.９４ ８３.４１ ８０.８０ ８１.６４ ８２.７９ ８４.２６ ８１.５５

＋Ｏｖｅｒｌａｐ Ｆｅａｔｕｒｅ ７９.３５ ８１.４４ ８２.４７ ７９.３１ ７５.７５ ７８.９７ ７９.３４ ７５.７４ ７６.７９ ８０.２３ ８０.５３ ７６.７９ ７９.１４ ８１.２２ ８２.２４ ７９.１１

本文方法 ９４.５７ ９３.８９ ９５.１５ ９４.３８ ９２.７７ ９２.０９ ９３.８８ ９２.５８ ９４.１９ ９３.４９ ９５.０８ ９４.０２ ９３.１８ ９２.５１ ９４.２９ ９３.０１

表 １０　 Ｈａｄｏｏｐ 数据集结果

Ｔａｂｌｅ １０　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ Ｈａｄｏｏｐ ｄａｔａｓｅｔ 单位:百分比(％)

方法
ＭＬＰ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＫＮＮ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｌｉｎｅａｒ ＳＶＭ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｂａｓｅｌｉｎｅ ７７.０６ ７９.８９ ７６.６９ ７８.２６ ７４.２３ ７７.０５ ７５.２７ ７６.１５ ７４.２７ ７８.８９ ７６.３２ ７７.５８ ７４.８７ ７７.９８ ７２.２２ ７４.９９

＋ＢｉＬＳＴＭ Ａｔｔｅｎｔｉｏｎ ９１.３０ ９４.２１ ９１.３０ ９２.１９ ８９.１５ ９３.２９ ８９.１５ ９０.４４ ９２.２９ ９４.５２ ９２.２９ ９２.９８ ８４.６１ ９２.１６ ８４.６１ ８６.９６

＋Ｃａｔｅｇｏｒｙ Ｆｅａｔｕｒｅ ７７.３０ ８５.０６ ７７.３０ ８０.４８ ７２.５４ ７５.９１ ７２.５４ ７４.１９ ７３.２６ ８４.８４ ７３.２６ ７７.７５ ７６.６１ ８６.９６ ７０.５２ ７７.８８

＋Ｏｖｅｒｌａｐ Ｆｅａｔｕｒｅ ７８.７９ ８２.７１ ８０.５４ ８１.６１ ７５.８４ ７６.０１ ７４.７９ ７５.４１ ７６.７９ ８０.２３ ８０.５３ ８０.３８ ８９.８１ ９３.９８ ８９.８１ ９１.０５

本文方法 ８９.４３ ８９.０１ ９０.９６ ８９.２４ ７９.８７ ８９.０８ ８３.０５ ８５.９６ ８５.４０ ８６.９０ ８５.４０ ８６.０４ ９１.６２ ９４.６０ ９１.６３ ９２.５１

表 １１　 ＶＳＣｏｄｅ 数据集结果

Ｔａｂｌｅ １１　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｏｎ ＶＳＣｏｄｅ ｄａｔａｓｅｔ 单位:百分比(％)

方法
ＭＬＰ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＫＮＮ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｌｉｎｅａｒ ＳＶＭ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｒａｎｄｏｍ Ｆｏｒｅｓｔ

Ａｃｃｕｒａｃｙ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

Ｂａｓｅｌｉｎｅ ７９.２１ ８３.２５ ７７.５４ ８０.２９ ７５.７２ ７８.２３ ７４.２３ ７６.１８ ７６.５９ ７９.３３ ７６.２６ ７７.７６ ７２.８７ ７５.９８ ７０.２２ ７２.９９

＋ＢｉＬＳＴＭ Ａｔｔｅｎｔｉｏｎ ８６.１１ ８９.７２ ８６.１１ ８７.３２ ７９.１８ ８８.２８ ７９.１８ ８１.９４ ８５.０１ ８９.５８ ８５.０１ ８６.４９ ８５.７７ ９０.３４ ８５.７７ ８７.１９

＋Ｃａｔｅｇｏｒｙ Ｆｅａｔｕｒｅ ７２.３１ ７６.４２ ７３.５８ ７４.９７ ６８.９６ ８３.５１ ６８.９６ ７３.６２ ７６.８４ ７８.４９ ７６.２５ ７７.３５ ７４.００ ８６.９７ ７４.００ ７７.８３

＋Ｏｖｅｒｌａｐ Ｆｅａｔｕｒｅ ８０.２１ ８４.６３ ８０.２１ ８１.９５ ７４.５５ ７７.９４ ７６.２６ ７７.０９ ８７.５８ ９０.７７ ８７.５８ ８８.６２ ８９.８１ ９３.９８ ８９.８１ ９１.０５

本文方法 ８８.５６ ９１.４８ ８８.５６ ８９.４８ ６８.９８ ８３.５３ ６８.９５ ７３.６１ ８９.８４ ９２.２９ ８９.８４ ９０.６１ ９０.２４ ９３.７９ ８９.７６ ９１.７３

　 　 以上五组实验结果表明ꎬ三个模块抽取的相似度

特征均有贡献ꎬ尤其是四种元数据类别特征ꎬ仅需配

合 Ｂａｓｅｌｉｎｅ 抽取的语义相似度特征便可有效提高检

测性能ꎬ在 Ｅｃｌｉｐｓｅ、ＮｅｔＢｅａｎｓ、ＯｐｅｎＯｆｆｉｃｅ 项目上 Ｆ１ 平

均提升 ８􀆰 ７９％、１８􀆰 ２６％、８􀆰 ３５％ꎬＡｃｃｕｒａｃｙ 平均提升

１１􀆰 ４８％、１９􀆰 ８８％和 ８􀆰 ２８％ꎬ验证了多特征融合提升

检测性能的可行性.但是由于 Ｈａｄｏｏｐ 和 ＶＳＣｏｄｅ 数据

普遍缺乏元数据信息ꎬ因此加入 Ｃａｔｅｇｏｒｙ Ｆｅａｔｕｒｅ 模块

后反倒引入了低判别能力的特征ꎬ导致在 Ｈａｄｏｏｐ 和

ＶＳＣｏｄｅ 项目上 Ｆ１ 平均提升 ０􀆰 ８３％、降低 ０􀆰 ８７％ꎬＡｃ￣
ｃｕｒａｃｙ 平均降低 ０􀆰 １８％、３􀆰 ０７％.其次ꎬ语义归纳层

ＢｉＬＳＴＭ Ａｔｔｅｎｔｉｏｎ 的融合也进一步提升了语义相似度

特征的准确性ꎬ仅通过单个特征就能够在 Ｅｃｌｉｐｓｅ、
ＮｅｔＢｅａｎｓ、ＯｐｅｎＯｆｆｉｃｅ、Ｈａｄｏｏｐ 和 ＶＳＣｏｄｅ 项目上平均

提升 ５􀆰 ８９％、１６􀆰 ４１％、１５􀆰 ４８％、１３􀆰 ８９％和 ８􀆰 ９３％的

Ｆ１ 精度ꎬ７􀆰 ５０ ％、１８􀆰 ０５％、１５􀆰 ３３％、１４􀆰 ２３％和 ７􀆰 ９２％
的 Ａｃｃｕｒａｃｙ.结合对比实验中 ＢＥＲＴ￣ＭＬＰ 的结果ꎬ可

以发现采用强化长程依赖信息的 Ｌｏｎｇｆｏｒｍｅｒ 模型能

够利用更多有效信息ꎬ从而达到较于 ＢＥＲＴ 模型更优

的性能表现.最后ꎬ三种词组重叠特征的引入为 Ｅ￣
ｃｌｉｐｓｅ、ＮｅｔＢｅａｎｓ、ＯｐｅｎＯｆｆｉｃｅ、Ｈａｄｏｏｐ 和 ＶＳＣｏｄｅ 项目

平均提升 ３􀆰 ７４％、３􀆰 ８５％、５􀆰 ２４％、５􀆰 ３６％和 ７􀆰 ８７％的

Ｆ１ 精度ꎬ４􀆰 ９９％、７􀆰 ７４％、５􀆰 ２４％、５􀆰 ２０％和 ６􀆰 ９４％的

Ａｃｃｕｒａｃｙ.尽管该类特征影响较弱ꎬ但也能从文本比对

的角度提供更多样性和更丰富的差异信息ꎬ同时也验

证了传统信息检索方式与现阶段深度学习方式抽取

的特征经过融合后一同用于检测重复项的有效性.

４　 结束语

　 　 本文针对现阶段研究中特征组合单一问题和

ＢＥＲＴ 类模型输入长度的局限性ꎬ提出一种强化文本

长程依赖和多特征融合的重复软件缺陷报告检测方

法.该方法一方面通过结合 Ｌｏｎｇｆｏｒｍｅｒ 和 ＢｉＬＳＴＭ￣Ａｔ￣
ｔｅｎｔｉｏｎ 实现了篇章级文本特征提取ꎬ避免表征过程中

６０３
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大量信息遗失的情况.另一方面ꎬ结合语义相似度特

征、元数据相似度特征以及词组重叠度特征对软件缺

陷报告进行更加全面的重复性检测.在大规模公开数

据集上进行实验ꎬ结果表明多特征融合的方式能够显

著提升检测精度ꎬ并且强化语义差异表示后生成的语

义相似度能够在复杂样本中提供更加稳定的增益ꎬ从
而在跨平台场景下依旧有效.在未来的工作中ꎬ将从

分类检测阶段入手ꎬ在集成分类和多级检测方向进行

探索ꎬ尝试进一步提升方法的性能.
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